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ENTRE USUARIOS EN REDES SOCIALES EN LÍNEA”
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Resumen

La predicción de enlaces es el problema de inferir la existencia de un enlance entre
un par de nodos en un grafo en el futuro cercano. Para llevar a cabo esta tarea es común
usar información provista por los nodos y aristas observados, ante lo cual se pueden crear
distintos métodos de puntuación de enlaces. Usualmente, estos métodos evalúan estructuras
locales del grafo observado, asumiendo que nodos que están más cercanos en el perı́odo de
observación, tendrán mayor posibilidad de generar un enlace en el futuro.

En esta tesis se diseñan y evalúan algoritmos de recomendación de usuarios que puedan
ser de interés a un usuario dado, lo que se denomina recomendación P2P en redes sociales
en lı́nea. Los algoritmos se basarán en la caracterización de las diferencias entre niveles de
actividad de usuarios. El supuesto de esta tesis es que el nivel de interacción real entre dos
usuarios se relaciona con los patrones de actividad que ambos usuarios han tenido en el
pasado y por tanto, a partir de estos patrones es posible generalizar y pronosticar el éxito o
fracaso de una recomendación P2P.

En esta tesis se analizan diferentes caracterı́sticas topológicas en redes reales con el
objetivo de explicar la creación de nuevos enlaces. En particular se estudia la red Skout,
una red social para conocer personas, donde en una representación como grafo cada usua-
rio corresponde a un nodo y la existencia de una relación de amistad entre dos usuarios
corresponde a una arista.

Luego de determinar las caracterı́sticas que mejor se adaptan al problema de predicción
de enlaces con los datos reales, se realizan evaluaciones de modelos generativos como
Watts-Strogatz y Barabasi-Albert, evaluando la efectividad del uso de éstas caracterı́sticas
topológicas: autoridad, grado y transitividad. Además, se analiza el uso de la segmentación
de grafos, aplicando las caracterı́sticas antes mencionadas en cada sub-grafo generado.
Finalmente, los resultados muestran que la red real (Skout) se comporta de manera similar
a un modelo generativo (Watts-Strogatz).
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Capı́tulo 1

Introducción

1.1. Motivación

Existen diversos tipos de redes tales como redes tecnológicas, de información, biológi-

cas y sociales. En el caso particular de esta propuesta, se trabajará con una red social en

particular llamada Skout 1 la cual consiste en una red social para conocer personas alrede-

dor del mundo.

En la tabla 1.1 se pueden observar distintos tipos de redes sociales con distintas ca-

racterı́sticas para cada red. Las caracterı́sticas pueden estar dadas por la naturaleza de las

redes, por lo que pueden existir limitaciones fı́sicas o necesidades especı́ficas que hacen

que una red presente cierto tipo de propiedades. En el caso de las redes sociales en lı́nea la

cantidad de conexiones existentes es mucho menor a la cantidad de conexiones posibles y,

por tanto, el grado promedio en la red es bajo, por lo que este tipo de redes son dispersas.

Debido a la disponibilidad de datos y a los diversos fenómenos que ocurren en entornos

donde los datos generados obedecen el formato de datos en red, es que se ha desarrollado

un creciente interés por el análisis de redes complejas y su uso para diversos propósitos,

siendo el ámbito de las redes sociales en lı́nea uno de los más llamativos en la última

década. En este trabajo de tesis se explorará el uso de datos extraı́dos desde redes sociales

en lı́nea para proveer recomendaciones P2P. En particular, el interés se centra en explorar

1http://www.skout.com
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network type n m z ` α C(1) C(2) r
so

ci
al

film actors undirected 449913 25516482 113.43 3.48 2.3 0.20 0.78 0.208
company directors undirected 7673 55392 14.44 4.60 – 0.59 0.88 0.276
math coauthorship undirected 253339 496489 3.92 7.57 – 0.15 0.34 0.120
physics coauthorship undirected 52909 245300 9.27 6.19 – 0.45 0.56 0.363
biology coauthorship undirected 1520251 11803064 15.53 4.92 – 0.088 0.60 0.127
telephone call graph undirected 47000000 80000000 3.16 2.1
email messages directed 59912 86300 1.44 4.95 1.5/2.0 0.16
email address books directed 16881 57029 3.38 5.22 – 0.17 0.13 0.092
student relationships undirected 573 477 1.66 16.01 – 0.005 0.001 −0.029
sexual contacts undirected 2810 3.2

in
fo

rm
at

io
n

WWW nd.edu directed 269504 1497135 5.55 11.27 2.1/2.4 0.11 0.29 −0.067
WWW Altavista directed 203549046 2130000000 10.46 16.18 2.1/2.7
citation network directed 783339 6716198 8.57 3.0/–
Roget’s Thesaurus directed 1022 5103 4.99 4.87 – 0.13 0.15 0.157
word co-occurrence undirected 460902 17000000 70.13 2.7 0.44

te
ch

no
lo

gi
ca

l

Internet undirected 10697 31992 5.98 3.31 2.5 0.035 0.39 −0.189
power grid undirected 4941 6594 2.67 18.99 – 0.10 0.080 −0.003
train routes undirected 587 19603 66.79 2.16 – 0.69 −0.033
software packages directed 1439 1723 1.20 2.42 1.6/1.4 0.070 0.082 −0.016
software classes directed 1377 2213 1.61 1.51 – 0.033 0.012 −0.119
electronic circuits undirected 24097 53248 4.34 11.05 3.0 0.010 0.030 −0.154
peer-to-peer network undirected 880 1296 1.47 4.28 2.1 0.012 0.011 −0.366

bi
ol

og
ic

al

metabolic network undirected 765 3686 9.64 2.56 2.2 0.090 0.67 −0.240
protein interactions undirected 2115 2240 2.12 6.80 2.4 0.072 0.071 −0.156
marine food web directed 135 598 4.43 2.05 – 0.16 0.23 −0.263
freshwater food web directed 92 997 10.84 1.90 – 0.20 0.087 −0.326
neural network directed 307 2359 7.68 3.97 – 0.18 0.28 −0.226

Cuadro 1.1: Estadı́sticas básicas para redes publicadas.

recomendaciones de afinidad entre usuarios, esto es, cuán interesado puede estar un usuario

en conocer y establecer una relación con otro. Esta propuesta se relaciona también con

sistemas de recomendación, brevemente descrito en la sección 1.2.

1.2. Sistemas de recomendación

Los sistemas de recomendación fueron adquiriendo una vital relevancia durante la últi-

ma década. Es ası́ que a finales de los años 90 emergen sistemas de recomendación en el

entonces creciente mercado electrónico, dando origen al área Collaborative Filltering (CF)

[6]. El objetivo principal de CF es predecir la relevancia de un artı́culo para un usuario,

esto generalmente realizado a través de la proximidad de dos usuarios. Esta proximidad

puede ser obtenida mediante tres enfoques: 1) similitud entre el historial de interacción de
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los usuarios con los artı́culos, b) similitud de caracterı́sticas de los usuarios, y c) similitud

de los artı́culos de interés de los usuarios. La proximidad en el caso de la similitud entre

el historial de interacción de usuarios se logra en base al registro histórico de actividad de

usuarios relacionada con artı́culos, como por ejemplo, comparando la cantidad de artı́culos

en común que compraron dos usuarios, dando paso a la recomendación de productos sobre

los cuales los usuarios no comparten preferencias. Distinto es el caso de la similitud basada

en usuarios, en la que se utilizan caracterı́sticas de éstos, para luego recomendar artı́culos

entre usuarios con propiedades similares, tal como se muestra en la figura 1.1. Finalmente,

el caso de recomendación basada en artı́culos es análogo al basado en usuarios, pero en

sentido contrario, es decir, se recomiendan artı́culos similares a los que son de interés del

usuario objetivo.

Figura 1.1: Diagrama explicativo de Collaborative Filtering

En algunas ocasiones se ha abordado este problema como un problema de predicción de

enlaces [7], tomando las ventajas que este enfoque trae para este tipo de problemas, donde

agrupar usuarios se realiza de manera más natural y eficiente. En este trabajo de tesis se
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seguirá esta aproximación, modelando una recomendación P2P y una red social como un

problema de predicción de enlaces.

1.3. Predicción de enlaces

En el ámbito de las redes sociales en lı́nea, la recomendación de usuarios se realiza

principalmente a través del grafo completo existente [43] o a través de la transitividad [38].

En el primer caso, una recomendación se establece en base a funciones de similitud usando

caracterı́sticas topológicas [5]. En el segundo caso se generalizan las relaciones basándose

en transitividad en triángulos, como por ejemplo, si A es amigo de B y B es amigo de C,

entonces A y C pueden ser amigos [22]. Estas últimas recomendaciones se describen como

relaciones basadas en amigos de los amigos (FOAF). En general, las redes sociales en lı́nea

son dispersas [10], es decir, el total de posibles enlaces que puede generar un usuario es

mucho mayor que el número de enlaces que realmente el usuario tiene, tal como se describe

en la siguiente expresión de densidad en redes sociales: E ≈ kV , donde E es el número de

enlaces, V es el número de nodos o usuarios y k es un valor mucho mayor al número

total de usuarios. Esto provoca que la predicción de enlaces en redes sociales sea una tarea

muy difı́cil, con resultados bastante pobres (dependiendo del tipo de algoritmo o técnica

utilizada y de la red en sı́ misma). Estos resultados varı́an sustancialmente, encontrándose

resultados desde un 3% hasta un 54.8% de mejora por sobre predictor aleatorio [25]. En

general, los algoritmos de predicción de enlaces en redes sociales se clasifican según el

tipo de caracterı́sticas que usan para realizar sus recomendaciones. Se pueden encontrar: 1)

Algoritmos basados en similitud de perfiles de usuarios, lo que está basado en el principio

de homofilia, 2) Algoritmos basados en la descripción de información transaccional de los

usuarios, como intercambio de mensajes, participación en foros, y en general text mining de

sus posts, y 3) algoritmos basados en la caracterización topológica de cada usuario. Estos

diferentes enfoques se describirán en las secciones 1.3.1, 1.3.2 y 1.3.3 respectivamente.
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1.3.1. Homofilia

La homofilia es la tendencia de individuos a relacionarse con otros individuos de simi-

lares caracterı́sticas en distintos aspectos [33]. En base a esto se espera que una persona

tienda a generar vı́nculos con otras con las cuales comparten caracterı́sticas tales como re-

ligión, situación socio-económica, ubicación geográfica, idioma entre otras. Además, se ha

estudiado que las relaciones entre individuos no similares tiende a disolverse a una tasa

mayor que las relaciones basadas en homofilia. Según el principio de homofilia, la afinidad

entre dos usuarios desconocidos puede inferirse a partir de la similitud de sus perfiles.

1.3.2. Text mining sobre información transaccional

Las redes sociales proveen mucha información de lo que los usuarios hacen y compar-

ten, tal como mensajes directos, menciones, etiquetado y envı́o de fotos o archivos entre

otras acciones. Esta información puede ser muy útil para determinar la fuerza de conexión

entre enlaces, como ha sido propuesto y estudiado por Kahanda y Neville [19]. Según el

principio de análisis de texto, la afinidad entre dos usuarios desconocidos puede inferirse a

partir de la similitud del contenido recuperable desde sus mensajes o publicaciones.

1.3.3. Caracterización topológica

Las caracterı́sticas topológicas de una red se relacionan con la formación de futuros

enlaces [38] debido a que las redes se ajustan a determinados modelos de evolución. Esto

quiere decir que las caracterı́sticas topológicas pueden ser buenos descriptores de la evolu-

ción esperada de una red y que ellas están condicionadas al modelo dinámico que explica

el crecimiento de una red. Luego, es de interés estudiar si estas caracterı́sticas pueden tener
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buenas propiedades para pronósticos realizados a nivel de nodos, lo cual no es evidente ya

que estas caracterı́sticas representan sı́ntesis a nivel estructural.

Algunas caracterı́sticas topológicas de interés:

� Diámetro: Longitud del camino más largo de las rutas más cortas entre los pares de

nodos.

� Distancia: Cantidad de aristas para la ruta más corta entre dos nodos.

� Grado: Número de vecinos a distancia unitaria. Si la red es dirigida puede distinguirse

entre grado de entrada y grado de salida.

� Número de ciclos: Número máximo de ciclos independientes en el grafo.

� Betweeness centrality: Número de caminos cortos que pasan por un nodo.

Figura 1.2: Algunas caracterı́sticas topológicas de redes.

Las caracterı́sticas topológicas de una red pueden dar ciertas pistas acerca del compor-

tamiento ante ciertos eventos en la red. Por ejemplo, una red que contenga nodos con un

valor alto en el ı́ndice de Betweeness centrality, serı́an susceptibles a ataques intenciona-

dos. No se ha explorado aún cuán relevantes pueden ser estas caracterı́sticas en el problema

de recomendación P2P de usuarios. Dentro de estas caracterı́sticas, es de especial interés

explorar la utilidad de la asortatividad en este problema, la cual se explica en la siguiente

sección.
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1.3.4. Coeficiente de afinidad selectiva

El término assortativity corresponde a un coeficiente que denota la preferencia de los

nodos para vincularse con otros nodos de similares caracterı́sticas. En general, las redes

sociales tienen mezclas de afinidad selectiva entre los nodos [35].

Figura 1.3: Diagrama explicativo de coeficiente de afinidad preferencial

En el caso de la red social a estudiar (Skout) puede ser útil el coeficiente de afinidad

preferencial, el cual representa la relación entre los grados de los extremos de las aristas, o

sea, puede extraer información acerca de la jerarquı́a existente de la red, por ejemplo, los

usuarios de grado bajo interactúan con usuarios de grado alto o con usuarios que tienen

una cantidad similar de amigos. Según esta caracterı́stica, un usuario A podrı́a ser afı́n a un

usuario dado si es que su grados de afinidad selectiva son coincidentes.

1.3.5. Hipótesis y verificación

Hipótesis 1 La naturaleza de la red determina el método que mejor se adecua para el

problema de Link Prediction.
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Para probar esta hipótesis de trabajo se lleva a cabo una baterı́a de pruebas sintéticas en

base a modelos generativos de redes con el fin de mostrar la efectividad en la predicción de

enlaces respecto de los parámetros utilizados para las mejores caracterı́sticas encontradas

en pruebas reales, comparando el comportamiento entre ambas pruebas. Con esto, se puede

determinar el modelo generativo que más se acerca a la red social, con lo cual se determi-

nan ciertos comportamientos o patrones esperados y se puede tomar ventaja de esto en el

problema de predicción de enlaces.

1.3.6. Discusión

En la propuesta original de tesis se propuso trabajar con caracterı́sticas particulares de

la red, en especı́fico con el principio de afinidad selectiva o assortativity, postulando que el

nivel de interacción entre dos usuarios se relaciona con patrones de actividad que han tenido

en el pasado. En pruebas preliminares se observó la diversa gama de métodos y enfoques

para resolver el problema de Link Prediction. Varios de estos métodos recogen el principio

del nivel de interacción entre usuarios de diversas maneras, ya sea mediante relaciones de

amistad, envı́o de mensajes y perfiles de usuario. Ante esta situación se evaluaron diversos

métodos obteniendo resultados dispares, lo cual motivó el trabajo de tesis final, debido a

que además de que el problema de Link Prediction está bien estudiado, es un problema

difı́cil y su aplicación entornos reales implica explorar redes muy dispersas.
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Trabajo relacionado

La recomendación de usuarios es lograda principalmente mediante propiedades de tran-

sitividad (Newman et al [38]) o Friend of a Friends [46]. Si un usuario A es amigo de un

usuario B y el usuario B es a la vez amigo del usuario C, entonces A y C probablemente

serán amigos [22]. En general, las redes sociales en lı́nea son dispersas [10], lo que signifi-

ca que la cantidad total de potenciales enlaces a ser creado es mucho mayor que los enlaces

observados. La baja densidad de enlaces convierte el problema de predicción de enlaces en

un problema muy difı́cil entregando mejoras sobre un predictor aleatorio que van del 3%

al 54% [25]. En los últimos años un número de diferentes algoritmos ha sido desarrolla-

do para predecir nuevos enlaces en varios tipos de redes tales como redes de colaboración

cientı́fica [25], redes de interacción proteı́na-proteı́na [30], redes de energı́a eléctrica [30] y

redes sociales [34], entre otras. En la actualidad hay varios ı́ndices de similitud disponibles

para el problema de predicción de enlaces, entre ellos se encuentra los que se basan en el

usuario o en los nodos [27]. Otros ı́ndices de similitud que son ampliamente usados son los

que se basan en caracterı́sticas topológicas locales o globales de una red. Las caracterı́sticas

locales son construidas a partir del sub-grafo al cual pertenece el usuario y no se requiere

del grafo completo. Uno de los ı́ndices más simples es Common Neighbors [38]. Éste ı́ndi-

ce considera la cantidad de vecinos en común que tienen dos nodos. Cuando éste ı́ndice

es mayor, entonces es más probable la creación de un enlace en el futuro entre el par de

nodos [22]. El ı́ndice de Jaccard [15] es el cuociente entre la cardinalidad de los vecinos en

común con la cardinalidad de la unión de ambos vecindarios, obteniendo un valor que re-

presenta la proporción entre la cardinalidad de ambos conjuntos. Otros ı́ndices usualmente

20
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utilizados son el ı́ndice de Salton [44], también conocido como similitud coseno, y el ı́ndi-

ce de Sorensen [47] que es principalmente utilizado en redes ecológicas [31]. Otro ı́ndice

local conocido es el ı́ndice de Adamic y Adar [1]. Los ı́ndices globales requieren de la red

entera para ser calculados. Uno de esos ı́ndices es conocido como el ı́ndice Katz [20]. Éste

ı́ndice suma la cantidad de caminos existentes entre dos nodos multiplicándolo por un fac-

tor de amortiguación. Si este factor es muy pequeño, entonces el ı́ndice se comportará de

manera similar al ı́ndice Common Neighbors. El ı́ndice de camino local [30] es muy simi-

lar al propuesto por Katz, pero usa un largo de camino limitado, todo esto asociado a una

complejidad computacional menor. Finalmente se encuentra el ı́ndice recursivo conocido

como SimRank [18] que es calculado utilizando procesos de random walk, propagándose

por el grafo con un factor de decaimiento.

2.1. Link Prediction Estático

El problema de Link Prediction contempla distintas etapas que pueden afectar el ren-

dimiento de una posible solución, como es el caso de la ventana de observación utilizada,

uno de los factores que influye en la calidad de la solución [26].

Una de las variantes más utilizadas, ya sea por simpleza o menor esfuerzo computacional

requerido, es la observación estática, es decir, utilizar una ventana de observación estática

y previamente definida, sobre la cual se ejecutan los distintos experimentos.

2.1.1. Enfoques precursores

En la literatura se pueden encontrar distintos trabajos que se basan en perı́odos de ob-

servación estática, como es el caso del trabajo de Silva et al [46], en el que desarrollan un



22 CAPÍTULO 2. TRABAJO RELACIONADO

algortimo que utiliza caracterı́sticas topológicas locales, como la densidad de enlaces en

los conjuntos resultantes de la unión o intersección de los vecindarios de dos nodos. Hay

otros trabajos en los que la localidad del algoritmo depende de un parámetro que acota o

limita la exploración, como es el caso de Lu et al [30]. A los ı́ndices topológicos usados

anteriormente se le pueden agregar pesos con información relacionada a la red, como es el

caso de Murata et al [34], en el cual se agregó información a los ı́ndices comúnmente utili-

zados. Existen otros dos trabajos similares en los cuales se usa la información transaccional

de una red: uno es el de Kahanda et al [19] que utilizan los mensajes, posts e imágenes

enviadas y el otro es de Roth et al [43] en el cual se basan en el grafo implı́cito generado

a través de las interacciones entre los usuarios en un servicio de correos electrónicos. Bliss

et al [5] combinaron distintos ı́ndices de similitud para luego ajustar los parámetros para

darles pesos a cada uno de estos ı́ndices utilizando un algoritmo evolutivo, evaluando y

evolucionando los parámetros con el pasar del tiempo. Cabe destacar, que en este trabajo

de tesis no se varı́a la ventana de observación, sin embargo, se utilizan los datos en distintas

fechas como entradas para ajustar los parámetros necesarios. Finalmente, en el trabajo de

Jacobs et al [16] se realiza una encuesta para poder etiquetar los enlaces para una poste-

rior evaluación utilizando la periodicidad de las interacciones entre usuarios. Por otro lado,

Zhao et al [53] utilizan vectores de caracterı́sticas basados en la información de los usua-

rios con una componente opcional basada en propiedades locales.

Referencia Foco Conjunto de pruebas

Liben-Nowell et al [25] Variados ı́ndices de similitud Red de colaboración cientı́fica
Murata et al [34] Índices de similitud con pesos Red social
Kahanda et al [19] Información transaccional Facebook

Lu et al [30] Índice de similitud semi-global (acotado)
Interacción proteı́na-proteı́na
Colaboración cientı́fica
Energı́a eléctrica

Silva et al [46] Densidad de vencindarios Red Social
Roth et al [43] Grafo implı́cito de interacciones Correos electrónicos (Gmail)

Bliss et al [5]
Algoritmo evolutivo para combinación
lineal de ı́ndices de similitud Twitter

Zhao et al [53] Vectores de caracterı́sticas de nodos interacción proteı́na-proteı́na
Jacobs et al [16] Periodicidad entre interacciones Interacción en un juego en lı́nea

Cuadro 2.1: Trabajos realizados con observación estática
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2.2. Enfoques alternativos

Otra gama de trabajos en el área de Link Prediction apuntan a diversificar o explorar

otros algoritmos y metodologı́as para llevar a cabo la tarea de predecir enlaces. Es ası́ como

Lichtenwalter et al [26] generan un algoritmo de flujo y además evalúan distintos tamaños

de ventanas de observación.

El trabajo de Chiluka et al [7] modifica implementaciones previas para utilizar los

algoritmos en las redes basadas en el contenido generado por los usuarios. En el caso de

Backstrom [2] utiliza Supervised Random Walks combinando la información estructural

con la información a nivel de nodos.

Luego, tenemos a Wang et al [11] que se basan en tensores y matrices. Un trabajo

más reciente (Shin et al [45]) plantea el uso de la técnica de aproximación Low Rank para

mejorar la eficiencia y la escalabilidad del algoritmo.

Una manera diferente de mejorar la eficiencia y poder escalar a medida de que el ta-

maño de la red aumenta, es aprovechar caracterı́sticas globales mediante métodos que se

aproximen a métodos globales. Es ası́ como Symeonidis et al [48] proponen el uso de

Spectral Clustering para el problema de Link Prediction. Este enfoque considera los k pri-

meros valores propios de la matriz Laplaciana para generar k clusters. Posteriormente se

calcula la distancia Bray-Curtis entre nodos en el espacio k-dimensional formado por los

valores propios seleccionados.

Finalmente, tenemos el caso de la aplicación de lógica difusa con Bastani et al [4] y la

teorı́a de juegos con Zappella et al [52].



24 CAPÍTULO 2. TRABAJO RELACIONADO

Referencia Foco Conjunto de pruebas

Lichtenwalter et al [26] Algoritmo de flujo
Llamadas telefónicas,
colaboración cientı́fica

Backstrom et al [2] Supervised Random Walks
Facebook,
red de colaboración cientı́fica

Chiluka et al [7] Índices de similitud adaptados Flickr
Shin et al [45] Aproximación mediante Low Rank Red club de karate
Wang et al [50] Modelos probabilı́sticos locales DBLP, colaboración cientı́fica
Dunlavy et al [11] Modelos basado en tensores y matrices DBLP
Bastani et al [4] Lógica difusa Red de colaboración cientı́fica
Zappella et al [52] Teorı́a de juegos Red social comercial
Symeonidis et al [48] Spectral Clustering Red social opiniones

Cuadro 2.2: Trabajos con enfoques alternativos

2.3. Segmentación de redes

En la comunidad de Link Prediction existen varios trabajos en los que se realiza un

proceso de segmentación de la redes combinado con alguna otra técnica o caracterı́stica

para poder realizar la tarea de predecir enlaces, como en el caso Symeonidis et al [48].

Por esto, es importante revisar algunas de las técnicas más conocidas para la detección de

comunidades o para segmentar redes.

2.3.1. Clustering espectral

Ésta técnica de segmentación considera los k primeros valores propios de la matriz La-

placiana para generar k clusters mediante los k vectores propios que representan un espacio

k dimensional. Dentro de este espacio k-dimensional, se pueden clasificar los miembros de

cada uno de los k cluster usando alguna medida de distancia.
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Figura 2.1: Análisis espectral para Red Barabási-Albert de 200 nodos

2.3.2. Método Walktrap para detección de comunidades

El método planteado por Pons et al [40] se elabora en base a la intuición de que una ca-

minata aleatoria tiende a quedar atrapada en partes densamente conexas, correspondientes

a comunidades, por lo que se puede generar un dendrograma representando la jerarquı́a del

grafo en base a la distancia entre vértices y uniones de vértices.

2.3.3. Método Edge Betweenness para detección de comunidades

El método Edge Betweenness para detección de comunidades planteado por Newman et

al [37] calcula el valor de edge betweenness de cada nodo y elimina el nodo más alto, para

luego iterar sobre la misma operación. Esto genera un dendrograma representando la jerar-
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Figura 2.2: Método Walktrap

quı́a de los nodos y segmentando el grafo a medida que se eliminan nodos en cada iteración.

Figura 2.3: Método Edge Betweenness
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2.3.4. Fast Greedy Modularity para detección de comunidades

Fast Greedy Modularity es el método propuesto por Clauset et al [9], el cuál es un algo-

ritmo aglomerativo jerárquico que se basa en un ı́ndice de modularidad Q. Para determinar

las comunidades se calcula el valor de cambio del ı́ndice de modularidad ∆Q en cada itera-

ción y luego se itera hasta que la comunidad persista.

Figura 2.4: Método Fast Greedy Modularity

2.3.5. Leading eigenvector

El método Leading eigenvector postulado por Newman [36] usa el primer valor propio

positivo para particionar la matriz de modularidad Q = A−P, donde A es la matriz de ad-

yacencia y P es la matriz de de probabilidad de existencia de enlaces. Una vez particionada

la red en dos comunidades, se puede repetir este proceso para particionar en más de dos

comunidades la red.
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Figura 2.5: Método Leading Eigenvector

2.4. Modelos generativos

2.4.1. Watts-Strogatz

El modelo Watts y Strogatz en teorı́a de redes se emplea para la construcción de algunas

redes de mundo pequeño. Genéricamente se trata de un modelo de generación de grafos

aleatorios con distancias medias pequeñas y valores altos del coeficiente de agrupamiento.

El modelo matemático toma el nombre de la investigación realizada por los matemáticos

Duncan Watts y Steven Strogatz en el año 1998 en la revista Nature [51]. El modelo se

genera a partir de un enrejado tipo anillo, donde cada nodo está conectado directamente a

k vecinos. Posteriormente, se procede al proceso de recableado, en donde con probabilidad

p se determina si un enlace es recableado o no. Para recablear un enlace entre los nodos

ni y n j se escoge con probabilidad p un nodo nk de todos los posibles, evitando bucles y

enlaces repetidos, formando un enlace entre ni y nk, eliminando el enlace original con el
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nodo n j. El parámetro p asociado a la probabilidad de recableo determina cómo será la red

resultante. Cuando p es 0, es una red regular tipo malla o grilla; cuando p es 1 el resultado

es una red similar a una red aleatoria tipo Erdós-Renyi [12]. En la imagen 2.6 se observa el

efecto del parámetro p sobre el resultado generado.

Figura 2.6: Modelo generativo de Watts-Strogatz [51].

2.4.2. Barabási-Albert

El Modelo de Barabási–Albert [3] es un algoritmo empleado para generar redes alea-

torias complejas libres de escala empleando una regla o mecanismo denominado conexión

preferencial. Las redes generadas por este algoritmo poseen una distribución de grado de

tipo Ley de Potencia y que se denominan redes libres de escalas. La red se genera a partir de

la incorporación de nuevos nodos, dado un nodo v, la probabilidad de generar el arco hacia

vi, indicada como pi es proporcional al número de enlaces ya existentes de vi. La ecuación

2.1 muestra la probabilidad pi asociada al grado ki del nodo objetivo respecto de la suma

total de grados existentes en la red al momento de agregar un nuevo nodo. Las redes de
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este tipo son muy frecuentes en los sistemas elaborados por el ser humano ası́ como en la

naturaleza. Ejemplos de sistemas de este tipo son Internet, redes de citas, redes eléctricas y

algunas redes sociales. El modelo toma el nombre de Albert-László Barabási y Réka Albert

autores que lo popularizaron en 1999.

pi =
ki

∑ j k j
(2.1)

2.4.3. Erdös-Rényi

El modelo Erdös–Rényi, nombrado ası́ por ser un estudio que realizaron los matemáti-

cos Paul Erdős y Alfréd Rényi [12], es uno de los métodos empleados en la generación de

grafos aleatorios. En este modelo se tiene que un nuevo nodo se enlaza con igual probabi-

lidad p con el resto de la red, es decir posee una independencia estadı́stica con el resto de

los nodos de la red.

Figura 2.7: Comparación de distribución de grados entre redes aleatorias y libres de escala

En la imagen 2.7 se puede observar la diferencia entre la distribución de grados entre
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redes aleatorias y libres de escala. En el caso de las redes aleatorias (tipo Erdós-Renyi),

las distribución de grados sigue una distribución normal, es decir, la mayorı́a de los no-

dos presentan grados cercanos al promedio, mientras que en el caso de las redes libres de

escala (tipo Barabási-Albert) se observa una ley de Zipf [41], donde muchos nodos están

conectados a muy pocos, y muy pocos nodos están conectados a muchos nodos. En el caso

particular de las redes generativas Watts-Strogatz, la distribución de grados dependerá del

parámetro p utilizado, es decir, cuando p es cero, todos los nodos tienen el mismo grado;

cuando p es 1 se comporta como una red aleatoria y cuando es cercano a 0.5 muestra una

distribución normal desplazada.
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Análisis descriptivo

En este capı́tulo se exploran dos aproximaciones al problema de predicción de enlaces.

La primera es modelar el problema como un problema de clasificación de enlaces entre dos

clases (verdadero y falso). El segundo enfoque es usar umbrales de localidad para definir

una colección de semillas desde la cual se puede generar una lista de candidatos.

Este capı́tulo fue publicado parcialmente en Estrada et. al [13]

3.1. Estrategia para predicción de afinidad

Sea G = (V,E) un grafo no dirigido. En un punto dado del tiempo t0 asumimos que

todos los vértices v ∈V son conocidos pero solo un subconjunto de enlaces E es conocido.

Sea Eobs el subconjunto de enlaces e ∈ E conocidos en t0, y sea Emiss el subconjunto de

enlaces no observados en t0, donde Emiss = E \Eobs. Dado el problema de predecir enlaces

en Emiss dado G = (V,Eobs), una manera natural de abordarlo es creando un modelo a

partir de G = (V,Eobs) capaz de predecir enlaces potenciales en Emiss tal como se señala a

continuación:

P
(

Emiss | Eobs,Xv

)
,

donde Xv es una colección de caracterı́sticas de los vértices extraı́das desde G. Es usual

estimar un modelo P̂ usando instancias de datos etiquetadas sobre Xv, modelando la tarea

de predicción de enlaces como un problema de clasificación de enlaces entre dos clases,

32
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correspondientes a, enlaces reales y falsos. Para realizar esto, un conjunto de enlaces E0

es observado en un periodo posterior a t0, asumiendo que estos enlaces son buenos des-

criptores de los enlaces en Emiss. Entonces, estos enlaces son caracterizados sobre Xv y

etiquetados como enlaces reales de ejemplo. Desde el conjunto E×E \{E0∪Eobs} se ex-

trae una muestra aleatoria de enlaces, caracterizada sobre Xv y etiquetada como enlaces

falsos de ejemplo. En consecuencia, un modelo es ajustado para estimar P̂ de acuerdo a

una función de criterio dada. La figura 3.1 muestra la aproximación descrita anteriormente.

Training period Testing period

2013/1/1 12/31 2014/1/1 1/25

Figura 3.1: Link prediction como un problema de clasificación.

Es común considerar un perı́odo largo de observación respecto a la red y calcular Xv.

En la comunidad de máquinas de aprendizaje este perı́odo es conocido como perı́odo de

entrenamiento. En la figura 3.1 el perı́odo de entrenamiento abarca un año completo y t0

es el último dı́a de ese año (31 de Diciembre). Después de t0 y durante 25 dı́as, nuevos

enlaces (marcados por lı́neas rojas) son registrados y almacenados para crear una colección

de enlaces reales. Este perı́odo de tiempo es llamado perı́odo de pruebas. Cada enlace no

observado durante el perı́odo de entrenamiento y de pruebas es considerado como un enlace

falso. Luego, enlaces falsos (cada enlace no incluido en la figura) y enlaces reales (arcos

rojos) son usados para crear un conjunto de datos con ejemplos de ocurrencias verdaderas

y falsas caracterizado sobre Xv. Un número de factores puede ayudar a explicar el éxito

de tal estrategia. Primero, el resultado depende de la calidad del solver de máquinas de



34 CAPÍTULO 3. ANÁLISIS DESCRIPTIVO

aprendizaje. Es habitual tratar con modelos sobredimensionados limitando la capacidad de

P̂ de generalizar a nuevas instancias. La creación de un modelo con buenas propiedades

de generalización está lejos de ser una tarea fácil. Además, el éxito depende de la elección

de t0 y de la existencia de un perı́odo de entrenamiento y de prueba considerable. En esta

sección se compara la estrategia descrita anteriormente respecto a una estrategia basada

en ranking. Una estrategia basada en ranking considera dos pasos para ordenar enlaces

candidatos. Para un vértice dado u, se realiza un paso de recuperación de vértices, usando

restricciones de localidad para recuperar una lista de vértices cercanos a u. Luego, esta lista

es ordenada de acuerdo a criterios de relevancia dados. El siguiente pseudocódigo ilustra

la estrategia basada en ranking.

Predicción de enlaces basada en ranking
1: procedure LINK RANKING(u, th)
2: retrieval:
3: seeds← ()
4: Γ(u)← fetch neighbor list of u
5: for each v in Γ(u) do
6: if locality(u,v)> th then
7: seeds← v
8: ranking:
9: scores← ()

10: for each v in seeds do
11: for each c in Γ(v) do
12: scores[c]← Xv(c)
13: return top K elements of scores

Como se muestra en el pseudocódigo, se requieren dos pasos para abordar el problema

de predicción de enlaces como un problema basado en ranking. El primer paso desarrolla

un paso de recuperación sobre el conjunto de vecinos de u. Para hacer esto, una restricción

asociada a un umbral de localidad es verificada, colocando los vértices en la lista de semi-

llas. Luego, en el paso de ordenamiento o ranking del algoritmo, por cada vecino c de cada

semilla recuperada en el paso anterior, un puntaje es calculado sobre Xv(c). Finalmente, los

mejores K elementos de la lista de candidatos son retornados.
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3.2. Caracterı́sticas para predicción de afinidad

3.3. Caracterı́sticas locales

En esta sección se explorará el uso de una medida de localidad: Jaccard.

Coeficiente de Jaccard Sea G = (V,Eobs) el grafo observado en el tiempo t0. Sea u y

v un par de vértices en V , y sea Γ(u) y Γ(v) el vecindario de u y v, respectivamente. El

coeficiente de similitud de Jaccard de u y v es la proporción entre los vecinos en común y

la unión de los dos vecindarios. Formalmente:

Jaccard(u,v) =
| Γ(u)∩Γ(v) |
| Γ(u)∪Γ(v) |

.

El dominio de valores del coeficiente de Jaccard se mueve entre 0 y 1, siendo 0 dos

nodos que no tienen nungún vecino en común y 1 cuando dos nodos comparten todos sus

vecinos.

3.4. Caracterı́sticas globales

En esta sección se explora el uso de medidas globales para la predicción de enlaces:

Grado normalizado, medidas basadas en HITS, y transitividad. Estas caracterı́sticas son

independientes de las consultas, es decir, estas medidas definen una colección de estima-

ciones a nivel de vértices. El valor de una medida de esta colección es el mismo para todo

el grafo, razón por la que estas caracterı́sticas serán llamadas caracterı́sticas globales. Las

definiciones están dadas a continuación.



36 CAPÍTULO 3. ANÁLISIS DESCRIPTIVO

Coeficiente de grado Sea Γ(u) el vecindario del vértice u y sea | Γ(u) | la cardinali-

dad de este conjunto, también conocido como grado de u. Se define coeficiente de grado

normalizando | Γ(u) | con el máximo grado de G. Formalmente:

Degree(u) =
| Γ(u) |

Maxv∈G | Γ(v) |
.

Coeficiente de transitividad Sea Γ(u) el vecindario del vértice u. El coeficiente de tran-

sitividad Transitivity(u) (también conocido como coeficiente de clustering) es la razón

entre el número de enlaces en Γ(u) y el número máximo de esos enlaces. Si Γ(u) tiene eu

enlaces, entonces se tiene:

Transitivity(u) =
eu

|Γ(u)|·(|Γ(u)|−1)
2

.

Coeficiente HITS Los coeficientes HITS (Búsqueda inducida de tópicos en hipertexto)

provienen de la comunidad de recuperación de la información, propuesto por Kleinberg

[21] y usado originalmente para ranking de páginas web. La idea es que las páginas que

tienen muchos enlaces apuntando a ellas son llamadas autoridades y las páginas que tienen

muchos enlaces de salida son llamadas hubs. Buenos hubs apuntan a buenas autoridades,

y viceversa. Sean hub(u) y auth(u) los coeficiente de hub y autoridad para un vértice u.

La siguiente ecuación puede ser resuelta a través de un algoritmo iterativo que aborda el

problema definido por:

hub(u) = ∑
v∈G|u→v

auth(v),
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auth(u) = ∑
v∈G|v→u

hub(v).

En grafos no dirigidos ambos coeficientes tienen el mismo valor. Se obtuvo el grafo de

enlaces de Skout que corresponde a un año completo (2013). Luego, para una colección de

542.010 usuarios que crearon enlaces al menos una vez durante el perı́odo de observación,

se calcularon estas tres medidas descritas anteriormente. Estos histogramas aparecen en las

figuras 3.2a, 3.2b y 3.2c.
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Figura 3.2: Histogramas de caracterı́sticas globales

Las figuras 3.2a, 3.2b y 3.2c muestran histogramas log(a+1) de las medidas de auto-

ridad, grado y transitividad. Autoridad muestra una porción significativa de usuarios en la

primera sección. Sin embargo, un grupo de usuarios está concentrado en el rango entre -30

y -10, indicando que esta medida es relevante para esta tarea. Algo similar ocurre en el

histograma de log transitividad, donde los coeficientes están concentrados alrededor de -4

y un gran grupo en la sección cero, indicando la presencia de cliqués. Finalmente, se puede

observar que la caracterı́stica de grado normalizado está concentrada en valores bajos.
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3.5. Evaluación experimental

3.5.1. Resultados

En esta sección se explora la tarea de predicción de enlaces con datos reales obtenidos

desde Skout. Se registró cada enlace creado durante el año 2013 generando un grafo no

dirigido con 3.855.389 enlaces entre 1.920.015 usuarios.

Algunas estadı́sticas básicas de este grafo están detalladas en la tabla 3.1.

Feature Value
E 3,855,389
V 1,920,015
Diameter 7

Cuadro 3.1: Estadı́sticas básicas para el grafo analizado.

Se registraron los enlaces creados durante los primeros 25 dı́as de Enero de 2014. Esta

colección de enlaces registrados comprende 582.199 nuevos enlaces durante este perı́odo

entre usuarios cuyas cuentas fueron creadas antes del 1 de Enero (usuarios antiguos desde

ahora en adelante). Un total de 428.341 usuarios antiguos adicionaron un nuevo amigo du-

rante el perı́odo de observación. La distribución de nuevos amigos por usuario es mostrada

en la figura 3.3.

Como muestra la figura 3.1, la distribución de nuevos amigos por usuario sigue la ley

de los ricos obtienen más riquezas: Solo unos pocos usuarios concentran muchos nuevos

amigos mientras que la mayorı́a de los usuarios solo forma uno o dos relaciones de amistad

durante el perı́odo. El número de enlaces creados por dı́a durante la observación es mos-

trada en la figura 3.4. Se puede observar que solo dos dı́as exhiben alzas significativas

en términos de creación de enlaces (el dı́a tercero y el duodécimo dı́a) y los otros están
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Figura 3.3: Distribución del número de enlaces creados por usuarios durante el perı́odo de
observación.

concentrados alrededor de 30.000 enlaces por dı́a.

Un total de 76.848 usuarios aceptaron al menos una solicitud de amistad durante el

perı́odo de observación. A esos usuarios se les denomina como “usuarios activos” del

perı́odo. La colección de enlaces potenciales usadas para crear el conjunto de datos de

máquinas de aprendizaje es el conjunto de enlaces no observado que se inicia a partir de

usuarios activos y que apuntan a usuarios con al menos un nuevo enlace durante el perı́odo

de observación, descartando de este conjunto los enlaces potenciales que pudieron ser crea-

dos entre usuarios inactivos. Luego se reduce el problema de clasificación al de separación

entre enlaces no observados y reales que se inician en usuarios activos. Esta metodologı́a

es descrita en la figura 3.5.

Este escenario favorece a las máquinas de aprendizaje. A medida que se utiliza informa-
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Figura 3.4: Número de enlaces creados por dı́a durante el perı́odo de observación

ción sobre cuáles usuarios crearon enlaces durante el perı́odo de observación, el conjunto

de datos puede tomar ventaja de esta información, reduciendo el problema de predicción

de enlaces a un problema de clasificación entre enlaces reales y falsos entre usuarios acti-

vos. De hecho, el problema real es mucho más difı́cil, debido a que no se tiene apriori la

información sobre los usuarios activos. Por lo tanto, el clasificador tiene que lidiar con el

conjunto completo de enlaces potenciales, que crece de manera cuadrática a medida que

crece V . A pesar de estas consideraciones, este enfoque es útil para ilustrar cómo las me-

didas globales se comportan en este problema, descubriendo algunas propiedades de los

datos. En este trabajo preliminar, se balancean las instancias de datos reales y falsas para

evitar resultados sesgados o parciales. Esto se realiza mediante el muestreo aleatorio uni-

forme de todo el conjunto de instancias etiquetadas. Como resultado se obtuvo un conjunto

de 343.887 enlaces etiquetados como reales y 345.000 enlaces etiquetados como falsos.
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Figura 3.5: Metodologı́a de creación del conjunto de datos. Enlaces y nodos azules re-
presentan el grafo en t0. Enlaces rojos representan enlaces creados durante el perı́odo de
observación. Enlaces mostrados con lı́nea punteada indican enlaces potenciales no obser-
vados. En la estrategia a utilizar, enlaces de lı́nea punteada son etiquetados como instancias
de enlaces falsos y los enlaces rojos son etiquetados como instancias reales.

Para cada instancia de datos considerada en este conjunto y para cada vértice de cada

enlace etiquetado, se calcularon las medidas de autoridad, grado normalizado y transitivi-

dad. En la tabla 3.2 se muestra los valores de ganancia de información para cada carac-

terı́stica considerada en el conjunto de datos.

Como muestra la tabla 3.2, la caracterı́stica más relevante para este problema es el

puntaje de autoridad del segundo vértice. Como el primer vértice corresponde al usuario

activo (el que acepta o rechaza la solicitud de amistad), la autoridad del segundo usuario es

una medida de la visibilidad del usuario candidato para el resto del grafo (qué tan conectado
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Feature Information Gain
Authority 2 0.9155
Authority 1 0.5367
Transitivity 2 0.1192
Degree 2 0.1054
Transitivity 1 0.0392
Degree 1 0.0227

Cuadro 3.2: Valores de ganancia de información para cada caracterı́stica considerada en el
conjunto de datos. Caracterı́sticas de usuarios activos están representadas con un subı́ndice
1.

está el candidato al grafo). Por otro lado, las caracterı́sticas de los usuarios activos que están

relacionadas con su localidad son marginalmente relevantes al problema, indicando que la

actual conectividad del vecindario del usuario activo no se relaciona con la creación de

enlaces nuevos. El gráfico de matriz del conjunto de datos está representado en la figura

3.6. Se aplica una función logarı́tmica a cada caracterı́stica para facilitar la visualización de

los gráficos.

Tal como muestra la figura 3.6, cada comparación entre caracterı́sticas muestran la au-

sencia de correlación. En consecuencia, se descarta el uso de una selección de un conjunto

de caracterı́sticas. En la tabla 3.3 se muestra los resultados en rendimiento de los clasi-

ficadores creados para resolver el problema de clasificación. Se utilizó una estrategia de

validación cruzada para evaluar cada clasificador. Los solvers usados fueron Naive Bayes,

J48 (árboles de decisión) y regresión logı́stica.

Como se muestra en la Tabla 3.3, el mejor resultado es logrado usando un árbol de

decisión J48, con un balance de rendimiento casi perfecto entre ambas clases. Los otros

solvers exhiben resultados sesgados, a pesar del hecho de que el conjunto de datos etique-

tado es balanceado. De hecho, Naive Bayes y la regresión logı́stica sesgan sus resultados a

la detección de enlaces falsos, con un alto valor para la tasa de Verdaderos Positivos para

esta clase. Respecto a los resultados para enlaces verdaderos, son muy pobres, con tasas
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Figura 3.6: Matriz de correlación de las caracterı́sticas consideradas en el conjunto de datos.
Enlaces reales son representados por los puntos rojos y enlaces falsos por los puntos azules.

de Verdaderos Positivos iguales a 0.138 y 0.316 para Bayes y regresión logı́stica, respecti-

vamente. Estos resultados implican bajas tasas de recall y, en consecuencia, bajas tasas de

F-measure. Además, en valores de TP y FP se percibe notoriamente el sobreajuste produ-

cido por el desequilibrio entre clases determinado por la naturaleza de la red, es decir, la

proporción de FP+T N
FN+T P es alta, produciendo el mencionado desequilibrio con Naive Bayes y

con regresión logı́stica. Debido a lo anterior, se analizará los resultados obtenidos usando

J48, descartando Bayes y Regresión logı́stica para la siguiente etapa de análisis.

En la figura 3.7 se muestra el árbol de decisión J48 creado usando el conjunto de datos.
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Class TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC Area

Bayes
real 0.138 0.035 0.796 0.138 0.235 0.183 0.605 0.635
false 0.965 0.862 0.529 0.965 0.683 0.183 0.605 0.572
W Avg. 0.552 0.449 0.662 0.552 0.460 0.183 0.605 0.604

J48
real 0.642 0.232 0.734 0.642 0.685 0.414 0.789 0.813
false 0.768 0.358 0.683 0.768 0.723 0.414 0.789 0.778
W Avg. 0.705 0.295 0.708 0.705 0.704 0.414 0.789 0.795

Log
real 0.316 0.132 0.705 0.316 0.437 0.221 0.662 0.666
false 0.868 0.684 0.560 0.868 0.681 0.221 0.662 0.625
W Avg. 0.593 0.408 0.633 0.593 0.559 0.221 0.662 0.646

Cuadro 3.3: Medidas de rendimiento del problema de clasificación entre enlaces verdaderos
y falsos.

Se introdujo una restricción de podado para un mejor entendimiento de su estructura. La

restricción de poda fue introducida para hacerse cargo del balance entre la descripción de

datos y el rendimiento, limitando el efecto de la restricción en 5 puntos porcentuales sobre

F-measure.

La figura 3.7 muestra que la caracterı́stica más relevante para esta tarea es la autoridad

del segundo vértice, resultado que es consistente con el análisis de ganancia de informa-

ción. De hecho, un valor alto de autoridad para el segundo vértice (el vértice candidato) es

suficiente evidencia para la predicción de enlaces reales para 35.296 enlaces sobre 2.993

falsos positivos. Candidatos con bajos puntajes de autoridad necesitan ser descritos usan-

do grado y transitividad. Finalmente, la caracterización de los usuarios activos es marginal

para el problema, siendo considerada para esta tarea el grado. De hecho, un bajo grado

para usuarios activos permite detectar enlaces reales para 80.346 casos sobre 33.628 falsos

positivos.

Ahora se explorará el uso de umbrales de localidad para la selección de candidatos. Se

calculó el coeficiente de Jaccard para cada vértice en el grafo almacenado hasta el primero

de Enero de 2014, es decir, para la colección de 3.855.389 enlaces creados durante el 2013.

El histograma para estos coeficientes se muestra en la figura 3.8.
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Figura 3.7: Árbol de decisión para el problema de clasificación verdadero/falso.

Tal como muestra el histograma de la figura 3.8, el principal casillero de agrupación

está en el origen, pero un número significativo de vecinos logran altos valores para esta

medida. Se utilizarán 3 umbrales de localidad usando Jaccard: 0.1, 0.2 y 0.3. Estos valores

permitirán recuperar un gran número de semillas para el algoritmo de ranking de vértices.

Se iniciará el análisis desde la colección de usuarios que crearon al menos un nuevo

enlace de amistad durante el perı́odo de observación. Este conjunto contiene 76.848 vérti-

ces, y por cada vértice de este conjunto se obtiene la colección de vecinos con un valor del

ı́ndice de Jaccard por sobre el valor del umbral.

Se obtuvieron 70.498, 61.056, y 34.929 semillas para los umbrales de Jaccard iguales

a 0.1, 0.2 y 0.3, respectivamente. Luego, para cada semilla fue recuperado su conjunto

de vecinos, los que son considerados como amigos candidatos para cada usuario activo.

Posteriormente, la lista de enlaces entre usuarios activos y sus candidatos fue evaluada en

el grafo. Si un enlace fue encontrado en el grafo almacenado hasta el 1 de Enero de 2014,
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Figura 3.8: Histograma para coeficientes de Jaccard.

se elimina de la colección.

Si un enlace fue encontrado en el perı́odo de observación (del 1 al 25 de Enero), enton-

ces se etiqueta como enlace real. Finalmente, si un enlace no fue encontrado, se etiqueta

como enlace falso. 5.138, 1.875 y 810 enlaces reales fueron encontrados usando la estra-

tegia postulada, y un total de 235.348, 135.022 y 61.027 casos fueron etiquetados para

valores de umbrales iguales a 0.1, 0.2 y 0.3, respectivamente. Se balanceó el conjunto de

datos usando re-muestreo para evitar el análisis de resultados sesgados.

En esta sección se exploró la factibilidad de una estrategia basada en ranking constru-

yendo clasificadores para cada conjunto de datos etiquetado. Los rendimientos resultantes

son mostrados en la tabla 3.4.
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th = 0.1 Class TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC Area

Bayes
real 0.392 0.064 0.861 0.392 0.538 0.391 0.800 0.799
false 0.936 0.608 0.606 0.936 0.736 0.391 0.800 0.742
W Avg. 0.664 0.336 0.733 0.664 0.637 0.391 0.800 0.770

J48
real 0.920 0.055 0.943 0.920 0.931 0.864 0.975 0.965
false 0.945 0.080 0.921 0.945 0.933 0.864 0.975 0.978
W Avg. 0.932 0.068 0.932 0.932 0.932 0.864 0.975 0.971

Log
real 0.683 0.168 0.803 0.683 0.738 0.521 0.819 0.813
false 0.832 0.317 0.724 0.832 0.774 0.521 0.819 0.782
W Avg. 0.758 0.242 0.764 0.758 0.756 0.521 0.819 0.798

th = 0.2 Class TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC Area

Bayes
real 0.559 0.073 0.884 0.559 0.685 0.523 0.837 0.833
false 0.927 0.441 0.678 0.927 0.783 0.523 0.837 0.787
W Avg. 0.743 0.257 0.781 0.743 0.734 0.523 0.837 0.810

J48
real 0.899 0.064 0.933 0.899 0.916 0.836 0.972 0.967
false 0.936 0.101 0.903 0.936 0.919 0.836 0.972 0.973
W Avg. 0.917 0.083 0.918 0.917 0.917 0.836 0.972 0.970

Log
real 0.742 0.137 0.844 0.742 0.790 0.609 0.844 0.833
false 0.863 0.258 0.770 0.863 0.813 0.609 0.844 0.802
W Avg. 0.802 0.198 0.807 0.802 0.801 0.609 0.844 0.818

th = 0.3 Class TP Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC Area

Bayes
real 0.756 0.097 0.887 0.756 0.816 0.666 0.862 0.854
false 0.903 0.244 0.787 0.903 0.841 0.666 0.862 0.815
W Avg. 0.829 0.170 0.837 0.829 0.829 0.666 0.862 0.834

J48
real 0.919 0.062 0.937 0.919 0.928 0.857 0.975 0.972
false 0.938 0.081 0.920 0.938 0.929 0.857 0.975 0.975
W Avg. 0.928 0.072 0.929 0.928 0.928 0.857 0.975 0.973

Log
real 0.823 0.102 0.890 0.823 0.855 0.723 0.871 0.864
false 0.898 0.177 0.835 0.898 0.865 0.723 0.871 0.824
W Avg. 0.860 0.140 0.862 0.860 0.860 0.723 0.871 0.844

Cuadro 3.4: Medidas de rendimiento para el problema de clasificación de enlaces real/falso
usando umbrales de localidad para la selección de candidatos.
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Como muestra la tabla 3.4, los resultados obtenidos por la estrategia postulada supera el

primer acercamiento. El uso de umbrales de localidad impacta en el rendimiento en varios

puntos porcentuales, hecho que ilustra el balance entre precision y recall. Valores altos

del umbral limitan la cantidad de semillas y en consecuencia, la cantidad de candidatos es

menor. Por lo tanto, la precisión del método mejora pero a un costo de bajas tasas de recall.

Por otro lado, el uso de valores bajos de umbral permite recuperar más semillas, reduciendo

la precisión de los clasificadores.



Capı́tulo 4

Evolución de la red

En los capı́tulos anteriores se analizó la efectividad de la localidad en la predicción de

enlaces, mostrando resultados acordes a los supuestos iniciales y a las propiedades inhe-

rentes de los grafos dispersos. Es por esto que en este capı́tulo se explorarán posibles estra-

tegias a tomar para mejorar la predicción mediante un enfoque que aproxime la dinámica y

evolución de la red.

Los análisis presentados en este capı́tulo se diseñan en base a los resultados del capı́tulo 3,

donde se analiza la importancia de ı́ndices de localidad para el problema de predicción y

de medidas asociadas con ciertas propiedades de los grafos. Dado que al delimitar el um-

bral de localidad se mejoraron los resultados de precision, ésta será la principal motivación

para formular las configuraciones experimentales, aprovechando la localidad para mejorar

la predicción.

4.1. Segmentación y ordenamiento

En los experimentos con datos sintéticos fueron generadas distintas redes en base a tres

modelos generativos: modelos de grafos aleatorios, también conocidos como grafos Erdös-

Rényi [12], Watts-Strogatz [51], y Barabási-Albert [3]. En la tabla 4.1 se pueden observar

los parámetros utilizados para cada red.

Para cada uno de estos modelos se ejecutó un proceso de poda de acuerdo a un factor
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Red Parámetro Valor

Barabási-Albert n N

m
Clustercoe f ·(n−1)

2

Dirigida Falso

Erdös-Rényi n N

p Clustercoe f

Dirigida Falso

Watts-Strogatz Dimensión 1

n N

Alcance
(vec.)

Clustercoe f ·(n−1)
2

p 0.1

Cuadro 4.1: Parametros de configuración de redes

tomado como parámetro experimental que puede controlar la tasa de enlaces eliminados

respecto de toda la red. Posteriormente, se procede a realizar predicción de enlaces a par-

tir de los enlaces eliminados, donde los enlaces recomendados que fueron eliminados son

considerados exitosos, y enlaces recomendados pero que no fueron removidos son conside-

rados como casos de fracaso. De esta manera el factor de poda controla la tasa de soluciones

reales respecto del total de candidatos. Un factor de poda bajo corresponde a una tasa menor

de enlaces a ser predichos sobre el total de candidatos, haciendo el problema más difı́cil.

Cada una de las redes fue particionada con un algoritmo de clustering simple, en este caso

en particular K-Means [32], usando cada una de las columnas de la matriz de adyacencia

como vectores en el espacio n-dimensional. En la tabla 4.2 se puede ver un ejemplo de

matriz de adyacencia, donde cada conexión entre par de nodos está representada por un 1,

y un 0 en caso contrario. Al utilizar la matriz de adyacencia como representación vectorial

se fuerza a que las particiones realizadas estén fuertemente enlazadas entre vecinos, a dife-

rencia de usar distancia entre nodos, lo cual suaviza la restricción de localidad aplicada al

método de clustering.
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1 2 3 4 5
1 0 0 1 0 1
2 0 0 0 1 0
3 1 0 0 1 0
4 0 1 1 0 0
5 1 0 0 0 0

Cuadro 4.2: Matriz de adyacencia de ejemplo

Posteriormente, usando una de las tres funciones de puntuación utilizadas en la red

Skout (autoridad, grado, y transitividad) en el capı́tulo 3, se da paso a un ordenamien-

to intra-cluster. El algoritmo 4.1 muestra el proceso para llevar a cabo los experimentos

sintéticos.

Algorithm 4.1 Algoritmo de ranking de enlaces con particionamiento previo
procedure LINK RANKING(prune rate,k)

g← GenGraph()
gp← PruneGraph(prune rate)
clusters← Kmeans(gp, k)
cluster measures← /0

top cand← /0

for each cluster in clusters do
cluster measures← calculates measures(cluster)

for each cluster in clusters do
top k← RankCluster(cluster, cluster measures[cluster])

4.2. Parámetros utilizados

Para los experimentos con datos sintéticos se utilizaron distintos parámetros para abor-

dar distintos escenarios. En la tabla 4.3 se puede observar el rango de parámetros utilizados,

resultando en una ejecución del experimento para cada posible combinación de parámetros.

Es decir, se ejecutaron 1.875 instancias del experimento.
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Parámetro Valores
Tipo de red Barabási; Erdös-Rényi; Watts Strogatz

Medida Autoridad; Grado; Transitividad
Factor de poda 0.05-0.25

Cluster 3-7
Nodos 200-1000

Coef. Clustering 0.02-0.10
Candidatos 1-10

Cuadro 4.3: Parámetros utilizados para los experimentos sintéticos

4.3. Análisis de resultados

4.3.1. Análisis particular

Dentro de la variedad de ejecuciones de los experimentos realizados con datos sintéticos

se generaron redes de 1000 nodos basadas en los 3 modelos generativos: Watts-Strogatz,

Barabási-Albert y Erdös-Rényi. Para cada uno de estas redes se ejecutó el proceso des-

crito en el algoritmo 4.1. Las tablas 4.4 y 4.5 muestran resultados de precision y recall

para 3 tipos de redes, donde E-R, W-S y B-A corresponden a Erdös-Rényi, Watts-Strogatz

y a Barabási Albert respectivamente. Se muestra el valor promedio para las primeras 10

recomendaciones, las cuales son micro-promedios, es decir, los resultados corresponden

a promedios para todos los nodos de la red. La tabla 4.4 muestra los resultados para un

factor de poda de 0.1, y la tabla 4.5 muestra los resultados para un factor de poda de 0.25.

En el sitio web de www.pandasinc.cl/linkprediction se pueden encontrar más resultados y

combinaciones de parámetros.
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k E-R B-A W-S E-R B-A W-S
P@10 P@10 P@10 R@10 R@10 R@10

Autoridad 3 0.0126 0.0604 0.0516 0.0001 0.0022 0.0081
4 0.0121 0.0462 0.0798 0.0005 0.0015 0.0169
5 0.0121 0.0467 0.1114 0.0005 0.0010 0.0174
6 0.0110 0.0328 0.1310 0.0005 0.0007 0.0232
7 0.0104 0.0424 0.1552 0.0008 0.0010 0.0298

Grado 3 0.0110 0.0612 0.0312 0.0001 0.0026 0.0072
4 0.0110 0.0464 0.0513 0.0004 0.0012 0.0143
5 0.0110 0.0465 0.0400 0.0005 0.0010 0.0143
6 0.0112 0.0326 0.0746 0.0005 0.0007 0.0212
7 0.0112 0.0412 0.1066 0.0008 0.0010 0.0268

Transitividad 3 0.0050 0.0406 0.0236 0.0001 0.0026 0.0074
4 0.0120 0.0412 0.0311 0.0005 0.0014 0.0143
5 0.0102 0.0405 0.0400 0.0005 0.0010 0.0122
6 0.0126 0.0333 0.0441 0.0005 0.0007 0.0204
7 0.0114 0.0384 0.0472 0.0008 0.0010 0.0212

Cuadro 4.4: Resultados de precision y recall obtenidos con un factor de poda de 0.10

k E-R B-A W-S E-R B-A W-S
P@25 P@25 P@25 R@25 R@25 R@25

Autoridad 3 0.0272 0.0712 0.0988 0.0018 0.0033 0.0144
4 0.0241 0.0688 0.0155 0.0021 0.0025 0.0254
5 0.0280 0.0612 0.2028 0.0022 0.0019 0.0255
6 0.0282 0.0575 0.2616 0.0014 0.0018 0.0339
7 0.0276 0.0510 0.2901 0.0017 0.0013 0.0399

Grado 3 0.0264 0.0791 0.0744 0.0018 0.0033 0.0122
4 0.0224 0.0689 0.1135 0.0020 0.0024 0.0178
5 0.0264 0.0616 0.1486 0.0022 0.0018 0.0231
6 0.0270 0.0579 0.2235 0.0014 0.0018 0.0336
7 0.0272 0.0520 0.2735 0.0017 0.0013 0.0377

Transitividad 3 0.0244 0.0512 0.0485 0.0016 0.0033 0.0102
4 0.0212 0.0522 0.0603 0.0022 0.0026 0.0124
5 0.0270 0.0614 0.0850 0.0022 0.0019 0.0146
6 0.0292 0.0507 0.1015 0.0014 0.0018 0.0147
7 0.0264 0.0472 0.1177 0.0017 0.0013 0.0141

Cuadro 4.5: Resultados de precision y recall obtenidos con un factor de poda de 0.25
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4.3.2. Análisis general

En este trabajo experimental se aborda el problema de Link Prediction segmentando el

grafo completo para luego analizar cada partición resultante en términos de grado, auto-

ridad y transitividad. Algunos de los resultados de los experimentos con datos sintéticos

muestran ciertas caracterı́sticas relevantes. Una de ellas está relacionada con el parámetro

de poda de enlaces, ya que este se relaciona con el tiempo de evolución de una red, es

decir, un factor de poda bajo emula un perı́odo de observación corto para el problema de

Link Prediction, por lo que se obtienen peores resultados si lo comparamos con factores de

poda más altos, tal como se muestra en la figura 4.1. Esto se debe a que la predictibilidad

mejora a medida que se amplı́a el horizonte de observación para problemas de predicción.

En el caso particular de este experimento, lo que sucede es que al aumentar la razón de po-

da se está aumentando la cantidad de enlaces posibles que son candidatos a ser escogidos

y además cada uno de estos enlaces candidatos que se agrega son ocurrencias de enlaces

existentes en el grafo original, por lo que mejorarán los resultados al escogerlos.

Ası́ como el factor de poda es un parámetro muy importante al momento de realizar me-

diciones sobre el grafo, también lo es el coeficiente de clustering, que regula que tan denso

es el grafo. Mientras más denso un grafo, más posibilidades de éxito existen al predecir en-

laces (ver figura 4.2), ya que existe un universo mayor de posibles candidatos. También es

importante notar en la figura 4.2 que el valor promedio de recall va disminuyendo a medida

que el coeficiente de clustering aumenta, esto debido a que se tiene una mayor cantidad de

casos posibles, incrementándose el número de falsos negativos al momento de evaluar.

Por el lado de la segmentación los resultados muestran que este proceso es clave al

momento de predecir enlaces, ya que se obtienen resultados muy distintos para diferentes

segmentaciones. Es el caso del modelo de generación de grafos aleatorios Watts Strogatz
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Figura 4.1: Variación de precision y recall respecto al factor de poda utilizado

Figura 4.2: Variación de precision y recall promedio respecto al coeficiente de clustering
utilizado.
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que obtiene resultados de precisión cercanos a 0.01 con 3 clusters y resultados cercanos a

0.3 con 7 clusters. En la figura 4.3 se puede ver la variación de precision y recall promedio

respecto del número de clusters utilizados. Finalmente, el número óptimo de clusters de-

penderá de la naturaleza de la red, la cantidad de nodos y la densidad de la red entre otros

factores.

Figura 4.3: Variación de precision y recall respecto al número de clusters utilizado en el
proceso de segmentación

El último de los parámetros que fue utilizado en un rango distinto de valores fue la

elección de los mejores k candidatos, valor que influye en los valores obtenidos de precision

y recall, generando un balance entre estas métricas. Tal como se muestra en la figura 4.4,

a medida que el valor de k aumenta, el valor de precision va disminuyendo y en el caso

de la medida de recall va aumentando (ver figura 4.5). Esto se debe principalmente a que

a medida que se escogen más candidatos, se abarca una mayor proporción del conjunto

total de soluciones posibles, empeorando la calidad de la recomendación al otorgar más

resultados que no corresponden a enlaces creados efectivamente.
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Figura 4.4: Variación de precision promedio respecto a los mejores top k candidatos

Figura 4.5: Variación de recall promedio respecto a los mejores top k candidatos
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En Link Prediction explotar la localidad o explorar los amigos de los amigos es algo

intuitivo para intentar obtener mejores resultados, pero los resultados obtenidos en este ex-

perimento sintético basados en transitividad muestran peores resultados que los basados

en autoridad y grado (ver tabla 4.6). Una posible causa de esta situación es que la transi-

tividad explota la localidad en la red mientras que el clustering explota las caracterı́sticas

estructurales globales de la red, obteniendo mejores resultados al segmentar la red. El ca-

so contrario ocurre con las redes tipo Barabási, donde segmentar la red lleva a resultados

pobres, empeorando los resultados de predicción a medida que se aumenta el número de

clusters utilizados.

Tipo de Red Medida Precision Recall
Barabási Autoridad 0.0225 0.0026
Barabási Transitividad 0.0150 0.0010
Barabási Grado 0.0242 0.0030

Erdös-Rényi Autoridad 0.0095 0.0015
Erdös-Rényi Transitividad 0.0094 0.0014
Erdös-Rényi Grado 0.0095 0.0015

Watts-Strogatz Autoridad 0.6512 0.2144
Watts-Strogatz Transitividad 0.3027 0.1005
Watts-Strogatz Grado 0.4785 0.1580

Cuadro 4.6: Promedio de precision y recall según medida y modelos utilizados

Las medidas para caracterizar y escoger candidatos que mejor se comportan depende

del tipo de red. En el caso de las redes tipo Barabási-Albert, la predicción basada en grado

supera ligeramente a la basada en autoridad debido a que el modelo generativo de redes

aleatorias Barabási-Albert se construye con probabilidad proporcional al grado de los no-

dos. En las redes tipo Watts Strogatz ocurre lo contrario, donde la predicción basada en

autoridad supera levemente a la predicción basada en grado, resultados similares a los ob-

tenidos con la red de Skout en el capı́tulo 3. Esto se debe a que la red es generada a partir de

una red regular tipo anillo con cierta probabilidad p de ser modificada. Lo anterior sugiere

que el modelo generativo Watts-Strogatz puede aproximar la evolución de la estructura de

la red de Skout, otorgando un medio para realizar Link Prediction en una red segmenta-
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da, complementando estrategias FOAF con estrategias de ranking basadas en la autoridad

intra-cluster.



Capı́tulo 5

Conclusiones

5.1. Conclusiones

En la primera parte de este trabajo se exploró el uso de caracterı́sticas basadas en la

representación como grafo de la red social Skout. Los resultados muestran que el uso de

umbrales de localidad es efectivo para el problema de Link Prediction y puede ser combi-

nado exitosamente con medidas basadas en la topologı́a del grafo, como lo son autoridad,

grado y transitividad. En este trabajo en particular se obtuvieron grandes diferencias entre

las caracterı́sticas utilizadas, mostrando la importancia de elegir caracterı́sticas apropiadas.

En este trabajo se obtuvieron buenos resultados en términos de precision pero con el costo

asociado de perder recall y viceversa. Esto obedece al balance entre precision y recall, es

decir, a medida que se mejora la métrica de precision, el recall disminuye. Esto queda en

evidencia en los dos acercamientos al problema de Link Prediction realizados en este tra-

bajo.

En el caso de uso de Skout con datos reales, al disminuir la cantidad de semillas a utilizar

con un umbral de localidad, se disminuye la cantidad posible de candidatos, por lo que

la medida de recall disminuye a medida que el umbral de localidad es mayor, es decir,

cuando este valor es más restrictivo. Sin embargo, al restringir el conjunto de candidatos,

se está mejorando a su vez el valor de precision, ya que la recomendación se basa en un

ordenamiento según las caracterı́sticas utilizadas, por lo que la proporción entre soluciones

válidas e inválidas es más favorable hacia las primeras. Cabe destacar que sólo se puede

60
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notar una mejora en precision si las medidas mediante las cuáles se ordenan los candidatos

son efectivas y adecuadas para realizar esta tarea de ordenamiento.

En el caso de los experimentos con datos sintéticos, se escoge explı́citamente el valor k de

candidatos a ser recomendados. Mientras más bajo es este valor de k, mejor es la métrica

de precision que se obtiene en desmedro del recall, evidenciándose el mismo fenómeno

observado con el caso de estudio de Skout.

Los resultados de precision obtenidos son bajos en comparación a otros métodos encontra-

dos en la literatura, pero esto se debe a que en este trabajo sólo se utilizan caracterı́sticas

topológicas, sin combinar éstas con otro tipo de información, como la información de per-

files de usuarios, preferencias, transacciones, entre otras posibilidades.

Los resultados obtenidos en las pruebas reales en la sección 3.5.1 muestran que se obtiene

un mejor rendimiento al utilizar medidas de autoridad y en las pruebas sintéticas se ob-

tienen diferentes resultados dependiendo de la caracterı́stica utilizada. En el caso de las

pruebas sintéticas, las redes generadas con el modelo generativo Watts-Strogatz tuvieron

mejor rendimiento utilizando medida de autoridad, lo que prueba la hipótesis de trabajo

donde la naturaleza de la red determina el método que mejor se adecúa para el problema de

Link Prediction.

5.2. Trabajo futuro

5.2.1. Aproximación del número óptimo de particiones de un grafo

El particionamiento espectral utilizado como método de predicción de enlaces en el

trabajo de Symeonidis et al [48] muestra resultados prometedores. En este trabajo de te-

sis se exploró la utilización de este enfoque para mejorar la predicción de enlaces, pero el

método es impracticable a gran escala, es decir, no puede ser aplicado en problemas reales.

El método de particionamiento espectral consiste en calcular la matriz Laplaciana norma-
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lizada, tal como se muestra en las ecuaciones 5.1 y 5.2, donde D es la matriz diagonal de

grados y A es la matriz de adyacencia. Sobre la matriz Lnorm, se calculan los k vectores

propios con sus correspondientes k valores propios. Los k vectores son utilizados para par-

ticionar el grafo, caracterizando cada nodo del grafo según su ubicación y distancia en el

espacio k-dimensional generado por los k vectores propios:

L = D−A (5.1)

Lnorm = D−
1
2 LD−

1
2 (5.2)

El método funciona de manera óptima y entrega buenos resultados, pero depende del

valor de k entregado. Determinar el valor de k a priori no es trivial, por lo que esta fase es

primordial para el proceso posterior. Una técnica para determinar el número de particiones

de un grafo es analizar la secuencia de valores propios en orden creciente, donde el número

de valores propios cero o cercanos a cero en el caso de una aproximación corresponde al

número de particiones adecuado. En la figura 5.1 se observa un grafo aleatorio tipo Erdös-

Rényi de 40 nodos generado con probabilidad p = 0.1 sobre el cual se calculan los valores

propios, conocidos como el espectro del grafo, el cual es mostrado en el gráfico de la

figura 5.1. En éste gráfico se aprecia que existe un valor propio con valor cero y los valores

siguientes tienen valores distintos de cero, lo que indica la existencia de solo una partición

o componente.

Debido a lo anterior, serı́a oportuno explorar una manera de aproximar el número de

valores propios con valor cero o cercanos a cero. Una manera tentativa de hacerlo es obte-

ner los primeros k valores propios en orden creciente, hasta encontrar un cambio notable

en los valores propios. Esto indicarı́a que nos encontramos frente al número de particiones

adecuado a utilizar, dando paso al particionamiento espectral usando el número de valores
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Figura 5.1: Grafo aleatorio Erdös-Rényi

propios existentes antes del umbral encontrado. Realizar esta tarea de encontrar un cambio

notorio en los valores propios puede ser igual de complejo y costoso, por lo que una alter-

nativa tentativa serı́a eliminar nodos hoja, es decir, aquellos que están conectados a un sólo

nodo o los que son nodos extremos en un sub-grafo.

Realizar este trabajo puede abrir diversar posibilidades, siendo útil para distintas áreas, tal

como se plantea en el trabajo de Jaouen et al [17].

5.2.2. Utilizar un ı́ndice de distancia diferente

Tal como se muestra en el trabajo de Symeonidis et al ([48]), se utiliza un ı́ndice de

distancia denominado Bray-Curtis. En vez de utilizar este ı́ndice, serı́a interesante explorar

un ı́ndice que escale a medida que se aumenta la dimensionalidad del problema, es decir,
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Figura 5.2: Espectro de grafo aleatorio Erdös-Rényi con p = 0.1

cuando los grafos son más grandes y están particionados por un número mayor de clusters.

En la ecuación 5.3 se muestra un ı́ndice sugerido a explorar, el cual se comportarı́a mejor en

situaciones en las que el grafo contiene 3 o más posibilidades de particionamiento, debido

a que la multiplicación no superpone errores, evitando la anulación de errores opuestos.

D(x,y) =


D(Cx,Cy)

D(x,Cx)·D(y,Cy)
, Cx 6=Cy

D(x,Cx) ·D(y,Cy), Cx =Cy

(5.3)
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5.2.3. Estimar la naturaleza de una red

En el cápı́tulo 4 se evaluó el rendimiento de 3 medidas distintas para tres modelos ge-

nerativos de redes distintos, obteniendo diferentes resultados según el modelo y la medida

utilizada (ver Tabla 4.6). Como trabajo futuro serı́a interesante analizar representaciones

de redes complejas reales y determinar a qué tipo de modelo generativo se asemejan con el

objetivo de escoger la mejor combinación de técnicas y medidas para mejorar la predicción

de nuevos enlaces.
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DOI: 10.1145/775047.775126.

[19] Indika Kahanda y Jennifer Neville. “Using Transactional Information to Predict Link
Strength in Online Social Networks”. En: ICWSM. 2009.

[20] Leo Katz. “A new status index derived from sociometric analysis”. En: Psychome-
trika VOL. 18, NO. 1 (1953), págs. 39-43.
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28 (2006), págs. 247-268. ISSN: 03788733. DOI: 10.1016/j.socnet.2005.07.
002. arXiv: 0306335 [cond-mat].

[23] Joonhee Kwon y Sungrim Kim. “Friend recommendation method using physical
and social context”. En: International Journal of Computer Science and . . . 10.11
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