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Resumen
En el area de modelado de funciones cognitivas, uno de los problemas de interés es
el modelado de conectividad cerebral en estado de reposo, donde se busca poder identificar
patrones de actividad cerebral, cuando el sujeto experimental no se encuentra haciendo
ninguna tarea cognitiva en particular, esta indentificación normalmente es realizada
por un experto que pueda identificar los patrones de actividad viendo por ejemplo, un
electroencefalograma (EEG), esta tarea es hecha con una muy baja resolución temporal,
con un etiquetado de señales por segmentos de 30 segundos (a este proceso de etiqutado
por segmentos se le dice segmentación). Una forma de facilitar el estudio de modelos
cerebrales es hacer esta identificación automáticamente. Actualmente se han propuesto
varios algoritmos y modelos en la literatura de series de tiempo y machine learning para
resolver problemas de segmentación de señales, entre estos, los modelos escondidos de
Markov Autoregresivos Multivariados (HMM-MAR en inglés), han mostrado en la literatura
que reuelven de manera eficaz la segmentación. Aquí se muestran métodos para hacer la es-
timación de estos modelos de Markov y resolver el problema de segmentación, probandolos
con distintos modelos verificando su desempeño en un entorno sintético para posteriormente
proponer un experimento con mediciones fisioógicas reales.

Abstract
In the fields of functional connectivity modelling, a problem of interest is to model
brain connectivity in resting state, where is sought to identify patterns of brain activity, when
the experimental subject isn’t doing any cognitive task in particular, this identification, is
usually performed by an expert who can identify the activity patterns by seeing, for example,
an electroencephalogram (EEG), this task is done with a very low temporal resolution, with
a labeling of signals per 30 second segments (this process of labeling by segments is called
segmentation). One way to facilitate the study of brains models is to make this identification
automatically. Currently, several algorithms and models have been propose in the machine
learning and time series and machine learning literature to solve problems of signal
segmentation, among then, the hidden Markov multivariate Autoregressive (HMM-MAR))
has shown in the literature that it effectively solves the segmentation. Here, different methods
to estimate these Markov models and solving the segmentation problem, testing them with
different models, verifyng their performance in a synthetic environment to propose an
experiment with real physiological measeurements.

Palabras Clave: Serie de tiempo, señal, segmentación, modelo escondido de markov, modelo
autoregresivo

IV



Índice general

1. Introducción 1

Desarrollo del Proyecto 4

2. Modelos Autoregresivos 5
2.1. Caso Univariado AR(p) . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 5
2.2. Caso Multivariado mAR(p) . . . . . . . . . . . . . . . . . . . . . . . . . . . 6

3. Hidden Markov Models (HMM) 8
3.1. Modelo de Markov . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 8
3.2. HMM con observaciones discretas . . . . . . . . . . . . . . . . . . . . . . . 10

3.2.1. Formulación del modelo HMM discreto . . . . . . . . . . . . . . . . 10
3.2.2. Problemas a resolver con HMM . . . . . . . . . . . . . . . . . . . . 12

3.3. HMM con emisiones Continuas (Caso Gaussiano) . . . . . . . . . . . . . . . 16
3.3.1. Formulación del modelo HMM continuo . . . . . . . . . . . . . . . 17
3.3.2. Estimación del modelo - Método de Baum-Welch . . . . . . . . . . . 17

3.4. HMM Autoregresivo multivariado (HMM-MAR) . . . . . . . . . . . . . . . 17
3.4.1. Formulación del Modelo HMM-MAR . . . . . . . . . . . . . . . . . 18
3.4.2. Estimación de Parámetros . . . . . . . . . . . . . . . . . . . . . . . 19

3.5. Escalamiento . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19
3.5.1. Escalamiento en el Algoritmo Forward-Backward . . . . . . . . . . . 19
3.5.2. Escalamiento del Algoritmo de Viterbi . . . . . . . . . . . . . . . . . 21

3.6. Inicialización de parámetros . . . . . . . . . . . . . . . . . . . . . . . . . . 21

4. Aprendizaje Variacional para HMM 24
4.1. Principios del aprendizaje variacional . . . . . . . . . . . . . . . . . . . . . 24
4.2. Aprendizaje del modelo HMM . . . . . . . . . . . . . . . . . . . . . . . . . 25

4.2.1. Aprendizaje de la secuencia de estados . . . . . . . . . . . . . . . . 26

V



4.2.2. Aprendizaje de los parámetros del HMM . . . . . . . . . . . . . . . 27
4.2.3. Modelo de observación del HMM . . . . . . . . . . . . . . . . . . . 28
4.2.4. Estimación . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30

4.3. Selección de modelos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31

5. Simulaciones 32
5.1. Generación de Señales Sintéticas . . . . . . . . . . . . . . . . . . . . . . . . 32
5.2. Comparación de algoritmo EM y aprendizaje Variacional . . . . . . . . . . . 33
5.3. Estimación y selección de modelos HMM-MAR . . . . . . . . . . . . . . . . 34

Conclusiones 41

Bibliografía 42

Anexos a

A. Diseño de un proceso mAR estable b

B. Filtro de Kalman d
B.1. Filtro de Kalman AR . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . d
B.2. Filtro de Kalman MAR . . . . . . . . . . . . . . . . . . . . . . . . . . . . . f

C. Códigos para las simulaciones i
C.1. Diseño de proceso MAR . . . . . . . . . . . . . . . . . . . . . . . . . . . . i
C.2. Simulación de distintos procesos HMM-MAR y selección de modelos . . . . j
C.3. Comparación de aprendizaje variacional y algoritmo EM . . . . . . . . . . . n

VI



Índice de figuras

3.1. Diagrama de una cadena de markov de 5 estados (S1 a S5) con probabilidades
de transición entre pares de estados i j denotadas por ai j. . . . . . . . . . . . 9

3.2. Diagrama del modelo de markov del clima. . . . . . . . . . . . . . . . . . . 10
3.3. Ilustración del Modelo de Urnas y Pelotas, con N urnas, y M posibles colores

de pelotas dentro de cada urna. . . . . . . . . . . . . . . . . . . . . . . . . . 11
3.4. Inicialización de los coeficientes del modelo HMM-AR. Pasa el KF por la

serie de tiempo original para encontrar los coeficientes AR para cada instante.
Si la evidencia (gráfica superior en el cuadro de en medio) de una predición
es muy baja, se remueven dichos coeficientes (cuadros coloreados en el la
figura de en medio). El clustering (tercer cuadro) se encarga de escoger los
set de parámetros AR de cada clase que pasarán a iniciar el modelo HMM-AR 23

5.1. Diagrama de la simulación del proceso HMM-MAR, el cuadro del medio re-
presenta el modelo MAR que va cambiando condicionado por los N posibles
valores (estados) que puede tomar St . . . . . . . . . . . . . . . . . . . . . . 33

5.2. (izq.) valor de la Verosimilitud durante la optimización; (der.) valor de la
Energía Libre durante la optimización . . . . . . . . . . . . . . . . . . . . . 34

5.3. (de arriba a abajo) Secuencia original de estados; secuencia predecida de es-
tados, señal sintética (HMM-MAR con K=2 y p=2) . . . . . . . . . . . . . . 37

5.4. (de arriba a abajo) Secuencia original de estados; secuencia predecida de es-
tados, señal sintética (HMM-MAR con K=2 y p=3) . . . . . . . . . . . . . . 38

5.5. (de arriba a abajo) Secuencia original de estados; secuencia predecida de es-
tados, señal sintética (HMM-MAR con K=3 y p=2) . . . . . . . . . . . . . . 39

5.6. (de arriba a abajo) Secuencia original de estados; secuencia predecida de es-
tados, señal sintética (HMM-MAR con K=3 y p=3) . . . . . . . . . . . . . . 40

VII



Índice de cuadros

5.1. Energía Libre obtenida para disintos modelos ajustados a un HMM-MAR
con p = 2 y K = 2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35

5.2. Energía Libre obtenida para disintos modelos ajustados a un HMM-MAR
con p = 3 y K = 2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35

5.3. Energía Libre obtenida para disintos modelos ajustados a un HMM-MAR
con p = 2 y K = 3 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 36

5.4. Energía Libre obtenida para disintos modelos ajustados a un HMM-MAR
con p = 3 y K = 3 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 36

5.5. Porcentaje de aciertos de la predicción de secuencia de estados con el algo-
ritmo de viterbi . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 38

VIII



Página intencionalmente dejada en blanco

IX



Capítulo 1

Introducción

En el estudio de señales cerebrales, uno de los tópicos de interés son la redes conectadas
en estado de reposo, donde se busca reconocer como están conectadas las distintas areas del
cerebro cuando este no se encuentra realizando ninguna tarea cognitiva en particular, e iden-
tificar los cambios en estas conecciones a lo largo de este periodo de reposo, dicho de otra
manera, es identificar estas redes conectadas en reposo (o “Resting State Networks").

Normalmente esta identificación es hecha por un experto, por ejemplo cuando se estudia una
polisomnografía 1, la segmentación se hace manualmente para identificar disintas fases de
sueño: fase de vigilia (totalmente despierto), sueño ligero, sueño profundo, sueño MOR (22),
el problema de esta segmentación2 es de muy pobre resolución temporal (normalmente se eti-
quetan las señales en segmentos de 30 segundos). Este mismo problema es recurrente cuando
se requere detectar diferencias de conectividad o actividad cerebral que ocurren en ventanas
muy pequeñas de tiempo (diferencia que podría no ser percibida por estudiosos del tema).

Para solucionar problemas de segmentación de señales, en la literatura se propone usar Mo-
delos Escondidos de Markov (HMM, por su sigla en inglés)(2) que es un modelo que permite
hace un modelado de una señal, modelando las características de distintos estados que pre-
senta la señal, las probabilidades de pasar a un estado a otro y las probabilidades de tener
cierta observación en algún estado en particular. Este esquema conveniente para el problema
de reconocimiento de etapas de sueño, ya que, como el modelo propone, se deben considerar
las relaciones (probabilidades de transición) entre estados consecutivos, como en los estudios
de sueño donde se consideran relaciones de transición entre distintas etapas de sueño(23). Un
factor importante a considerar de estos modelos es que a través de estos es posible hacer una
identificación de estados, observación por observación, con lo que se puede hacer una seg-
mentación automática con una resolución muy superior a que se tiene con una identificación
manual de estados.

1tipo de estudio del sueño que incluye mediciones de de EEG, de movimiento ocular (EOG), activación
muscular (EMG) y cardiaca (ECG).

2A partir de la lectura de una señal, separarla en distintos segmentos y etiquetar estos en clases (o estados)
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Los HMM han sido propuestos para resolver distintos problemas de segmentación de señales
en distintas areas: como en procesamiento de voz (2); en clasificación de señales de EEG para
interfaces cerebro máquina(24) y de mediciones fNIRS3 también para BCI(21); en bioinfor-
mática para secuenciación de estructuras de ADN (16); No limitandose a areas biológicas,
también se han usado estos modelos en aplicaciones de econometría (15) y meteorología (25).

Uno de los métodos para la estimación de estos modelos es descrito en (2), donde L. Rabi-
ner hace una descripción teórica de los distintas configuraciones de modelos HMM, pasando
por modelos probabilisticos de observación discretos, continuos Gaussianos y autoregresi-
vos, bajo un esquema de maxima verosimilitud, donde se buscan el conjunto de parámetros
que maximiza una medida de confianza de los datos. Otro esquema de optimización para
estos modelos es el de aprendizaje variacional, descrito por I. Rezek y S. Roberts en (7), se
muestran la formulación y optimización de las distribuciones de los parámetros de los HMM,
pasando también por distintos modelos de observación continuos (gaussianos y autoregresi-
vos).

Los algoritmos de aprendizaje variacional son comparativamente superiores en términos de
convergencia y cálculo computacional, ya que al buscar las distribuciones de probabilidad de
los parámetros, se acota y suaviza el espacio donde se está buscando el óptimo, haciendo que
la convergencia a algún óptimo sea más rápida y evite caer en óptimos locales (7).

Independientemente del modelo a utilizar, uno de los problemas con los que hay que lidiar al
modelar un sistema, es la selección de orden, que es la busqueda de la cantidad adecuada de
parámetros para explicar un set de datos a modelar de forma parsimoniosa, es decir, de forma
de que no sea un modelo muy complejo (tenga un gran numero de parámetros), pero pueda
explicar bien los datos, en terminos de verosimilitud de los datos, o alguna otra métrica de
confianza. Para modelos de series de tiempo como los modelos autoregresivos existen crite-
rios de información para discriminar y seleccionar la complejidad (29). En el contexto de los
HMM autoregresivos, el esquema de optimización variacional, su formulación naturalmente
da una forma de seleccionar el orden de la parte autoregresiva, y adicionalmente escoger la
cantidad de estados del modelo de Markov (7).

Entre los distintos modelos de observación, se propone usar los modelos HMM autoregre-
sivos, dado que estos son mayormente utilizados para segmentar señales y hacer analisis de
conectividad de señales neuronales (4) (8) (9) (10) (11), esto se debe a que estos modelos
HMM integran las carácteristicas de los modelos autoregresivos multivariados(27), que por
su estructura, permiten guardar dependencias o correlaciones entre distintas variables, o en el
caso de señales biológicas, entre distintas regiones del cerebro, por ejemplo, y también guarda

3Functional Near-Infrared Spectroscopy (Espectroscopia funcional Cercana al Infrarojo), donde se hace una
medición de la actividad neuronal indirectamente a través de la observación de cambios en oxigenación de la
sangre, usando rayos cuyo espectro de luz está en el rango del espectro infrarojo
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caracteristicas espectrales, que son también utiles al momento de estudiar señales neuronales
(28).

En este trabajo se propone el uso del aprendizaje variacional para el ajuste de los modelos,
por sus ventajas con respecto al esquema de optimización de máximo verosimil, utilizando
modelo de observacion continuos autoregresivos por la información espectral y de conectivi-
dad que entregan estos modelos. Y adicionalmente usar este mismo esquema de optimización
para selección de modelos (7), ya que se tiene la ventaja de tener una métrica de comparación
para seleccionar ordenes de modelos de la parte autoregresiva del HMM sin hacer calculos
adicionales, como hay que hacerlos en el caso de utilizar los criterios de información men-
cionados en (29).

Para hacer selección de orden de modelos, se propone utilizar el esquema mostrado en (7),
dado que este, sin cálculos adicionales de medidas de selección (más detalles en el cap. 4),
tanto para la selección del orden del modelos autoregresivo a utilizar, como para escoger ade-
cuadamente la cantidad de estados del modelo de Markov.

En este escrito se hace una revisión de los modelos escondidos de Markov, en su versión de
optimización de maximo verosimil en el capítulo 3, y de aprendizaje variacional en el capí-
tulo 4, pasando por los distintos modelos de observación, se incluye también en el capítulo 2
una revisión de los modelos autoregresivos para introducir conceptos necesarios de series de
tiempo para los comprender mejor los HMM autoregresivos. Posteriormente en el capítulo 5
se muestra un esquema de simulación para poder comparar los distintos esquemas de optimi-
zación para un modelo HMM continuo gaussiano y se mostrar su desempeño para un modelo
HMM continuo autoregresivo para probar cuan bien se hace la selección de modelos, y com-
parando la calidad de la segmentación de señales con distintas configuraciones de modelos
HMM, utilizando un esquema de simulación con una señal artificial que figura ser una señal
neuronal.
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Desarrollo del tema
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Capítulo 2

Modelos Autoregresivos

En estadística y procesamiento de señales, los modelos autoregresivos (AR), se utilizan los
modelos AR para hacer predicciones a partir de observaciones pasadas (19)(20), bajo la pre-
misa de que los procesos descritos con este tipo de modelo poseen dependencia con los
valores de su pasado. En este capitulo se describen los procesos autoregresivos pasando por
su versión univariada y multivariada (con sus ecuaciones para la estimación de parámetros).

2.1. Caso Univariado AR(p)

Los modelos autoregresivos de orden p AR(p), son modelos basados en la idea de que el
valor actual de una señal xt se puede explicar como una combinación (lineal) de sus p valores
anteriores xt−1,xt−2, ...,xt−p y una señal de error wt (ecuación 2.1).

xt =−a1xt−1−a2xt−2− ...−apxt−p +wt , wt ∼ N(0,σ2) (2.1)

los distintos ai, representan cuanto depende la señal xt de su valor pasado xt−i.

Para futuros cálculos, será más facil tener a mano una representación del proceso AR(p)
para una ventana de tiempo, en una forma matricial compacta, se puede lograr armando la
matriz M, como un vector de filas, que en su i-ésima fila, tendrá a x̄i = (xi−1,xi−2, ...,xi−p).
Ilustrando la idea para el caso de una ventana de largo arbitrario N, para un modelo AR(4) ,
la matriz M asociada sería:

M =−


x4 x3 x2 x1
x5 x4 x3 x2
...

...
...

...
xN−1 xN−2 xN−3 xN−4

 (2.2)

la matriz comienza desde x̄5 = (x4,x3,x2,x1), para omitir las muestras anteriores a x1, que
no son consideradas en la formulación del modelo

5



definiendo el vector de coeficientes ai, a = (a1 a2 ...ap)
T , se puede escribir el proceso AR

ejemplo anterior para una ventana de señal X = −(x5 x6 ...xN)
T ,con su señal de error W =

(w5 w6 ...wN) como en la ec. 2.3 o 2.4.
x5
x6
...

xN

=−


x4 x3 x2 x1
x5 x4 x3 x2
...

...
...

...
xN−1 xN−2 xN−3 xN−4




a1
a2
a3
a4

+


w1
w2
...

wN

 (2.3)

X = Ma+W (2.4)

Visto como en la ec. 2.4, el modelo AR(p) no es más que un caso particular de la regresión
lineal multivariada, donde los coeficientes de regresión corresponden al vector a. La estima-
ción del vector de coeficientes a, se obtiene al minimizar el error cuadrático medio ECM (ec.
2.5) con respecto al vector a, cuya solución viene dada por la ec. 2.6.

ECM = (X−Ma)T (X−Ma) (2.5)

â = (MT M)−1MT X (2.6)

Una vez obtenido â, se puede tener la predicción de la señal en el instante t como x̂t = x̃ta, se
puede estimar la varianza de la señal de error de predicción ŵt = xt− x̂t como en la ec. 2.7

σ
2
t =

1
N−np

(xt− x̂t)
T (xt− x̂t) (2.7)

np corresponde a la cantidad de grados de libertad que tiene el modelo (la cantidad de
parámetros a estimar)

2.2. Caso Multivariado mAR(p)

El modelo autoregresivo multivariado mAR(p) consiste en modelar el valor de k múltiples
señales Xt = (x1,t x2,t . . . xk,t) como una combinación lineal de sus valores pasados (hasta p
instantes anteriores) y una señal de error Wt = (w1,t w2,t . . . wk,t) (ec. 2.8).

Xt =−A1Xt−1−A2Xt−2− ...−ApXt−p +Wt , Wt ∼ N(0,Σ) (2.8)

Cada una de estas matrices Ai tienen la forma

Ai =

 a11,i a12,i . . . a1k,i
...

... . . . ...
ak1,i ak2,i . . . akk,i

 ,

6



y guardan las interdependencias entre las distintas señales x1,t ,x2,t , ...,xk,t .

la ecuación 2.8 se escribe de una forma más compacta (ec. 2.9) definiendo el vector fila
aumentado X̃t =−(Xt−1 Xt−2 . . . Xy−p) ∈R1×p∗k y la matriz A = (A1 A2 . . . Ap)

T ∈Rk×k∗p.
Para el caso particular de un modelo mAR(2) de 2 señales se tiene:

(
x1,t
x2,t

)T

=−(x1,t−1 x2,t−1 x1,t−2 x2,t−2)

(
a11,1 a12,1 a11,2 a12,2
a21,1 a22,1 a21,2 a22,2

)T

+

(
w1,t
w2,t

)T

Xt = X̃tA+Wt

(2.9)

Esta ecuación es la representación del modelo mAR para un instante t. Para expresar el pro-
ceso mAR de una ventana de señal X = (Xp Xp+1 ... XN)

T (con su respectiva señal de error
W = (Wp Wp+1 ...WN)

T , se define la matriz M̃ que en su t-ésima fila, tendrá el vector X̃t . Para
un modelo mAR(2) de 2 señales queda como en la ec. 2.10.


X3
X4
...

XN

=−


x1,2 x2,2 x1,1 x2,1
x1,3 x2,3 x1,2 x2,2

...
...

...
...

x1,N−1 x2,N−1 x1,N−2 x2,N−2


(

a11,1 a12,1 a11,2 a12,2
a21,1 a22,1 a21,2 a22,2

)T

+


W3
W4
...

WN


X = M̃A+W

(2.10)
Con el modelo expresado como en la ec. 2.10, se puede estimar la matriz A, con la solución
de la regresión lineal multivariada (ec. 2.11).

Â = (M̃T M̃)−1M̃T X (2.11)

Con la matriz Â, se puede hacer la estimación de las señales en el instante t como Xt = X̃tÂ La
matriz de covarianza del error de predicción Ŵt = Xt− X̂t , al igual que en el caso univariado,
viene dada por:

Σt =
1

N−np
(Xt− X̂t)

T (Xt− X̂t) (2.12)
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Capítulo 3

Hidden Markov Models (HMM)

Los HMM (llamados así por su sigla en inglés para “Modelos Escondidos de Markov"), son
una forma de modelar datos secuenciales (una serie de tiempo). Un HMM asume que existe
un un modelo de markov detrás de los datos observados, pero que este modelo no se conoce.
Dicho de otra manera, solo se conocen los datos observados, pero no se tiene información de
la secuencia de estados de la cadena de markov que condicionan a cada observación.
En este capítulo se hace un revisión completa de estos modelos, partiendo por describir un
modelo de Markov, siguiendo por la formulación distintas variedades de los modelos escon-
dido de Markov, y las ecuaciones para uno de los métodos (Expectation-Maximization(2))
para optimizar los parámetros de dichos modelos.

3.1. Modelo de Markov

Antes de comenzar con los modelos escondidos de markov, se describen los modelos de Mo-
delos de Markov (a secas) para introducir las nociones de probabilidades utilizadas en el
HMM.

Un Modelo de Markov es un tipo de modelo estadístico que describe una secuencia de esta-
dos. Suponer que durante un proceso, a cada instante, existe un cambio de estado (inclusive
permanencia en un mismo estado) entre distintos N posible estados S1,S2, ...,SN estados se-
gún un conjunto de probabilidades asociadas a estos mismos.

Cada uno de estos estados (en cada instante de tiempo t) es denotado por qt , y para el caso de
una cadena de markov discreta, de primer orden, cumple la propiedad de Markov (eq. 3.1),
que dice que la probabilidad de observar un estado en particular S j, depende únicamente del
estado anterior, ignorando la historia que tenga antes de eso).

P(qt = S j|qt−1 = Si,qt−2 = Sk, ...) = P(qt = S j|qt−1 = Si) (3.1)
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Además, en proceso el de markov, estas probabilidades son independientes del tiempo y
para los supuestos del modelo se consideran constantes durante el desarrollo del proceso, la
información de las probabilidades de moverse entre estados, del estado Si al S j, por ejemplo,
se concentra en la matriz de transción de probabilidades πtt−1 = {πtt−1i j} como:

πtt−1i j = P(qt = S j|qt−1 = Si) (3.2)

y las probabilidades de transición deben cumplir con las restricciones estocásticas de norma-
lidad y no-negatividad (ec. 3.3).

πtt−1i j ≤ 1

∑
N
j=1 πtt−1i j = 1

(3.3)

En la figura 3.1 se tiene un diagrama donde se ven los pasos entre estados y sus probabilidades
de transición en un modeo de 5 estados.

Figura 3.1: Diagrama de una cadena de markov de 5 estados (S1 a S5) con probabilidades de
transición entre pares de estados i j denotadas por ai j.

Un ejemplo típico para describir estos modelos, es el de un modelo de markov de 3 estados,
para modelar el clima, en el cual se asume que una vez por día el clima observado (el estado)
puede ser: lluvioso (estado S1), nublado (estado S2) o soleado (estado S3).

Como se trata de un modelo de markov se dice que el clima observado en un día t, está
condicionado unicamente por alguno de los estados recién mencionados con probabilidades
de observación descritas en la matriz de transición πtt−1 junto al diagrama de la figura 3.2 que
describe los saltos entre estados, con sus probabilidades.
La propiedad de markov permite escribir la probabilidad de observar una cierta secuencia de
estados dado el modelo como un producto simple entre las probabilidades de transición de
los estados, asumiendo que la probabilidad de encontrarse en cualquier estado j (eq. 3.4) se
conoce.
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πtt−1 =

 0,4 0,3 0,3
0,2 0,6 0,2
0,1 0,1 0,8



Figura 3.2: Diagrama del modelo de markov
del clima.

π0 = {π0 j}= P(q1 = {S j}) (3.4)

Por ejemplo, la expresión para la probabilidad de obtener una secuencia de estados O =
{soleado, soleado, nublado, lluvioso, soleado} está dada por:

P(O|πtt−1,π0) = P(S3,S3,S2,S1,S3|πtt−1,π0)
= P(S3) ·P(S3|S3) ·P(S2|S3) ·P(S1|S2) ·P(S3|S1)
= π03 ·πtt−133 ·πtt−132 ·πtt−121 ·πtt−113
= 1 ·0,8 ·0,1 ·0,3 ·0,3

3.2. HMM con observaciones discretas

Como ya se mencionó, en los HMM, las secuencias de estados son desconocidas, en su lugar
se tienen observaciones (condicionadas por los estados) que tienen información oculta de los
estados. En esta sección se describe el caso de HMM donde las observaciones son discretas,
es decir que provienenen de un diccionario conocido (y finito) de posibles muestras observa-
bles.

3.2.1. Formulación del modelo HMM discreto

Para introducir la idea de los HMM (2), considerar la siguiente situación:
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Modelo de Urnas y Pelotas: Considerar que se tiene un sistema con N urnas, donde cada
una de estas contiene una gran variedad de pelotas de M posibles colores. Suponer ahora que
llega una persona, y de acuerdo a cierto proceso aleatorio, esta escoge una urna inicial y saca
una pelota de esta, toma nota del color que obtuvo, devuelve la pelota la urna. La persona
selecciona una nueva urna (se puede repetir la urna) y repite el proceso la cantidad de veces
que desee. Este proceso genera una secuencia de observaciones correspondientes a los colo-
res que se obtuvieron de las distintas urnas (sin conocer las urnas de origen), que se desean
modelar como un HMM.

Figura 3.3: Ilustración del Modelo de Urnas y Pelotas, con N urnas, y M posibles colores de
pelotas dentro de cada urna.

En esta situación, el HMM está caracterizado por:

1. N, el numero de estados del modelo. Estos estados, en el planteamiento del modelo,
son desconocidos, pero tienen una significancia fśica con el proceso observado. Para el
caso del modelo de urnas y pelotas, el estado está asociado a la urna de origen de las
pelotas de color observadas. Cada uno de los estados se denotan por S1,S2, ...,SN , y el
estado en un tiempo t arbitrario como qt .

2. M, el numero de posibles símbolos observables por estado. Los símbolos observa-
bles corresponden a la salida física del sistema a modelar. Para la situación plantea-
da en el modelo de ejemplo, los simbolos observables, serían los M posibles colores
de pelotas que existen en cada urna. Se denotan cada uno de estos simbolos como
X = {x1,x2, ...,xM}.

3. La probabilidad de distribución de transición de estados πtt−1 = {πtt−1i j}. Cada π0i j
corresponde a la probabilidad de pasar al estado j (qt+1 = S j), dado que en el instante
actual se encuentra en el estado i (qt = Si), ecuación 3.5
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{πtt−1i j}= P(qt+1 = S j|qt = Si), 1≤ i, j ≤ N (3.5)

Para el caso de las Urnas y Pelotas, esta variables corresponde a la probabilidad de
cambiar de la urna i a la j entre observaciones.

4. La districución de probabilidad de los símbolos observados en el estado j, B = b j(k)
(ecuación 3.6)

b j(k) = P(xk en t|qt = S j),
1≤ j ≤ N
1≤ k ≤M (3.6)

Donde en el caso de las urnas, b j(k) corresponde a la probabilidad de extraer el k-ésimo
color, estando en la urna j.

5. La distribución de probabilidad del estado inicial π0 = {π0i}, esta variable modela la
probabilidad de encontrarse en un estado j en el instante inicial t = 1 (ec. 3.7)

π0 j = P(q1 = S j), 1≤ j ≤ N (3.7)

Para la situación de las urnas, π0 j sería la probabilidad de escoger la urna j para extraer
la primera pelota.

Los elementos recién mencionados modelan un HMM y genera una secuencia de observacio-
nes O = O1,O2, . . . ,OT .

3.2.2. Problemas a resolver con HMM

Cuando se utiliza este modelo con observaciones de series de tiempo (por ejemplo mediciones
de EEG), comúnmente se busca resolver tres problemas:

Evaluación: Calcular la probabilidad de que un modelo (λ = (πtt−1,B,π0)) haya gene-
rado una secuencia de observaciones O, es decir calcular la verosimilitud de O, dado el
modelo (P(O|λ )).

Decodificación: Encontrar la secuencia de estados Q = q1,q2, ..,qt más probable que
haya generado la secuencia de estados O, en un sentido óptimo.
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Aprendizaje: Calcular el set de parámetros λ = (πtt−1,B,π0) que definen el modelo
HMM, que maximiza la probabilidad de haber generado una secuencia de datos O
(P(O|λ )), visto de otra manera, es encontrar el modelo HMM que representa de mejor
manera a la secuncia O.

Problema 1: Evaluación - (Método Forward-Backward)

El cálculo de P(O|λ ), se apoya principalmente en el Método Forward-Backward, el cual
consiste en 2 estapas. En la primera, se calculan, para cada instante t, la probabilidad de
terminar en un estado en particular Si, dada la secuencia de observaciones parcial (O1:t), en
la segunda etapa se calculan las probabilidades, para cada t, de generar las observaciones
restantes Ot+1,...,T , estando en un estado en particular qt = Si.

Paso Forward: En este paso se define la cantidad αt(i) (ec. 3.8), la probabilidad con-
junta de haber observado O1:t y terminar en un estado qt = Si, dado el modelo λ .

αt(i) = P(O1,O2, ...,Ot ,qt = Si|λ ) (3.8)

Los distintos αt(i) se van calculando de manera inductiva según:

1. Inicialización:
a1(i) = πibi(O1), 1≤ i≤ N (3.9)

2. Inducción:

αt+1( j) =
[
∑

N
i=1 αt(i)ai j

]
b j(Ot+1) 1≤ t ≤ T −1

1≤ j ≤ N
(3.10)

3. Término:

P(O|λ ) =
N

∑
i=1

αT (i) (3.11)

Si bien, solo basta con el último paso de la parte Forward para calcular P(O|λ ), el
calculo de todas las probabilidades intermedias αt( j) en conjunto con las que se mos-
trarán en el paso Backward, serán de gran utilidad para la estimación de parámetros
en el aprendizaje del modelo.

Paso Backward: De manera similar, se define la cantidad βt(i) (ec. 3.12), que deonta la
probabilidad de generar las observaciones Ot+1:T , dado que se está en un estado qt = Si,
para un modelo λ .

βt(i) = P(Ot+1,Ot+2, ...,OT |qt = Si,λ ) (3.12)
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1. Inicio:
βT (i) = 1,1≤ i≤ N (3.13)

2. Inducción:

βt(i) = ∑
N
j=1 ai jb j(Ot+1)βt+1( j), t = T −1,T −2, ...,1

1≤ i≤ N
(3.14)

Problema 2: Decodificación - (Algoritmo de Viterbi)

Para este problema se utiliza el algoritmo de viterbi (1), con el cual se busca la secuencia de
estados Q = q1,q2, ...,qT , que represente de mejor manera la secuencia de observaciones O
(es decir que sea la secuencia de estados más probable).

Se define la cantidad δt( j) (ec. 3.15), que corresponde a la probabilidad de que la secuencia
de estados Q1:t−1 más probable, termine en el estado qt = i, para las las observaciones O1:t ,
dado un modelo λ .

δt( j) = max
q1,q2,...,qt−1

P[q1,q2,qt = i;O1,O2, ...,Ot |λ ] (3.15)

Resolviendo esto de manera inductiva, como se muestra en la ec. 3.19, se puede encontrar la
secuencia más probable haciendo un seguimiento de los argumentos que maximizan δt+1( j)
( j en le ec. 3.19), estos ultimos se guardan enuna variable auxiliar ψt( j).

δt+1( j) = [max
i

δt(i)ai j]b j(t +1) (3.16)

El procedimiento completo para encontrar la secuencia de estados es:

1. Inicialización

δ1( j) = π jb j(O1), 1≤ j ≤ N (3.17)
ψt( j) = 0. (3.18)

2. Inducción:

δt( j) = max
1≤i≤N

[δt−1(i)ai j]b j(t),
2≤ t ≤ T
1≤ j ≤ N (3.19)

ψt( j) = argmax
1≤i≤N

[δt−1(i)ai j],
2≤ t ≤ T
1≤ j ≤ N (3.20)
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3. Término:

P∗ = max
1≤ j≤N

[δT ( j)] (3.21)

q∗T = argmax
1≤ j≤N

[δT ( j)] (3.22)

4. Secuencia de estados:

q∗t = ψt+1(q∗t+1), t = T −1,T −2, ...,1. (3.23)

Problema 3: Aprendizaje - Método de Baum-Welch

El tercer problema que a resolver es estimar el set de parámetros λ = (A,B,π), que mejor
represente la secuencia de observaciones generada O de manera que se maximice P(O|λ ), es
decir encontrar el modelo que con mayor probabilidad, haya generado la secuencia de obser-
vaciones O. Estos parámetros se calculan de forma iterativa con el Método de Baum-Welch.

Para la reestimación de los parámetros, se definen 2 cantidades nuevas:

ξt(i, j): que representa la probabilidad de pasar del estado i al j en el instante t dada la
secuencia de observaciones O y el modelo λ .

ξk(i, j), P(qt = Si,qt+1 = S j |O,λ ) (3.24)

Esta probabilidad se calcula en términos de las variables forward (αt(i)) y backward
(βt(i)) como:

ξt(i, j) = αt(i)ai jb j(Ot+1)βt+1( j)
P(O | λ )

=
αt(i)ai jb j(Ot+1)βt+1( j)

∑
N
i=1 ∑ j=1N αt(i)ai jb j(Ot+1)βt+1( j)

(3.25)

En la fracción, el término en el numerador corresponde a la probabilidad de estar en
un estado qt = Si y pasar al estado qt+1 = S j, para las observaciones O y el modelo λ

(P(qt = Si,qt+1 = S j,O | λ )).

γt(i, j): la probabilidad de estar en un estado qt = Si dada la secuencia de observaciones
O, dado el actual modelo λ .

γk(i), P(qt = Si |O,λ ) (3.26)

Esta probabilidad que calcula sumando ξt(i, j) sobre j:

γt(i) =
N

∑
j=1

ξt(i, j) (3.27)
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Con estas cantidades definidas, se pueden calcular los valores esperados de las propie-
dades de transición de la cadena de Markov (ecs. 3.28 y 3.29)

T−1

∑
t=1

γt(i) =Número esperado de transiciones desde el estado i (3.28)

T−1

∑
t=1

ξt(i, j) =Número esperado de transiciones desde el estado i al estado j (3.29)

Con estos valores calculados, se calculan los parámetros que definen el HMM, según
las ecs. 3.30 a la 3.32.

π̂i = probabilidad esperada de estar en el estado i en el instante t = 1
= γ1(i)

(3.30)

âi j =
Número esperado de transiciones desde el estado i al estado j

Numero esperado de transiciones desde el estado i

=
∑

T−1
t=1 ξt(i, j)

∑
T−1
t=1 γt(i)

(3.31)

b̂i(m) = Número esperado de veces en el estado i y observando el símbolo xm
Número esperado de veces en el estado i

=
∑

T
t=1,Ot=xm γt(i)

∑
T
t=1 γt(i)

(3.32)

La ec. 3.32, solo es válida cuando se trata con observaciones discretas.

El método de Baum-Welch, es una implementación del algoritmo EM (Expectation-
Maximization) (3), donde el paso E se realiza en las ecs. 3.28 y 3.29 para calcular los
valores esperados de las propiedades de transcición de la Cadena de Markov, y el paso
M se realiza en las ecs. 3.30 a la 3.32, donde se calculan los parámetros que maximizan
P(O,λ ).

3.3. HMM con emisiones Continuas (Caso Gaussiano)

En el caso descrito anteriormente, la colección de observaciones O = (O1,O2, ...,OT ) pro-
venían de un diccionario finito de símbolos, llevandolo nuevamente al caso del modelo de
Urnas y Pelotas, las observaciones venían dadas por una cantidad finita de posibles colores
de las pelotas. En este caso, los símbolos observados, son una serie de tiempo proveniente de
distribuciones continuas de probabilidad condicionadas por estados. En este modelo lo unico
que cambia con respecto al caso discreto, son las distribuciones de probabilidad, que pasan a
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ser continuas, por lo que para modelar el HMM con los datos, solo hay que modificar la ecua-
ción de estimación 3.32 para calcular los parámetros de las distribuciones de probabilidad de
las observaciones en vez de directamente calcular las probabilidades discretas de observar
cada símbolo.
En esta sección se muestra la formulación y las ecuaciones para modelar el HMM cuando las
distribuciones de probabilidad que condicionan las observaciones provienen de una distribu-
ción Gaussiana.

3.3.1. Formulación del modelo HMM continuo

En este modelo, como se mencionó, lo que cambia con respecto al caso discreto son las dis-
tribuciones de probabilidad de las observaciones para cada estado. Las distribuciones de las
observaciones xt son modeladas como Gaussianas (multivariadas) de media µ j y covarianza
Σ j, para cada posible estado j (ec. 3.33).

b j(xt) = N(xt |µ j,Σ j), 1≤ j ≤ N (3.33)

Todos los demás elementos del modelo, la distribución de transiciones de estado A y la dis-
tribución inicial de estar en un estado Π, se mantienen, y los problemas típicos a resolver,
se resuelven de la misma manera, ya que todos estos están presentados para cualquier tipo
de distribucion de observaciones b j, lo que queda por redefinir son las ecuaciones método de
Baum-Welch para estimar los parámetros de las distintas distribuciones Normales.

3.3.2. Estimación del modelo - Método de Baum-Welch

Para un modelo HMM continuo (gaussiano), de N estados, la ecuaciones de reestimación
para la medias µ j y covarianzas Σ j vienen dadas por las ecs. 3.34 y 3.35.

µ j =
∑

T
t=1 γt( j)xt

∑
T
t=1 γt( j)

, 1≤ j ≤ N (3.34)

Σ j =
∑

T
t=1 γt( j)(xt−µ j)(xt−µ j)

T

∑
T
t=1 γt( j)

, 1≤ j ≤ N (3.35)

El método de Baum-Welch en este caso sigue la misma metodología que en el caso discreto,
solo que en el paso M, se reemplaza la ec. 3.32 por las ecs. 3.34 y 3.35.

3.4. HMM Autoregresivo multivariado (HMM-MAR)

Otro modelo de observación para el HMM, son el modelo MAR, que modela las observacio-
nes como el error (o señal de innovación) de un proceso MAR, este tipo de modelos es usado
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comunmente en aplicaciones de señales donde es importante tener la información espectral
(que se concentra en los parámetros del modelo MAR), como es el caso de señales de voz (2)
o EEG (7). El modelo HMM-MAR se puede ver como una extensión a cadenas de markov
del modelo mAR(p) (eq. 2.8), donde las matrices autoregresoras (A = (A1,A2, ...,Ap)) y la
varianza Σ de la señal de error Wt , son modulados por la secuencia de estados oculta, dicho
en otras palabras, el modelo HMMmAR cambia entre distintos submodelos autoregresivos,
cada uno con su propio set de parámetros.

3.4.1. Formulación del Modelo HMM-MAR

Antes de formular el modelo, se redefinen las variables del modelo autoregresivo (ec. 2.8),
para adaptarlas a la dinámica de un HMM.

Coeficientes autoregresores: Las matrices de coeficientes autoregresores A=(A1,A2, ...,Ap)

se denotan con un superindice j (A(i) = (A(i)
1 ,A(i)

2 , ...,A(i)
p )), para indicar que se trata del

modelo autoregresivo asociado al estado j.

Señal de error: La señal Wt se denota como Wt( j) para indicar que se trata de la señal
de error del modelo mAR(p) asociado al estado j.

Varianza del error: Para cada estado, la varianza de la señal de error asociada a cada
estado es Σ j.

Con estas definiciones previas, se plantea la ecuación del nuevo modelo mAR(p), para una se-
ñal multivariada Xt = (x1,t x2,t . . . xk,t)

T , donde se incluye que los modelos asociados pueden
cambiar con los estados de la cadena de markov (ec. 3.36).

Xt =
p

∑
i=1

A( j)
i Xt−i +Wt( j), Wt( j)∼ N(0,Σ j) (3.36)

Moviendo los términos de la ecuación 3.36 se tiene una expresión para la señal de error Wt
(ec. 3.37)

Wt( j) = Xt− X̂t , Wt( j)∼ N(0,Σ j) (3.37)

A la sumatoria ∑
p
i=1 A( j)

i Xt−i, se le denota por X̂t( j), que corresponde a la predicción de la
observación Xt con los coeficientes autoregresores del estado j
El modelo HMMmAR se modela de manera muy similar al caso Gaussiano, manteniendo
todas las propiedades del HMM continuo, solo que en esta situación, la colección de obser-
vaciones O, provienen de la señal de error Wt( j), distribuida de forma normal (ec. 3.38.)

18



b j(Wt) = N(Wt | 0,Σ j), 1≤ j ≤ N (3.38)

3.4.2. Estimación de Parámetros

Para el HMMmAR, el cálculo de las probabilidades iniciales Π, las de transición de estados A
y la covarianzas Σ j de las distribuciónes b j(Wt) (no es necesario calcular la media de b j(Wt),
ya que está definida como cero en la ec. 3.36), es igual que en el caso HMM continuo. Como
la señal de ruido Wt está descrita en términos de las osbervaciones y los coeficientes, hay que
tener las ecuaciones de reestimación de estos, para introducirlos al paso M del Método de
Baum-Welch, las que se describen a continuación.

Definiendo la matriz Ci (ec. 3.39), una matriz de pesos que contiene las probabilidades par-
ciales de estar en un estado j, γt( j), y la matriz Mt = (Xt−1 Xt−2 . . . Xt−p), el calculo de los
autoregresores para cada estado j viene dado por las ecuaciones 3.40 a la 3.42.

Ci = diag(
√

γ1( j), . . . ,
√

γT ( j)), 1≤ j ≤ N (3.39)

A( j) = (M̃ j
T M̃ j)

−1M̃ jX̃ j, 1≤ j ≤ N (3.40)

M =−


M0
...

Mt
...

MT

 M̃i =C jM (3.41)

X = (X0 . . .XT )
T X̃ j =C jX (3.42)

Es importante notar que esta ecuación tiene la misma forma que la solución del mAR(p)
(ec. 2.6), pero en este caso las matrices de información (M y X), están ponderadas por las
probabilidades γt( j) a través de las matrices Ci.

3.5. Escalamiento

3.5.1. Escalamiento en el Algoritmo Forward-Backward

Cuando se tienen secuencias de observaciones muy grandes, los cálculos de las probabilida-
des a lo largo del Algoritmo Forward-Backweard, se escapan del rango de presición de los
cálculos computacionales. Para entender entender mejor esta limitación, considerar el calculo

19



de la variable αt(i) durante el paso Forward (ecs. 3.8 a la 3.11), el calculo de αt(i) considera
la suma de varios términos de la forma

t−1

∏
s=1

aqsqs+1

t

∏
s=1

bqs(Os), qt = S j

Acá, los términos aqsqs+1 y bqs(Os), son iguales o menores a 1, por lo que resultado de los
próductos del término recién mostrado, se va acercando exponencialmente a cero a medida
que t aumenta (con t>100 ya es dificil que la precisión de una maquina ya pueda seguir
calculando estos valores). Como para β j(i) se tiene una situación similar, es necesario tener
una forma de poder escalar estos términos (y los términos restantes que dependen de αt( j) y
βt( j)) a los largo de sus cálculos, que se describe a continuación:

Paso Forward Escalado:
El calculo de ˆαt( j) (la versión escalada de αt( j)) se hace simplemente escalando los
distintos αt( j), por su suma sobre los estados j (ec. 3.43).

α̂t(i) = αt(i)ct , ct =
1

∑
N
i=1 αt(i)

(3.43)

Con α̂t(i), se calcula αi(t) como en la ec. 3.44

αt(i) =
N

∑
j=1

α̂t( j)ai jb j(Ot) (3.44)

Paso Backward Escalado:
Como en el paso Forward, el cálculo de βt(i) escalado (β̂t(i)), se hace multiplica por
un factor de la misma forma que el de αt(i) (el inverso de la suma sobre j), como se ve
en la ec. 3.45.

ˆβt(i) = βt(i)ct , ct =
1

∑
N
i=1 βt(i)

(3.45)

Se calcula βt(i) como en la ec. 3.46

βt(i) =
N

∑
j=1

ai jb j(Ot+1) ˆβt+1( j) (3.46)

El cálculo del resto de las variables dependientes de βt( j) y αt( j), se hacen normal-
mente, como en sus ecuaciones originales, simplemente hay que reemplazar βt( j) y
αt( j) por ˆβt( j) y ˆαt( j) donde corresponda.
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3.5.2. Escalamiento del Algoritmo de Viterbi

En el algoritmo de Viterbi, también se trata con cantidades que se pueden escapar del rango
de presición de una maquina (ec. 3.19), también hay que cambiar la escala de los datos, lo
que se hace definiendo la nueva variable φt( j) (ec. 3.47) que es una versión logarítmica de la
variable, δt( j). Con este cambio de escala los cálculos ya son abordables, y el algoritmo de
viterbi se plantea en su versión logarítmica como se muestra en las ecs. 3.48 a la 3.54.

φt( j) = max
q1,q2,...,qt−1

log(P[q1,q2,qt = i;O1,O2, ...,Ot |λ ]) (3.47)

1. Inicialización

φ1( j) = log(π j)+ log(b j(O1)), 1≤ j ≤ N (3.48)
ψt( j) = 0. (3.49)

2. Inducción:

φt( j) = max
1≤i≤N

[φt−1(i)+ log(ai j)]+ log(b j(t)),
2≤ t ≤ T
1≤ j ≤ N (3.50)

ψt( j) = argmax
1≤i≤N

[φt−1(i)+ log(ai j)],
2≤ t ≤ T
1≤ j ≤ N (3.51)

3. Término:

P∗ = max
1≤ j≤N

[φT ( j)] (3.52)

q∗T = argmax
1≤ j≤N

[φT ( j)] (3.53)

4. Secuencia de estados:

q∗t = ψt+1(q∗t+1), t = T −1,T −2, ...,1. (3.54)

3.6. Inicialización de parámetros

Las ecuaciones presentadas en este capítulo generalmente convergen a óptimos locales, lo
que está condicionado principalmente por como se inicialicen los parámetros. Normalmente
en este tipo de esquemas de optimización iterativos (como lo es el algoritmo EM(3)).
Una opción para evadir óptimos locales es iniciar los parámetros aleatoriamente y ejecutar
unas cuantas iteraciones (bastan unas 5∼ 6) del algoritmo para optimizar el HMM, para lue-
go escoger el set de parámetros iniciales que resulten en la mayor verosimilitud de los datos
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dado el modelo (ec. 3.11).

Otra forma es iniciar los parámetros con alguna otra rutina de optimización que sea menos
demandante computacionalmente, como lo son los algoritmos de clustering1 como el Modelo
de Mezcla de Gaussianas GMM (18) o el algoritmo K-means (17), lo que acelera el proceso
iterativo de inicialización.

Para los modelos HMM de observaciones continuas revisados en las secciones anteriores la
forma de inicializar es como sigue:

HMM Gaussiano:
Para los parámetros de media de las distribuciones asociadas a cada distribución se
puede usar tanto el algoritmo K-means o GMM. El resto de los parámetros se escoge
aleatoriamente o según el conocimiento previo que se tenga de los estados.

HMM-MAR:
Para encontrar los coeficientes autoregresores, se pasa por una etapa de filtro de Kal-
man (KF)2 como se muestra en el apéndice B, y luego se pasan los sets de parámetros
obtenidos por el modelo GMM (o el algoritmo K-means), para utilizar las medias ob-
tenidas como inicialización de los coeficientes MAR. Es importante considerar que no
todos los coeficientes AR servirán para la etapa de clustering, por lo que se hace una
selección de estos, donde se escogen los que tengan una buena evidencia de predicción
(ecs. B.9 y B.21). En la figura 3.4 se puede ver un ejemplo de como funciona la iniciali-
zación para un modelo HMM-AR. El resto de los parámetros se escogen aleatoriamente
como el caso Gaussiano.

Es importante considerar que estas pautas de inicialización tampoco aseguran que se llegue
al óptimo cuando se estima el modelo, por lo que es importante ir probando que formas de
inicializar los parámetros se puede ajustar mejor a los datos que uno tenga.

1algoritmos que toman subconjuntos de un set de datos y los agrupan en clases (o clusters), en las que todos
los datos de un mismo cluster comparten características similares entre si.

2También, para reducir cantidad de parámetros a calcular, se puede calcular un modelo AR por ventanas,
dando resultados similares
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Figura 3.4: Inicialización de los coeficientes del modelo HMM-AR. Pasa el KF por la serie
de tiempo original para encontrar los coeficientes AR para cada instante. Si la evidencia
(gráfica superior en el cuadro de en medio) de una predición es muy baja, se remueven dichos
coeficientes (cuadros coloreados en el la figura de en medio). El clustering (tercer cuadro) se
encarga de escoger los set de parámetros AR de cada clase que pasarán a iniciar el modelo
HMM-AR
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Capítulo 4

Aprendizaje Variacional para HMM

En la sección anterior se ha descrito el esquema de máximo verosimil (algorítmo EM) para
la estimación del modelo HMM, en el cual se tienen ecuaciones que llevan a un único valor
de los parámetros del HMM que máximizan la verosimilitud de los datos dado el modelo. En
este capitulo se muestra el esquema Bayesiano Variacional para optimizar el modelo HMM,
donde, a diferencia de los estimadores de máximo verosimil, el estimador Bayesiano presen-
tado en este capítulo, resulta en una distribución de probabilidad para los parámetros y con
esto, también una medida de confiabilidad de los datos.
Tener información a priori de la probabilidad de los datos y parámetros, además acota el es-
pacio donde se busca la solución óptima, resultando en una más rápida convergencia y una
mayor robustez a caer en máximos locales (7).

Normalmente la dificultad de para optimizar modelos complejos (como los HMM), es que las
expresiones de las probabilidades a posteriori (de los parámetros dados los datos) suelen ser
matemáticamente muy complejos, que requieren resolver integrales incalculables, lo cual se
evita a través de la optimización de una forma aproximada (y facil de calcular) de las distribu-
ciones originales. En este capítulo se muestra la formulación del HMM Variacional con sus
aproximaciones de las distribuciones de probabilidad de los parámetros, las ecuaciones para
la optimización del modelo y un método de selección de modelos para escoger el numero
adecuado de parámetros o estados para describir una secuencia de datos.

4.1. Principios del aprendizaje variacional

En el cálculo variacional, como en todo esquema de optimización, se busca minimizar una
función de costo, en este caso, la divergencia de Kullback-Leibler (KL) (5). La divergencia
KL se puede entender como una medida de distancia entre dos distribuciones de probabilidad,
por ejemplo, para dos distribuciones Q(H) y P(H,V ) (se profundizará sobre la definición de
Q y P más adelante), la divergencia KL se define por la integral (ec. 4.1):
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F = D(Q(H)||P(H,V )) =
∫

Q(H)log
Q(H)

P(H|V )
dS+ logP(V ) (4.1)

Las distribuciones Q(H) y P(H|V ) se definen sobre todas las variables escondidas (paráme-
tros y estados desconocidos) H, condicionados sobre los datos V . El objetivo en este esquema
es aproximar la ditribución a posteriori P(H|V ) que parametriza el modelo real, cuya solu-
ción se puede aproximar a través de la optimización de la divergencia KL con respecto a la
distribución aproximada a priori Q(H), de forma iterativa.

La distribución Q(H) más sencilla para aproximar P(H|V ), sería una que asuma todas las
variables H = {H1, ...,HN} como independientes, lo que resulta en una distribución Q(H)
factorizada como (ec. 4.2):

Q(H) =
N

∏
i=1

Q(Hi),
∫

Q(Hi)dHi = 1 (4.2)

Esta aproximación se le conoce como aproximación mean-field (campo medio). Con esta
aproximación, y manteniendo las distintas distribuciones Q(Hi) dentro de la familia expo-
nencial, las soluciones de Q(Hi) que maximizan la divergencia KL tienen la forma de la ec.
4.3(6)

Q(Hi) =
1
Z

exp
∫

Q(H̄i)logP(Hi|H̄i)dH̄i (4.3)

donde cada H̄i = H \Hi es el set de todas las variables H excluyendo Hi y Z es simplemente
una constante de normalización.

4.2. Aprendizaje del modelo HMM

Considerar primero una secuencia de T variables S = S1, ..,St , ...,ST aleatorias (cada St pue-
de tomar M valores discretos St = {s1, ...,sM}) que representan la secuencia escondida de
estados de una cadena de markov, donde el valor observado por St está condicionado por
St−1 y está se obtiene con una probabilidad P(St |St−1), cada St puede tomar M valores
discretos St = {s1, ...,sM}. La secuencia de observaciones son representadas en el vector
X = {X1, ...,Xt , ...,XT}, cada una de estas observaciones Xt están condicionadas por el estado
St , observandose cada una con una probabilidad P(Xt |St), la cual está parametrizada por un
set de variables θobs.

La distribución de probabilidad conjunta de la secuencia de estados S y las observaciones X
queda dada por (ec 4.4)
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P(S,X) = P(S0)
T

∏
t=1

P(St |St−1)P(Xt |St) (4.4)

Las probabilidades de transición P(St |St−1) están representadas en la matriz A ∈ RM×M y la
probabilidad inicial del estado S0 está parametrizado por Π ∈ R1×M.

Considerando los parámetros θ = {A,Π,θobs} independientes entre si, se puede escribir la
distribución a posteriori del modelo como

P(S,X ,θ) = P(S,X |θ)P(θ) (4.5)

, P(S,X |A,Π,θobs)P(A,Π,θobs) (4.6)

= P(S0|Π)
T

∏
t=1

P(St |St−1,Π)P(Xt |St ,θobs)P(A)P(Π)P(θobs) (4.7)

Agrupando todas variables asociadas a los estados ocultos en la distribución Q(S), la aproxi-
mación de campo medio para el cálculo de las variables que gobiernan el modelo queda dada
por

Q(H) = Q(S)Q(A)Q(Π)Q(θobs) (4.8)

Bajo los supuestos de la cadena de markov, se puede representar Q(S) de forma factorizada
como

Q(S) = Q(S0)
T

∏
t=1

Q(St |St−1) (4.9)

Con las consideraciones anteriores, solo basta con minimizar la nueva divergencia KL (ec
4.10) con respecto a cada una de las distribuciones Q(S), Q(A), Q(Π), Q(θobs) para encontrar
las todas las variables del modelo.

F =
∫
· · ·
∫

Q(S)Q(A)Q(Π)Q(θobs)log
Q(S)Q(A)Q(Π)Q(θobs)

P(S,X ,A,Π,θobs)
(4.10)

4.2.1. Aprendizaje de la secuencia de estados

Se comienza por optimizar la divergencia KL (ec. 4.1) con respecto a la distribución Q(S)
sobre las variables escondidas asociadas a los estados S. Usando la aproximación de cam-
po medio (ec. 4.2) se puede obtener la distribución óptima Q(S) se obtiene con la ec. 4.3,
reemplazando los parámetros θ por H̄i, obteniendose
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Q(S) =
1
Z

exp
∫

Q(θ)logP(S,X ,θ)dθ (4.11)

Con la expresión Q(S) se puede obtener la divergencia KL (ec 4.10), la cual, al minizarla
con respecto a las distribuciones marignales Q(St) y las conjuntas Q(St ,St−1) de los estados
ocultos, resulta en las recursiones del algoritmo de Baum-Welch(7) (se resumen en las ecs.
4.12 a la 4.14)

Q(St ,St−1) =
1
zt

P(St |St−1)β (t)α(t−1) (4.12)

β (t) =
1
zt

∑
St+1

P(St |St−1)β (t +1), β (1) =
1
z1

(4.13)

α(t) = zt ∑
St−1

P(St |St−1)α(t−1), α(1) = z1P(S0) (4.14)

Usando la misma notación del capítulo anterior, se denota la probabilidad marginal de que St
tome algún valor m = 1,2, ...,M como γt(m) (ec. 4.15) y la probabilidad conjunta de que St
tome algún valor n y St haya tomado algún valor m como ξt(m,n) (ec. 4.16).

γt(m) = Q(St = m|X) (4.15)

ξt(m,n) = Q(St = n,St−1 = m|X) (4.16)

Finalmente la reconstrucción de la secuencia de estados se hace con el algoritmo de Viterbi
de igual manera que se describe en el capitulo anterior en las ecuaciones 3.17 a la 3.23.

4.2.2. Aprendizaje de los parámetros del HMM

Para encontrar los encontrar los parámetros del HMM asociados a las probabilidades de tran-
sición π0 y πtt−1 , primero se definen las distribuciones a priori P(θ) para estos parámetros,
las cuales escogen Dirichlet (de la familia de distribuciones conjugadas) M-dimensional para
π0 (ec. 4.17) y Dirichlet M×M-dimensional para πtt−1 (ec. 4.18).

P(π0), Dir(π0) =
Γ(∑l κl)

∏l Γ(κl)

M

∏
m=1

π
κm−1
0m

(4.17)

P(πtt−1), Dir(πtt−1) =
M

∏
m=1

Γ(∑l λml)

∏l Γ(λml)

M

∏
m=1

π
λm−1
0m

(4.18)
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Definiendo estas distribuciones, al minimizar la divergencia KL con respecto a las distribu-
ciones aproximadas a posteriori Q(π0) y Q(πtt−1) resultan tambien en distribuciones Dirichlet
de parámetros κ̃m y λ̃mn dados por

κ̃m = γt=0(m)+κm (4.19)

λ̃mn = ∑
t

ξt(m,n)+λmn (4.20)

donde inicialmente se fijan los hiperparámetros κ y λ como valores poco mayores que 1, lo
que reflejaría que se tiene poco conocimiento de las distribuciones de π0 y πtt−1 a priori (7)

4.2.3. Modelo de observación del HMM

Para completar el HMM falta especificar la distribución de probabilidad de las observaciones
condicionadas por el estado P(Xt |St), para las cuales también habrá que definir las distribucio-
nes de probabilidad de los parámetros que las modelan. En el capitulo anterior se describieron
los modelos de observacion del modelo HMM y la optimización de sus parámetros para emi-
siones gaussianas multivariadas y provenientes de un modelo mAR. En esta sección se hace
la extensión de estos modelos para el esquema variacional.

Observaciones Gaussianas Multivariadas

Para observaciones provenientes de una distribuciones Gaussianas K-dimensionales, condi-
cionadas por el estado St cuya probabilidad está dada por

P(Xt |St = m) = O(Xt |µm,Cm) (4.21)

donde µ = {µ1, ...,µM} y C = {C1, ...,CM} son los vectores de la media y las matrices de pre-
sición1 para cada estado m= 1, ...,M. Para los vectores µm se definen distribuciones normales
K-dimensionales (de media µm0 y precisión Cm0

P(µm) =
1

Zµm

exp{−1
2
(µm−µm0)

TCm0(µm−µm0)}, m = 1, ...,M (4.22)

Para las matrices de presición, se definen distribuciones Wishart K-dimensionales de pará-
metros de forma y escalamiento α = {α1, ...,αM} B = {B1, ...,BM} respectivamente

P(Cm) =
1

ZCm

|Cm|αm−K+1
2 exp{−tr(BmCm)} (4.23)

1La matriz de presición corresponde a la matriz reciproca a la matriz de varianza, es decir que si la varianza
es Σ, la matriz de presición asociada corresponde a C = Σ−1
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siendo ZCm y Zµm factores de escalamiento.
Reemplazando estas expresiones en la ecuación de energía libre (ec. 4.10) y minimizando
con respecto a las densidades a posteriori Q(µm) y Q(Cm), se obtiene una distribución normal
Q(µm)∼N (µ̃m0,C̃m0) para las medias µm y una distribución Wishart() Q(Cm)∼W (α̃m, B̃m)
para las matrices de presición Cm (los parámetros optimizados, se describen en las ecuaciones
4.24 a la 4.27).

µ̃m0 = (γ̄tα̃mB̃−1
m +Cm0)

−1(α̃mB̃−1
m x̄m +Cm0 µm0) (4.24)

C̃m0 = (γ̄ α̃mB̃−1
m +Cm0) (4.25)

habiendo definido previamente x̄m = ∑
T
t=1 γt(m)xt y γ̄m = ∑

T
t=1 γt(m).

α̃m =
1
2

γ̄m +αm (4.26)

B̃m =
1
2

T

∑
t

γt(m)(xt− ˜µm0)
T (xt− ˜µm0)+

1
2

γ̄mC̃−1
m0

+Bm (4.27)

Observaciones dadas por un modelo mAR

Considerar primero un modelo multivariado lineal condicionado por estados, de observacio-
nes Yt ∈Rd , aproximadas por el producto HmXt (una matriz de información Xt ponderada por
una matriz de coeficientes regresores Hm) con un error gaussiano, como se ve en

P(Yt−W (m)Xt |St = m)∼Nd(0,Σm) (4.28)

Esta distribución corresponde a cualquier proceso lineal d-variado con error gaussiano, para
que la ecuación 4.28 represente un HMM-mAR se Define Xt como la concatenación de p
observaciones anteriores de Yt , Xt = (Y T

t−1, ...,Yt−p) y a W (m) como la matriz W (m) ∈ Rd×d p

resultante de concatenar (en fila) de las matrices autoregresoras W (m)
i ∈Rd×d (como se define

en la sección 3.4.1).

La matriz de coeficientes W (m) se modela como una distribución a priori normal d × d p-
matriz variada(12) P(W (m))∼Nd,d p(Ωm,Σm,Φm) de media Ωm y matrices de presición Σm y
Φm. La distribución a priori de la presición del error Σm y la presición Φm se modelan como
distribuciones Wishart P(Σm) ∼ Wd(αΣm,BΣm) y P(Φm) ∼ Wd p(αΦm,BΦm) con coeficientes
de forma αΣm, αΦm y escala BΣm , BΦm .

Minimizando la energía libre (ec. 4.10) con respecto a la distribución aproximada a posteriori
Q(W (m)) se obtiene una distribución normal con media Ω̃T

m y presiciones Σ̃m y Φ̃m, cuyo
calculo se resume en las ecs. 4.29 a la 4.31.
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Ω̃m
T
= Φ

−1
m (∑

n
γn(m)XnY T

n + α̃ΦmB̃−1
Φm

Ω
T ) (4.29)

α̃ΣmB̃−1
Σm

(4.30)

Φ̃m = ∑
n

γt(m)XnXT
n + α̃ΦmB̃−1

Φm
(4.31)

De forma similar se obtienen distribuciones Wishart para las distribuciones posteriori Q(Σm)
y Q(Φm) de parámetros de forma/escala α̃Σm/B̃Σm para Q(Σm) ∼ W (α̃Σm, B̃Σm) y ˜αΦm/B̃Φm

para Q(Φm)∼W (α̃Φm, B̃Φm), resumiendo sus expresiones en las ecs. 4.32 a la 4.35.

α̃Σm =
1
2
(∑

n
γn(m)+d p+2ασm) (4.32)

B̃Σm = 1
2 ∑n γn(m)[(Yn− Ω̃mXn)(Yn− Ω̃mXn)

T + tr(XnXT
n Φ−1

m )Σ̃m
−1
]

+ 1
2(Ω̃m−Ωm)α̃ΦmB̃−1

Φm
(Ω̃m−Ωm)

T + 1
2tr(α̃ΦmB̃−1

Φm
Φ−1

m )Σ̃−1
m +BΣm

(4.33)

α̃Φm =
d
2
+αΦm (4.34)

B̃Φm =
1
2
(Ω̃m−Ωm)

T
α̃ΣmB̃−1

Σm
(Ω̃m−Ωm)+

1
2

tr(α̃ΣmB̃−1
Σm

Σ̃
−1
m )Φ̃−1

m +BΦm (4.35)

4.2.4. Estimación

Ya teniendo todas las ecuaciones para las variables del modelo, la estimación se hace iterati-
vamente en dos pasos:

Calcular las estadísticas asociadas a la secuencia oculta de estados (las probabilidades
γt y y ξt)

Calcular las distribuciones aproximadas a posteriori Q(H) (las estadísticas del HMM y
su modelo de observación asociado) que optimizan la divergencia KL

Estos calculos se repiten cuantas veces se desee, o se cumpla con algún criterio de con-
vergencia. La convergencia del modelo se puede discriminar observando como cambia la
divergencia KL 4.10 en cada iteración del algoritmo de estimación, cuando el cambio de la
divergencia KL ya deja de ser significativo, se considerá que los parámetros ya convergieron
a un óptimo local.
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4.3. Selección de modelos

Las rutinas de optimización del modelo HMM-MAR presentadas están hechas para una es-
tructura fija de numero estados (N) y orden de modelo MAR (p). El aprendizaje variacional,
añadiendo otro supuesto, que los modelos de diferentes estructuras (valores de N u p) inde-
pendiente entre si.

Con este supuesto, si se considera una colección de modelos a ∈ A, uno puede escribir la
probabilidad a posteriori de todos los modelos pertenecientes a A como el producto de la
probabilidad a posteriori de cada uno de los modelos individuales a, como se muestra en la
ecuación 4.36, donde cada uno de los factores P(S|a)P(θ |a)P(a) corresponde a la probabili-
dad de cada submodelo.

P(S,θ ,A) = ∏
a∈A

P(S|a)P(θ |a)P(a) (4.36)

Lógicamente este supuesto también es válido para la probabilidad aproximada a posteriori
para un modelo a, Q(a) = Q(S|a)Q(θ |a). Inspeccionando la dievergencia KL, para las distri-
buciones Q(a), se ve que difieren en un solo factor Fa, dado por

Fa =
∫ ∫

Q(S|a)Q(θ |a)log
Q(S|a)Q(θ |a)
P(S,V,θ ,a)

dSdθ (4.37)

Este factor corresponde a la divergencia KL para un solo modelo a. Considerando que la
probabilidad a posteriori de un modelo a se puede calcular como Q(a) ∝ exp−Fa ((7)), se
puede considerar que el modelo a más adecuado para representar los datos, será el modelo
más probable, es decir el que tenga el menor valor de Fa.
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Capítulo 5

Simulaciones

En este capitulo se comparan los esquemas de aprendizaje vistos en los capitulos 3 y 4, pro-
bandolos con una misma señal sintética para observar las ventajas ya mencionadas que tiene
el esquema variacional con respecto al EM. Además se muestra el desempeño del modelo
HMM-MAR en su versión variacional para hacer segmentación de otras señales sintéticas
que figuran ser señales neuronales medidas con EEG, que son generadas a partir de distin-
tos modelos HMM-MAR (con distintos ordenes p y cantidad de estados K), y también para
mostrar como el esquema de aprendizaje variacional permite hacer una correcta selección de
modelos.

5.1. Generación de Señales Sintéticas

Para probar el algoritmo de estimación del modelo HMM-MAR (incluida la selección de or-
den), fabrica una serie de tiempo proviniente de un sistema HMM-MAR, cuya secuencia de
estados, numero de estados (K) y orden de modelo MAR (p) sea conocida. Estas series de
tiempo se diseñan como sigue.

En las simulaciones de procesos HMM-MAR, se diseña la matriz de transición de πtt−1 para
que el modelo HMM tenga alta permanencia en un solo estado (valores altos concentrados
en la diagonal de πtt−1), las probabilidades π0 se diseñan arbitrariamente (recordando que la
suma de las probabilidades de pasar a un estado a los demás, no debe superar 1). Las matri-
ces W (m)

i de los modelos MAR asocidados a los estados del HMM se diseñan de forma que
localmente en cada estado, el sistema sea estable, como se indica en el anexo A. La serie de
tiempo de observaciones se genera resolviendo recursivamente la expresión de la ecuación
3.36, usando un ruido gaussiano distribuido i.i.d como señal de error Et .

En el diagrama de la figura 5.1 se muestra el esquema de simulación, que se muestra co-
mo la salida corresponde a una a un señal de error que pasa por un sistema MAR (ambos
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Figura 5.1: Diagrama de la simulación del proceso HMM-MAR, el cuadro del medio repre-
senta el modelo MAR que va cambiando condicionado por los N posibles valores (estados)
que puede tomar St

dependientes del estado)).

El diseño de las matrices W (m)
i está implementado en la función generate_stable_MAR.m

(apéndice C.2), y la función simhmmmar(13) se encarga de generar la cadena de markov y
simular el proceso completo.

5.2. Comparación de algoritmo EM y aprendizaje Varia-
cional

A partir de una señal proviniente de un modelo HMM continuo gaussiano, se hace la estima-
ción del modelo asociado con los 2 algoritmos.

En el código C.3 se generan muestras de un proceso HMM gaussiano (se escoge este por ser
un modelo de rápido calculo en comparación con HMM-MAR) con simhmmmar.m; se hace
la estimación para el algoritmo EM y la reconstruccion de la secuencia con el algoritmo de
Viterbi usando las funciones hmmFitEm.m y hmmMap implementadas en el toolkit (14); En
la parte de aprendizaje variacional, tanto el ajuste del modelo como la reconstrucción con el
algoritmo de viterbi se hace con la función hmmmar.m de (13).

En ambos casos, usando inicializaciones aleatorias para los parámetros, y repitiendo la si-
mulación para distintas señales aleatorias gaussianas, se tiene una segmentación exitosa, con
tasas de error menores al 0,5% para ambas formas de estimación. En ese sentido no habría
diferencia entre la optimización de máximo verosimil con la optimización variacional, pero,
monitoreando la convergencia, se ve que con aprendizaje variacional, se llega mucho más
rápido a a los parámetros óptimos. En la figura 5.2 se ve como en el algoritmo EM la conver-
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gencia a la verosimilitud óptima ocurre en muchas más iteraciones que la Energía Libre F
del aprendizaje variacional. Esta diferencia de tiempo (o iteraciones) de convergencia se va
haciendo más evidente para modelos más complejos (de mayor cantidad de parámetros).

Figura 5.2: (izq.) valor de la Verosimilitud durante la optimización; (der.) valor de la Energía
Libre durante la optimización

5.3. Estimación y selección de modelos HMM-MAR

Antes de calcular los parámetros del modelo, hay que considerar la inicialización de estos,
para evitar dirigir la optimización a óptimos locales.
La forma de inicializar las matrices W (m) de los modelos MAR se hace calculando las ma-
trices con un filtro de Kalman MAR, y posteriormente modelarlas con un GMM (de tantas
distribuciones gaussianas como estados tenga el HMM), para usar los centroides encontrados
como una predicción inicial de W m. Los hiperparámetros λmm (en la diagonal) de la distribu-
ción a priori de la matriz de transición de estados πtt−1 son escogidos λmm >> 1, para reflejar
que se conoce de antemano que los estados de la señal son persistentes (no ocurren muchas
transiciones entre estados). Este supuesto se hace frecuentemente cuando se está trabajando
con señales fisiológicas.

El resto de los parámetros se escogen de forma heurística, probando optimizar el modelo de
forma rápida (con pocas iteraciones) para escoger como parámetros iniciales los que entre-
guen una menor energía libre F (ec 4.10).

La función hmmmar.m(13) implementa la optimización del modelo HMM-MAR (Aprendiza-
je Variacional en el capítulo 4), y la reconstrucción de la secuencia de estados con el algoritmo
de Viterbi (como se muestra en la sección 3.2.2).

Se generan distintas secuencias de datos que simulan ser señales de EEG/MEG/fMRI/etc...
como series de tiempo bivariadas generadas con modelos HMM-MAR de ordenes P = {2,3}
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Tabla 5.1: Energía Libre obtenida para disintos modelos ajustados a un HMM-MAR con
p = 2 y K = 2

p=1 p=2 p=3 p=4 p=5
K = 1 25021,44 24929,80 24931,75 24932,14 24935,19
K = 2 18547,06 18381,14 18402,02 18416,33 18429,23
K = 3 18554,36 18391,38 18414,62 18432,67 18447,52
K = 4 18564,75 18404,92 18427,79 18446,33 18463,12
K = 5 18573,43 18412,94 18440,89 18461,49 18480,24

Tabla 5.2: Energía Libre obtenida para disintos modelos ajustados a un HMM-MAR con
p = 3 y K = 2

p=1 p=2 p=3 p=4 p=5
K = 1 32842,09 32590,82 31382,23 30956,59 30945,57
K = 2 28576,56 26253,81 25399,90 25418,15 25435,52
K = 3 28585,63 26245,42 25412,50 25432,73 25452,17
K = 4 28594,17 26274,84 25425,65 25450,82 25469,37
K = 5 28586,22 26268,90 25438,74 25463,17 25489,74

y cantidad de estados K = {2,3}, todos estos modelos sintéticos tienen matrices de transición
πtt−1 con valores cercanos a uno en la diagonal para asegurar que haya alta permanencia en
cada estado.

Para cada serie de tiempo se optimiza una colección de modelos HMM-MAR de distintos
ordenes ( p̂ = {1,2,3,4,5}) y cantidades de estados (K̂ = {1,2,3,4,5}) y se escogen los mo-
delo con el que se obtiene la menor energía libre. En las tablas 5.3 a la 5.3 se puede ver que
para cada serie de tiempo generada, el orden y cantidad de estados óptima corresponde a las
de los modelos originales.

Para cada modelo óptimo se reconstruye la secuencia de estados con el algoritmo de viterbi,
en las figuras 5.3 a las 5.6 se muestra como se recuperan las secuencias de estados con alta
presición (la tabla 5.3 muestra la cantidad de aciertos para cada caso).

Los (pequeños) errores en la segmentación, se atribuyen a problemas que tiene el modelo
HMM-MAR para detectar inmediatamente los cambios de estados, esto puede ser por la es-
tructura autoregresiva del modelo, que provoca que en los intantes donde cambian los estados,
se modelen las observaciones con muestras de dos estados simultaneamente (el estado al que
se cambió, y el estado anterior). Además de esto, el modelo HMM-MAR tiende a fallar en
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Tabla 5.3: Energía Libre obtenida para disintos modelos ajustados a un HMM-MAR con
p = 2 y K = 3

p=1 p=2 p=3 p=4 p=5
K = 1 34532,51 34352,90 34345,77 34351,01 34354,29
K = 2 30847,82 29982,71 29994,45 30010,97 30024,80
K = 3 29459,44 28438,03 28461,71 28485,17 28506,06
K = 4 29468,97 28450,49 28470,56 28503,52 28518,97
K = 5 29473,61 28458,03 28489,00 28514,05 28545,54

Tabla 5.4: Energía Libre obtenida para disintos modelos ajustados a un HMM-MAR con
p = 3 y K = 3

p=1 p=2 p=3 p=4 p=5
K = 1 31524,91 30333,25 30108,73 30099,67 30100,33
K = 2 28520,90 25703,93 24735,73 24673,62 26000,74
K = 3 26852,75 22234,01 21240,95 21268,24 21286,01
K = 4 26862,11 22217,99 21256,04 21284,68 21304,74
K = 5 26753,04 22232,42 21264,51 21295,24 21323,46
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reconocer estados, cuando estos se mantienen por periodos muy cortos de tiempo, esta situa-
cion se observa en el gráfico de la figura 5.6. Si bien esta situación no es problemática para
este entorno con señales sintéticas, hay que tener cautela con estos factores si se está tratando
con señales fisiológicas reales.

Figura 5.3: (de arriba a abajo) Secuencia original de estados; secuencia predecida de estados,
señal sintética (HMM-MAR con K=2 y p=2)
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Figura 5.4: (de arriba a abajo) Secuencia original de estados; secuencia predecida de estados,
señal sintética (HMM-MAR con K=2 y p=3)

Tabla 5.5: Porcentaje de aciertos de la predicción de secuencia de estados con el algoritmo
de viterbi

(K, p) (%) aciertos
(2,2) 99.30%
(2,3) 99.40%
(3,2) 99.92%
(3,3) 99,96%
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Figura 5.5: (de arriba a abajo) Secuencia original de estados; secuencia predecida de estados,
señal sintética (HMM-MAR con K=3 y p=2)
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Figura 5.6: (de arriba a abajo) Secuencia original de estados; secuencia predecida de estados,
señal sintética (HMM-MAR con K=3 y p=3)
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Conclusiones

En este trabajo, se ha abordado el problema de segmentación de mediciones de señales ce-
rebrales en reposo (sin tareas cognitivas especificas), haciendo una revisión de los modelos
escondidos de Markov autoregresivos (HMM-MAR), que han sido frecuentemente utilizados
para resolver problemas de segmentación en el area de señales fisiológicos.

Para estos modelos se han revisado dos perspectivas de optimización, de máximo verosimil y
de aprendizaje variacional. Respaldado por las simulaciones (sección 5.2), donde se comparó
el desempeño de la estimación de un modelo escondido de Markov sencillo, se han confir-
mado las ventajas del esquema variacional (mencionadas en (7)), para utilizarlo en el ajuste
de modelos HMM-MAR.

Si bien este trabajo pretendía presentar resultados del ajuste del HMM-MAR en su versión
variacional y la segmentación para mediciones reales de señales neuronales, en considera-
ción del tiempo, en su lugar se ha propuesto un esquema de simulacion (sección 5.3) donde
se puede probar la estimación de distintos HMM-MAR pueden ser generados aleatoriamente
con cantidad de estados del HMM y orden del MAR asociado escogidos libremente.

En un entorno de datos sintéticos, el modelo HMM-MAR ajustado con aprendizaje varia-
cional, las señales generadas son segmentadas correctamente, con tasas de acierto mayores
al 99,0%, generalmente fallando en segmentos donde las transiciones son muy rápidas (hay
segmentos muy cortos de un solo estado). Además, se ha mostrado como el aprendizaje varia-
cional ayuda a escoger correctamente la cantidad de parámetros para un modelo HMM-MAR,
viendo como acierta al orden y cantidad de estados para distintas configuraciones de modelos
HMM-MAR (sección 5.3).

Como trabajo futuro se puede evaluar la posiblidad de modificar la parte del modelo MAR
para poder detectar transiciones más rápidas, como se propone en (8), donde se muestra como
alternativa escoger los retardos p de la autoregresión de forma exponencial (por ejemplo, con
retardos de potencias de 2 {t−21, t−22, t−23, ...} en véz de {t−1, t−2, t−3, ...}). Además
queda pendiente la tarea de proponer un expermiento donde se pueda probar el desempeño
del modelo HMM-MAR para mediciones reales de señales cerebrales usando el esquema de
simulación ya propuesto para hacer estimación, segmentación y selección de orden.
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Anexo A

Diseño de un proceso mAR estable

Para comenzar, primero se lleva el modelo mAR(p) a la forma de un modelo mAR(1), con-
densando toda la información de las matrices A1,A2, ...,Ap y su relación con las observaciones
Y (t),Y (t−1), ...,Y (t− p), en una sola matriz Ā (ecs. A.1 y A.2 )

Ȳ (t) = ĀȲ (t−1)+ ēt (A.1)


Y (t)

Y (t−1)
...

Y (t− (p−1))

=


A1 A2 A3 ... Ap
I 0 0 ... 0
0 I 0 ... 0
...

... . . . . . . 0
0 0 ... I 0




Y (t−1)
Y (t−2)

...
Y (t− p)

+ ēt (A.2)

Para asegurar que las matrices A1, ...,Ap generen un proceso mAR(p) estable, es necesario
asegurar que la matriz Ā tenga todos sus valores propios λi dentro del circulo unitario. Para
asegurar que se cumpla la estabilidad del sistema con la matriz Ā, se busca una manera de
generar la matriz Ā, a partir de los valores propios λi (que se escogerán arbitrariamente,
manteniendose en el circulo unitario).
Aprovechandose de propiedades de diagonalización de matrices, se puede escibir una matriz
A cualquiera, en términos de sus valores y vectores propios (ec. A.3)

A = QΛQ−1 Λ =


λ1 0 ... 0
0 λ2 ... 0
... ...

. . . ...
0 0 ... λk∗p


Q =

(
~q1~q2 . . . ~qp∗k

)
(A.3)

en la ec. A.3, cada qi corresponde al un vector propio (columna) asociado al valor propio λi.
En la misma ecuación de diagonalización, multiplicando por la derecha por Q, se tiene que
AQ = QΛ, donde, se puede ver que se cumple A~qi = ~qiλi, con esto, y definiendo arbitraria-
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mente qi = [v1v2 . . .vp]
T ∈ Rk∗p con cada vi ∈ Rk, se puede escribir la relación como en la ec.

A.4.

A~qi =


A1v1 +A2v2 + · · ·+Apvp

v1
v2
...

vp−1

=


λiv1
λiv2

...
λivp

= λi~qi (A.4)

de donde se desprende una dependencia de v1, ...,vp−1 con vp (ec. A.5)

v1 = λiv2 = λ
p
i vp

v2 = λiv3 = λ
p−1
i vp

...
vp−2 = λivp−1 = λ 2

i vp
vp−1 = λivp

(A.5)

con esta relación basta solo con diseñar el vector vp arbitrariamente, y escoger una colección
de k ∗ p valores propios λi (dentro del circulo unitario) para poder crear los vectores ~qi y
contruir la matriz Q, con lo que se obtiene la matriz Ā con la ecuación de diagonalización
Ā = QΛQ−1, de donde se obtienen directamente Ai.
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Anexo B

Filtro de Kalman

El Filtro de Kalman es una algoritmo que busca, a partir de una señal observada xt , poder
hacer una estimación de una variable interna de un tipo de modelo que representa a dicha
señal, a esta variable se le llama estado oculto, y al modelo se le dice modelo de espacio de
estados. A continuación se presenta la derivación de las ecuaciones del Filtro de Kalman para
hacer la estimación de estados ocultos para un modelo AR(p) y mAR(p), para luego utilizarlos
para la inicialización de los parámetros del modelo MAR.

B.1. Filtro de Kalman AR

En el parrafo anterior, se habló de las ecuaciones de espacio de estados, que es un tipo de
modelo estadístico que consiste en un par de ecuaciones (matriciales) que describen la de-
pendencia de un proceso observado con una variable interna del mismo (estado oculto), una
de las ecuaciones corresponderá a la dinámica del estado (at en la ec. B.1) y la otra corres-
ponde a la dinámica de la observación (xt en ec. B.2), en esta última se ve explicitamente la
dependencia del estado con la señal observada.

at = Gtat−1 + vt , vt ∼ N(0,Σvt ) (B.1)

xt = Ftat +wt , wt ∼ N(0,σt) (B.2)

En este caso de representación de espacio de estados, las señales de error (wt y vt), tienen
una función de distribución gaussiana, de media µ = 0 y varianza σt (para wt) y covarianza
Σvt para vt conocidas. Este supuesto es importante para que las ecuaciones de estimación
del Filtro de Kalman sean consistentes.
Este modelo de espacio de estados puede verse como el modelo AR(p) si se define at como el
vector de coeficientes autoregresores (a1 a2 ... ap)

T
t , la matriz de transición de la observación

Ft = −(xt−1 xt−2 ... xt−p), y la matriz de transición de estado como una matriz identidad
(Gt = Ip×p), las ecs. B.1 y B.2 quedan como las B.3 y B.4.
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at = at−1 + vt , vt ∼ N(0,Σvt ) (B.3)

xt =−


xt−1
xt−2

...
xt−p


T

at +wt , wt ∼ N(0,σ2
wt
) (B.4)

En esta representación de modelo AR(p), los coeficientes AR van cambiando junto con la
dinámica de la observación, las ecuaciones del Filtro de Kalman se encargan de estimar
los coeficientes de manera de seguir el comportamiento de la señal observada. Dicho de
otra manera, para cada instante, el Filtro de Kalman, estimará un modelo AR(p), para cada
muestra observada de la señal xt .
Ahora en la ecuación B.4 se tiene explicitamente la representación de la dinámica de un mo-
delo AR(p) para un instante t, y el estado oculto es el vector de coeficientes at que modelan el
proceso autoregresivo en dicho instante. En la ecuación B.3, se asume que el estado, el vec-
tor los p coeficientes autoregresores (a1, ...,ap), tiene una dinámica donde todas las variable
son independientes entre si, dependen unicamente de su estado anterior y tiene una variación
aleatoria vt .
Como se muestra en (4), las ecuaciones del Filtro de Kalman para la estimación del estado at
viene dada por las ecs. B.5 a la B.8. En las ecuaciones, la predicción de la observación en un
instante t, corresponde a x̂t = Ftat

ât = ˆat−1 +Kt(xt− x̂t) (B.5)

Kt =
(Σt−1 +Σvt )F

T
t

σ2
x̂t

(B.6)

Σat = Σat−1 +Σvt −KtFt(Σat +Σvt ) (B.7)

σ
2
x̂t
= σ

2
wt
+Ft(Σat +Σvt )F

T
t (B.8)

Una cantidad útil a considerar es la likelihood o verosimilitud de una observación, dados los
parámetros del modelo, que es una gaussiana con una media x̂t = Ft ˆat−1, que se trata de la
predicción de la observación en el tiempo t con el estado estimado ˆat−1, y una varianza de la
predicción de σ2

x̂t
(ec. B.9).

p(xt) = N(x̂t ,σ
2
xt
) (B.9)
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B.2. Filtro de Kalman MAR

Recordando el modelo mAR(p) (ecs. 2.8 y 2.9), donde a diferencia del modelo AR(p), en
vez de coeficientes autoregresores ai, se tienen matrices Ai de coeficientes, que capturan
las interdependencias que tiene la observaciónes actuales de las multiples señales (Xt =
(x1,t x2,t ... xk,t)) con sus valores anteriores, para las cuales, para estimar sus coeficientes
con el Filtro de Kalman, hay que hacer un adecuado diseño de las ecuaciones de espacio de
estados.

Para poder representar un proceso mAR(p) como el modelo de espacio de estados de las ecs.
B.1 y B.2. Es necesario definir adecuadamente la matriz de transición (Ft) de la observación
Xt y el vector de estados Āt.

Antes del diseño de las ecuaciones de espacio de estados, considerar el siguiente desarrollo
del modelo mAR(p) (este desarrollo algebráico será de utilidad para comprender mejor el que
se presentará).
Si se hace la multiplicación (término a término) de la expresión del modelo mAR(p) (ec. 2.9),
se llega a la ec. B.10.


x1,t
x2,t

...
xk,t

 =




x1,t−1a11,1 + x2,t−1a12,1 + ...+ xk,t−1a1k,1+
x1,t−2a11,2 + x2,t−2a12,2 + ...+ xk,t−2a1k,2+

...
x1,t−pa11,p + x2,t−pa12,p + ...+ xk,t−pa1k,p




x1,t−1a21,1 + x2,t−1a22,1 + ...+ xk,t−1a2k,1+
x1,t−2a21,2 + x2,t−2a22,2 + ...+ xk,t−2a2k,2+

...
x1,t−pa21,p + x2,t−pa22,p + ...+ xk,t−pa2k,p


...

x1,t−1ak1,1 + x2,t−1ak2,1 + ...+ xk,t−1akk,1+
x1,t−2ak1,2 + x2,t−2ak2,2 + ...+ xk,t−2akk,2+

...
x1,t−pak1,p + x2,t−pak2,p + ...+ xk,t−pakk,p





(B.10)

Si se observa detenidamente la equivalencia entre cada xi,t y su respectivo escalar (encerrado
en corchetes) al lado derecho de la ecuación, se ve que todos comparten los terminos x1,t−1,
x2,t−1, ..., xk,t−1, x1,t−2, x2,t−2, ..., xk,t−2, ..., x1,t−p, x2,t−p, ... y xk,t−p y lo que cambia en cada
término es el sets de pesos ai1,1 al aik,p.
Se define un nuevo vector auxiliar ai (ec. B.11), este vector guarda las dependencias que tiene

f



la señal xi,t con sus valores pasados xi,t−m y los valores pasados de las otras señales x j 6=i,t−m.

ai = (ai1,1 ai2,1 ... aik,1 ai1,2 ai2,2 ... aik,2 ... ai1,p ai2,p ... aik,p)t ∈ Rk∗p×1 (B.11)

Ahora, con el vector extendido X̃t = (Xt−1 Xt−2 Xt−p) ∈ R1×k∗p definido para escribir el
modelo mAR(p) como en la ec. 2.9, se puede expresar cada una de las señales xi,t como
producto de la ec. B.12

xi,t =−X̃t(ai)T
t (B.12)

Con esta idea, se diseña la matriz de transición Ft como en la ec B.13 y el vector de estados
Āt como en la ec. B.14.

Ft =−


X̃t 0 0 0
0 X̃t 0 0

0 0 . . . 0
0 0 0 X̃t

 ∈ Rk×k∗p∗p (B.13)

Āt = (a1 a2 ... ak)T
t ∈ Rk∗k∗p×1 (B.14)

Con esto ya se pueden plantear las ecuaciones de espacio de estados para el modelo mAR(p)
(ecs. B.15 y B.16)

Āt = ¯At−1 +Vt , Vt ∼ N(0,ΣVt ) (B.15)

Xt = FtĀt +Wt , Wt ∼ N(0,ΣWt ) (B.16)

Básicamente lo que se hizo fue “aplanar" la matriz A del modelo mAR(p) en la forma de la
ec. 2.9, y buscar una matriz Ft de forma que al multiplicarla por A, resultara la señal Xt .
Ahora que se tiene el modelo como espacio de estados, bastará con las ecuaciones del Filtro
de Kalman (ecs. B.17 a la B.20) para poder estimar el estado Āt (los coeficientes de las
matrices del modelo mAR(p)), con el cual se puede predecir las observaciones en un tiempo
t, como X̂t = Ft ¯At−1.

ˆ̄At−1 =
ˆ̄At−1 +Kt(Xt− X̂t) (B.17)

Kt = (ΣWt−1 +ΣVt )F
T

t Σ
−1
X̂t

(B.18)

ΣĀt
= Σ ¯At−1

+ΣVt −KtFt(ΣĀt
+Σvt ) (B.19)

g



ΣX̂t
= ΣWt +Ft(ΣĀt

+ΣVt )F
T

t (B.20)

La verosimilitud de las observaciones, dado el modelo predecido, está dada por la ec. B.21.

p(Xt) = N(X̂t ,ΣX̂t
) (B.21)

h



Anexo C

Códigos para las simulaciones

C.1. Diseño de proceso MAR

f u n c t i o n W_mat = gene ra t e_s t ab le_MAR (K, p )
%
% C r e a t e s m a t r i x o f mAR model ( d i m e n s i o n : K∗p , K)
%
% INPUT :
% K: number o f c h a n n e l s
% p : o r d e r o f mAR model
%
% Author : W e i n s t e i n ’ s PhD A d v i s e r

% e i g e n v e c t o r s o f A
Qmatr ix = z e r o s (K∗p ,K∗p ) ;
% e i g e n v a l u e s o f A
LambdaMatrix = z e r o s (K∗p ,K∗p ) ;

f o r kk = 1 : (K∗p ) ;
% s e l e c t one e i g e n v e c t o r / e i g e n v a l u e a t a t i m e .

% random e i g e n v a l u e i n s i d e u n i t c i r c l e
%lambda = randn + 1 j ∗ randn ; lambda = rand ∗ lambda / norm ( lambda ) ;
lambda = randn ; lambda = rand∗ lambda / norm ( lambda ) ;
% t h e e i g e n v e c t o r has t h e form [ u_1 ; u_2 ; . . . ; u_p ] , where
% u_1 = lambda∗u_2 , u_2 = lambda∗u_3 , . . . , u_ { p−1} = lambda∗u_p
% choose t h e l a s t b l o c k randomly and t h e n a l l b l o c k s are d e t e r m i n e d .
upBlock = randn (K , 1 ) ;
e i g v e c = z e r o s (K∗p , 1 ) ;
e i g v e c (K∗ ( p−1)+1:K∗p ) = upBlock ;
f o r pp = ( p−1) :−1:1;

e i g v e c (K∗ ( pp−1)+1:K∗pp ) = lambda∗ e i g v e c (K∗pp +1:K∗ ( pp + 1 ) ) ;
end

i



% p o p u l a t e column kk o f t h e Q and Lambda m a t r i c e s
Qmatr ix ( : , kk ) = e i g v e c ;
LambdaMatrix ( kk , kk ) = lambda ;

end

% c o n s t r u c t A
A = Qmatr ix ∗LambdaMatrix∗ inv ( Qmatr ix ) ;

% check t o make s u r e e i g e n v a l u e m a g n i t u d e s are l e s s than one
i f max ( abs ( e i g (A ) ) ) < 1

f p r i n t f ( ’ Ma t r i x A i s s t a b l e , max e i g e n v a l u e magn i tude i s %4.3 f . \ n ’ , max ( abs ( e i g (A ) ) ) ) ;
e l s e

error ( ’ Ma t r i x A i s NOT s t a b l e . ’ ) ;
end

% f i g u r e ( 1 ) ; c l f ; imagesc ( abs ( A ) ) ; t i t l e ( ’ A m a t r i x ( magni tude ) ’ ) ; a x i s sq ua re ;

% f i g u r e ( 2 ) ; c l f ; s c a t t e r ( r e a l ( e i g ( A ) ) , imag ( e i g ( A ) ) ) ; a x i s sq ua re ; ho ld on ;
% t h e t a = l i n s p a c e ( 0 , 2∗ pi , 1 0 0 0 ) ; x = cos ( t h e t a ) ; y = s i n ( t h e t a ) ; p l o t ( x , y ) ;
% t i t l e ( ’ e i g e n v a l u e s o f A ’ ) ;

% f i g u r e ( 3 ) ; c l f ; imagesc ( abs ( Qmatr ix ) ) ; t i t l e ( ’ e i g e n v e c t o r s o f A ( magn i tude ) ’ ) ;
W_mat = z e r o s (K∗p ,K ) ;
f o r i i = 1 : p ;

W_mat ( ( ( i i −1)∗K+ 1 ) : i i ∗K, 1 : K) = A( 1 : K , ( ( i i −1)∗K+ 1 ) : i i ∗K) ’ ;
end
W_mat = W_mat / max ( max ( abs ( W_mat ) ) ) ;

end

[language=Octave]

C.2. Simulación de distintos procesos HMM-MAR y selec-
ción de modelos

f u n c t i o n W_mat = gene ra t e_s t ab le_MAR (K, p )
%
% C r e a t e s m a t r i x o f mAR model ( d imens ion : K∗p ,K)
%
% INPUT :
% K: number o f c h a n n e l s
% p : o r d e r o f mAR model
%
% Author : Weins t e in ’ s PhD A d v i s e r

% e i g e n v e c t o r s o f A
Qmatr ix = z e r o s (K∗p ,K∗p ) ;
% e i g e n v a l u e s o f A
LambdaMatrix = z e r o s (K∗p ,K∗p ) ;
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f o r kk = 1 : (K∗p ) ;
% s e l e c t one e i g e n v e c t o r / e i g e n v a l u e a t a t ime .

% random e i g e n v a l u e i n s i d e u n i t c i r c l e
%lambda = randn + 1 j ∗ r andn ; lambda = rand ∗ lambda / norm ( lambda ) ;
lambda = randn ; lambda = rand ∗ lambda / norm ( lambda ) ;
% t h e e i g e n v e c t o r has t h e form [ u_1 ; u_2 ; . . . ; u_p ] , where
% u_1 = lambda∗u_2 , u_2 = lambda∗u_3 , . . . , u_ {p−1} = lambda∗u_p
% choose t h e l a s t b l o c k randomly and t h e n a l l b l o c k s a r e d e t e r m i n e d .
upBlock = randn (K , 1 ) ;
e i g v e c = z e r o s (K∗p , 1 ) ;
e i g v e c (K∗ ( p−1)+1:K∗p ) = upBlock ;
f o r pp = ( p−1) :−1:1;

e i g v e c (K∗ ( pp−1)+1:K∗pp ) = lambda∗ e i g v e c (K∗pp +1:K∗ ( pp + 1 ) ) ;
end

% p o p u l a t e column kk of t h e Q and Lambda m a t r i c e s
Qmatr ix ( : , kk ) = e i g v e c ;
LambdaMatrix ( kk , kk ) = lambda ;

end

% c o n s t r u c t A
A = Qmatr ix ∗LambdaMatrix∗ i n v ( Qmatr ix ) ;

% check t o make s u r e e i g e n v a l u e m a g n i t u d e s a r e l e s s t h a n one
i f max ( abs ( e i g (A ) ) ) < 1

f p r i n t f ( ’ Ma t r i x A i s s t a b l e , max e i g e n v a l u e magn i tude i s %4.3 f . \ n ’ , max ( abs ( e i g (A ) ) ) ) ;
e l s e

e r r o r ( ’ M a t r i x A i s NOT s t a b l e . ’ ) ;
end

% f i g u r e ( 1 ) ; c l f ; imagesc ( abs (A ) ) ; t i t l e ( ’A m a t r i x ( magni tude ) ’ ) ; a x i s s q u a r e ;

% f i g u r e ( 2 ) ; c l f ; s c a t t e r ( r e a l ( e i g (A) ) , imag ( e i g (A ) ) ) ; a x i s s q u a r e ; ho ld on ;
% t h e t a = l i n s p a c e ( 0 , 2∗ pi , 1 0 0 0 ) ; x = cos ( t h e t a ) ; y = s i n ( t h e t a ) ; p l o t ( x , y ) ;
% t i t l e ( ’ e i g e n v a l u e s o f A ’ ) ;

% f i g u r e ( 3 ) ; c l f ; imagesc ( abs ( Qmatr ix ) ) ; t i t l e ( ’ e i g e n v e c t o r s o f A ( magn i tude ) ’ ) ;
W_mat = z e r o s (K∗p ,K ) ;
f o r i i = 1 : p ;

W_mat ( ( ( i i −1)∗K+ 1 ) : i i ∗K, 1 : K) = A( 1 : K , ( ( i i −1)∗K+ 1 ) : i i ∗K) ’ ;
end
W_mat = W_mat / max ( max ( abs ( W_mat ) ) ) ;

end

a d d p a t h ( g e n p a t h ( ’MATLOV/ p a k e t e s _ n u e o s /OHBA_HMMMAR/ ’ ) )
a d d p a t h ( g e n p a t h ( ’PEGA/ AC3E / Memoria / variational_HMMMAR / ’ ) )

%%%aqu i se cambia l a e l t i p o de modelo HMM−MAR para cada simu %%%
K = 3 ; % number o f s t a t e s

k



p = 3 ; % o r d e r o f MAR
ndim = 2 ; % number o f c h a n n e l s
%%%aqu i se cambia l a e l t i p o de modelo HMM−MAR para cada simu %%%

N = 1 ; % number o f t r i a l s
Fs = 200 ;
T = 10000 ∗ ones (N , 1 ) ; % number o f datagam p o i n t s

hmmtrue = s t r u c t ( ) ; %l a simu d e l paper de l o s q l i a o s p u l e n t o s
hmmtrue .K = K;
hmmtrue . t r a i n . Fs = Fs ;
hmmtrue . t r a i n . c o v t y p e = ’ f u l l ’ ;
hmmtrue . t r a i n . zeromean = 1 ;
hmmtrue . t r a i n . o r d e r = p ;
hmmtrue . t r a i n . o r d e r o f f s e t = 0 ;
hmmtrue . t r a i n . t i m e l a g = 1 ;
hmmtrue . t r a i n . e x p t i m e l a g = 0 ;
hmmtrue . t r a i n . S = ones ( ndim ) ;
hmmtrue . t r a i n . S ind = ones ( 1 , ndim ) ;
hmmtrue . t r a i n . m u l t i p l e C o n f = 0 ;

%% Genera te Data

hmmtrue . P = rand (K) + 100 ∗ eye (K ) ;
f o r j =1 :K

hmmtrue . P ( j , : ) = hmmtrue . P ( j , : ) . / sum ( hmmtrue . P ( j , : ) ) ;
end ;
hmmtrue . P i = rand ( 1 ,K ) ;
hmmtrue . P i = hmmtrue . P i . / sum ( hmmtrue . P i ) ;

f o r k = 1 :K
hmmtrue . s t a t e ( k ) .W.Mu_W = genera t e_s t ab le_MAR ( ndim , p ) ∗ 0 . 7 ; % generados por yo
r = randn ( ndim ) ;
hmmtrue . s t a t e ( k ) . Omega . Gam_shape = 100 ;
hmmtrue . s t a t e ( k ) . Omega . Gam_rate = 0 . 1 ∗ hmmtrue . s t a t e ( k ) . Omega . Gam_shape . . .

∗ r ’ ∗ r + eye ( ndim ) ;
end

[X, T , Gammatrue ] = simhmmmar ( T , hmmtrue , [ ] , 1 , 0 ) ;
f i g u r e ( 1 ) ;
s u b p l o t ( 2 , 1 , 2 ) ;
p l o t (X ) ; x l a b e l ( ’ s amples ’ ) ; x l im ( [ 1 0 0 0 2 0 0 0 ] ) ;
y l a b e l ( ’Amp . ’ ) ; t i t l e ( ’ Time S e r i e s ’ )
s u b p l o t ( 2 , 1 , 1 ) ;
a r e a ( Gammatrue ) ; x l im ( [ 1 0 0 0 2 0 0 0 ] )
y l a b e l ( ’ Prob ’ ) ; t i t l e ( ’ True S t a t e s ’ )
l egend ( ’ #1 ’ , ’ #2 ’ , ’ #3 ’ )

%% T r a i n i n g a HMM model w i t h Gauss ian s t a t e s :
o p t i o n s = s t r u c t ( ) ;

o p t i o n s . Fs = Fs ;
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o p t i o n s . c o v t y p e = ’ f u l l ’ ;
o p t i o n s . D i r i c h l e t D i a g = 1000 ;
o p t i o n s . zeromean = 1 ;
o p t i o n s . v e r b o s e = 1 ;
o p t i o n s . s y m m e t r i c p r i o r = 0 ;
o p t i o n s . updateGamma = 1 ;
o p t i o n s . d r o p s t a t e s = 0 ;
o p t i o n s . i n i t r e p = 5 ;

minp =1; maxp =5;
mink =1; maxk =5;
FE= z e r o s ( ( maxk−mink ) , ( maxp−minp ) ) ;

hmm = { } ; Gamma = { } ; Xi = { } ; v p a t h = { } ;

f o r kk = mink : maxk
o p t i o n s .K=kk ;
kay = kk−mink +1;
f o r pp = minp : maxp

pee = pp−minp +1;
o p t i o n s . o r d e r = pp ;
[hmm{ kay , pee } , Gamma{ kay , pee } , . . .
Xi { kay , pee } , v p a t h { kay , pee } ] = hmmmar (X, T , o p t i o n s ) ;
FE ( kay , pee ) = hmmfe (X, T ,hmm{ kay , pee } ,Gamma{ kay , pee } , Xi { kay , pee } ) ;
i f ( pp == minp )

hmmdef=hmm{ kay , pee } ; Gammadef=Gamma{ kay , pee } ;
Xide f =Xi { kay , pee } ; v p a t h d e f = v p a t h { kay , pee } ;
FEmin = FE ( kay , pee ) ;

e l s e
i f FE ( kay , pee ) < FEmin

hmmdef=hmm{ kay , pee } ; Gammadef=Gamma{ kay , pee } ;
Xide f =Xi { kay , pee } ; v p a t h d e f = v p a t h { kay , pee } ;
FEmin = FE ( kay , pee ) ;

end
end
f p r i n t f ( ’K = %d , ’ , kk ) ; f p r i n t f ( ’ p=%d ’ , pp ) ;
f p r i n t f ( ’−> Free Energy : %5f ’ , FE ( kay , pee ) ) ; f p r i n t f ( ’ \ n ’ ) ;

end
end

%% P l o t ( a segment o f t h e ) t r u e s t a t e pa th
f i g u r e ( 1 0 ) ; s u b p l o t ( 3 , 1 , 1 ) ;
INIT =1000; END=2000;

sample s = f l o o r ( l i n s p a c e ( INIT ,END, ( END−INIT ) ) ) ;

Gammatru =[ Gammatrue ( : , 1 ) , Gammatrue ( : , 3 ) , Gammatrue ( : , 2 ) ] ;

Gammawea= m u l t i n o m i p a t h ( v p a t h {K, p } ,K ) ;
a r e a ( samples , Gammatru ( samples , : ) ) ,
s e t ( gca , ’ T i t l e ’ , t e x t ( ’ S t r i n g ’ , ’ True S t a t e s ’ ) )
s e t ( gca , ’ y l im ’ , [−0.2 1 . 2 ] ) ; y l a b e l ( ’ Prob . ’ )
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l egend ( ’ #1 ’ , ’ #2 ’ , ’ #3 ’ )

s u b p l o t ( 3 , 1 , 2 )
a r e a ( samples , Gammawea ( samples , : ) ) , s e t ( gca , ’ T i t l e ’ , t e x t ( ’ S t r i n g ’ , ’ E s t i m a t e d S t a t e s ’ ) )
s e t ( gca , ’ y l im ’ , [−0.2 1 . 2 ] ) ; y l a b e l ( ’ Prob . ’ )
l egend ( ’ #1 ’ , ’ #2 ’ , ’ #3 ’ )

s u b p l o t ( 3 , 1 , 3 )
p l o t ( samples ,X( samples , : ) )
y l a b e l ( ’Amp . ’ ) ; x l a b e l ( ’ s amples ’ ) ; t i t l e ( ’ Time S e r i e s ’ )

%% v e r a c i e r t o s
a r c i e r t o s ( Gammatru , Gammawea )

C.3. Comparación de aprendizaje variacional y algoritmo
EM

%% VARIATIONAL

a d d p a t h ( g e n p a t h ( ’MATLOV/ p a k e t e s _ n u e o s /OHBA_HMMMAR/ ’ ) )
a d d p a t h ( g e n p a t h ( ’PEGA/ AC3E / Memoria / variational_HMMMAR / ’ ) )

K = 3 ; % number o f s t a t e s
p = 0 ; % o r d e r o f MAR
ndim = 5 ; % number o f c h a n e l s
N = 1 ; % number o f t r i a l s
Fs = 200 ;
T = 10000 ∗ ones (N , 1 ) ; % number o f datagam p o i n t s

hmmtrue = s t r u c t ( ) ; %l a simu d e l paper de l o s q l i a o s p u l e n t o s
hmmtrue .K = K;
hmmtrue . t r a i n . Fs = Fs ;
hmmtrue . t r a i n . c o v t y p e = ’ f u l l ’ ;
hmmtrue . t r a i n . zeromean = 1 ;
hmmtrue . t r a i n . o r d e r = p ;
hmmtrue . t r a i n . o r d e r o f f s e t = 0 ;
hmmtrue . t r a i n . t i m e l a g = 1 ;
hmmtrue . t r a i n . e x p t i m e l a g = 0 ;
hmmtrue . t r a i n . S = ones ( ndim ) ;
hmmtrue . t r a i n . S ind = ones ( 1 , ndim ) ;
hmmtrue . t r a i n . m u l t i p l e C o n f = 0 ;

%% Genera te Data

hmmtrue . P = rand (K) + 100 ∗ eye (K ) ;
f o r j =1 :K

hmmtrue . P ( j , : ) = hmmtrue . P ( j , : ) . / sum ( hmmtrue . P ( j , : ) ) ;
end ;
hmmtrue . P i = rand ( 1 ,K ) ;
hmmtrue . P i = hmmtrue . P i . / sum ( hmmtrue . P i ) ;
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f o r k = 1 :K
r = randn ( ndim ) ;
hmmtrue . s t a t e ( k ) .W.Mu_W = randn ( 1 , ndim ) ;
hmmtrue . s t a t e ( k ) . Omega . Gam_shape = 100 ;
hmmtrue . s t a t e ( k ) . Omega . Gam_rate = 0 . 1 ∗ hmmtrue . s t a t e ( k ) . Omega . Gam_shape ∗ . . .

r ’ ∗ r + eye ( ndim ) ;
end

[X, T , Gammatrue ] = simhmmmar ( T , hmmtrue , [ ] , 1 , 0 ) ;
f i g u r e ( 1 ) ;
s u b p l o t ( 2 , 1 , 2 ) ;
p l o t (X ) ; x l a b e l ( ’ s amples ’ ) ; x l im ( [ 1 0 0 0 2 0 0 0 ] ) ;
y l a b e l ( ’Amp . ’ ) ; t i t l e ( ’ Time S e r i e s ’ )
s u b p l o t ( 2 , 1 , 1 ) ;
a r e a ( Gammatrue ) ; x l im ( [ 1 0 0 0 2 0 0 0 ] )
y l a b e l ( ’ Prob ’ ) ; t i t l e ( ’ True S t a t e s ’ )
l egend ( ’ #1 ’ , ’ #2 ’ , ’ #3 ’ )

%% T r a i n i n g a HMM model w i t h Gauss ian s t a t e s :
o p t i o n s = s t r u c t ( ) ;

o p t i o n s . Fs = Fs ;
o p t i o n s . c o v t y p e = ’ f u l l ’ ;
o p t i o n s . D i r i c h l e t D i a g = 1000 ;
o p t i o n s . zeromean = 0 ;
o p t i o n s . v e r b o s e = 1 ;
o p t i o n s . s y m m e t r i c p r i o r = 0 ;
o p t i o n s . updateGamma = 1 ;
o p t i o n s . d r o p s t a t e s = 0 ;
o p t i o n s . i n i t r e p = 5 ;
o p t i o n s . o r d e r = 0 ;
o p t i o n s .K = K;

FE =0;

[hmm, Gamma , Xi , v p a t h ] = hmmmar (X, T , o p t i o n s ) ;
FE = hmmfe (X, T ,hmm, Gamma , Xi ) ;

%% P l o t ( a segment o f t h e ) t r u e s t a t e pa th

f i g u r e ( 1 0 ) ; s u b p l o t ( 3 , 1 , 1 )
INIT =500; END=3500;

sample s = f l o o r ( l i n s p a c e ( INIT ,END, ( END−INIT ) ) ) ;

Gammatru =[ Gammatrue ( : , 2 ) , Gammatrue ( : , 3 ) , Gammatrue ( : , 1 ) ] ;

Gammawea= m u l t i n o m i p a t h ( vpa th ,K ) ;
a r e a ( samples , Gammatru ( samples , : ) ) ,
s e t ( gca , ’ T i t l e ’ , t e x t ( ’ S t r i n g ’ , ’ True S t a t e s ’ ) )
s e t ( gca , ’ y l im ’ , [−0.2 1 . 2 ] ) ; y l a b e l ( ’ Prob . ’ )

ñ



l egend ( ’ #1 ’ , ’ #2 ’ , ’ #3 ’ )

s u b p l o t ( 3 , 1 , 2 )
a r e a ( samples , Gammawea ( samples , : ) ) ,
s e t ( gca , ’ T i t l e ’ , t e x t ( ’ S t r i n g ’ , ’ E s t i m a t e d S t a t e s ’ ) )
s e t ( gca , ’ y l im ’ , [−0.2 1 . 2 ] ) ; y l a b e l ( ’ Prob . ’ )
l egend ( ’ #1 ’ , ’ #2 ’ , ’ #3 ’ )

s u b p l o t ( 3 , 1 , 3 )
p l o t ( samples ,X( samples , : ) )
y l a b e l ( ’Amp . ’ ) ; x l a b e l ( ’ s amples ’ ) ; t i t l e ( ’ Time S e r i e s ’ )

%% v e r a c i e r t o s
a c i e r t o k o s = a r c i e r t o s ( Gammatru , Gammawea ) ;

%% S im p l e t e s t o f hmmFitEm w i t h Gauss ian o b s e r v a t i o n s

% a c u e r d a t e de c ar ga r e l workspace K3P3
a d d p a t h ( g e n p a t h ( ’MATLOV/ p a k e t e s _ n u e o s /PMTK3/ ’ ) ) ;
% ndim , K y X ya e s t \ ’ an d e l workspace cargado

p r i o r . mu = randn ( 1 , ndim ) ;
p r i o r . Sigma = abs ( randn∗ eye ( ndim )+ randpd ( ndim ) / 1 0 0 )

p r i o r . k = ndim ;
p r i o r . dof = p r i o r . k + 1 ;

p i p r i o r i = [1 1 1 ] ;

model = hmmFitEm (X’ , K, ’ g a u s s ’ , ’ v e r b o s e ’ , t r u e , ’ p i P r i o r ’ , p i p r i o r i , . . .
’ e m i s s i o n P r i o r ’ , p r i o r , ’ nRandomRes ta r t s ’ , 10 , ’ m a x I t e r ’ , 2 0 0 ) ;

p a t =hmmMap( model , X ’ ) ;
pa twea = m u l t i n o m i p a t h ( pa t ,K ) ;
a r e a ( samples , pa twea ( samples , : ) ) ;
y l a b e l ( ’Amp . ’ ) ; x l a b e l ( ’ s amples ’ ) ; t i t l e ( ’ Time S e r i e s ’ ) ;

%%
f i g u r e ( 1 0 ) ;
INIT =2000; END=5000;
sample s = f l o o r ( l i n s p a c e ( INIT ,END, ( END−INIT ) ) ) ;

s u b p l o t ( 3 , 1 , 1 ) ;
a r e a ( samples , Gammatru ( samples , : ) ) , s e t ( gca , ’ T i t l e ’ , t e x t ( ’ S t r i n g ’ , ’ True S t a t e s ’ ) )
s e t ( gca , ’ y l im ’ , [−0.2 1 . 2 ] ) ; y l a b e l ( ’ Prob . ’ )
l egend ( ’ #1 ’ , ’ #2 ’ , ’ #3 ’ )

s u b p l o t ( 3 , 1 , 2 )
a r e a ( samples , Gammawea ( samples , : ) ) , s e t ( gca , ’ T i t l e ’ , t e x t ( ’ S t r i n g ’ , ’ E s t i m a t e d S t a t e s ’ ) )
s e t ( gca , ’ y l im ’ , [−0.2 1 . 2 ] ) ; y l a b e l ( ’ Prob . ’ )
l egend ( ’ #1 ’ , ’ #2 ’ , ’ #3 ’ )

o



p a t w e a t r u =[ pa twea ( : , 2 ) , pa twea ( : , 3 ) , pa twea ( : , 1 ) ] ;
s u b p l o t ( 3 , 1 , 3 )
a r e a ( samples , p a t w e a t r u ( samples , : ) ) , s e t ( gca , ’ T i t l e ’ , t e x t ( ’ S t r i n g ’ , ’ E s t i m a t e d S t a t e s ’ ) )
s e t ( gca , ’ y l im ’ , [−0.2 1 . 2 ] ) ; y l a b e l ( ’ Prob . ’ )
l egend ( ’ #1 ’ , ’ #2 ’ , ’ #3 ’ )
%%
ac i e r tokosEM = a r c i e r t o s ( Gammatru , p a t w e a t r u ) ;

%% comparing c o n v e r g e n c e
l o g l i k h i s t = [ 6 1 9 5 7 . 8 45196 .7 45191 .7 45136 .7 44666 .2 . . .

42899 40322 .8 37252 .1 33327 .6 31067 .3 . . .
30709 .4 30694 .7 3 0 6 9 4 . 7 ] ;

f e h i s t = [ 7 0 5 3 1 . 1 70370 .2 70370 .1 7 0 3 7 0 . 1 ] ;

f i g u r e ( ) ;

s u b p l o t ( 1 , 2 , 1 ) ; p l o t ( l o g l i k h i s t , ’ LineWidth ’ , 5 ) ; t i t l e ( ’EM’ )
x l a b e l ( ’ i t e r a t i o n s ’ ) ; l egend ( ’−LogLike lyhood ’ ) ; a x i s ( ’ t i g h t ’ )

s u b p l o t ( 1 , 2 , 2 ) ; p l o t ( f e h i s t , ’ L i n e w i d t h ’ , 5 ) ; t i t l e ( ’VAR EM’ )
x l a b e l ( ’ i t e r a t i o n s ’ ) ; l egend ( ’ F ree Energy ’ ) ; a x i s ( ’ t i g h t ’ )

p


