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RESUMEN

Resumen— Las estrellas variables han sido estudiadas ampliamente durante las Gltimas dé-
cadas, logrando grandes avances que han ayudado a entender la evolucién estelar y generar
una taxonomia bien definida para estas. Sin embargo, existen estrellas variables de baja am-
plitud que sé6lo son identificables en el largo periodo. Las cuales han sido poco estudiadas,
debido a las dificultades de adquisicion y procesamiento de series tiempo a escalas tem-
porales altas, quedando asi una gran cantidad de informacién sin estudiar y la interrogante
de por qué ocurre este comportamiento. Por otro lado, el uso de técnicas de aprendizaje
automatico ha sido ampliamente aceptado para el estudio de estrellas variables de corto
periodo automatizando su clasificacion y facilitando el trabajo de astrénomos y astrofisicos.
Por lo tanto, se espera que este tipo de técnicas puede ser de gran utilidad para ayudar a
estudiar este comportamiento en largo periodo. En este trabajo se propone un proceso que
automatice la clasificacién de estrellas variables de largo periodo. Este proceso consta de dos
grandes etapas, donde la primera de ellas consiste en identificar las estrellas que presenten
este comportamiento, mientras que la segunda parte, consiste en realizar una clasificacion
en base al comportamiento de las diversas caracteristicas que puedan tener. Los algoritmos
de clustering pueden ser de utilidad para realizar esta clasificacién, encontrando patrones
seglin el comportamiento de estas. Utilizando el algoritmo K-means y considerando como
base las caracteristicas que son utilizadas para la elaboracion del diagrama H-R, se consiguio
encontrar un total de 6 grupos claramente definidos.

Palabras Clave— Estrellas variables de largo periodo; Aprendizaje automatico; Clustering;
Andlisis de componentes principales; K-means;



ABSTRACT

Abstract— Variable stars have been studied extensively during the last decades, achieving
great advances that have helped to understand stellar evolution and generate a well-defined
taxonomy for these. However, there are variable stars of low amplitude that are only identi-
fiable in the long period. Which have been little studied, due to the difficulties of acquisition
and processing of time series at high temporal scales, thus leaving a large amount of informa-
tion without studying and the question of why this behavior occurs. On the other hand, the
use of machine learning techniques has been widely accepted for the study of short-period
variable stars by automating their classification and facilitating the work of astronomers and
astrophysicists. Therefore, it is expected that this type of techniques can be very useful to
help study this behavior in a long period. In this work a process is proposed that automates
the classification of variable stars of long period. This process consists of two major stages,
where the first consists of identifying the stars that exhibit this behavior, while the second
part consists of making a classification based on the behavior of the various characteristics
that they may have. Clustering algorithms can be useful to perform this classification, finding
patterns according to the behavior of these. Using the K-means algorithm and considering
as a basis the characteristics that are used for the elaboration of the H-R diagram, it was
possible to find a total of 6 clearly defined groups.

Keywords— Long-term variable stars; Machine learning; Principal component analysis; K-
means



GLOSARIO

ASAS: All sky automated survey. Proyecto astrondmico dedicado al estudio de estrellas va-
riables.

CSS: Catalina sky survey. Proyecto astronémico dedicado a la deteccion de asteroides y ob-
jetos cercanos a la tierra.

PCA: Principal component analysis. Método estadistico utilizado para la reduccion de dimen-
siones y seleccién de caracteristicas.

t-SNE: t-distributed stochastic neighbor embedding. Método estadistico utilizado para la vi-
sualizacion de datos en altas dimensiones.

VOSA: Virtual observatory Sed Analyzer. Observatorio virtual enfocado en la obtencién te6-
rica de modelos para la estimacién de parametros fisicos y comparacién de resultados foto-
meétricos, entre otras funciones.
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AUTOMATIZACION DEL PROCESO DE DETECCION Y CLASIFICACION DE ESTRELLAS VARIABLES DE LARGO
PERIODO

INTRODUCCION

A través del tiempo el estudio de las estrellas variables ha permitido generar una gran can-
tidad de informacién que ha sido de utilidad para la comprensién de nuestra galaxia y el
universo, permitiendo descubrir propiedades de cuerpos celestes que de otra forma hu-
biese sido dificil conseguir. Sin embargo hay un tipo de estrella variable que ha sido poco
estudiada debido a que su variabilidad es percibible en el largo periodo y a baja amplitud,
desconociendo los motivos que pueden generar este comportamiento y las implicancias que
estas pueden tener para la astrofisica y astronomia.

Esta memoria se propone un proceso basado en la adaptacion de la metodologia CRISP-DM,
el cual consta de dos grandes partes: La identificacion de estrellas variables de largo perio-
do vy la clasificacion de estas en base a las diversas propiedades fisicas que puedan tener.
Particularmente, si bien se propone el proceso completo, el desarrollo de esta memoria es-
ta enfocado principalmente en la resolucion de la segunda parte mediante algoritmos de
aprendizaje no supervisado, donde se buscan patrones en base a las diversas caracteristicas
presentes en las estrellas variables de largo periodo con el fin de comprender qué es lo que
las lleva a presentar este comportamiento.

Dentro de los capitulos presentes en este documento, podemos encontrar la definiciéon del
problema y los objetivos que persigue esta memoria en el capitulo 1. El marco teédrico utili-
zado desde el punto de vista astronémico se expone en el capitulo 2, mientras que el marco
teorico referente a las ciencias de la computacion se expone en el capitulo 3. Por otro lado
las diferentes etapas que conforman el proceso propuesto junto con sus objetivos se expo-
nen en el capitulo 4. Los resultados obtenidos producto de aplicar el pipeline completo del
proceso propuesto son detallados en el capitulo 5, mientras que en el capitulo 6 se exponen
las opiniones de dos astronomos acerca de los resultados obtenidos , lo que servira para
la validacién de este trabajo. Finalmente en el capitulo 7 se presentan las conclusiones y
aprendizajes obtenidos tras la realizacién de este trabajo.
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AUTOMATIZACION DEL PROCESO DE DETECCION Y CLASIFICACION DE ESTRELLAS VARIABLES DE LARGO
PERIODO

CAPITULO 1
DEFINICION DEL PROBLEMA

1.1. Antecedentes

El estudio de las estrellas en astronomia y astrofisica es de vital importancia ya que estas son
consideradas el principal motor de la evolucién c6smica, particularmente para la creaciéon de
elementos mas pesados que el hidrégeno y el helio, los cuales estan presentes practicamen-
te en todo nuestro entorno. En particular el estudio de las estrellas variables ha sido bas-
tante fértil en las Gltimas décadas, permitiendo obtener informacion acerca de propiedades
estelares importantes, como son la estructura interna y externa de una estrella, su radio,
temperatura, composicién, brillo, y evolucién. Asi también se han logrado realizar clasifica-
ciones dependiendo de las caracteristicas presentes en cada estrella variable, dividiéndolas
en dos grandes categorias y diversos subtipos. Muchas de estas propiedades hubiesen sido
muy dificiles de obtener mediante otros métodos ya que generalmente la naturaleza de la
variabilidad de la estrella proporciona las respuestas a los diversos fenémenos del universo,
como, por ejemplo, el estudio de las supernovas ha ayudado a comprender que la expan-
sion del universo se esta acelerando, mientras que el estudio de las variables cefeidas!. ha
jugado un papel importante en la determinacién de las distancias entre galaxias y la edad
del universo.

Por otra parte, en las Ultimas décadas se han hecho descubrimientos en el comportamiento
de estrellas previamente catalogadas como constantes, al ser estudiadas en el largo periodo,
observando variaciones en sus curvas de luz a una baja amplitud, abriendo asi la posibilidad
de encontrarnos frente a un nuevo tipo de estrella variable. Lo anterior hace probable el
descubrimiento de nuevas propiedades o caracteristicas que contribuyan al entendimiento
de los fendmenos presentes en el universo. Una primera aproximacion sobre el comporta-
miento de las estrellas variables de largo periodo fue descrito en el trabajo realizado por
Nikolaus Vogt [42], el cual se llevo a cabo usando una muestra de datos de 216 curvas de
luz catalogadas como constantes seleccionadas de forma aleatoria provistas por el observa-
torio de Sonneberg. En este estudio se descubrié que en grandes periodos de tiempo para
la escala humana (1000 -8000 dias), un total de 17 estrellas se comportaban como variables
en una muy baja amplitud, las cuales representaban aproximadamente el 7 % de la muestra
total. Esta investigacion expuso la existencia del comportamiento variable en el brillo de las
estrellas en el largo periodo, sin embargo, este se realizo para una cantidad muy reducida de
datos y de forma manual sin el apoyo de métodos computacionales que permitieran hacer
el analisis escalable para una cantidad mayor de estrellas.

En la actualidad gracias a los avances tecnolégicos, el perfeccionamiento técnicas en el uso
de sensores CCD y los diversos proyectos astrondmicos que mapean todo el cielo disponible

Tipo de estrella variable que pulsa radialmente, variando tanto en temperatura como didmetro para pro-
ducir cambios de brillo con un periodo y amplitud estables muy regulares
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AUTOMATIZACION DEL PROCESO DE DETECCION Y CLASIFICACION DE ESTRELLAS VARIABLES DE LARGO
PERIODO

como ASAS o CSS, se ha logrado generar bases de datos del orden de las decenas de teraby-
tes, esperando incluso llegar a los petabytes en algunos afios mas[[7], por lo que es esperable
gue dentro de esta gran cantidad de informacién sea posible encontrar una buena cantidad
de estrellas que no figuran dentro de ningln catalogo de estrellas variables y que al ser ana-
lizadas en el largo periodo puedan presentar el comportamiento descrito anteriormente.
Es por esto que el uso de métodos provistos por las ciencias de la computacién, como por
ejemplo técnicas basadas en aprendizaje automatico y mineria de datos son indispensable
en el analisis de datos astronémicos. Esto permite realizar clasificaciones de grandes volu-
menes de datos de forma agil y eficiente, facilitando enormemente los posteriores estudios
referentes al tema que los expertos puedan realizar.

Finalmente podemos destacar que ya existen un sin numero de trabajos relacionados con
la clasificacion de estrellas variables "tradicionalesiitilizando técnicas de machine learning.
Algunos ejemplos de lo mencionado anteriormente lo podemos encontrar en el trabajo titu-
lado "Meta-classification for variable stars” [33], donde se propone un nuevo meta-modelo
que integra automaticamente los modelos de clasificacion existentes de estrellas variables.
Otro ejemplo interesante puede verse reflejado los resultados obtenidos del proyecto BIG-
MACC [37], el cual haciendo uso de algoritmos supervisados logro construir un catalogo de
clasificacion probabilisticos preciso y bien calibrado basado en el catalogo de estrellas varia-
bles de ASAS. Si bien trabajos como los mencionados anteriormente tratan la problematica
de las estrellas variables desde las ciencias de la computacion, estos solo se centran en es-
trellas variables de corto periodo que ya cuentan con una gran cantidad de estudios, lo que
hace posible el uso de estas técnicas supervisadas. Por otro lado a la fecha no existen traba-
jos que traten el problema de las estrellas variables de largo periodo desde el punto de vista
de las ciencias de la computacion mediante el uso de algoritmos no supervisados, por lo que
este trabajo ayudara a resolver un problema que actualmente no cuenta con una solucién
gue automatice el proceso de deteccion y clasificacion de este tipo de estrellas.

1.2. Objetivos de la memoria

1.2.1. Objetivo general

El objetivo general de esta memoria es abarcar el problema de la clasificacion de estrellas
variables de largo periodo desde el punto de vista de las ciencias de la computacién, con
el fin de proponer un proceso automatizado de analisis que integre de manera apropiada,
elementos astronémicos y estadisticos junto con técnicas de aprendizaje automatico no su-
pervisadas.
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AUTOMATIZACION DEL PROCESO DE DETECCION Y CLASIFICACION DE ESTRELLAS VARIABLES DE LARGO
PERIODO

1.2.2. Objetivos especificos

m Estudiar la literatura existente referente a la clasificacion computacional de estrellas
variables con el fin de conocer el abanico de técnicas disponibles que pueden ser uti-
lizadas.

» |dentificar grupos de estrellas y determinar patrones en comun que ayuden a realizar
un analisis exploratorio de datos por cada grupo.

m Agilizar el analisis de grandes voliumenes de datos.
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CAPITULO 2
MARCO CONCEPTUAL ASTRONOMICO

En esta seccidon se presentaradn conceptos astrondmicos que son fundamentales para com-
prender el desarrollo de esta memoria, donde se dara especial énfasis en la definicion y ta-
xonomia de las estrellas variables, junto con algunas de las herramientas mas utiles usadas
para el andlisis y obtencion de datos.

2.1. Series de tiempo

Una serie temporal se define como una secuencia de n observaciones z; ordenadas cronolé-
gicamente, sobre una caracteristica (serie univariante o escalar) o varias caracteristicas (serie
multivariante o vectorial) de una unidad observable en intervalos regulares de tiempo.

La principal utilidad de estudiar las series de tiempo es para encontrar la relacién causal
entre diversas variables que cambian con el tiempo e influyen entre si. Dentro de una serie
de tiempo existen cuatro tipos basicos de variabilidad, los cuales sobrepuestos o actuando
en forma conjunta, contribuyen a los cambios observados en un periodo de tiempo y otorgan
a la curva su comportamiento erratico. Estas cuatro componentes son las siguientes:

1. Tendencia secular, la cual indica la marcha general y persistente del fenbmeno obser-
vado, es una componente de la serie que refleja la evolucién a largo plazo.

2. Lavariacién estacional la cual corresponde al movimiento perioédico de corto plazo, es
decir se trata de una componente causal debido a la influencia de ciertos fenémenos
que se repiten de manera perioddica en una estacion definida (dia, fin de semana, mes,
ano etc).

3. La variacion ciclica la cual es el componente de la serie que recoge las oscilaciones
periddicas de amplitud superior a un afio. movimientos normalmente irregulares al-
rededor de la tendencia, en las que, a diferencia de las variaciones estacionales, tiene
un periodo y amplitud variables, pudiendo clasificarse como ciclicos, cuasi-ciclicos o
recurrentes.

4. Lavariacion irregular la cual se debe a factores a corto plazo, imprevisibles y no recu-
rrentes que afectan a la serie de tiempo.

En astronomia las series de tiempo mas estudiadas son las “Curvas de luz”, las cuales contie-
nen informacion acerca del brillo estelar versus el tiempo y se caracterizan por estar mues-
treadas de forma irregular, poseer espacios sin datos (gaps) y ser ruidosas. El analisis de este
tipo de curvas es importante pues permite estudiar el comportamiento del objeto en cues-
tion, detectar eventos de interés, ayudar con la clasificacion estelar y obtener parametros
del objeto que de otra forma serian dificiles de obtener.
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2.2. Estrellas variables

Las estrellas son consideradas variables cuando estas presentan un cambio observable en la
intensidad de su brillo a través del tiempo, pudiendo ser de forma periddica o irregular. Este
cambio puede ser medido y representado mediante una curva de luz el cual puede variar
desde una milésima de magnitud? hasta unas veinte magnitudes. Actualmente se estima
gue existen mas de 150.000 estrellas catalogadas como variables y se sospecha que muchas
mas pueden serlo [25].

Grupo Clasa Tipo

Intrinsecas

Extrinsecas

Figura 1: Taxonomia de las estrellas variables.
Fuente: Australia Telescope National Facility [13]

Podemos encontrar dos grupos principales de estrellas variables: Intrinsecas y extrinsecas
(en la figura [l se puede ver la taxonomia completa). Las estrellas intrinsecas se caracterizan
debido a que los cambios en su brillo son producidos por cambios fisicos o del sistema estelar
donde se encuentra presente. Un ejemplo para este tipo de estrella puede ser observado en
la figura @.

2En astronomia magnitud es una medida del brillo de una estrella.
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Mira (omicron Ceti)
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Figura 2: Curva de de luz de una estrella pulsate tipo Mira.
Fuente: American Asociation of Variable Stars Observers[8]

Esta tipo de estrellas se caracterizan por ser siper gigantes rojas que varian con periodos en
un rango de 80 a 1000 dias y la luz visible llega a variaciones de al menos 2.5 magnitudes [8].

Por otro lado, las extrinsecas presentan cambios en su brillo debido a factores externos que
afectan la observacion de esta, el ejemplo mas claro de este tipo de estrella son las bina-
rias eclipsantes las cuales son estrellas que se eclipsan mutuamente cada cierto periodo de
tiempo. En la figura § podemos observar la curva de luz de este tipo de estrella.

Binaria Eclipsante - beta Per

1‘5 I I | | I | |
2+ . . -
- o c.“. . -..- .l-" e ...u “....". - -.a .-." o ...u
E - . * .. . . * .. .
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Figura 3: Curva de de luz de una estrella binaria eclipsante.
Fuente: American Asociation of Variable Stars Observers[8]

Este tipo de estrella se caracteriza por formar un sistema binario junto con otra estrella,
donde las érbitas de estas se superponen eclipsandose la una a la otra de forma periddica,
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provocando una disminucién en el brillo observable. Esto puede variar en un periodo de
minutos a afios.[8]

Pero ;por qué es importante estudiar este tipo de estrellas? Debido a que con la informacién
obtenida de estas estrellas es posible determinar propiedades fisicas importantes de estos
cuerpos celestes y del universo en general, como por ejemplo, la composicién quimica, ra-
dios, evolucién y etapas de las estrellas, distancias a galaxias lejanas y la evolucién misma
del universo, asi como su edad. Dentro de los dos grandes grupos que se definieron anterior-
mente existen varios tipos, dentro de las cuales centraremos nuestro interés en las de largo
periodo.

2.3. Diagrama Hertzsprung- Russell

El diagrama de Hertzsprung- Russell, conocido de forma abreviada como diagrama H-R cons-
tituye una pieza central de la astrofisica y es una herramienta fundamental para estudiar las
estrellas. Debe su nombre a los trabajos de los astrénomos Ejnar Hertzsprung y Henry Norris
Russell [30]. Este diagrama basicamente es un grafico de dispersion que puede ser represen-
tado de variadas formas, siendo en su forma original descrito por la magnitud absoluta de
una estrella (Luminosidad en rango visible) frente a su tipo espectral ( Temperatura). Por con-
vencion, el eje horizontal del diagrama recorre las temperaturas de mayor a menor, mientras
que el eje vertical recorre los brillos de menos brillante a mas brillante.

Figura 4: Diagrama H-R mostrando la diversidad de estrellas de la Via Lactea.
Fuente: European Southern Observatory [[11].
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La mayoria de las estrellas presentes en este diagrama se agrupan en la curva que denomina-
mos secuencia principal, la cual corresponde a la etapa mas larga en la vida de una estrella.
Las caracteristicas de las estrellas que habitan este segmento del diagrama varia dependien-
do de la posicion en la que se encuentren, siendo las denominadas enanas rojas las que se
encuentran en la parte baja, las cuales son poco masivas y frias, mientras que en la parte alta
podemos encontrar las gigantes azules las cuales son estrellas bastante calientes, luminosas
y supermasivas. Otro tipo de estrella que describe este diagrama son las llamadas gigantes
rojas las cuales son estrellas sustancialmente mas grandes y luminosas que las encontradas
en la secuencia principal, teniendo un radio entre 10 y 100 veces mayor a estas estrellas.
Estas estrella se sitllan por encima de la secuencia principal y su formacion se debe a que la
estrella agoté todo el hidrogeno disponible para la fusion teniendo como resultado un au-
mento progresivo de tamano. Finalmente tenemos el grupo de las enanas blancas las cuales
son un remanente estelar que se genera cuando una estrella de masa menor a las 10 masas
solares se queda sin combustible nuclear.

Como podemos apreciar el diagrama H-R permite visualizar como se agrupan los diferentes
tipos de estrellas seglin sus caracteristicas fisicas (Luminosidad, temperatura efectiva, radio,
masa, color, etc) y permite entender como es la evolucion de las mismas a lo largo del tiempo,
por lo que serd una herramienta a considerar en el desarrollo de esta memoria.

2.4. All Sky Automated Survey

All Sky Automated Survey (ASAS) es un proyecto continuo a largo plazo dedicado a la detec-
cion y monitoreo de la variabilidad fotométrica en el brillo de las estrellas en todo el cielo
disponible al sur de & <+28° del Observatorio Las Campanas, Chile [34]. A la fecha ASAS posee
un catalogo cercano a las 17 millones de estrellas en la banda V entre las 8 y 14 magnitudes,
con datos recolectados en un periodo de nueve afos. Dentro de la base de datos disponible
en ASAS podemos encontrar estrellas catalogadas como variables, donde se han identificado
un total de 50124 y han sido publicadas en el catalogo de estrellas variables (ACVS) [35], asi
como también podemos encontrar estrellas que han sido catalogadas como constantes.

2.5. Cross-Matching

En la actualidad se encuentran en funcionamiento una gran cantidad de surveys [28], pro-
yectos astrondmicos que mapean el cielo generando grandes catalogos con diversos tipos de
informacion. Gracias a estos ha sido posible generara intersecciones sobre distintos tipos de
estudio referentes a objetos que se encuentran en una misma region del cielo. El realizar este
cruce de datos se conoce cross-matching [24]. Cuando consideramos la posicion del objeto
en el cielo (LAT,LONG, RA-DEC, etc.) hablamos de cross-match espacial. Este procedimiento
no es sencillo debido a las multiples fuentes de error, como por ejemplo problemas deriva-
dos del proceso de calibracion y adquisicion de datos o las propiedades fisicas y sensibilidad
del instrumento las cuales dependen de la longitud de onda del espectro electromagnéti-
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co que se esté observando, por lo que es comUn que dependiendo del catdlogo se tengan
diferentes coordenadas para un mismo objeto generando imprecisiones que complican el
procedimiento.

Para facilitar el cruce de de informacion es necesario contar con estructuras de datos que
permitan hacer una indexacién de los objetos en el cielo usando muchas veces basandose
en laidea de la esfera celestef con el fin de facilitar su localizacion y la de sus vecinos. Algunas
de las estructuras de indexacion espacial mas populares se detallan en la tabla

Estructura Descripcion

En la estructura HTM, la esfera celeste es represen-
tada inicialmente por un octaedro, donde cada trian-
Hierarchical Triangular Mesh  gulo se divide en cuatro y se va numerando para con-
(HTM) servar la proximidad espacial. Este procedimiento es
repetido de forma recursiva hasta alcanzar el nivel de
recursion deseado [22].

En HEALPix la superficie esférica se subdivide en cua-
drilateros curvilineos, de modo que cada pixel posea
la misma area. La particién de resolucién mas baja es-
ta formada por 12 pixeles. En cada subdivision, todos
los pixeles se subdividen en cuatro nuevos pixeles de
areas iguales [15].

Hierarchical Equal Area
iso-Latitude Pixelisation
(HEALPix)

La estructura Q3C proyecta la esfera celeste en un cu-
bo. Cada posicién de un astro se asigna a un valor bi-

Quad Tree Cube nario de 64 bits a través de la asignacién de curva de
orden-Z , anadiendo en los tres primeros bits el na-
mero de la cara que varia de 0 a 5 [20].

La estructura ZONES divide la esfera celeste en zonas
(anillos de DEC constantes). En general son miles de

Zones zonas y cada una de ellas tiene un nimero. Los obje-
tos se agrupan entonces en sus respectivas zonas, de
acuerdo con su posicion [16].

Tabla 1: Estructuras de datos usadas en para hacer cross-matching
Fuente: Elaboracion Propia.

Finalmente podemos mencionar que la la mayoria de los algoritmos usados para realizar el
cruce de informacion, estos utilizan la posicion de los objetos usando sus coordenadas RA
(right ascension) y DEC (declination) , en conjunto con alguna de las estructuras de indexacién
mencionadas anteriormente.

3Es una esfera ideal, sin radio definido, concéntrica con el globo terrestre, en la cual aparentemente se
mueven los astros, permitiendo representar la posicion en que se hallan los objetos celestes
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2.6. Observatorios Virtuales

El origen del concepto de Observatorio Virtual surge de una propuesta cientifica-tecnoloégica
que tiene la intencién de dar respuesta al enorme problema de operar adecuadamente la
gran cantidad de informacién producida por diferentes medios que se utilizan para estudiar
el Universo (telescopios, modelos numéricos, etc). En términos generales un observatorio
virtual puede ser definido como una herramienta computacional que permite almacenar,
acceder y procesar informacion de manera eficiente en grandes bases de datos. El éxito de
los Observatorios Virtuales radica en su capacidad de poder realizar interacciones entre las
distintas bases de datos de manera sencilla gracias a la existencia de la Alianza Internacional
de Observatorios Virtuales, (IVOA por sus siglas en inglés), la cual es la entidad responsable
de dictar los estandares sobre la forma en la que deben operar estos. Los estandares van des-
de la manera en la que se generan los metadatos hasta la implementacién de herramientas
computacionales que se aplicaran sobre ellos
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CAPITULO 3
MARCO CONCEPTUAL: CIENCIAS DE LA COMPUTACION

El aprendizaje automatico o Machine Learning puede ser entendido como una subrama de
la inteligencia artificial que apunta a desarrollar algoritmos capaces de aprender a través de
los datos, identificando patrones complejos, es decir, estos algoritmos usan modelos que
son capaces de adaptarse a un conjunto de datos de entrenamiento para poder realizar pre-
dicciones sobre datos futuros. En la literatura podemos encontrar varias definiciones de Ma-
chine Learning, una de las primeras fue dada por Arthur Samuel la cual dice “Es un campo de
estudio que da la capacidad de aprender a las computadoras sin ser explicitamente progra-
madas” otra definicion interesante fue entregada por Tom Mitchell[24] “Un sistema aprende
de la experiencia E con respecto a un conjunto de tareas T y una medida de rendimiento R,
si su rendimiento en T, medido segln R, mejora con la experiencia E”". El uso de este tipo
de técnicas, actualmente es de gran ayuda para procesar y analizar de manera mas eficien-
te la gran cantidad de datos entregados actualmente por los Sky Surveys [[7]. También en
el futuro con la construccion del The Large Synoptic Survey Telescope se tendra el desafio
de analizar la deteccion de cerca de un millén de eventos astronémicos por noche que este
telescopio sera capaz de realizar [43, 7], siendo parte de su proyecto cientifico, el contar con
algoritmos que usen técnicas de aprendizaje automatico. Dentro de este tipo de algoritmos
podemos encontrar, dos enfoques principales: Aprendizaje supervisado y no supervisado.
Durante el desarrollo de este capitulo se presentan las caracteristicas de ambos enfoques
en conjunto con algunos de los algoritmos mas utilizados para cada uno de estos. También
se abarcan otras técnicas y metodologias inherentes al proceso de aprendizaje automatico
y data mining tales como métricas de desempefio, similaridad o distancia y reduccion de
dimensionalidad.

3.1. Aprendizaje supervisado

El aprendizaje supervisado consiste en intentar deducir una funcién que sea capaz de etique-
tar nuevos datos sin que se conozca previamente la etiqueta de estos. Esto se logra mediante
el uso de un conjunto de entrenamiento que contenga los ejemplos clasificados previamen-
te. Dentro de la estructura del conjunto de entrenamiento encontramos que estos poseen
por un lado sus atributos, ya sean numéricos o categéricos y por otro lado tenemos sus eti-
quetas que indican a que grupo pertenece cada uno de estos. Entonces la idea principal en
la fase de entrenamiento es determinar una relacién entre los diferentes atributos y el valor
de la etiqueta, para luego poder predecir datos no categorizados.

Uno de los algoritmos mas populares y sencillos de clasificacion no supervisada es K vecinos
mas cercanos, el cual se presenta en la seccion 3.1.1.
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3.1.1. kvecinos mas cercanos (KNN)

Este algoritmo consiste en clasificar un nuevo objeto en base a la clase mas frecuente de sus
K vecinos mas cercanos. Su funcionamiento consiste en almacenar en un vector el conjun-
to de entrenamiento, junto a la clase asociada para cada muestra de este conjunto. Como
primer paso se calculara la distancia euclidiana entre el nuevo objeto sin clasificar y cada
elemento del conjunto de entrenamiento, quedandonos con las k muestras mas cercanasy
clasificando la nueva muestra de entrenamiento en la clase mas frecuente a la que pertene-
cen los k vecinos obtenidos anteriormente.

n

d(zi,z;) = | D (ki — k)’ (1)

k=1

Una vez hecho esto, es necesario realizar el mismo proceso pero con un conjunto de datos
de validacién, donde se calcularan porcentajes de clasificacién sobre los ejemplos de este
conjunto para poder estimar el poder de generalizacién del clasificador.

Las principales ventajas de este algoritmo son que su coste de aprendizaje es nulo, es un
clasificador robusto y versatil tolerante al ruido de los datos y ademas puede ser usado para
hacer regresiones. Sus principales desventajas radican en que el costo de encontrar los &
mejores vecinos es alto, no hay un método para decidir el valor éptimo para & y si el nGmero
de descriptores crece su rendimiento disminuye.

3.1.2. Arboles de decision

Esta técnica sirve para representar y categorizar una serie de condiciones que ocurren de
forma sucesiva, para la resolucion de un problema. La estructura del arbol conociste princi-
palmente en nodos interiores y nodos terminales (hojas) unidos mediante ramas. Cada nodo
interior tiene caracteristicas, mientras que cada hoja un valor distinto del atributo. Si segui-
mos el rbol desde el nodo raiz hacia abajo, cada ruta posible terminara en una hoja creando
asi una segmentacion de los datos.

Dentro de las ventajas que podemos encontrar para usar este algoritmo es que es un modelo
simple e intuitivo, siendo capaces de manejar datos continuos y discretos. Asi también sélo
se utilizan las caracteristicas que son necesarias para separar el conjunto de entrenamiento
en grupos homogéneos o casi homogéneos en términos de la variable de clase. Como princi-
pales desventajas que podemos encontrar en los arboles de decisién es que las pruebas que
se realizan dentro estos solo se basan en atributos Unicos, también son incapaces de apren-
der combinaciones aritméticas de caracteristicas que son Utiles en cualquier clasificador.

Un trabajo interesante donde se usa este algoritmo es en [33], en donde se construyo un
meta-modelo basado en un arbol de decision para la reutilizacién de otros modelo que cla-
sificaban estrellas variables de forma automatica bajo diversos contextos y diferentes repre-
sentaciones de datos.
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El detalle de este algoritmo puede ser revisado en la seccién de los anexos.

3.1.3. Support vector machines (SVM)

La técnica SVM esta basada en la minimizacion del riesgo estructural (SRM), la cual consiste
en elegir un conjunto de funciones de clasificacién para un con conjunto de datos de tal
forma que se minimice el error de entrenamiento. [41].

Las ventajas de este método radican en que resuelve un problema de optimizacion que ase-
gura entregar una soluciéon 6ptima para el conjunto de entrenamiento, a pesar de que las
SVM pueden ser no lineales en el espacio original. Ademas esta técnica puede ser usada con
una gran cantidad de caracteristicas de entrada y trabajar sobre varios dominios a la vez.
Como principal desventaja es que este método posee un gran costo computacional, y como
puede trabajar con varias clases a la vez, las cuales las divide en |C'| SVMs que trabajan con
dos clases, y si dos clases son mutuamente excluyentes y si ademas cierto dato de la clase de
entrenamiento aparece clasificado dentro de dos clases distintas, es imposible saber a cual
corresponde realmente.

El detalle de este algoritmo puede ser revisado en la seccién de los anexos.

3.2. Aprendizaje semi supervisado

Como se pudo ver en la seccién anterior, para poder utilizar técnicas de aprendizaje super-
visado, es necesario contar previamente con un conjunto que posea una buena cantidad de
datos etiquetados, para ser utilizado como conjunto de entrenamiento y obtener un buen
desempeno en los algoritmos. Lo anterior muchas veces no es posible, debido a que la cla-
sificacion y etiquetado depende muchas veces del tiempo y esfuerzo de especialistas.

Para solucionar esta problematica se ha planteado el enfoque de aprendizaje semi-supervisado.
En este enfoque los datos se dividen en dos conjuntos: L = {x1,--- ,x;} para los cuales se
conocen sus etiquetas Y = {y;,--- ,y},yel conjunto U = {z;,1, - , x4y}, para los cua-
les no se conocen sus etiquetas. Debido a esto, tenemos que este se encuentra entre los
enfoques supervisado y no supervisado.

La idea general de este enfoque, es aprender tanto de los datos etiquetados como de los
no etiquetados, combinando ambas técnicas de aprendizaje (supervisado y no supervisado).
En esencia, los métodos semi-supervisados utilizan los datos no etiquetados para producir
modificaciones o reformular las hipotesis de los datos ya clasificados [40].

El aprendizaje semi-supervisado se puede dividir en dos clases principales, aprendizaje trans-
ductivo y aprendizaje inductivo.

= Aprendizaje transductivo
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El objetivo en esta clase de aprendizaje es predecir la etiqueta correcta en la fraccién
de datos no etiquetada que es utilizada para el aprendizaje semi-supervisado.

= Aprendizaje inductivo

En esta clase se intenta obtener la funcion de aprendizaje que permita predecir la eti-
gueta correcta en datos nuevos no etiquetados que no se han utilizado para el apren-
dizaje semi-supervisado.

3.3. Clustering

Al contrario de los algoritmos supervisados, para este caso no se disponen de datos pre-
viamente etiquetados, sino que se buscan agrupaciones (clusters) segln similitudes en las
caracteristicas de los datos que estan siendo estudiados. Una vez determinados los grupos,
para que estos sean de utilidad, pueden ser analizados detenidamente con el objetivo de
descubrir las claves o propiedades que han producido tal agrupamiento. La apariciéon de es-
ta estructura en los datos, puede llevar a aprender aspectos o propiedades de los elementos
de la muestra que de otro modo habrian pasado inadvertidos.

Desde el punto de vista de la astronomia este tipo de algoritmos han contribuido a las inves-
tigaciones a identificar subgrupos no reconocidos previamente dentro de los conjuntos de
datos, detectar observaciones anémalas y permitir el anélisis de datos que contienen carac-
teristicas faltantes. Estos métodos son una adicion util a la caja de herramientas de cualquier
investigador y se espera que ayuden en futuros descubrimientos. [43].

En el desarrollo de esta seccidon se presentaran algunas medidas de similariadad, junto con
los algoritmos K-means, EM, Jerarquico aglomerativo y DBSCAN.

3.3.1. Funciones de proximidad

Como se menciono anteriormente al aplicar algoritmos de clustering, estos no disponen de
etiquetas que sirvan para realizar un entrenamiento previo y determinar los patrones sub-
yacentes que ayuden a una posterior clasificacion de datos no etiquetados, por lo que es
necesario contar con una alternativa que nos entregue una medida de similaridad entre los
datos para poder encontrar los distintos grupos.

Dentro de las alternativas disponibles la mas comun es la distancia entre dos individuos x
e y a una medida, indicada por d(z,y) , que mide el grado de semejanza, entre ambos, en
relacion a un cierto nimero de caracteristicas cuantitativas y/o cualitativas. El valor de d(z, y)
es siempre un valor no negativo, y cuanto mayor sea este, mayor sera la diferencia entre = e

Y.

Toda distancia debe verificar, al menos, las siguientes propiedades:
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1. d(z,y) > 0 (no negatividad).
2. d(z,x) =0

3. d(z,y) = d(y,z)

Existe una gran cantidad de distancias e indicadores de similaridad y no se puede disponer
de una regla general que permita definir una métrica que sea conveniente para todo tipo de
analisis ya que la eleccién de una u otra depende del tipo de anilisis que se quiera realizar y
la naturaleza de las variables que se estén estudiando.

A continuacion se presentaran algunas de las métricas de distancia mas conocidas.

Métrica Funcion Descripcion

Familia de distancias. A me-

. . - 1 dida que varia su valor d, se
d(X,Y) = Ti— Yi 4\ ’
Minkowski (X, Y) (ZZI | vil ) genera una nueva métrica de
distancia.
n Caso especial de Minkowski
Manhattan d(X,Y) = Z |z; — il para p = 1. Tiende a formar
i=1 clusters hiperrectangulares

n ) Caso especial de Minkowski
Euclidiana d(X,Y) = (Z |z; — yi|2)2 para p = 2. Tiende a formar
i=1 clusters hiperesféricos.

Y representa la matriz de co-
varianzas entre los datos. Es
invariante ante los cambios
Mahalanobis d(X,Y) = /(X —Y)TS(X —Y) de escala por lo que no de-
pende de las unidades de me-
dida. Tiende a formar clusters
hiperelipsoidales.

No es una métrica. Se deriva

Pearson p(X,Y) = \/Zﬂ,iiil—(;;;\i/)g?”j()yi—w de un coeficiente de correla-
= i cion. No mide magnitud.

Es eficiente, especialmente
Seos(X,Y) = Do Tl en vectores dispersos (inde-
o VI x2S w2 pendiente de la cantidad de

componentes en el vector).

Coseno

Tabla 2: Funciones de distancia
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3.3.2. K-Means Clustering

K-Means es uno de los métodos mas simples para particionar el conjunto de datos en K
subconjuntos C', que contienen N, puntos. Este algoritmo busca reducir al minimo la suma
de las distancias cuadradas desde la media dentro de cada cluster minimizando la siguiente
funcion obijetivo:

K
SNl — el P 2)
k=1 ieCy

donde p;, = Nik Zz’eCk x;, es el promedio de los puntos del conjunto Cy y C(x;) = C}, denota
que la clase de z; es (.. El algoritmo se presenta a continuacién.

Algorithm 1 K-Means [2]
1: Seleccionar K puntos como centroides ji iniciales
2: repeat
3:  Formar K Clusters C) mediante la asignacién de puntos z; al centroide y;, mas cer-
cano
Recalcular cada centroide y;, € Cj,
: until Se cumpla el criterio de convergencia

DA

Este algoritmo no asegura que se encuentre el éptimo global, sin embargo la suma de las
distancias cuadradas siempre se mejorara, ademas este algoritmo se ejecuta varias veces
para distintos valores iniciales de 1, quedandose con el valor que entregue el menor error
en la suma de distancias cuadradas. Su principal ventaja radica en su simplicidad y eficiencia,
mientras que sus desventajas son principalmente, la sensibilidad al ruido, outliers, la elec-
cion de la cantidad de clusters y el centroide inicial.

3.3.3. Expectation-Maximization clustering

Este algoritmo proporciona una estrategia para llevar el método de optimizacién de k-means
a un entorno probabilistico. A diferencia de K-means donde cada cluster (', es una ubicacion
en el espacio de caracteristicas, EM usa distribuciones probabilisticas como por ejemplo la
normal(Gaussiana) para construir los clusters C},. Cuando se usan distribuciones Gaussianas
este método es conocido como Gaussian Mixture (GMM), método que segun [43] es uno
de los mas famosos en el andlisis de datos astrondmicos. Este algoritmo asume que todos
los puntos de la data son generados por una mezcla de distribuciones Gaussianas (conocida
también como distribucién normal) con parametros desconocidos. En el caso de una variable
Unica x la distribucién Gaussiana puede ser escrita de la siguiente forma.
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1 _(e=p)?
N(z|p,0?) = N 207 (3)

Donde ;. representa la media aritmética y o2 representa la varianza. Para el caso donde te-
nemos vectores x de datos de dimensién D, la distribuciéon Gaussiana multivariada se puede
expresar como:

1 (VT (o
N(I’Lu, E) = W . e 2( “Z) b ( N)) (4)

Donde 1 es un vector de medias, X es una matriz cuadrada de covarianzas de dimensiones
Dz Dy |X| es el determinante de dicha matriz.

La funcién de log-verosimilitud para el caso multivariado puede ser escrita de la siguiente
forma

N K
Ui i, Sk) = > log Y mpN (] e, Si) (5)
k=1

=1

Para encontrar soluciones de maxima verosimilitud es necesario derivar la funcién log-verosimilitud
respecto de de los parametros i, i, 7x. Aqui solo seran presentados los resultados finales
omitiendo todo el trabajo algebraico necesario para despejar los términos, si el lector con-
sidera pertinente la revision de estos puede consultar [2] donde se encuentra un desarrollo

mas completo.

Derivando respecto a 1, encontramos

Zﬁil YikTi (6)
Zfil Vik

[, =

donde tenemos que la media yi; esta explicada como una medida ponderada de los puntos
pertenecientes al conjunto de datos, donde el factor de ponderacion esta dado por la pro-
babilidad posterior v, de que el componente K fuera el responsable de generar .

Con la derivada anterior también es posible encontrar una expresion para la probabilidad
posterior ;.

. WkN($i|lLkaOk)
Yik = =k

Zj:l N (il s, 05)

(7)

De manera analoga usando la derivada de la funcién log-verosimilitud con respecto a >,
obtenemos

o ZN Yik
=1 /%
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Para este caso también podemos notar que cada punto es ponderado por la probabilidad
posterior ~;. generada por el componente correspondiente y con el denominador dado por
el nimero efectivo de puntos asociados con el componente correspondiente. Finalmente
encontramos la probabilidad de mezcla derivando respecto a ..

N
ik

T = Z — (9)
i=1 N

A continuacién se presenta un algoritmo para encontrar soluciones de maxima verosimilitud
para modelos con variables latentes.

Algorithm 2 EM para mezclas Gaussianas [2]

1: Dado un conjunto de datos y un modelo de mezclas Gaussianas, se busca maximizar la
log-verosimilitud en base a los parametros juy, >, g

2: Inicializar las medias p2, %9, 7&

3: Expectacion (E): Se calcula la probabilidad posterior de que el componente K fuera res-
ponsable de generar x,, segun ([4)

4: Maximizacién (M): Se actualizan los parametros usando el valor actual de ~;;, siguiendo
el siguiente orden

= Se actualizan las medias ;. segun (B)
= Se actualizan las matrices de covarianzas ¥ segun (8)
= se actualizan las probabilidades de mezcla 7, segun (9)

5: Calcular la log-verosimilitud segun (B
é6: if Se cumple el criterio de convergencia establecido then
7:  return Los parametros finales
8: else

9 Se repiten los pasos entre las lineas 3-5

10: end if

Comparado este algoritmo con K-means, tenemos que le toma bastantes mas iteraciones pa-
ra converger [6, 31]. También existiran muchos maximos locales para la log-verosimilitud, los
cuales dependeran de las distintas inicializaciones para los parametros y, 32, 7, y el algoritmo
EM no garantiza encontrar el 6ptimo global. Una solucion para encontrar una inicializacién
apropiada y agilizar el proceso de convergencia para un modelo de mezclas de Gaussianas,
consiste en ejecutar el algoritmo K-means [6] y elegir las medias y covarianzas de los clus-
ters, y las fracciones de los puntos asignados a los clusters respectivos, para inicializar a los
pardmetros pf, $20 7k respectivamente.
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3.3.4. Clustering jerarquico aglomerativo

En un algoritmo de clustering jerarquico, se usara una estructura tipo arbol binario, donde
la raiz representa el nodo donde se encuentran presentes todo el conjunto que contiene a
todos los datos que posteriormente seran agrupados, formando asi la clspide de la jerar-
quia. En cada nivel, los nodos seran hijos del nivel anterior representando un subconjuntos
de datos del nodo padre, los cuales corresponden a clusters. Las entradas asociadas a cada
uno de estos pueden ser determinadas bajando por el arbol, desde el nodo actual hasta las
hojas que contiene los puntos de datos singulares. A esta tipo de estructura se le denomi-
na dendograma. Por otro lado los métodos aglomerativos comienzan determinando clusters
singulares (que contienen sélo un objeto de datos por clusters) en el nivel mas bajo, y conti-
ndan uniendo dos clusters cada vez para construir una jerarquia bottom-up (de abajo hacia
arriba) de los clusters. Para poder realizar el agrupamiento es necesario saber las distancias
entre clusters. Para esto existen diferentes tecnicas de vinculaciéon las que pueden generar
diferentes dendogramas.

Por ejemplo el método de enlace simple define la distancia entre dos clusters C;, C', j como:

d(C;,Cj) = min__d(z,,xp) (10)

2q€C;,xp,€C
Por otro lado el método del enlace completo (Complete linkage) la define como

d(C;,C;) =  mazx  d(x,,xp) (11)

xaeci,zbECj

Finalmente el método del enlace promedio (Averange linkage) define la distancia como

d(CZ,Cj) = ! ! Z Z d(:ca,xb). (12)

(ni +ny) (ni +n; — 1)zaeC¢xb€Cj

Finalmente tenemos el método ward, el cual Minimiza la suma de las diferencias cuadradas
dentro de todos los grupos. Es un enfoque que minimiza la variacion y en este sentido, es
similar a la funcién objetivo de k-means, pero se aborda con un enfoque jerarquico.

Algorithm 3 Clustering Jerarquico Aglomerativo [43]
1: INPUT: Data set X' con n datos

2: OUTPUT: Particiones jerarquicas H = {p1,...,pn},pi = {c1, ..., Ci }

3: Sea p,, una particion para un cluster formado por un item. Se forman n clusters
4: fortr =n —1to1do

5:  Se crea p; mezclando los dos clusters mas cercanos

6: end for

Este algoritmo al contrario del los dos presentados anteriormente es determinista, lo que
quiere decir que siempre se obtendra el mismo resultado para un conjunto de datos dado.
Por otro lado la principal ventaja de tener un método de agrupamiento jerarquico es que éste
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permite cortar la jerarquia en cualquier nivel determinado y obtener los clusters correspon-
dientes. Esta caracteristica lo diferencia significativamente de los métodos de agrupamiento
divisivos como K-Means, ya que no requiere de un parametro predefinido K (himero de clus-
ters) especificado por el usuario. Como desventaja este algoritmo es algo costoso compu-
tacionalmente hablando, ya que obtener todas las distancias se tiene una complejidad de
O(n?)y se requieren hacer operaciones adicionales para construir la jerarquia y determinar
las distancias minimas entre los n niveles lo que tiene una complejidad de O(n?).

3.3.5. DBSCAN

DBSCAN es un algoritmo de clustering que tiene un enfoque basado en la densidad, mode-
lando cada cluster como cumulos de observaciones, por lo que si un punto pertenece o no
a un cluster en particular, debe encontrarse cercano a varios puntos de este [12]. Este algo-
ritmo define dos parametros importantes, un nimero épsilon positivo y un niimero natural
que sera la cantidad minima de puntos para formar un grupo. El algoritmo se presentara a
continuacién

Algorithm 4 Algoritmo DBSCAN [18]
Require: Dataset X conndatos, ¢: radio de la vecindad, MinPts: cantidad minima de puntos.
Ensure: Conjunto de clusters basados en densidad

1: Marcar todos los datos como NO visitados

2: while Existan datos sin visitar do

3:  Seleccionar un elemento p que no este visitado de forma aleatoria;

4:  Marcar p como visitado;
5: if dentro del radio e de p existen al menos MinPts puntos then
6: Crear un nuevo cluster C'y agregar p a C;
7: Considerar N como la cantidad de puntos dentro del radio de p;
8: for cada punto p’ en N do
9: if ' no esta visitado then
10: Marcar p’ como visitado;
11: if dentro del radio de p’ existen al menos MinPts puntos then
12: Agregar estos puntos a N;
13: end if
14: end if
15: if »’ alin no es miembro de algun cluster then
16: Agregar p' a C;
17: end if
18: end for
19: else
20: Marcar p como ruido
21:  end if

22: end while

En sintesis lo que este algoritmo hace como se pudo ver, se elige un punto arbitrario en
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el conjunto de datos. Si hay una cantidad de puntos mayor o igual a n dentro del radio ¢
se consideran todos los puntos como parte del mismo cluster. A continuacion, se realiza una
comprobacion de todos los nuevos puntos, revisando si ellos también tienen mas puntos que
cumplan la condicién anterior, haciendo que el cluster crezca de forma recursiva. A medida
que se generan los distintos clusters, puede darse el caso que el punto arbitrario escogido
tenga menos de n puntos en su circulo de radio €, y tampoco forme parte de otra agrupacién.
Si esto es asi se considera un "punto de ruido”que no pertenecen a ninglin grupo.

Figura 5: Ejemplo de DBSCAN.

Entonces los distintos tipos de puntos que podemos observar en la construccion de un cluster
como podemos apreciar en la imagen son los siguientes

1. Puntos pertenecientes al nlcleo: Estos son los puntos centrales del cluster que cum-
plen con la cantidad minima de n puntos en su vecindario de radio ¢ .

2. Puntos pertenecientes a la frontera: Estos puntos pertenecen al cluster sin embargo
en su vecindario de radio ¢ poseen menos de n puntos. Estos puntos pertenecen a la
vecindad de algln punto del ntcleo.

3. Puntos de ruido: Cualquier punto que no forma parte de un cluster, es decir que no se
encuentra ni en su ndcleo ni en sus frontera .

Ventajas de usar este algoritmo

» Encuentra clusters no separables linealmente.

= No necesita asumir un namero fijo de clusters.
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= No depende de las condiciones de inicio.
Desventajas de usar este algoritmo

= Asume densidades similares en todos los clusters.
» Puede tener problemas al separar clusters.

» Encontrar el pardmetro € 6ptimo puede resultar complicado.

3.4. Maedidas de desempeno

En general cuando trabajamos con algoritmos de clustering, estos buscan encontrar grupos
donde sus elementos internos estén bien condensados y la separacién entre los diversos
grupos esté bien definida, es decir que la distancia intra-clusters sea minimay que la distancia
inter-cluster sea la maxima posible. A continuacién presentaremos algunos de los métodos
gue podemos encontrar para medir el desempefio de estos algoritmos sin la necesidad de
contar con un conjunto de entrenamiento previamente etiquetado.

3.4.1. indice de Calinski-Harabasz

El método de Calinski-Harabasz [21] también conocido como criterio de relacion de varianza,
puede ser usado para evaluar el modelo, donde mientras mas alto sea el puntaje obtenido,
este indicara que los grupos encontrados estaran mejor definidos. Este indice esta construi-
do como la razén entre la dispersion interior de los clusters y la dispersién entre clusters.
Formalmente para clusters este indice se obtiene de la siguiente forma:

_ Tr(By) " N -1

Tr(Wy) k-1
By, es la matriz de dispersién inter-clusters y W, la matriz de dispersién intra-cluster, las
cuales estan definidas como sigue:

CH(k)

By = an(cq —c)(eg—c)"
Wy = Z Z(I —¢g)(z — Cq)T

q=1 zeCy

Con N como el numero total de puntos de data, C, como el conjunto de puntos pertene-
ciente al cluster ¢ y ¢, como su centro, c el centro de E'y n, la cantidad de puntos del cluster.

Ventajas de usar este método
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» El puntaje es rapido de calcular.

» El puntaje sera alto cuando se tengan clusters densos y bien separados.
Desventajas de usar este método

» En general los puntajes son altos para clusters del tipo convexos por sobre otro tipo de
como por ejemplo los basados en densidad que pueden ser obtenidos mediante un
algoritmo como DBSCAN.

3.4.2. indice de Davies-Bouldin

Otro criterio que podriamos considerar es el indice Davies-Bouldin [9], el cual consiste en
minimizar la funcion de davies-bouldin

k
DB =) marRi;
=1

donde RR; ; = sffj con s; como la media de las distancias de cada elemento de un cluster i a
5

su centroide midiendo asi la distancia intra-cluster, mientras que d; ; representa la distancia
entre los centroides midiendo asi que tan buena es la separacién inter-cluster.

» Ventajas de usar este método

e El calculo del indice de Davies-Bouldin es simple y rapido.
e Elindice se calcula sélo en cantidades y caracteristicas inherentes al conjunto de
datos.

m Desventajas de usar este método

e En general los puntajes son altos para clusters del tipo convexos por sobre otro
tipo de como por ejemplo los basados en densidad que pueden ser obtenidos
mediante un algoritmo como DBSCAN.

e El uso de la distancia entre centroides limita la métrica de la distancia al espacio
euclidiano.

e Un buen valor reportado por este método no implica que los clusters encontra-
dos estan bien definidos.
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3.4.3. Indice Silhouette
Dado un conjunto de datos definiremos un conjunto de particionescomo C' = {C, Cy,C3, ..., Ci },
donde C}, denota el k-ésimo grupo en el conjunto de datos, con k£ = 1,2, 3, ..., K. El indice
silhouette [38] es calculado en base a la idea de silhouette width el cual puede ser expresado
como:
b(x)-a(z)

Sa) = max(a(x),b(x))

Donde a(z) es el promedio de la distancia intra-cluster, el cual puede ser expresado como:

1
)= 3 daa
T k

con 1y, como la cantidad de elementos del cluster Cj. Por otro lado b(z) es la distancia pro-
medio minima entre los elementos de C), con respecto de los elementos de otros clusters
Cj,dondel =1,2,3... Kyl # K entonces la distancia minima puede ser definida como:

b(x) = min],d(x, ;)

donde n; es el nimero de elementos en cada grupo (. Usando las definiciones anteriores
tenemos que el silhouette width de C), puede ser obtenido como:

Finalmente el indice silhouette queda expresado como:

1 K
Sil = 7 ; S(Cy)

El puntaje entregado por este indice puede tomar valores comprendidos entre [-1, 1] y su
interpretacion es la siguiente:
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Valores Interpretacién

Los grupos encontrados poseen una es-
Valores en el rango [1,0,0,7)  tructura interna fuerte. Similaridad entre
elementos de un mismo grupo es alta.
Los grupos encontrados presentan una
Valores en el rango [0,7,0,5) estructura razonable. Similaridad entre
elementos de un mismo grupo es buena.
Valores en el rango Los grupos encontrados presentan una
[0,5,0,25) estructura débil.
Los grupos encontrados se encuentran
superpuestos entre si.
Los datos se encuentran asignados a gru-
pos incorrectos. Tener puntajes negativos
implica que elementos de grupos diferen-
tes son mas similares que elementos per-
tenecientes al mismo grupo.

Valores en el rango [0,25, 0,0]

Valores entre el rango
(0,0, —1,0]

Tabla 3: Valores indice de silhouette
Fuente: Elaboracién Propia

= Ventajas

e Rango de puntajes bien definido y de facil interpretacién.

e El puntaje serd alto cuando se tengan clusters densos y bien separados.
m Desventajas

e En general los puntajes son altos para clusters del tipo convexos por sobre otro
tipo de como por ejemplo los basados en densidad que pueden ser obtenidos
mediante un algoritmo como DBSCAN.

3.5. Reduccion de dimensionalidad

3.5.1. Maldicion de la dimensionalidad

En uninicio el concepto de maldicién de la dimensionalidad fue descrito por Richard Bellman
en el libro Adaptive control processes[5], donde hacia referencia a la imposibilidad de opti-
mizar una funcién de varias variables por medio de una busqueda mediante fuerza bruta en
una grilla espacial discreta multidimensional ya que el nimero de puntos de esta aumentaba
exponencialmente a medida que se tenian mas dimensiones. Con el paso de los afios este
concepto ha pasado a usarse para describir cualquier tipo de problema que requiera hacer
el analisis de datos en una gran nimero de atributos. En términos generales, los problemas
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derivados de trabajar con datos de alta dimensidn es que el nimero fijo de puntos se vuel-
ven cada vez mas dispersos a medida que aumenta la dimensionalidad. Para entender esto
usaremos el siguiente ejemplo obtenido de [10]:

Supongamos que arrojamos una moneda en un estadio de futbol y sélo puede caer en una
linea de 100 metros de longitud. Para encontrarla solo bastaria con buscar sobre esa linea,
donde podriamos incluso caminar sobre ellay encontrarla relativamente facil. Ahora vamos a
suponer que arrojamos la misma moneda, s6lo que esta puede caer en la superficie cuadrada
del estadio, por lo que para buscarla tendriamos que recorrer toda la superficie, dificultando
esta tarea. Finalmente si suponemos que el area de blsqueda aumenta a tres dimensiones,
podria darse el caso que la moneda puede caer en cualquier punto cibico del estadio, es
decir podria estar flotando en algln lugar dentro de ese estadio.

Este mismo comportamiento ocurre cuando tenemos una alta dimensionalidad en nuestros
datos, donde estos se “pierden en el vacio del espacio” a medida que aumentamos la dimen-
sionalidad.

Para propésitos de clustering el aspecto que mas afecta de la maldicién de la dimensiona-
lidad, es que muchos de los algoritmos usan métricas de distancia o similaridad, donde se
requieren que los objetos dentro de un mismo cluster estan en general méas cercanos entre
si y mas alejados de los pertenecientes a otros. Si esto no es asi los algoritmos encontraran
clusters sin sentidos, por lo que esta distorsion en el espacio puede afectar negativamente
el desempeno de algunos algoritmos.

3.5.2. Anadlisis de componentes principales

El analisis de componentes principales es un método de aprendizaje no supervisado que
tiene como objetivo aprender una nueva transformacion mas compacta de los datos dado
un conjunto de n observacionesy p variables manteniendo la mayor cantidad de informacién
relevante. En general las principales virtudes de PCA [32] son :

1. Permite representar en un espacio dimensionalmente mas pequeno observaciones
de un espacio p-dimensional manteniendo la informacion relevante de las variables
originales.

2. Permite transformar las variables originales, en general correladas, en unas variables
incorreladas, facilitando asi la interpretacién de los datos.

Obtencién de las componentes principales

Sea un conjunto de datos representados por una matriz X de orden maxn. PCA encuentra
una matriz ortonormal P que proyecta X a una representacion Z de maxima varianza, a
través de la transformacién Z = P X, de tal forma que lamatrizC, = %ZZT, es una matriz
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diagonal y las filas de la matriz son las componentes principales de X. Aplicando algebra de
matrices podemos reescribir la matriz C', de la siguiente forma:

C, = Ly

Donde la matriz C, es simétrica y representa a la matriz de covarianzas de X. Considerando
el siguiente teorema: Sea A una matriz simétrica, podemos reescribir estacomo A = VUV,
donde U es una matriz diagonal que contiene los valores propios de Ay V' es una matriz
de vectores propios organizados como columnas. Usando este teorema podemos decir que
cada una de las componentes principales de ', estan dadas por los valores propios de esta,
mientras que la matriz C, representa a la varianza de X.

En conclusion si se desea proyectar la matriz de datos X a un subespacio &£ < n se deben
obtener las primeras k vectores propios pi, ps . . . pi, de C,.. Luego para representar z; en el
nuevo espacio se debe generar el siguiente vector:

nz;
Z; = e R"”

PrT;
Finalmente podemos mencionar algunas consideraciones con respecto a este método

m Elproceso de PCA identifica las direcciones en las que la varianza es mayor. La varianza
de una variable se mide en su misma escala elevada al cuadrado,esto quiere decir que
PCA es altamente sensible a la escala de los datos,por lo que es de suma importan-
cia que las variables se normalicen para que tengan media 0 y desviacion estandar 1,
en caso contrario las variables que tengan una mayor escala, dominaran por sobre el
resto.

= En general para poder determinar con cuantas componentes principales nos queda-
mos, se puede hacer uso de la varianza explicada por cada componente principal y la
varianza explicada acumulada. Esto nos ayuda a ver que porcentaje de la estructura
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original de los datos se conserva en determinada cantidad de componentes principa-
les. La sumatoria de la proporcién de varianza explicada acumulada de todas las com-
ponentes es siempre 1, y en general para determinar la cantidad correcta se tiende a
escoger hasta la cantidad de componentes que no presenten un aumento sustancial
en la varianza explicada acumulada.

3.5.3. t-distributed stochastic neighbor embedding (t-SNE)

Esta técnica esta enfocada a la visualizacién de datos en presencia de alta dimensionalidad,
es una extension de el algoritmo stochastic neighbor embedding (SNE) [23]. La idea central
del algoritmo SNE es tratar de mapear objetos presentes en una alta dimensionalidad a una
dimensionalidad menor preservando la estructura de parentesco entre la vecindad de ele-
mentos. Para esto lo que se hace es centrar una distribuciéon Gaussiana para cada valor de
entrada a lo largo del espacio de alta dimensionalidad, con el fin de poder usar su densidad
para definir una funcién de probabilidad de todos los vecinos.

Formalmente el algoritmo funciona de la siguiente manera:

Como primer paso se convierten las distancias euclidianas multidimensionales entre pares
de observaciones en probabilidades condicionales. Esto quiere decir que en lugar de medir
la similitud entre dos observaciones z; y z;, se mide la probabilidad condicional de que z;
fuese seleccionada como observacion vecina de z; si las observaciones perteneciesen a una
distribucion de densidad Gaussiana centrada en ;. Para observaciones cercanas, p;; es alta,
mientras que para observaciones alejadas la probabilidad es minima.

2
il
e 20'2.

Pji = p)
-
}:#ke [|zi—zkl|

Donde o, es la varianza de la distribucién Gaussiana en z;

El segundo paso consiste en crear dos observaciones y;, y; homdlogas a x;, x; pero en una
dimensionalidad menor, cuya distancia se define como la probabilidad condicional g;;

2
—llyi—y;ll

2
e 201'

qjli = o a2
Z#ke [lyi —yl|

Como resultado de los pasos anteriores obtenemos la probabilidad condicional de la simili-
tud entre pares de observaciones en el espacio multidimensional original y en un espacio de
menor dimension. Para que las observaciones y;,y; creadas en el espacio de menor dimen-
sion representen de forma fiel a las observaciones en el espacio multidimensional original,
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las probabilidades condicionales p;; y ¢;j;, deben ser exactamente las mismas, es decir la
diferencia entre estas debe ser cero.

El algoritmo t-SNE se diferencia del algoritmo SNE en el modo en que se minimizan las dife-
rencias de las probabilidades condicionales. Como se mencion6 anteriormente es necesario
fijar un valor para el pardmetro o;, donde es muy poco probable que este que exista un valor
para este que sea 6ptimo para todas las observaciones del set de datos, ya que las densida-
des suelen variar entre las diferentes regiones, por ejemplo, para regiones densas tenemos
que un valor de ¢; bajo es mas apropiado que para regiones mas dispersas. Para solucionar
este problema t-SNE tiene el pardmetro perplexity, el cual es fijado por un usuario y puede
entenderse como una medida del nimero de observaciones vecinas que tienen que em-
plearse en cada estimacion local. Dentro delos valores recomendados para este parametro
tenemos que varian en un rango entre 5y 50.

El algoritmo t-sne es una herramienta poderosa para la visualizacién de datos, sin embargo,
tiene algunas consideraciones que deben ser tomadas en cuenta.

» Cuando se representan los resultados entregados por t-SNE, se observa un patrén de
agrupaciones. Sin embargo, la interpretacién de este patrén no debe hacerse de la
misma forma que en un proceso de clustering. En t-SNE, ni el tamano de los clusters,
ni su densidad, ni su separacion deben entenderse como indicadores de dispersién
u otras caracteristicas de la poblacion con la que se esta trabajando. El algoritmo de
t-SNE actua de tal forma que puede expandir clusters densos y compactar clusters
dispersos, de ahi lo buenas que suelen ser sus visualizaciones.

m Este algoritmo calcula la probabilidad condicional de cada par de observaciones y tra-
ta de minimizar la suma de las diferencias entre las probabilidades de la dimension
superior e inferior. Esto implica una cantidad enorme de célculos, lo que se traduce en
un proceso muy lento cuando se trabaja con grandes cantidades de datos.

= Si bien t-SNE hace un trabajo excelente en la visualizacién, este funciona como una
caja negra, esto quiere decir por ejemplo que no se tiene un set de ecuaciones que se
puedan interpretar como lo es en el caso de PCA.

m Este algoritmo no es determinista, por lo que, para un mismo set de datos, existe la
posibilidad de obtener resultados levemente diferentes.

= Finalmente si bien este algoritmo fue disefiado para la visualizacién de datos, este se
puede usar para la reduccién de dimensionalidad, pero depende mucho de las carac-
teristicas de nuestros datos y de la cantidad de dimensiones que se usen, por lo que
solo debe ser usado para reducir la dimensionalidad a 2 o 3 dimensiones, de lo con-
trario el comportamiento de este algoritmo se torna impredecible. En general no es
muy recomendable usarlo para este fin.
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3.6. Metodologia CRISP-DM

La metodologia CRISP DM [45] (Cross Industry Standard Process for Data Mining), es una de
las mas utilizadas para gestionar proyectos de mineria de datos, proporcionando una visién
general del ciclo de vida de este tipo de proyectos. Dentro del ciclo de vida que plantea este
método tenemos 6 fases que definen tareas especificas y resultados esperados para cada
una.

En la figura [ las flechas entre fases representan las dependencias mas importantes y fre-
cuentes que estas tienen entre si, mientras que el circulo de la parte exterior representa la
naturaleza ciclica de la mineria de datos. Cada una de las fases de detalla a continuacion.

Comprension P Comprension

del Negocio de los Datos \

Preparacion de
los Datos

) v %
Implantacion

\ Modelado

Evaluacién

&

Figura 6: Ciclo de vida de la metodologia CRISP DM.

1. Comprensién del negocio: Esta fase es la mas importante del ciclo, y consiste en com-
prender los objetivos y requisitos del problema, ademas de crear un plan inicial para
alcanzar los objetivos. La importancia de esta fase radica principalmente en que si no
se tiene una idea clara del problema por muy sofisticados que sean los algoritmos
permitirdn obtener resultados fiables.

2. Comprension de datos: En esta fase se realiza la recopilacion de datos, se identifican
problemas relacionados con la calidad de estos, se formulan las primeras hipotesis
sobre estos en base a subconjuntos o patrones que se logren detectar.

3. Preparaciéon de datos: En esta etapa se cubren todas las actividades para construir el
conjunto de datos final, a partir del conjunto de datos en bruto. Dentro de las tareas
mas recurrentes tenemos, seleccién y transformacién de atributos, limpieza de datos,
utilizacién de herramientas de modelado, entre otras. Las tareas de preparacién pue-
den realizarse varias veces y sin un orden en especifico.

4, Modelado: En esta fase se aplican varias técnicas de modelado y se calibran sus para-
metros para obtener 6ptimos resultados.
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5. Evaluacion: En esta etapa se han creado uno o varios modelos que parecen ser de
alta calidad. Antes de realizar el despliegue final es importante evaluar mas a fondo el
modelo seleccionado y revisar los pasos ejecutados para construirlo.

6. Despliegue: En esta fase se debera definir como implementar los resultados. Dicha
implementacién puede tan simple como generar un informe o tan compleja como im-
plementar un proceso repetible de mineria de datos.

Pagina 32 de



AUTOMATIZACION DEL PROCESO DE DETECCION Y CLASIFICACION DE ESTRELLAS VARIABLES DE LARGO
PERIODO

CAPITULO 4
PROPUESTA DE SOLUCION

Para abordar el problema descrito en el capitulo 1, se plantea un proceso basado en la meto-
dologia CRISP-DM presentada en la seccion 3.4. La eleccién de esta metodologia como guia,
se debe a que proporciona una descripcién normalizada del ciclo de vida de un proyecto
estandar de andlisis de datos, junto con una flexibilidad para el paso entre fases, implican-
do que se permita movimiento hacia adelante y hacia atras entre estas. Todo esto facilita la
creacion y aplicacion de modelos para la resolucion del problema.

El proceso propuesto consta de siete etapas, que van desde la obtencién de los datos hasta
la basqueda de grupos. Debido a la complejidad del problema, se plantea que el proceso
tenga dos grandes partes (figura [) que solucionen de forma independiente la Deteccion de
estrellas variables de largo periodo y la clasificacién segun sus propiedades fisicas.

Obtencion de
datos

Cross-Matching
Seleccion de
caracteristicas

Clasificacion |:> : l I : |:> ;;ersl:sr:flat:f;s

Reduccion de
dimencionalidad

Pre
procesamiento

Extraccion de

caracteristicas

Figura 7: Pipeline completo del proceso propuesto.
Fuente: Elaboracion propia.

Las técnicas usadas en este proceso pueden variar dependiendo de quien quiera replicar el
pipeline y de la informacion disponible en el momento, es por esto que lo presentado en esta
seccion sera el procedimiento general para cada etapa, junto con algunas consideraciones
que se realizaron para su posterior implementacién, ademas de proponer alternativas por
cada una de estas.

4.1. Parte 1: Deteccidn de estrellas variables de largo periodo

La primera parte tiene como objetivo final el realizar una clasificacién para cada una de las
estrellas disponibles en base a la informacion provista por las curvas de luz, es decir el output
final de esta parte sera un conjunto de estrellas que sean efectivamente variables en el largo
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periodo. Las etapas que aqui se abarcan seran la obtencién de datos preprocesamiento de
estos, extraccion de caracteristicas y el proceso de clasificacion.

4.1.1. Obtencion de datos

EL objetivo de esta etapa, consiste en definir las fuentes de datos a utilizar, para luego iden-
tificar el formato y organizaciéon en que la data es entregada. Por lo anterior, esta presenta
analogias con las etapa de comprensién de datos planteada por la metodologia CRISP-DM.

Para poder estudiar el comportamiento variable en el largo periodo es necesario contar con
una gran cantidad de curvas de luz que que estén construidas por observaciones a lo largo
de varios afos.

Cabecera
ndata Numero de mediciones de cada dataset.
dataset Identificador del dataset.
RA Ascension recta.
DEC Declinacion
Designacion que hace ASAS en el ultimo
desig digito del RA 'y DEC por cada dataset (pue-
de variar solo en 1 digito).
Mediciones
LD Indica la fecha en la que se hizo la medi-
cién en dias julianos (HJD-2450000).
MAG Es la magnitud y se posee una por cada
apertura. Se tiene 5 magnitudes en total.
Es el frame error que describen la cali-
MER dad fotométrica promedio de cada Fra-
me. Uno por cada apertura.
Frame Numero de frame.
Indica la calidad de la medicién. Los valo-
Grade

res van desde grade AaD

Tabla 4: Estructura de los datasets entregados por ASAS

Fuente: Elaboracién Propia.

Uno de los proyectos astronédmicos que cumple con estas caracteristicas es ASAS, el cual
cuenta con observaciones a lo largo de 9 afos y su catalogo AASC (Asas All Stars Catalog)
esta constituido por cerca de 15 millones de estrellas, por lo que se perfila como la opcién
idonea para ser la fuente de datos que nos permita estudiar el comportamiento variable en
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el largo periodo.

Para obtener los datos desde esta fuente, las alternativas de descarga que ofrece ASAS son
bastante limitadas, por un lado tenemos a disposicién el catalogo completo de estrellas va-
riables (50124 curvas de luz), mientras para el resto de estrellas la tinica opcion es hacer la
descarga manual de forma individual usando su ASAS ID.

# HID MAG_1 MAG_ @ MAG_2 MAG_ 3 MAG 4 MER_1 MER_@ MER_Z MER_3 MER_4 GRADE FRAME
1868.69967 11.472 11.489 11.471 11.469 11.455 @.840 @.870 9.831 0.936 @.848 B 187
1869.68954 11.431 11.449 11.444 11.448 11.448 @.841 @.860 9,832 0,835 @.848 B 266
187@.69720 11.375 11.3286 11.381 11.392 11.4483 @.847 @.88% @.837 0.9041 @.@46 D 417
1871.7@181 11.312 11.3838 11.325 11.328 11.317 @.845 @,881 @.836 0.949 @.@45 D 549
1872.6%792 11.3@8 11.235 11.313 11.221 11.317 @.844 @.882 @.837 0.941 @.@46 D 728
1874.68814 11.264 11.225 11.29@ 11.387 11.282 @.842 @.,878 9,834 9.933 @.@45 D 1223
1875.68822 11.284 11.233 11.284 11.289% 11.297 9.840 9,260 @.831 9.935 @.248 B 1188
1876.68782 11.277 11.281 11.38e 11.315 11.333 @.841 @.,867 @.832 0.936 @.@48 B 1349
1877.68742 11.295 11.258 11.314 11.3234 11.343 @.836 @.853 9.827 0.930 @.834 A 1589
1878.67711 11.351 11.385 11.347 11.354 11.364 @.834 @.84% 9,827 0.930 @.@33 A 1662
1879.68046 11.335 11.3239 11.339 11.341 11.335 @.836 @.247 @.827 0.930 @.834 A 1819
1881.67115 11.391 11.3738 11.398 1l1.42@ 11.423 @.837 @.84% 9,828 0.931 @.@36 A 2129
1584.65246 11.478 11.457 11.49%9¢ 11.5%86 11.53@ @.83% @.853 9.83@ 0.934 ©.838 A 2269
1885.66733 11.612 11.635 11.628 11.633 11.618 @.838 @.848 @.8927 0.930 @.@35 A 2436
1886.66872 11.679 11.613 11.691 11.784 11.726 @.838 ©.94% 9.828 9.931 @.835 A 2593
1837.65%6@ 11.671 11.615 11.7el 11.72@ 11.744 @.838 @.851 @.82%9 0,932 @.@37 A 2753
1888.65282 11.652 11.651 11.679 11.78% 11.718 @.83% ©.858 9.83@ 0.935 @.a48 A 2912
1889.65569 11.618 11.647 11.641 11.661 11.624 @.836 @.848 @.8929 0.932 @.€@36 A 3872

Figura 8: Extracto de uno de los datasets de la estrella 045914-6935.8
Fuente: Asas.

El Asas ID de cada estrella es una composicion de la Ascension recta (RA) By la declinacién
(DEC)E de la forma RA+DEC. Para solucionar este problema es necesario contar con un script
que automatice la descarga o solicitar los datos directamente a alguno de los administradores
del sito. Finalmente la estructura de cada archivo entregado por ASAS es similar a la descrita
en la Tabla .

4.1.2. Preprocesamiento

Esta etapa es analoga a la fase de preparacién de datos propuesta por la metodologia CRISP-
DM, ya que se busca hacer una limpieza y tratamiento de los datos en bruto de cada curva
de luz obtenida previamente. Para logra esto, como primer paso es necesario quitar las me-
diciones que contengan un error fotométrico altofl. Como se pudo ver en la tablafy en la
figura § ASAS entrega mediante el parametro GRADE una medida que indica la calidad de la
medicion, siendo los valores A y B los que corresponden a una calidad buena y promedio,
mientras que un grade C significa que la estrella era demasiado tenue para registra un valor

“4La ascension recta es una de las coordenadas astronémicas que se utilizan para localizar los astros sobre
la esfera celeste, equivalente a la longitud terrestre

5Ladeclinacién es el angulo que forma un astro con el ecuador celeste. Es comparable a la latitud geografica
que se mide sobre el ecuador terrestre

Error en la medicion del brillo de la estrella debido a errores derivados de la calibracién del instrumento o
factores externos.
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(seregistra 29.99 ) y un grade D indica que la medicion provenia de un frame de mala calidad,
por lo que estas medidas deben ser descartadas. Como paso adicional una vez eliminados las
mediciones con un grade Cy D, es recomendable hacer algln tipo de tratamiento de outliers
para cada una de las magnitudes. Una vez hecho esto se debe realizar la seleccion de la o las
aperturas con las que se va a trabajar. Como se puede apreciar en la figura § ASAS entrega
mediciones para 5 aperturas distintas, las cuales van desde los 2 pixeles (30"’") hasta los 6 pi-
xeles (90”’) junto con sus correspondientes errores. A groso modo tenemos que la diferencia
entre cada una de estas radica en la cantidad de luz que el instrumento logra captar, esto
significa que cuando la apertura es pequena existe la posibilidad de que no se logre captar
todo el brillo de la estrella, generando un mayor error de poisson, mientras que cuando la
apertura es grande es mas probable que la medicion tenga un mayor ruido de fondo debido
al brillo de las estrellas vecinas, por lo que se debe seleccionar la apertura que contenga un
menor error promedio.

4.1.3. Extraccion de caracteristicas

El objetivo de esta etapa, es estudiar y analizar el comportamiento de cada curva de luz, con
el fin de encontrar un modelo que nos permita caracterizar la variabilidad presente en estas.
Con esto se pretende obtener variables que ayuden a generar algln criterio de selecciéon que
pueda ser utilizado posteriormente en el proceso de clasificacion. Esta etapa es anadloga con
la fase de modelado de la metodologia CRISP-DM presentada en la seccion B.4.

Para el desarrollo de esta memoria, se hara uso del método propuesto en el trabajo reali-
zado por Javiera Godoy [39] que fue utilizado previamente para estudiar la variabilidad de
largo periodo en curvas de luz obtenidas desde ASAS. La metodologia usada en este estudio
consiste en verificar si existe una variabilidad a largo plazo mediante el andlisis de las pen-
dientes obtenidas a través de un ajuste lineal y un ajuste parabdlico realizado a cada una de
las curva de luz, considerando ademas la localidad de estas, ubicando a cada estrella dentro
de una vecindad en la esfera celeste, a esta vecindad se le denominara campo. Con respecto
a este punto podemos mencionar que la idea de utilizar el concepto de campo fue la solucién
usada en este trabajo, donde no se disponia de una gran cantidad de datos, por lo que no
es la forma mas generalizada de hacerlo. Una alternativa a esto es utilizar el método de los
vecinos mas cercanos presentado en la seccion 3.1.7.

Los modelos para ambos ajustes estan definidos a continuacién

Fitlineal: m = (ag %+ eq) + (a1 £ €a1)t
Fit parabélico: m = (by & eyo) + (b1 £ ep1)t + (b & epo)t?

Tenemos que m representa a la magnitud, mientras que ag, a1, bg,b1,b2, son los coeficientes
de cada uno de los ajustes, mientras que e, €4, €,, €b,,€s, SON lOs errores de cada coefi-
ciente obtenido. Haciendo uso de las pendientes y sus respectivos errores, obtenemos los
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indicadores (Y y 0%, para cada ajuste

- (3]
Fitlineal: Q| = —
€al

b
Fit Parabdlico: Q) = —
€v2

La idea detras de esto es verificar que la pendiente supere su error, para asi estar seguros de
que efectivamente existe una variabilidad real. También como se menciono anteriormente
cada curvade luz pertenece a un campo, por lo que es necesario normalizar estos indicadores
por el promedio del campo al cual pertenece cada estrella, al hacer esto lo que se busca es
identificar las estrellas que se escapen del comportamiento normal de su vecindad y posean
una mayor variabilidad.

= Q/fQ_ll
Q2 = Qy=Q%

Finalmente este método incluye dos caracteristicas adicionales que buscan categorizar el
tipo de variabilidad presente en la curva de luz , para esto se analizan la dispersion de cada
ajuste.

Desviacién estandar de la magnitud

DEP = | =3 (y-5)?

Vs
=1

Desviacion estandar del fit lineal

perr— |1 1

Desviacién estandar del fit parabélico

n

DEFP = %Z(fpryi)Z

i=1

Si la curva de luz presenta una variabilidad lineal la dispersién tendra una tendencia a ser
menor que la dispersién promedio, es decir DEFL < DEP, de igual forma si la curva de
de luz presenta una variabilidad parabdlica su dispersién serd menor que la del fit lineal es
decir DEF P < DEF L. Para medir esto se obtendran los indicadores C'; y Cs.

Fitlineal: C; = 1—DEFL
' DEP

. . DEFP
Fit parabdlico: Cs =1 DEFL
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Como podemos ver este método nos entrega las caracteristicas (), C'; asociadas al fit lineal
y (02, Cs asociadas al fit parabdlico, que nos ayudaran a discriminar si las estrellas presentan
algun tipo de variabilidad en el largo periodo.

El codigo necesario para realizar esta extraccion de caracteristicas, sin considerar la norma-
lizacion por los campos, se puede encontrar en la seccién [7.2 de los anexos.

Finalmente cabe mencionar que en la literatura existen métodos mucho mas robustos usa-
dos ampliamente en astronomia como lo son la transformada de fourier, wavelets analysis o
epoch folding [1] donde por lo general estas técnicas buscan encontrar periodos en la curva
de luz. También se encuentran técnicas asociadas al estudio de las series temporales como
las presentadas en [14, 17] que podrian ser utilizadas para extraer informacion, enfocandose
en la variabilidad de estas, que posteriormente ayude a la clasificacién.

4.1.4. Clasificacion

El objetivo de esta etapa consiste en realizar el proceso de clasificacién a cada estrella, en
base a las caracteristicas obtenidas a partir su curva de luz en el paso anterior, identificando
solo las estrellas que cumplan con ser variables en el largo periodo. Dentro de los enfoques
que podemos usar para realizar la clasificacién se encuentran los siguientes

1. Clasificaciéon informada o de criterio experto.
2. Clasificacion supervisada.

3. Clasificacion semi supervisada.

Dentro de estos enfoques lo ideal seria poder usar un método de clasificacién automatizada,
es decir que sea mediante el uso de algoritmos supervisados como los prestados en la seccion
B.1 o el enfoque semi-supervisados definido en la seccion B.2, sin embargo al tratarse de
un problema poco estudiado no se cuentan con ejemplos suficientes para poder realizar el
entrenamiento de estos algoritmos. Es por esto que para el desarrollo de esta memoria se
utilizara el enfoque de clasificacion informada.

Los criterios de clasificacion que se presentaran a continuacion fueron expuestos en el tra-
bajo de Javiera Godoy [39], estos criterios haran uso de los indicadores presentados en la
seccion B.1.3. En este trabajo se comprobé de manera empirica que los mejores valores pa-
ra establecer los criterios de clasificacién de variabilidad lineal y parabdlica son los siguientes
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Criterio Lineal Criterio Parabdlico
Q1 >4 Q2>4
C7 > 0,02 Cy > 0,02

Tabla 5: Criterios de clasificacion
Fuente: Elaboracién Propia.

Finalmente las estrellas que cumplan con estos criterios de clasificacién seran las que se
consideran para continuar con las siguientes etapas del pipeline. Por otro lado esta etapa
puede ser analoga a las etapa de modelado y evaluacion de la metodologia CRISP-DM.

4.2. Parte 2: Clasificacion de las estrellas variables de largo periodo en
base a sus propiedades fisicas

En el desarrollo de esta seccidn, se explicaran las diferentes etapas del proceso de clasifica-
cién no supervisado, que sera aplicado al conjunto de estrellas variables de largo periodo
y baja amplitud. Por otro lado, es importante recalcar, que el desarrollo de esta memoria
esta enfocado principalmente en esta etapa del pipeline, ya que la literatura sobre estrellas
variables de largo periodo y baja amplitud es escasa. Debido a esto y como se menciono en
la seccion B.3, la utilizacion de algoritmos de clustering, para realizar un andlisis explorato-
rio de datos, que nos permita encontrar la estructura subyacente de estos sin ningln tipo
de informacidén previa, es una buena alternativa para determinar patrones que orienten el
desarrollo de futuras investigaciones sobre este tipo de estrellas.

Finalmente, tenemos que las etapas involucradas en esta parte son las siguientes: Cross-
matching, seleccién de caracteristicas, reduccion de dimensionalidad y clustering.

4.2.1. Cross-matching

El objetivo de esta etapa es conseguir una mayor cantidad de caracteristicas que ayuden a
construir una buena caracterizacion de cada estrella, lo que ayudara al posterior analisis.
Esta esta al igual que la etapa de obtencién de datos presentada en la seccién presenta
similitudes con la etapa de comprension de datos de la metodologia CRISP-DM, ya que se
buscan afadir nuevas features que entreguen una mayor informacion a cada estrella.

Como se menciond en la seccion P.5 el trabajar con datos astrondmicos muchas veces implica
hacer uso de varias bases de datos para extraer informacién de diversa indole con respecto
a un mismo objeto, para lo cual ya existen algoritmos que facilitan este procedimiento y
observatorios virtuales que tienen disponibles servicios que permiten facilitar esta tarea.

Dentro de las multiples alternativas para realizar el cruce de datos, tenemos una amplia ga-
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ma de catdlogos y herramientas que facilitan este proceso, donde podemos destacar los
servicios provistos por Centre de Données astronomiques de Strasbourg (CDS): Vizier [27],
Simbad [44] y X-Match. El primero de estos es uno de los servicio de catalogos astronémicos
mas populares, siendo el servidor de cerca de 7300 catalogos hasta la fecha. Por otro lado
tenemos a Simbad, el cual no es un catalogo, si no que una meta-compilacién hecha a partir
de datos publicados en la literatura junto con identificaciones cruzadas. Gracias a esto, la
base de datos de simbad entrega informaciéon como la naturaleza del objeto, sus coordena-
das, magnitudes, movimientos propios, paralaje entre otros. Finalmente tenemos el servicio
X-Match el cual tiene la facultad de hacer cross-matching entre dos catalogos distintos. Este
servicio permite utilizar de forma complementaria los catdlogos provistos por Vizier y la ba-
se de datos de Simbad. Otra alternativa para la obtencion de datos, son las liberaciones de
datos realizadas por la mision GAIA [36]. Esta mision es llevada a cabo por la agencia espa-
cial europea, la cual pretende generar un mapa tridimensional de la via lactea mediante una
sonda espacial, ademas de generar datos precisos sobre las caracteristicas de los distintos
objetos celestes. Actualmente se han realizado dos liberaciones de datos.

Finalmente, en nuestro caso particular, para llevar a cabo el cruce de informacion, se utiliza-
ron los servicios provistos por dos observatorios virtuales:

El primero de ellos es GAVO (German Astrophysical Virtual Observatory), donde se usoé el
catalogo HSOY (Hot Stuff for One Year) [3], el cual contiene datos con astrometria precisa para
aproximadamente 583 millones de objetos. De este catalogo se pueden obtener parametros
de interés como lo son el movimiento propio y la magnitud. Este catdlogo ademas incluye
los respectivos errores para cada una de las caracteristicas.

Como segunda herramienta tenemos VOSA (Virtual Observatory Sed Analyzer)[4], la cual
permite hacer un analisis a cada estrella, permitiendo estimar diferentes parametros como,
la temperatura efectiva, luminosidad bolométrica, gravedad, masa y distancia.

4.2.2. Seleccién de caracteristicas y reducciéon de dimensionalidad

Una vez realizado el cross-matching la dimension de nuestros datos tendra un aumento con-
siderable por lo que, una alternativa serd hacer una seleccion de caracteristicas antes de
pasar al proceso de clustering. En una primera instancia es recomendable hacer una pre-
seleccion de los datos que sean significativos dentro de estas nuevas variables, eliminando
elementos que sean redundantes o variables que estén demasiado correlacionadas. Una al-
ternativa para esto, es hacer el filtro entre las variables que se usan para cuantificar la misma
propiedad fisica, comparando sus errores y seleccionando la que tenga un mejor comporta-
miento. Con respecto a la relaciéon que pueda existir entre variables una buena opcion es
hacer uso del indice de correlacion de Pearson y construir una matriz de correlaciones para
verificar la dependencia lineal que las variables puedan tener entre si. El objetivo de hacer
esto es verificar si existen variables que estan fuertemente relacionadas, ya que si se da el
caso se podria considerar solo una de estas.
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Una vez hecha esta preseleccion si la dimension continua siendo grande se puede recurrir a
el uso de técnicas como las vistas en la seccion 3.5 como PCA, para condensar la informacién
entregada por estas variables en una cantidad menor.

Al hacer este andlisis podremos mitigar el problema descrito en la seccién conocido co-
mo la maldicién de la dimensionalidad el cual afecta de forma negativa el desemperio de los
algoritmos de clustering. Esta etapa puede ser considerada similar a la etapa de preparacion
de los datos del método CRISP-DM.

4.2.3. Clustering

Esta es la etapa final del pipeline propuesto y consiste en utilizar el resultado de todas las
demas etapas para aplicar algoritmos de clustering como los presentados en en la seccién
B.3 y encontrar grupos en los datos que puedan ayudar a comprender por que existe un
comportamiento variable de largo periodo en estas estrellas. Esta etapa puede ser analoga

a las etapa de modelado y evaluacion de la metodologia CRISP-DM.

Método

K-Means

Propagacion por
Afinidad

Mean Shift

Clustering espectral

Clustereing jerarquico

(Ward)

Clustering
Aglomerativo

DBSCAN

Mixturas gaussianas

Birch

Parametros

Numero de clusters

Amortiguamiento

Ancho de banda

Numero de clusters

Numero de clusters

Numero de clusters,
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componentes

Factor de bifurcacion,
Umbral

Escalabilidad

Muy alta conn
muestras, media conn
clusters

Mo escalable conn
muestras

MNo escalable conn
muestras

Media con n muestras,
Pequefia con n clusters.
Alta con n muestras y n
clusters.

Alta con n muestras y n
clusters
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muestras, media conn
clusters.
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clusters

Caso de uso
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* geometria plana.

*  Muchos clusters.

. tamafios de clusters
desiguales.

+  geometria no plana.

Muchos clusters.

tamarnios de clusfers

desiguales.

geometria no plana.

Pocos clusters.

geometria no plana.

Muchos clusters
Posibles

restricciones de

conectividad.

. Muchos clusters.

*» posibles
restricciones de
conectividad.

* Distancias no
Euclidianas.

*  Geometria no plana.

s  Tamafios de
clusters desiguales.

» Deteccion de datos
atipicos.

+  Geometria plana

#* Bueno para estimar
densidades.

- Grandes dafatzeis.

+  Eliminacion de
valores afipicos.

+  Reduccion de datos.

. o
usada)
Distancia entre puntos

Distancia entre grafos

Distancia entre puntos

Distancia entre grafos

Distancia entre puntos

Cualquier métnca de
distancia entre pares.

Distancia entre puntos
Mas Cercanos.

Distancia Mahalanobis
al centro

Distancia Euclidiana
entre puntos

Figura 9: Algoritmos de clustering disponibles en scikit learn
Fuente: Scikit Learn.

Algunos de los posibles algoritmos que pueden ser utilizados son presentados en la figura
B, donde es posible ver algunas de sus propiedades, como lo son la escalabilidad y bajo qué

geometrias tienen un buen desempeno.
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Con respecto a la seleccién del algoritmo lo ideal es escoger aquellos que tengan un buen
comportamiento con una gran cantidad de datos. Esto quiere decir que el costo compu-
tacional sea adecuado y su tiempo de ejecucién sea razonable. Algoritmos como DBSCAN,
jerarquico aglomerativo, o K-means junto alguna de sus variaciones, pueden ser una buena
opcién debido que son bastante escalables al tamano de la muestra y al nimero de grupos
que se quiera utilizar, mientras que algoritmos como Gaussian mixtures, al ser poco escala-
bles y computacionalmente costosos, su uso no es recomendado para grandes cantidades de
datos. Otro factor a tener en consideracion es seleccionar una medida de desempeno ade-
cuada, para cuantificar qué tan buenas son los grupos encontrados por el algoritmo. En la
seccion 3.4 se presentaron los indices de Calinski-Harabaz, Silhouette, y Davies-Bouldin, los
cuales estan disenados para evaluar el desempeno sin la necesidad de contar con ejemplos
previamente etiquetados, por lo que es recomendable hacer uso de alguno de estos para
medir el desemperfio durante los experimentos.

Finalmente, para la eleccién del algoritmo a utilizar, una buena opcién es considerar la rela-
cion entre los siguientes factores: La cantidad de grupos encontrados, cantidad de elementos
que posee cada uno de estos y los valores obtenidos para la métrica de desempenio utiliza-
da. Lo anterior es importante ya que, si se consideran por separado estos factores, puede
darse el caso donde la métrica de desempefo sea alta, se disponga de una buena cantidad
de grupos, pero la mayor cantidad de elementos esté concentrada en uno o dos. Por lo tanto
es importante tener en cuenta los tres factores mencionados anteriormente para tomar una
decision que permita obtener un resultado coherente.
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CAPITULO 5
RESULTADOS EXPERIMENTALES

5.1. Consideraciones previas

5.1.1. Ambiente de desarrollo

La solucién propuesta en el capitulo 4 fue implementada usando el lenguaje de programacién
python en su versiéon 3.6 y las pruebas se realizaron haciendo uso de un jupyter notebook.
Las librerias usadas para la implementacion son las siguientes:

Propésito general | Manejo de datasets | Graficos | Machine learning
Numpy Pandas Pyplot | Scikit learn
Scipy Seaborn | Scikit learn extensions

Tabla 6: Librerias utilizadas.
Fuente: Elaboracion Propia.

5.1.2. Datos Utilizados

Los datos utilizados en esta memoria fueron entregados por la astronoma Amelia Bayo utili-
zando como fuente de datos ASAS. Este conjunto estd conformado solo por estrellas visibles
en el hemisferio sur y que se encuentren fuera del plano galactico? para evitar obtener curvas
de luz que contengan un ruido alto. Ademas, solo se consideraron curvas de luz que conten-
gan al menos 400 mediciones y que la magnitud promedio sea de a lo mas 12 magnitudes,
para evitar errores fotométricos altos. También tenemos que los datos venian procesados
segun el trabajo de Javiera Godoy [39], implicando lo siguiente:

m Se selecciona una apertura con la cual trabajar. La eleccion de esta fue se llevo a cabo
en base al error promedio, seleccionando la que tenga el error promedio menor. Por
lo tanto, se usaran los datos que entrega esta apertura.

= Se eliminan las mediciones defectuosas (magnitudes iguales 29.999 y 99.999), y pos-
teriormente se eliminan de cada curva de luz, las mediciones que sobrepasen la mag-
nitud promedio mas/menos tres desviaciones estandar.

= Se realiza el calculo de los estadisticos Q1, Q2, C1, C2 presentados en la seccién B.1.3.

’Plano donde se encuentran la mayor cantidad de estrellas de una galaxia con forma aplanada. Este plano
pasa por el centro de masa de la galaxia.

Pagina 43 de



AUTOMATIZACION DEL PROCESO DE DETECCION Y CLASIFICACION DE ESTRELLAS VARIABLES DE LARGO

.
At e -
L SIS ;
A T .
X - e .-5.'."“
L EY i ¥
SRR S .. i
P My, T T et
v > *a L3}
p . a . gty
.
. Lo L B L E: 5
e u L " I o ? ,ll
‘ L] oy . . .
V! " 2 N i iy i = -F " .‘l
( LES - a P - - LA
B ] =B ¥ i, ® e - 4
¥ - < v -1 . - . . LI |
\ e ah T w - = !
%ﬁ_ i Y - . A
v P o - - £
AL s F 1 . m ® -
Yo . et -ty
RS R
s =
4 %
- *
E
A
e
# ; H
= ®
:
et ¥
ki
p &
f8 & . @,,

Figura 10: Diagrama de la esfera celeste con los campos utilizados.
Fuente: Elaboracion propia

El dataset ademas incluye el cruce de datos, el cual fue realizado utilizando los servicios
provistos por VOSAYy el catalogo HSOY del observatorio virtual GAVO. Todo lo anterior implica
que las etapas de obtencion de datos, preprocesamiento, extraccion de caracteristicas y
cross-matching se encuentran cubiertas.

Finalmente la cantidad de datos entregados corresponde a la informacién para 11317 estre-
llas presentes en 236 campos.

5.2. Clasificacion

El proceso de clasificacién se realizo utilizando el método propuesto en la seccién f.1.4. La
cantidad de estrellas resultantes que se obtuvo posterior al aplicar este método corresponde
aun 4,67 % de la muestra total, cifra que equivale a un total de 529 estrellas.
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Figura 11: Diagrama H-R para las estrellas variables de largo periodo
El color de cada punto representa la temperatura efectiva, mientras que el tamano
representa el radio de la estrella.
Fuente: Elaboracioén propia

Si observamos la distribucion de las estrellas seleccionadas en la figura [11, es posible identi-
ficar tres grupos claramente definidos. El primero de ellos (sector superior derecho) corres-
ponde a estrellas de gran tamafo que se encuentran fuera de la secuencia principal, pudien-
do caer en la categoria de gigantes y supergigantes, el segundo grupo (centro) corresponde
a estrellas que estan en la parte media/baja de la secuencia principal y el tercer grupo supo-
nemos que puede calzar con algunas estrellas presentes en la parte mas baja de la secuencia
principal (enanas rojas) y otras pertenecientes a la categoria de enanas blancas. Finalmente
podemos ver que, dentro de las estrellas clasificadas como variables de largo periodo, existe
la ausencia de estrellas pertenecientes a la parte alta de la secuencia principal.

5.3. Seleccidon de caracteristicas y reduccion de dimensionalidad

Como se menciono en la seccion b.1, para el desarrollo de este prototipo se dispone de
una cantidad limitada de datos, los cuales incluyen una gran cantidad de caracteristicas, que
nos entregan informacion con la cual podemos trabajar. Sin embargo como se explico en la
seccién es necesario discriminar entre las que nos sean Utiles y las que no, para evitar
problemas relacionados con la alta dimensionalidad.
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5.3.1. Seleccion de caracteristicas

Como primer paso es necesario quitar las variables categéricas que sirven para identificar
cada estrella (ASAS ID, RA, DEC, latitud galactica, longitud galactica, etc), ya que no aportan
ningun valor a la hora de estudiar el comportamiento de cada una de estas. El realizar este
paso nos entrega las variables presentadas en la tabla[/. En las etapas iniciales del desarrollo
de este prototipo, se realizaron numerosas pruebas considerando todas o la gran mayoria
de las variables presentadas en la tabla [/, y se buscoé realizar una reducciéon de dimensionali-
dad utilizando PCA, lo cual no trajo buenos resultados. Es por esto que en los experimentos
posteriores se optd por hacer una selecciéon previa de caracteristicas, antes de aplicar PCA.

Caracteristica Descripcion Unidades
Ftot Flujo total cfg’/s
Teff Temperatura efectiva Kelvin
Lbol Luminosidad bolometrica Unidades solares
Rad1 I}%dio de la estrella. Calculado usando Md = Unidades solares
D
Rad2 Z;%gg%;j.estrella. Calculado usando Lbol = Unidades solares
M1 Masa de la estrella. Calculada usando g = %—]‘24. Unidades solares
e el e o)~ e sl
D(pc) Distancia Parsec
pm Movimiento propio ”;‘;3
Mean mag Magnitud media i?;;?j;. de
AV Extincion en rango visible. ir:;:i(tjjzl. de
Meta Metalicidad. L£e
logg Logaritmo de la gravedad superficial =
Q1 Medida para la variabilidad lineal Sin unidades.
Q2 Medida para la variabilidad parabdlica Sin unidades.
Cc1 Medida de dispersion para criterio lineal Sin unidades.
Cc2 Medida de dispersion para el criterio parabélico  Sin unidades.

Tabla 7: Caracteristicas disponibles
Fuente: Elaboracion propia

La tabla [ tiene un total de 17 variables donde varias incluyen sus errores (los cuales se
omitieron en dicha tabla). De estas varias hacen referencia a lo mismo, por ejemplo tenemos
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que Rad1y Rad2 hacen referencia al radio, mientras que M1y M2 hacen referencia a la masa
de la estrella. Por otro lado tenemos varias variables que entregan una métrica para el brillo
como lo son Ftot, Lbol y Mean mag. Con respecto a estas variables solo de debe escoger una
para cada caracteristico que representan para evitar trabajar con variables redundantes. Para
escoger la masa y el radio que usaremos lo haremos en base a su error

Variable  Promedio Min 25% 50% 75% Max
eRad1 1124.97 0 0.04 0.25 2.64 561251.25
eRad2 1142.78 0 0.10 0.34 3.68 569915.69

eM1 4.65e+04  7.93e-09 2.46e-03 1.67e-01 6.11 2.05e+07
eM2 4.83et04  9.24e-09 2.48e-03 1.80e-01 6.16 2.11e+07

Tabla 8: Errores para las variables radio y masa
Fuente: Elaboracion propia

Como se puede observar en la tabla B el comportamiento del error es bastante similar, sin
embargo se logra observar un mejor comportamiento leve para las variables Rad1y M1, por
lo que estas seran las variables que se usaran para el radio y la masa respectivamente. El
siguiente paso sera escoger la variable que represente el brillo. La luminosidad bolométrica
se encuentra en unidades solares, por lo que se escogera esta debido a que se hace mas
intuitiva su interpretacioén al tener como punto de comparacion el sol.

Finalmente se analizara la relacién que tienen las variables preseleccionadas entre si me-
diante el coeficiente de correlacién de Pearson. Este indice se mueve en el rango de valores
[-1,1], donde los valores cercanos a 1 indican una correlacion directa, es decir si una variable
aumenta la otra siempre lo hara, valores cercanos a 0 indican una correlacién nula y valores
cercanos a-1indican una relacion inversa, es decir si una variable aumenta la otra disminuira.

Matriz de Correlaciones

0.12 £.21 0.065 0.075 0.068 0.038 0.16

0.12 40,098 0.037 0.071 0027 00063 0.05 0.2 -0.8
0.12 £.12 0.02 0.081 0.037 0.009 0.044 0.091

lagLbal
M1 4
Radl -

0.26

logg - 00015 02 00098 0.077 0.0059 £0.03 0.019 0.045 017
D (pc) 4 26 011 0.0075 0.066 0037 40.0088  0.044 0.037 -04
Teff- 012 02 0.083 0.047 0.03 0.019 .04 0.051 0.057 £0.037

015 016 0.061 00096 0.19
0737 0.036 £.015 0.09%
.82 £.016 015

Meta - 021 0098 012 0009 011
AbsQl- 0065 0037 002 0077 00075  0.03
AbsQ2- 0075  0O7L 0081 00059 0066 0019 015 013
(1- 0068 0027 0037 003 0037 004 | 016 077
(z- 0038 00063 0009 0019 00088 0051 006l 0036 082
pm- 016 005 0044 0045 0044 0057 0009 0015 0016  0.053
v 02 0091 017 0037 0037 019 009 015 0068 0.072
laglbal ML Radl  logg  Dfpc)  Teff  Meta. AbsQl AbsQ2  Cl o) pm A

0.047 014

014 -0o0

o3z £.053 40.068

000054 0.072

0.028 40.065

0.065

Figura 12: Matriz de correlaciones usando las variables preseleccionadas
Fuente: Elaboracion propia
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Como podemos apreciar las caracteristicas Q1 y Q2 obtenidas por los criterios presentados
en la seccién tienen una correlacién casi nula con el resto de variables exceptuando
sus valores asociados C1 y C2, los cuales tienen una correlacion inversa bastante alta. Por
otro lado podemos notar que el resto de variables mantienen una correlacién directa débil
o nula exceptuando el radio y la distancia que tienen una dependencia lineal directa casi
perfecta. Con lo anterior podemos decir que las variables resultantes del proceso de extrac-
cion de caracteristicas no afectan practicamente en nada al resto de variables, por lo que su
proposito para efectos de este prototipo, esta acotado sélo a la clasificacion y seleccion de
estrellas, es por esto que para las etapas posteriores son prescindibles. Por otro parte tene-
mos que el radio y la distancia tienen una correlacién lineal directa practicamente perfecta,
es decir, bastara usar solo una de estas variables. Durante la seccién P.3 se hizo énfasis en la
importancia que el diagrama H-R tiene en la astronomia para entender el comportamiento
de las estrellas segin evolucion estelar, por lo que con el fin de utilizar una estructura co-
nocida para astrébnomos y astrofisicos se dara prioridad en el uso de las variables que estan
directamente relacionadas con la estructura del diagrama.

Una vez explicado este punto tenemos que las variables que usaremos seran las siguientes:

Logaritmo de la luminosidad bolométrica.

Temperatura efectiva.

Radio.

= Masa.

Movimiento propio.

La idea es hacer el proceso de reduccién de dimensionalidad con estas variables y posterior-
mente, como se vera en la siguiente seccién, aplicar algoritmos de clustering para encontrar
grupos que sean lo mas definidos posibles. Es necesario mencionar que esta eleccion es par-
ticular para este prototipo, lo cual puede cambiar si la cantidad de datos o caracteristicas
disponibles es mayor.

5.3.2. Reduccion de dimensionalidad

Para realizar la reduccion de dimensionalidad usaremos el analisis de componentes princi-
pales (PCA), lo que nos permitird encontrar p componentes principales que condensan las
informacion de las n variables originales en un menor niimero, es decir p < n. Como paso
previo a aplicar la transformacién es necesario hacer una normalizacién de los datos, ya que
pca es sensible a la escala de estos. Una vez hecho esto procedemos a aplicar la transfor-
macién para p = n componentes principales, esto con el fin de ver cuantas componentes
debemos usar. La forma de determinar lo anterior es usando el porcentaje de la varianza
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explicada acumulada, donde se seleccionan la cantidad de componentes que expliquen en-
tre el 85-90 por ciento de la varianza total, asi lograremos que nuestra representacién de los
datos sea lo mas fiel a los datos originales.

Varianza explicada en pca

—— Varianza explicada acumulada

100 Varianza explicada indivdual

Varianza explicada

20

1 2 3 3 5
Componentes principales

Figura 13: Varianza explicada acumulada e independiente por componente principal
Fuente: Elaboracion propia

PC1 PC2 PC3 PC4

Radl 26991622 15870062 7.B42266 12.580433
M1 26.650126 15.695432 6.404888 19.769623

pm 9540331 47.249328 14.875501 21.396367

Teff 13123177 10.037081 59.854121 0.690126
logLbol 23.694744 11.148097 11.023224 45563451

Figura 14: Porcentaje de cada variable por cada componente principal
Fuente: Elaboracion propia

Como podemos ver reduciendo una dimensién obtenemos una representacion que expli-
ca aproximadamente el 85 % de la data original, por lo que usaremos Cuatro componentes
principales para la siguiente etapa.

Para poder visualizar este resultado y a modo de comparacién aplicaremos t-SNE sobre la
data estandarizada y la data transformada mediante PCA
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t-SNE aplicado sobre los datos normalizados t-SNE aplicado sobre la transformacion PCA
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Figura 15: Visualizacion de los datos usando t-SNE
Fuente: Elaboracion propia

Como podemos ver al estar transformados los datos usando PCA con 4 componentes princi-
pales, t-SNE logra entregar 3 grupos claros mientras que al no usar ningun tipo de transfor-
macion y considerar las cinco variables t-SNE entrega los datos con una gran dispersién. Esto
nos puede indicar que la eleccién de transformar la data mediante PCA entregara un mejor
resultado a la hora de aplicarlos respectivos algoritmo de clustering.

5.4. Clustering

En esta seccidn se estudiara el comportamiento para los algoritmos DBSCAN, k-means y je-
rarquico aglomerativo con el fin de escoger cual de estos conformara mejores grupos. Para
poder evaluar el comportamiento de estos algoritmos usaremos el indice de silhouette, des-
crito en la seccion B.4. El principal motivo para usar este indice como medida de desempefio,
es que este tiene bien definidas sus cotas lo que lo hace una buena opcién a la hora de realizar
comparaciones entre diferentes algoritmos/modelos, ademas al estar definido en el rango
de puntajes entre -1 y 1 hace que su interpretacion sea bastante intuitiva.

5.4.1. DBSCAN

DBSCAN es un algoritmo basado en densidad como se explicd previamente en el capitulo 3,
este algoritmo recibe dos parametros, donde el primero de ellos corresponde a la cantidad de
elementos minimos n que se requieren para formar el nlcleo del cluster. El valor usado para
este parametro durante las pruebas corresponde a un valor porcentual de los datos, el que
fijamosenun 2.5 %, es decirn = 11. El segundo parametro corresponde al radio de vecindad
que tiene cada punto. Este es un parametro altamente sensible y dificil de sintonizar, por
lo que se realizaron pruebas tomando un rango de valores entre 0,5 < ¢ < 3,0 con una
separacion de 0.075 entre cada valor, por lo que en definitiva las pruebas fueron realizadas
para 34 valores de ¢.
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Figura 16: Graficas comparativas para el valor del pardmetro épsilon, tomando en cuenta el
indice de silhouette y la cantidad de clusters encontrados por el algoritmo.
Fuente: Elaboracién propia

Como podemos apreciar los resultados entregados por DBSCAN dejan mucho que desear
debido a que los mejores puntajes obtenidos corresponden para 1 solo grupo y ruido, donde
el puntaje va aumentando seglin cambia la cantidad de elementos que son detectados como
ruido. Por otra parte el Gnico resultado que nos dio mas de un grupo fue a un radio bastante
pequeno y un puntaje bastante bajo, solo encontrando dos grupos.

Ademas de esta prueba también se experimenté con el método propuesto en el trabajo “ A
New Approach to Determine Eps Parameter of DBSCAN Algorithm”[29], el cual esta basado
en las pendientes de la distancia de los k-vecinos mas cercanos y que permite seleccionar de
forma automatica este parametro.

Cantidad de puntos minimos | 11
Radio épsilon 2.31293888275
Clusters encontrados 1
Ruido 4

Tabla 9: Resultados obtenidos por DBSCAN

Como podemos ver DBSCAN en ambas pruebas no logro encontrar una estructura que nos
permita hacer un andlisis que nos ayude a entender el comportamiento de nuestros datos,
debido a que la mayoria de los resultados obtenidos corresponden a 1 solo grupo y ruido,
mientras que se logré encontrar un solo resultado con mas de un grupo (2 grupos), pero la
cantidad sigue siendo muy poca y su puntaje silhouette era demasiado bajo.
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5.4.2. K-means

Este algoritmo a diferencia de DBSCAN, no tiene mayores complicaciones a la hora de fijar
su parametro k, ya que este puede ser seleccionado usando alguna medida de desempeiio
como las presentados en la seccion B.4. Dentro de las falencias que tiene este algoritmo,
encontramos su alta sensibilidad a la presencia de outliers por lo que en caso de presentarse
afectarian de forma negativa su desempeno.Para realizar las pruebas con este algoritmo, el
parametro k serd determinado usando el indice de silhouette, donde se haran pruebas para
un conjunto de valores y se escogera el k que obtenga un mejor puntaje.

Aplicando k-means a toda la data obtenemos que el mejor resultado es para k = 2 con un
puntaje cercano a 0.9, sin embargo para valores de £ mayores este, el puntaje decae estrepi-
tosamente, lo que nos hace sospechar de la presencia de outliers en nuestra data, los cuales
distorsionan la distribucion de los datos. Para solucionar este problema nos aprovecharemos
del resultado obtenido por DBSCAN. Usando el método propuesto en [29] escogeremos de
forma automatica el valor de épsilon y aplicaremos DBSCAN para identificar los puntos de
ruido y eliminarlos. Otra alternativa es utilizar la variante k-medians, la cual en vez de usar
el promedio utiliza la mediana.

K-means/K-medians

0.9 =8~ K-means con outliers
-®- k-means sin outliers
—o— K-medians con outliers
=®=- k-medians sin outliers

08

07

0.6

05

Silhouette score

0.4

03

0.2

NUmero de clusters

Figura 17: Grafica comparativas para los algoritmos K-menas y K-medians.
Fuente: Elaboracion propia

Como podemos ver la curva de rendimiento de k-means al quitar los outliers se estabilizd,
donde el mejor valor obtenido fue para £k = 6 con un indice de silhouette de 0.4413. Por
otro lado tenemos que la variante k-medians con y sin outliers obtuvo puntajes bastante
bajos por debajo de los 0.4.
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5.4.3. Clustering jerarquico aglomerativo

Para las pruebas realizadas con este algoritmo se utilizaron estos criterios de linkage, ave-
rage,ward y complete descritos en la seccién y en todos a excepcion de ward (solo
acepta la métrica euclidiana) se realizaron pruebas con las métricas de distancia euclidiana
y manhattan.

Clustering Aglomerativo

—&— Linkage: Ward - Affinity: eculidean
Linkage: Average - Affinity: euclidean
#— Linkage: Complete - Affinity: euclidean
—&— Linkage: Average - Affinity: manhattan
Linkage: Complete - Affinity: manhattan

055

0350

045

0.40

035

Silhouette score

030 e

025

020

Nlmero de clusters

Figura 18: Clustering jerarquico aglomerativo con diferentes métricas de distancia y estra-
tegias de vinculacion
Fuente: Elaboracion propia

Como se puede ver la estrategia ward se comporta similar a k-means pero se obtienen pun-
tajes levemente mas bajos. Por otro lado el enfoque average linkage presenta una curva
descendente que se obtiene para las dos para las dos distancias utilizadas, sin embargo se
logran obtener resultados sobresalientes hasta los 5 clusters. Finalmente el enfoque com-
plete linkage es el peor de todos y para ambas métricas de distancia se obtienen puntajes
por debajo de los 0.35.

5.4.4. Eleccion del algoritmo a utilizar

Si bien no se presentaron puntajes con un indice silhouette que indicara una estructura fuer-
te en los grupos, los mejores resultados son cercanos a un valor 0.5 lo cual es aceptable.
Dentro de todos los algoritmos testeados tenemos que los mejores fueron k-means y el al-
goritmo jerarquico aglomerativo para sus enfoque avarage linkage con ambas métricas de
distancia. Para escoger cual seleccionaremos veremos la combinacion que nos entrega una
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mejor relacion entre el indice de silhouette la cantidad de clusters y la cantidad de elementos
por cada uno de estos.

Silhouette Elementos por

Algoritmo estrategia Distancia Clusters
score cluster
- /117/178/187/
K-means —- Euclidiana 5 0.4401 /11/32/
- /180/178/115/
K-means —- Euclidiana 6 0.4413 /28/11/13/
. - /61/183/112
Aglomerativo  Ward Euclidiana 5 0.4115 /146/13/10
. - /156/61/112
Aglomerativo  Ward Euclidiana 6 0.4104 /183/13/
Aglomerativo  Average linkage Euclidiana 2 0.5204  /514/11/
Aglomerativo  Average linkage Euclidiana 3 0.4726  /11/499/15/
Aglomerativo  Average linkage Euclidiana 4 0.4244 239/9/15/
Aglomerativo  Average linkage Manhattan 2 0.5640  /515/10/
Aglomerativo  Average linkage Manhattan 3 0.5061  /504/10/11/
Aglomerativo  Average linkage Manhattan 4 0.4480 ;i;2}0/20/

Tabla 10: Comparacién entre algunos algoritmos de clustering

Como podemos ver los resultados entregados por el algoritmo jerarquico aglomerativo cuan-
do se usa la estrategia de vinculacion average tienden a entregar los puntajes mas altos, sin
embargo la distribucién de elementos que hace para cada cluster es bastante dispareja, con-
centrando en todos los casos la gran mayoria de los datos en un solo grupo. Por otra parte
K-means si bien entrega un puntaje menor los grupos encontrados se encuentran mejor dis-
tribuidos teniendo una mayor cantidad de grupos con "densidades”similares. Finalmente
usando el enfoque jerarquico con la estrategia de vinculacién ward se logran obtener resul-
tados muy similares a k-means con un indice de silhouette mas bajo. Cémo se puede apreciar
en las pruebas realizadas todos los algoritmos en general los puntajes no son muy buenos,
donde el principal motivo puede ser la poca cantidad de datos disponibles o la cantidad de
componentes principales que se estan usando. Sin embargo el algoritmo que nos entrega
una mejor relacién entre el indice de silhouette y la distribucion de los elementos por grupo
es k-means por lo que usaremos los resultados entregados por este algoritmo. Con respecto
al valor de k usado escogeremos k& = 6.
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5.5. Grupos encontrados

En esta seccidn presentaremos los grupos obtenidos al aplicar el algoritmo seleccionado en
la seccion .4.4. Como se describi6 el algoritmo seleccionado fue k-means aplicado para un
valor k = 6. El objetivo de esta seccién es estudiar el comportamiento de cada grupo segln
las variables mas importantes de la tabla [4. Como primer paso graficaremos el diagrama H-R
destacando grupos encontrados para ver su distribucién en este
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Figura 19: Distribucion de los grupos encontrados
Fuente: Elaboracion propia

Haciendo la comparacion con el diagrama H-R de los datos sin agrupar visto en la figura
11, podemos notar que k-means logré agrupar los datos de forma esperable, encontrando
una estructura similar a la que se lograba ver a simple vista. Podemos notar que el cluster
1y 5 corresponden al grupo de estrellas gigantes/supergigantes, mientras que la secuencia
principal serian los clusters 2,4 y 6 finalmente el cluster 3 corresponderia a lo que se sospecha
pueden ser enanas rojas/blancas.
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Figura 20: Boxplots para cada caracteristica por cluster
Fuente: Elaboracioén propia

Log(L/Lsun) Masa Radio Log(g) Di

Movimiento propio  Extincion

Clusterl 2.188756 304.004150 40815964 2.380556 1135.920632

Cluster2 0.644333 2.746593 1970431 2997191 315763275
Cluster3 -2.026034 0.154441 0.203274 2565217 14.519435
Cluster4 -0.183521 0.562654 1.283504  2.500000 84.639488

Cluster5 3.582822 42811.347G56 227.148209 4.500000 3731.937256

Clusteré 1.817466 39.259342 2520962 4.076923 442244263

4555.555664
6603.932617
5267.391113
G017.856934
4022.727295
11346.154297

-0.567222
-0.189888
-0.268696
-0.400000
-1.436364
-1.500000

14120978 0.796111
24359865 0415730
20.247919 0565217
120980141 0.532143
11.624523  1.645455
25.730175  1.292308

Figura 21: Valores promedio para cada caracteristica por cluster.
Fuente: Elaboracioén propia
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5.5.1. Cluster 1

Este es el grupo encontrado mas grande teniendo un total de 180 elementos. Dentro del
diagrama H-R este grupo se encuentra por sobre la secuencia principal, donde habitan las
estrellas de gran tamano como lo son las subgigantes y gigantes rojas. Con respecto a sus
caracteristicas se puede apreciar el comportamiento esperable para estrellas pertenecien-
tes a este segmento donde la relacion entre una luminosidad radio y masa altos junto con
una temperatura efectiva muy baja. Realizando la comparacion con el resto de los grupos
podemos notar que los valores promedios para las caracteristicas recién nombradas son so-
lo superados por el Cluster 5. Si vemos los boxplots para estas caracteristicas podemos notar
que hay una gran cantidad de outliers para el radio y la masa lo que nos puede indicar que
hay varias estrellas perteneciente a este grupo que pueden estar mal clasificadas (Deberian
pertenecer al Cluster 5).

Graficas para el Cluster 1
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Figura 22: Graficos para cluster 1
Fuente: Elaboracion propia

Por otro lado si miramos el grafico de distancia vs radio podemos corroborar la relaciéon
lineal casi perfecta mostrada en la figura donde a mayor radio mayor sera la distancia, tam-
bién se logra apreciar una relacién lineal directa bastante fuerte entre la masa y el radio. Con
respecto al movimiento propio, tenemos que este grupo presenta un valor promedio bas-
tante bajo y si miramos el grafico de distancia vs movimiento propio veremos que hay una
tendencia lineal inversa entre estas caracteristicas es decir a menor distancia el movimien-
to propio tiende a aumentar. Finalmente podemos mencionar que la extincion promedio es
bastante alta y se puede ver una relacién entre esta y valores altos en la luminosidad los
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cuales corresponden a valores mayores a 2 .

5.5.2. Cluster 2

Este grupo al igual que el primero posee una gran cantidad de elementos llegando a un total
de 178. Dentro del diagrama H-R este grupo esta ubicado en la parte central de la secuencia
principal por lo que en general los valores para algunas caracteristicas deberia estar cercanas
a los valores que posee el sol.

Graficas para el Cluster 2
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Figura 23: Graficos para cluster 2
Fuente: Elaboracion propia

Con respecto al comportamiento de sus caracteristicas tenemos que los valores promedio
para la luminosidad, radio, masa y temperatura efectiva son bajos y cercanos a los valores
de nuestro sol como era esperable, ademas tenemos que el valor promedio de la gravedad
es alto, siendo solo superado por el Cluster 5 y 6. Este comportamiento puede ser explicado
al ver el grafico de radio vs masa donde se puede apreciar que el valor del radio permanece
casi invariable mientras que la masa se mueve en un rango bastante amplio. Por otro lado
tenemos que el valor promedio para el movimiento propio no destaca pero si observamos el
grafico de distancia vs movimiento propio podemos ver la misma tendencia que en el Clus-
ter 1, con una pendiente un poco menos pronunciada. Finalmente tenemos que la extinciéon
tiene el valor promedio mas bajo de entre todos los grupos y si vemos el grafico de lumino-
sidad vs extincion podemos ver que este grupo no supera las 2 unidades en luminosidad y
que sus valores para la extincién estan concentrados en valores menores a 0.5.
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5.5.3. Cluster 3

Nuevamente encontramos un grupo bien definido con un total de 115 elementos, donde
su ubicacién en el diagrama H-R corresponde un grupo desconocido, que se presume esta
compuesto por estrellas pertenecientes a la parte mas baja de la secuencia principal (enanas
rojas) y estrellas pertenecientes al grupo de las enanas blancas. Dentro de las caracteristicas
de este grupo podemos encontrar que su luminosidad, masa, radio y distancia promedio son
las mas bajas de entre todos los grupos tomando valores por muy por debajo de los que tiene
nuestro sol.

Graficas para el Cluster 3
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Figura 24: Graficos para cluster 3
Fuente: Elaboracion propia

Con respecto al movimiento propio podemos ver que a diferencia de los dos grupos anterio-
res donde se logra ver una relacion entre esta caracteristica y la distancia, aqui contrario a lo
esperado vemos que el movimiento propio se mueve en un rango bastante amplio, mientras
que la distancia permanece practicamente invariable, por otro lado si vemos el grafico de
distancia vs radio, podemos encontrar el mismo comportamiento inusual en la distancia, lo
que nos lleva a pensar que pueda existir un error en nuestros datos de distancia para este
grupo. Finalmente si miramos los valores promedio para la extincién y gravedad podemos
notar que para la primera de estas se tiene un valor promedio muy bajo y al ver la grafica de
luminosidad vs extincion tenemos que una gran cantidad de valores se agrupa en la parte
baja del grafico pero se tiene una gran dispersion. Con respecto a la gravedad notamos que
si bien se tiene un valor bajo este supera la gravedad de estrellas mas masivas como los son
las que se encuentran en el cluster 1y 4 lo cual resulta interesante.
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5.5.4. Cluster4

Este grupo es bastante pequeno teniendo un total de solo 28 elementos. La posicion dentro
del diagrama H-R es en la parte central-baja de la secuencia principal. Con respecto al com-
portamiento en sus caracteristicas tenemos que la luminosidad es bastante baja siendo en
su valor promedio menor que nuestro sol, mientras que el radio,masa, y temperatura tienen
valores promedio bajos cercanos a los de nuestro sol.

Graficas para el Cluster 4
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Figura 25: Graficos para cluster 4
Fuente: Elaboracion propia

Finalmente tenemos que el valor de la extincion es bajo y la caracteristica mas distintiva de
este grupo es su movimiento propio muy alto, alejandose bastante de los valores promedio
de los demas grupos

5.5.5. Cluster 5

Este grupo es el mas pequeno de los encontrados y estd compuesto solo por 11 elementos.
Como podemos ver en la figura PQ este grupo en comparacion con el resto tiene una menor
dispersion en sus caracteristicas. Dentro del comportamiento de sus propiedades, lo mas
destacables es que aqui se agrupan las estrellas que tienen los valores promedios mas altos
paraelradio, masa, gravedad y distancia. Por otra parte tenemos que su temperatura efectiva
promedio es la mas baja de todos los grupos encontrados.
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Graficas para el Cluster 5

[ All data [ All data
e Cluster5 g° ® Cluster 5 .®
— 4 _ 4 .
= all® = -
7 2 3 2 —
5 o | —
= i = >
E e To o~
-2 -2 -
-4 -4
44 42 40 EX:] 36 -2 -1 o 1 2 3
Log(Teff) Log(Rad)
20
=3 All data ? . All data
o
8,] ® Cusers ® 15 e Clusters
= & . =
= k]
y3 e 210 ®
£ ” Z
i
=1 05
g1 =
- oo
-2 -1 o 1 2 3 —4 -2 o 2 4 [
Log(Rad) logiLiLsun}
4
=3 Al data Al data
% s * o ® Clusters ® Clusters ',.o
g . _ 2 -
w3 seite s 2
1 o
£ 2 5 0 ”
=}
E" 1
-2
0o 05 10 15 20 25 3o -8 -6 -4 -z o 2 4
Log(Proper motion) Log(M}

Figura 26: Gréaficos para el cluster 5
Fuente: Elaboracion propia

Lo anterior se puede corroborar con los graficos comparativos de la figura R§, ademas el
comportamiento en estas variables nos hace pensar que efectivamente nos encontramos
ante un grupo de estrellas gigantes/supergigantes, ya que se logra ver patrones caracteris-
ticos de este tipo de estrellas como una alta luminosidad en conjunto con una temperatura
efectiva baja y un radio alto. Otras de sus caracteristicas sobresalientes son la extincion y el
movimiento propio, donde la primera de ellas presenta el valor promedio méas alto, el que se
puede relaciona al igual que en los dos primeros grupos con la alta luminosidad que presen-
tan estas estrellas, como se puede ver en la grafica de extincion vs luminosidad, mientras
gue la segunda presenta el valor promedio mas bajo, el que podemos relacionar con la dis-
tancia

5.5.6. Cluster 6

Similar al cluster 5 este grupo es bastante pequeno teniendo solamente 13 elementos. su
ubicacion dentro del diagrama H-R est4 en lo que denominamos secuencia principal, parti-
cularmente dentro de nuestros datos este grupo es el que se encuentra en la parte mas alta
de este segmento del diagrama.
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Graficas para el Cluster 6
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Figura 27: Gréaficos para cluster 6
Fuente: Elaboracion propia

Dentro de sus caracteristicas podemos destacar que la temperatura efectiva promedio es
la mas alta, ademas encontramos valores promedio relativamente altos para para el radio,
masa, distancia y luminosidad, siendo superada solo por el cluster 1y cluster 5. Si vemos
los graficos de luminosidad vs temperatura y luminosidad vs radio, podemos ver que al ser
estrellas con temperaturas altas y radios que a lo mas superan 10 veces el radio solar, la lu-
minosidad tiende a ser bastante alta como se mencioné anteriormente, por lo que podemos
concluir que la temperatura hace que las estrellas irradien mucha mas energia haciéndolas
mas luminosas. Por otro lado el valor promedio de la extincion esta solo por detras del valor
encontrado por el cluster 5. Lo mencionado anteriormente puede que no sea tan claro como
en el grupo anterior ya que en el grafico de luminosidad vs extincién podemos ver que el
grupo en general es bastante, disperso, donde los valores del Finalmente tenemos que su
movimiento propio no destaca y se encuentra dentro de los valores promedio centrales.

En términos generales se pudieron observar algunos patrones en los diferentes grupos, don-
de algunos de estos son esperables, como por ejemplo la relacién entre la luminosidad, tem-
peratura efectiva y radio la cual es explicada por el diagrama H-R. El comportamiento conjun-
to de estas caracteristicas tiende a explicar la luminosidad de las estrella, donde las estrellas
mas luminosas pueden tener una temperatura efectiva alta y un radio hasta 10 veces mayor
que el sol o bien tener una temperatura efectiva baja y un radio muy grande llegando incluso
hasta ser 1000 veces mayor que el de nuestro sol. Por otra parte a medida que decae la tem-
peratura y el radio también lo hara la luminosidad. Otras tendencias que se puede observar
es la luminosidad y la extincién, donde en general cuando el logaritmo de la luminosidad
tiene valores mayor o igual a 2, la extincion tiende a ser alta. Para valores menores a estos
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en general el comportamiento se torna bastante disperso. Por otro lado también logramos
identificar una relacién inversamente proporcional entre la distancia y el movimiento propio.
Finalmente las magnitudes de la log gravedad y metalicidad presentan una gran variabilidad
en todos los grupos por lo que encontrar relaciones entre estas y las demas caracteristicas
es algo complicado. Sin embargo podemos notar que las mayores magnitudes promedio en
la log gravedad y Av se corresponden con las mayores magnitudes de la metalicidad.
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CAPITULO 6
VALIDACION DE LA SOLUCION

En el presente capitulo se hara una revisién de los resultados obtenidos durante el proceso
de clustering realizado en el capitulo anterior. Para una revisién de los resultados generales
se solicité la ayuda a las astrénomas Daniela Grandén y Amelia Bayo, las que con su cono-
cimiento y experiencia ayudaran validar los resultados obtenidos mediante la aplicacion del
pipeline completo. También daran respuesta a las principales interrogantes que dejo este
proceso, las cuales se plantearan a lo largo del capitulo. Cabe destacar que lo que se expon-
dra a continuacion es una sintesis de la revisién que ellas hicieron a este trabajo.

6.1. Opinion experta sobre resultados obtenidos

Dentro de las principales observaciones que realizaron las expertas, tenemos varios puntos a
considerar. El primero de ellos hace referencia a la luminosidad de la estrella (Log(L/L.,.)),
donde es esperable que los objetos que tengan valores bajo 0.1, en general sigan la secuencia
principal como lo visto en la figura P.3. Si consideramos las estrellas presentadas en la figura
i1, se puede observar claramente que la mayoria de estas obedecen el comportamiento
esperado (habiendo una baja densidad de objetos).

Como segundo punto, tenemos que existe un grupo de estrellas que se encuentran bajo la
secuencia principal, y que presentan ciertas incongruencias en su comportamiento esperado.
Por lo general en la zona inferior izquierda (bajo la secuencia principal) se encuentra el grupo
de estrellas denominadas enanas blancas, las cuales se caracterizan por ser estrellas con
temperaturas bastante altas y de poco tamano, lo que hace que su luminosidad sea baja a
pesar de su alta temperatura. Por otro lado, en la figura[11 podemos ver un grupo de estrellas
que tienen valores de temperatura y luminosidad que no se corresponden con estrellas de
la secuencia principal ni enanas blancas. Esto hace sospechar de la validez en los valores que
poseen la mayoria estos objetos.

Otro punto importante a destacar, son los grupos que el proceso logro encontrar. Aqui se
puede ver claramente como el cluster 1 es consistente con el grupo de estrellas denominadas
gigantes rojas, mientras los cluster 2, 4 y 6, se conforman por estrellas pertenecientes a la
secuencia principal. Esto ultimo est4 bastante bien, ya que a lo largo de la secuencia principal
existen diversas poblaciones estelares por lo que considerar a esta como un gran grupo,
asignado un mismo valor promedio para las distintas caracteristicas ( metalicidad, log(g),
radio, etc.) no seria correcto.

Por otro lado, tenemos que grupo de estrellas visto en la figura 11 que posee un compor-
tamiento anémalo, fue agrupado en el cluster 3. Si analizamos las caracteristicas de este
grupo haciendo uso del boxplot de distancias mostrado en la figura 20, y el grafico de Log(D)
vs Log(Rad) mostrado en la figura P4, podemos concluir que ese cluster efectivamente no
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esta correcto, ya que muchas de las estrellas quedan fijas a una distancia de 10 parsecs. Es-
to se debe a que no se conocen sus distancias reales y al utilizar los servicios provistos por
VOSA, se procede a utilizar el valor por defecto, el cual efectivamente corresponde a 10 par-
secs. Una recomendacién importante para evitar en el futuro este tipo de inconvenientes, es
utilizar los datos mas actualizados entregados por la mision GAIA, ya que este catalogo po-
see distancias calculadas de forma bastante precisa para un gran niumero de estrellas, lo que
permite ademas tener mejores estimaciones de la luminosidad, radio e incluso la masa de la
estrella. Respecto a este mismo cluster que se postula en la seccion COMo enanas rojas,
se puede apreciar que tienen una temperatura efectiva promedio de 5300 K. Las enanas ro-
jas poseen en promedio temperaturas mucho mas bajas. Lamentablemente el promedio se
ve afectado por las estrellas a la izquierda (mas calientes) que tienen un error en los valores
de algunas de sus caracteristicas.

Por lo tanto, en base a todo lo anteriormente expuesto, el cluster 3 debe ser descartado, y
no se deben obtener conclusiones a partir de él.

6.2. Preguntas hacia las expertas

En base al comportamiento de las caracteristicas presentadas en cada uno de los grupos en-
contrados, surgen algunas interrogantes sobre qué tan importantes, normales o esperables
son los comportamientos que estos describen. A continuacién, se plantean las principales
dudas que generd el proceso de clustering y las respuestas entregadas por las expertas.

1. ¢Es correcto que el movimiento propio sea mas alto en estrellas mas cercanas?

Examinando los boxplots de distancia y movimiento propio mostrados en la figura R0,
se puede observar que efectivamente existe una relacion inversa entre estas caracte-
risticas, por lo que plantea esta pregunta en términos generales es correcto. Sin em-
bargo, puede darse el caso que esto no sea siempre asi, ya que la distancia no es el
Unico factor involucrado en el movimiento propio de una estrella.

2. ¢ Es normal que en el cluster 4 su movimiento propio sea tan alto siendo que no son
las estrellas mas cercanas?

Esto es relativo, debido a que pueden existir objetos con un movimiento propio muy
pequeno moviéndose radialmente, esto quiere decir que se encuentran alejandose o
acercandose a nosotros, incluso se podria tener dos estrellas con el mismo movimiento
propio, pero a distancias diferentes.

3. ¢Es normal que en estrellas con masas altas como las vistas en el cluster 1, la mag-
nitud en su gravedad sea mas baja que en estrellas menos masivas?

Tenemos que Log(g) depende de la masa, pero es ain mas dependiente del radio
(g = Gv—,mQ). Las estrellas gigantes al tener un radio mucho mayor, provocan una dismi-
nucién mucho mas pronunciada en la gravedad, si la compraramos por ejemplo con
una pérdida de masa.
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4. :Es normal que el valor promedio de la extincion sea alto en las estrellas mas lumi-
nosas?

La extincién es un fendmeno provocado por el polvo existente entre el planeta tierra
y la estrella a lo lago de la linea de vision. Este polvo absorbe fotones con longitudes
de onda mas cortas, lo que implica una mayor cantidad de energia, por ende, afecta
mas a estrellas con una luminosidad alta. El polvo se calienta y re-emite estos fotones
en longitudes de ondas mas largas, afectando la clasificacion espectral de la estrella,
luminosidad y su posicién en el diagrama HR.

5. ¢Es correcto que exista una relacion entre valores altos de gravedad, extincion y me-
talicidad?

La gravedad (log(g)) se extrae de la distribucion espectral de energia de la estrella,
por lo que puede verse afectado por extincion (Av). Por otro lado, la metalicidad se
obtiene del espectro de la estrella (observando sus lineas de emision y absorcion), sin
embargo, la extincion solo afecta el continuo (distribucién espectral de energia, no las
lineas especificamente). La Metalicidad habla mas de la poblacién estelar a la que la
estrella pertenece, mientras que la extincién afecta a la estrella a través de un proceso
extrinseco.

6.3. Conclusiones sobre las observaciones

Con lo expuesto en la seccién anterior, podemos decir que independiente de que para la
mayoria de los grupos encontrados, el comportamiento cae dentro de lo que se espera para
la etapa evolutiva en la que se encuentran (exceptuando el cluster 3), el proceso planteado
en el capitulo 4 fue capaz de encontrar estructuras complejas so6lo a partir de los datos, sin
el uso de etiquetas previas, incluso logrando agrupar en un mismo cluster las estrellas que
tenian problemas con su distancia.

Con respecto a los datos, tenemos que el cruce fue realizado utilizando VOSA vy el catalogo
HSOY, el cual esta basado en el Gaia data release 1, lo que significa que el problema con las
distancias encontradas en el cluster 3 es debido a que no se pudo hacer el match en ninguna
de nuestras fuentes de datos, por lo que para trabajos futuros es necesario contar con mas
alternativas como las propuestas en la seccion .2.1. Por otro lado también se hace necesario
contar con mas caracteristicas que nos entreguen mas informacion acerca del movimiento
de la estrella, como lo puede ser la velocidad radial y otras propiedades que nos ayuden a
develar el motivo por que ocurre este fenbmeno.

Finalmente podemos mencionar que utilizar el diagrama H-R como base para formular la
interpretacién de cada grupo facilité bastante la apreciacién de las expertas, por lo que fue
un acierto utilizar esta referencia. Por otro lado podemos decir que queda demostrado que
el uso de algoritmos de clustering son bastante utiles a la hora de realizar clasificaciones sin
conocer la etiqueta o la estructura de los datos previamente.
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CAPITULO 7
CONCLUSIONES

Como se pudo ver durante el desarrollo de esta memoria el problema de las estrellas va-
riables de largo periodo es un tema bastante complejo, donde para facilitar su desarrollo lo
dividimos en una serie de etapas las cuales agrupamos en dos partes. La primera parte se
enfocd en realizar la clasificacién sobre qué estrellas presentan el comportamiento variable
en el largo periodo, mientras que la segunda parte se enfoco en realizar la basqueda de gru-
pos en base a sus propiedades fisicas utilizando el resultado del a primera parte, es decir la
blUsqueda de grupos se hizo en base a las estrellas ya clasificadas.

Dentro de las etapas pertenecientes a la primera parte, podemos identificar dos etapas cri-
ticas que afectan de forma importante el desarrollo y los resultados de esta. Dentro de estas
etapas podemos mencionar, el proceso de obtencidon de datos, ya que las curvas de luz que
fueron usadas para la realizacion de este trabajo necesariamente deben estar compuestas
por mediciones realizadas durante varios afos, lo que acota bastante nuestras opciones para
escoger una fuente de datos confiable. Otro punto importante a destacar sobre esta etapa
es que si bien existen al menos dos sky surveys que nos pueden proporcionar los datos, estos
no tienen una estructura que soporte la extraccién masiva y automatizada de estos, como lo
es en el caso de ASAS. Otra de las etapas criticas es el proceso de clasificacion, donde al ser
un tema poco estudiado no se cuentan con los ejemplos suficientes para poder aplicar téc-
nicas supervisadas o semi supervisadas que automaticen esta etapa, por lo que es necesario
hacer uso de técnicas estadisticas que nos ayuden a formular algln criterio para realizar la
clasificacion entre las estrellas que efectivamente tengan un comportamiento variable en el
largo periodo. La eleccién de estos criterios puede afectar los resultados de la clasificacién y
por ende el desarrollo de las etapas pertenecientes a la segunda parte del problema. Final-
mente podemos recalcar que dada la complejidad de esta parte el desarrollo de esta puede
dar pie para la realizacién de otro trabajo de investigacién.

Con respecto a la segunda parte, podemos mencionar que la etapa mas critica es la realiza-
cion del cross-matching, ya que el desarrollo de las etapas siguientes dependen de esta. Si
bien ya existen variadas soluciones para este problema que consiste en hacer el cruce de da-
tos astronémicos entre multiples bases de datos y obtener distintas caracteristicas para un
mismo objeto, para poder realizarlo de forma correcta son necesarios ciertos conocimien-
tos astrondmicos previos, de lo contrario se pueden obtener datos incorrectos lo que puede
hacer que se produzca un andlisis erréneo sobre el comportamiento de los datos.

Finalmente dentro del proceso de clustering si bien los puntajes del indice de silhouette
gue obtuvimos al aplicar k-means no fueron “buenos”, los grupos que se lograron encontrar
siguen la estructura del diagrama H-R, lo cual es bastante bueno ya que el uso de esta estruc-
tura facilita enormemente la interpretacion de los datos para los astrénomos. Con respecto
a los resultados, dentro de los grupos no se logré ver un comportamiento inusual donde la
mayoria sigue un comportamiento acorde a las distintas etapas de la evolucién estelar que
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representa cada grupo encontrado. La excepcién a esto se vio en el cluster 3, el cual tenia
problemas con los valores de su distancia los cuales era incorrectos. Si bien este grupo es-
taba mal construido debido a un error de los datos k-means logré detectar esta anomalia, y
agrupar todos estos elementos dentro de un mismo cluster.

Con respecto a los objetivos que se plantearon en un inicio, podemos decir que se lograron
cumplir a cabalidad ya que el proceso propuesto logré automatizar el proceso de deteccion
y clasificacion de estrellas variables en el largo periodo. Si bien como se mencioné anterior-
mente el proceso de deteccion el cual corresponde a la primera parte mencionada anterior-
mente se realiza mediante una clasificacién informada, aun asi logra cumplir su objetivo ya
que al estar programado el algoritmo que obtiene las caracteristicas y aplica los criterios,
este proceso se lleva a cabo de forma automéatica pudiendo ser aplicado a una gran canti-
dad de datos si asi se deseara. Con respecto a la parte de clasificacion, esta corresponde a
la segunda parte y se logréo mediante al realizar una clasificacion no supervisada mediante
algoritmos de clustering en base a las propiedades fisicas de los datos.

7.1. Consideraciones para el trabajo futuro

Como se menciond en el capitulo de validacion los resultados encontrados obedecen a un
comportamiento normal acorde a las distintas etapas evolutivas que describe cada grupo.
Dentro de los posibles factores que pueden haber afectado la obtencién de resultados tene-
mos en primer lugar la cantidad de datos que se usaron. Si bien se contaba con lainformacién
para un poco mas de 11000 estrellas al aplicar el proceso de deteccidon este nimero se re-
duce a solo 529 estrellas, que representan alrededor de un 4,5 % de la muestra total. Por
otro lado ASAS cuenta con una base de datos de 17 millones de estrellas con mediciones
en un periodo de 9 afos, pero debido a la dificultad para poder conseguir los datos, no se
logré obtener una muestra mayor. Entonces como primer paso para poder mejorar este tra-
bajo es necesario contar con una cantidad de datos que permita que el proceso de clustering
permite encontrar grupos representativos. Otro punto que debe ser revisado son la etapa
de extraccién de caracteristicas y posterior clasificacion ya que el método que se usé para el
desarrollo de esta memoria es bastante simple. Lo ideal seria encontrar un método estadisti-
co mas robusto que entregue mas informacion sobre la curva de luz de cada estrella. Algunas
alternativas podrian ser métodos basados en series temporales, o métodos populares usa-
dos en astronomia.Sin embargo hay que tener cuidado con la eleccién de un nuevo método
ya que varios de estos se basan en la busqueda de periodos, y particularmente para este
problema tenemos que muchas curvas de luz pueden ni siquiera completar un solo periodo.
Por ultimo, también se hace necesario considerar las estrellas que ya han sido clasificadas
como variables en el corto periodo y ver si estas ademas presentan algln tipo de variabilidad
en el largo periodo.
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7.2. Conclusiones generales

Finalmente y a modo de conclusion general tenemos que el estudio de las estrellas variables
resulta importante para disciplinas como la astronomia y astrofisica debido a la gran canti-
dad de informacion relevante que se puede obtener de estas, informacion que ayuda a la
comprension del comportamiento de estos cuerpos celestes y los sistemas estelares que las
rodean. Por otro lado el estudio de este fenébmeno en el largo periodo necesita del apoyo de
alguna metodologia como la presentada en este trabajo que ayude a analizar la gran canti-
dad de informacién que hay disponible para el estudio, ya que en su mayoria, las estrellas
que pueden presentar este comportamiento estan clasificadas como constantes. Por otro
lado el contar con algoritmos y técnicas de aprendizaje automatico no solo se aplica para la
resolucion de este problema, si no que marcan la pauta para el desarrollo en la astronomia,
esto principalmente debido a que con la construcciéon de observatorios como el LssT y los
diferentes Sky Surveys se generaran petabytes de datos en periodos relativamente cortos de
tiempo, por lo que serd una necesidad tener contempladas técnicas de machine learning y
data mining para analizar semejante cantidad de informacién.
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ANEXOS

7.1. Algoritmos de clasificacidon supervisada

7.1.1. Arboles de decision

EL algoritmo presentado a continuacién corresponde al algoritmo ID3 para crear arboles de
decision. Este algoritmo recibe como entrada un conjunto de ejemplos descritos median-
te una serie de pares atributo-valor y la salida serd un arbol de decision que separa a los
ejemplos de acuerdo a las clases a las que pertenecen.

Algorithm 5 Arbol de decision [43]

Require: T, F,C
1: if T, c esel mismo parai € 1,2, 3, .., |T| then
2:  return nodo hoja etiquetado como 7' ¢

3: else
4:  if |[F| = 0 then
5: return nodo hoja etiquetado como argmaz. Zg‘l I(Tic=c)
6: else
7: f =ChooseBestFeature(T, F')
8: establece que el arbol sera un nodo no terminal con el test f
9: forv € f do
10: Tiy = ¢
11: end for
12: forT; € T'do
13: v="T;
14: Add examplevT; to set Ty_,
15: end for
16: forv € fdo
17: subtree = ArbolDeDecision(T;—,, F' — f, C') «<—Paso recursivo
18: Anade una rama al arbol etiquetado f con los sub arboles
19: end for
20:  end if
21: end if

22: return tree

En el algoritmo la funcién ChooseBestFeature(T, F') esta definida en base a la ganancia ma-
xima de informacién que entrega una caracteristica para seleccionar el atributo mas util en
cada paso. Esto ultimo esta definido por.

Gain(T, f) = Entropy(T) — Z %Entmpy(ﬂ:f) (13)

vevalues(f)
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y donde la entropia esta dada por
Entropy(T) = ) —p;logy(p;) (14)

i€values(C)

Aqui tenemos que values(f) es el conjunto de posibles valores de caracteristicas f, si f es
una caracteristica categorica. Si f es una caracteristica ordenada se consideran diferentes
puntos binarios de division. T" es el conjunto de entrenamiento, T;,— ¢ es un subconjunto del
conjunto de entrenamiento que tiene el valor v para una caracteristica f, C' es la clase de
caracteristicay p; es la fraccién del conjunto de entrenamiento tiene la clase C;. La ganancia
de informacién es la entropia menos la suma de entropias de todos los subconjuntos de en-
trenamiento. que resultan de separar el conjunto de entrenamiento segln la caracteristica
f.Mientras mas homogenio sea el conjunto de entrenamiento en términos de los diferentes
valores de las clases menor sera la entropia. Por lo tanto, la ganancia de informacién mide
cuanto una caracteristica mejora la separacién del conjunto de entrenamiento en subcon-
juntos de clases homogéneas.

7.1.2. Support vector machines

Las SVM comienzan realizando una etapa de aprendizaje donde se busca un hiper-plano que
mejor separe el conjunto de datos X € R? seglin alaclase Y € {—1, 1} que pertenezcan. A
esta distancia se le denominara margen, y a los puntos presentes en dicho margen seran los
vectores de soporte.

Figura 28: Diagrama que muestra la aplicacion del algoritmo SVM.
El espacio entre las lineas punteadas es el margen, mientras que los puntos que se
encuentran sobre estas son los vectores de soporte. [19]

El separador lineal o hiper-plano que maximiza el margen es el que entrega la mejor capa-
cidad de distinguir caracteristicas comunes de los datos de cada clase, permitiendo asi la
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clasificacion de datos que no pertenezcan al conjunto de entrenamiento. Para obtener el
hiper-plano es necesario considerar u vector normal w y una distancia b hacia el origen, todo
esto considerando la linea central del hiper-plano.

Para el caso en que el conjunto de datos sea perfectamente separable, aprender un vector
de soporte implica usar los datos de entrenamiento para encontrar el mejor valor de w, el
cual se obtiene resolviendo el siguiente problema de optimizacién:

min ||w||

sujeto a

ri-w+b>1 para y; = +1
ri-w—+b< —1 para y; = —1

Cuando la data no es perfectamente separable, este método puede ser adaptado para com-
pensar los datos que quedan mal clasificados con la introduccién de variables de holgura
& que mide el error producido por las instancias mal clasificadas de los datos de entrena-
miento. Estas variables de holgura miden la distancia a la que se encuentra la variable mal
clasificada respecto del hiper-plano. Entonces SVM encuentra el mejor hiper-plano que sepa-
ra alos grupos y que minimiza la suma de los errores producidos por las variables de holgura
&;. El modelo de optimizacion a resolver se transforma en:

|7
min [[w||+ B> &
=1
sujeto a
ri-w+b>1-¢ para y; = +1

donde B es un peso que se le da a las variables de holgura &;. Si B es grande, las penaliza-
ciones a los errores serd mayor, por lo que se considerara un clasificador mas complejo, por
otro lado si B es pequeno, el clasificador serd mas simple pero es posible que el error sea
mas grande en el conjunto de entrenamiento.
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7.2. Codigo y jupyter notebooks

Todo el cédigo utilizado para el desarrollo de este prototipo asi como los jupyter notebooks
utilizados para las diferentes pruebas realizadas, se encuentran disponibles en el siguiente
repositorio de github:

https://github.com/PaHorth/var-stars
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