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RESUMEN EJECUTIVO
El pronóstico de carga a corto plazo (STLF, por sus siglas en inglés) juega un papel

fundamental en la planificación y operación eficiente de los sistemas de energía. Los

pronósticos a corto plazo precisos ayudan con las decisiones sobre programación de

unidades, transferencia energética, planes de mantenimiento y respuesta a la demanda.

Diversos modelos han sido desarrollados para obtener pronósticos precisos, sin embargo,

pocos se encuentran disponibles gratuitamente para cualquier practicante. En el presente

trabajo se comparan enfoques estadísticos y de inteligencia artificial para el pronóstico de

la demanda eléctrica cuyo horizonte es un día en adelante. Para este fin se utilizan paquetes

de software gratuito que facilitan el modelamiento de series de tiempo y la especificación

de modelos estadísticos así como también no-lineales. El análisis comparativo se enfoca

en técnicas de pronóstico univariado que pueden establecerse como punto de referencia

para modelos más complejos. Para proporcionar un análisis integrado, se realiza Análisis

de Datos Exploratorio (EDA) y las visualizaciones necesarias para comprender los datos

son entregadas. Los métodos son revisados y comparados por tipo de técnica utilizando

la base de datos proveída de manera libre por el sistema de transmisión francés RTE. La

codificación estacional determinística para la serie de carga se compara con el enfoque de

diferenciación estacional. Se considera la función de autocorrelación y los procedimientos

de preprocesamiento de información mutua para llevar a cabo la selección de variables

a utilizar en los modelos de inteligencia artificial. En los experimentos numéricos, el

promedio de la media de error absoluta de los mejores modelos por técnica revisada fue

inferior al 3 %. El modelo Holt Winters con Estacionalidad Doble supera a todos los

modelos considerando un año entero como período de prueba. Los modelos de inteligencia

artificial logran mayor precisión cuando la doble diferenciación estacional es utilizada en las

etapas de preprocesamiento. Este estudio puede ser de utilidad tanto para los operadores del

sistema, así como también para los practicantes que buscan una introducción al problema

de STLF, centrándose en modelos disponibles al alcance de la mano.

Palabras Clave: Pronóstico de carga a corto plazo, Escenarios diarios, Selección de Va-

riables, Análisis de Datos Exploratorio, Precisión de pronóstico.
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ABSTRACT

Short-term load forecasting (STLF) plays a fundamental role in the efficient planning

and operation of power systems. Accurate short-term forecasts help with decisions regarding

to unit commitment, economic dispatch, maintenance plans and demand response. Several

models have been developed to obtain accurate forecasts, however, few of them are freely

available to any practitioner. In this work, statistical and artificial intelligence approaches

for one day-ahead electricity demand forecasting are compared. To this end, we use free

software environment packages that facilitate time series modelling and non-linear model

specification. We focus our comparative analysis to univariate forecast techniques that

can be established as benchmark for more complex models. To provide an integrated

analysis, Exploratory Data Analysis (EDA) is performed and the necessary visualizations

to understand the data are provided. All methods are reviewed and compared among each

technique using the RTE French database. Deterministic seasonal encoding for the load

series is compared to the seasonal differencing approach. Autocorrelation function and

mutual information preprocessing procedures are considered to perform feature selection

of the artificial intelligence input variables. In the numerical experiments, the average

mean absolute percent errors of the best models per technique reviewed were less than 3 %.

Double seasonal Holt Winters outperforms all models considering one year as test period.

Artificial intelligence models were more accurate when double seasonal differencing was

used in the preprocessing stages. This study should be useful to system operators as well

as practitioners looking for an introduction to the STLF problem with focus on models at

hand.

Keywords: Short-term load forecasting (STLF), Day-ahead scenario, Feature Selection,

Exploratory Data Analysis, Forecasting accuracy
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CAPÍTULO 1. INTRODUCCIÓN

Capítulo 1

Introducción
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CAPÍTULO 1. INTRODUCCIÓN

1.1. Motivación

Los sistemas de energía eléctrica corresponden a la elaboración más compleja fabricada

por la humanidad, siendo capaces de producir y distribuir electricidad a más de 7.500

millones de personas en todo el mundo. Tal como en la mayoría de las industrias, la

industria de la energía eléctrica requiere del pronóstico de niveles de oferta, demanda y

precio de recursos para la correcta planificación y operación de las redes de distribución.

Mientras algunas de estas industrias poseen formas de inventario para el almacenamiento

y regulación de la oferta de sus productos; la industria eléctrica no posee la tecnología

necesaria para llevar a cabo tales tareas. Como resultado, la electricidad debe ser generada

y distribuida para su utilización inmediata por parte de los consumidores, sea para uso

doméstico o industrial. En otras palabras, los sistemas deben ser capaces de balancear

la oferta y demanda en cada instante [1]. Así, las limitaciones de almacenamiento y la

dependencia de la sociedad actual con respecto a la energía eléctrica, hacen necesario

que los operadores de sistemas de transmisión posean entendimiento de los patrones

relacionados al comportamiento y consumo de electricidad; permitiendo llevar a cabo una

correcta y precisa estimación de la demanda eléctrica futura.

El pronóstico energético en la industria de los sistemas de energía eléctrica posee

diversos aspectos, como lo son el pronóstico de carga a corto y largo plazo, el pronóstico

de carga espacial, de precios, de respuesta de la demanda y de generación renovable. Para

llevar a cabo dichas prácticas, las técnicas de pronóstico han experimentado algunas etapas

importantes de evolución en la historia de la humanidad, comenzando con aproximaciones

gráficas y de tablas en la era pre-computacional, hasta los métodos computacionales más

recientes [2]. La inversión en redes de medidores eléctricos inteligentes y la tecnología

asociada a éstos ha traído consigo nuevos desafíos al campo del pronóstico energético

eléctrico, hallando un nuevo aliciente en la era de la información y la inteligencia de

sistemas [3].

El pronóstico de demanda de energía eléctrica (EED) involucra la predicción de valores

horarios, semanales, mensuales y anuales del sistema, así como también de sus peaks o

cargas máximas [4]. En la literatura asociada al pronóstico de EED, poca importancia
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CAPÍTULO 1. INTRODUCCIÓN

se ha otorgado al desarrollo completo de un esquema de análisis exploratorio de los

datos (EDA), en conjunto al preprocesamiento de dicha información, para luego formular

modelos de predicción que sean útiles para la industria. Un pronóstico preciso depende de

la implementación de un modelo útil, que a su vez depende de una correcta descripción y

uso de los datos disponibles [5]. La cantidad de técnicas originales para llevar a cabo tareas

de pronóstico de EED sobrepasa el centenar, sin embargo, no todas son útiles o accesibles a

cualquier practicante. La comprensión de que no existe una técnica universal para obtener

el mejor pronóstico [2] hace necesario que las empresas y sus equipos de planificación

entiendan primero las necesidades de su negocio, para luego analizar los datos y - mediante

un proceso de prueba y error -, obtener cuál es la mejor técnica para aquel conjunto de

datos en específico, en un contexto determinado. Por ende, el error de pronóstico diferirá

de manera significativa para cada sistema en particular, para las zonas cubiertas por éste y

para diferentes períodos de tiempo.

En la actualidad, no existe consenso para clasificar los horizontes de pronóstico ener-

gético. Sin embargo, es posible agrupar los procesos de predicción en cuatro categorías

basadas en el horizonte temporal a pronosticar: pronóstico de carga a muy corto plazo

(VSTLF), pronóstico de carga a corto plazo (STLF), pronóstico de carga a mediano plazo

(MTLF) y pronóstico de carga a largo plazo (LTLF). El horizonte de pronóstico compren-

dido para estas cuatro categorías son un día, dos semanas, y tres años respectivamente

[6].

Los servicios eléctricos pronostican la carga por hora de los sistemas así como también

los peaks para llevar a cabo tareas de planificación y programación de mantención de gene-

radores, lo que permite elegir en línea la combinación de capacidad óptima que abastecerá

a la red. Como algunas instalaciones pueden ser menos eficientes que otras, es natural

ponerlas en servicio sólo durante las horas en que la carga predicha será alta. Actualmente,

la necesidad por pronósticos a corto plazo precisos es aún mayor. La inclusión de nuevas

tecnologías disponibles para la generación y transmisión de energía han logrado que las

empresas del rubro eléctrico adquieran pequeños equipos de generación, otorgando mayor

flexibilidad al ajuste de capacidad que responde a los requerimientos de los consumidores.

Más aún, hoy en día los excesos de generación pueden ser transados, por lo que un cálculo
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CAPÍTULO 1. INTRODUCCIÓN

cuidadoso de la demanda esperada puede conducir a contratos que aumenten la rentabilidad

de la instalación y a un mejoramiento del nivel de servicio [7]. La sobreestimación de la

demanda eléctrica conducirá a una operación conservadora, lo que provoca la utilización

y encendido de muchas unidades; o bien la compra de energía en exceso, estableciendo

niveles de oferta innecesarios. Por otra parte, la subestimación de la demanda eléctrica

genera un estado de operación riesgoso asociado a una demanda insatisfecha. Lo anterior,

cobra mayor importancia cuando se considera que un error de 1 % en el pronóstico en

términos de porcentaje de error medio absoluto (MAPE) se traduce en ahorros de cientos

de miles de dólares por gigawatt (GW) [8].

Debido a la importancia del pronóstico de carga, en las últimas décadas se han reportado

numerosos métodos para STLF. Estos procedimientos pueden ser resumidos en aproxima-

ciones determinísticas, estocásticas, de Sistemas Expertos basados en Conocimiento, Redes

Neuronales Artificiales (ANN) e interfaces de lógica difusa [9]. Los métodos determinísti-

cos corresponden a modelos de regresión causales clásicos de carga que consideran al clima

como variable independiente. Lo anterior, incluye ajuste de curvas, extrapolación de datos

y métodos de suavizamiento. Los métodos estocásticos modelan el comportamiento de la

demanda en términos de un proceso estocástico. Los filtros de Kalman, médias móviles

autoregresivas y aproximaciones de series de tiempo forman parte de esta categoría. Los sis-

temas expertos basados en conocimiento son modelos construidos a partir de conocimiento

de un experto acerca del comportamiento histórico. Aquí, la palabra “técnica” es utilizada

para referirse a un grupo de modelos que pertenecen a la misma familia, como lo son los

Modelos de Regresión Múltiple (MLR) y ANN. Por otra parte, “metodología” corresponde

a la representación de un esquema de solución general que puede ser implementando con

múltiples técnicas. Es así como por ejemplo la metodología de selección de variables puede

ser aplicada tanto a modelos MLR como a ANN.

La frontera entre las técnicas estadísticas con respecto a las técnicas de IA se hace

cada vez más ambigua, como resultado de las colaboraciones multidisciplinarias en la

comunidad científica. Un buen sistema de predicción debiese contemplar al menos un par de

técnicas de cada grupo a ser implementadas luego de realizar EDA que permita vislumbrar

características a explotar por dichos modelos. Las técnicas estadísticas más consideradas son
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modelos MLR, modelos aditivos semi-paramétricos, modelos autorregresivos, integrados y

de medias móviles (ARIMA) y suavizamientosexponenciales. Por otro lado, las técnicas

de IA contemplan entre ellas ANN, modelos de regresión difusa, máquinas de vectores de

soporte (SVM) y potenciación del gradiente (Gradient Boosting).

Para hacer frente a los desafíos emergentes asociados al pronóstico de energía eléctrica,

el Instituto de Ingenieros Eléctricos y Electrónicos (IEEE) ha organizado Global Energy

Forecasting Competition (GEFCom), una competencia de pronóstico que ha acercado la

disciplina a los científicos de datos. Asimismo, operadores de transmisión como RTE [10]

enfocados en la mejora del pronóstico a corto plazo para su sistema de operación.

Dado el escenario expuesto en esta sección y considerando la urgencia de realizar

aportes a la comunidad científica asociada al pronóstico de demanda de energía eléctrica, la

presente memoria de grado busca unificar en un esquema general el análisis exploratorio de

datos para una curva de demanda y a su vez considerar un conjunto de modelos estadísticos

y de inteligencia artificial para obtener predicciones provenientes de maneras distintas de

abordar la misma problemática. Más aún, la disponibilidad de entornos de software libre

para computación y gráficos estadísticos como R [11], permiten la utilización de librerías

utilizadas por los principales investigadores del área (tidyverse, lubridate, atsa,

forecast, nnfor, nnet, entre otras) así como también herramientas de visualización

y diseño (ggplot2, lattice). Lo anterior permitirá aportar con un caso de estudio de

investigación reproducible y replicable, siendo útil para investigadores y practicantes, y

aportando a la literatura del área con un estudio completo del problema energético descrito.

1.2. Alcance

El presente estudio introduce los procedimientos esenciales para abordar la problemáti-

ca del análisis exploratorio de curvas de demanda eléctrica, proceso que es necesario para

la formulación de modelos predictivos capaces de pronosticar - con el mínimo error posible

-, futuros valores de carga eléctrica. En particular, el caso del sistema de transmisión francés

RTE es considerado debido a la disponibilidad de datos ofrecidos mediante su herramienta

de acceso libre de cargo éCO2mix [12]. No obstante, el proceso de análisis exploratorio de
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datos, así como también las metodologías de formulación de modelos de pronóstico de EED

tratadas en este documento pueden ser replicadas a cualquier país o empresa de servicios

que busque aplicar metodologías que forman parte del estado del arte de la problemática

energética del nuevo siglo y que busque obtener resultados robustos en sus predicciones.
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1.3. Objetivos

1.3.1. Objetivo general

El objetivo general de esta investigación es establecer un marco de trabajo para la

caracterización y el pronóstico de la demanda de energía eléctrica univariada a corto plazo,

comparando el rendimiento de aproximaciones de inteligencia artificial con el desempeño

obtenido a partir de modelos estadísticos relevantes, utilizando como caso de estudio la

curva de demanda de un operador de sistema de transmisión eléctrico francés.

1.3.2. Objetivos específicos

Establecer una metodología integrada para el análisis de datos exploratorio así como

también el pronóstico de series de tiempo para curvas de demanda de alta frecuencia.

Determinar las bondades y limitaciones de los modelos de inteligencia artificial de

pronóstico univariado así como también las de las aproximaciones estadísticas .

Aplicar los modelos propuestos a la curva de demanda francesa y comparar su

rendimiento para el set de datos en específico.

Implementar las metodologías revisadas en un entorno de software libre (R).
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Capítulo 2

Marco Teórico
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2.1. Pronóstico de series de tiempo

Muchos problemas de predicción pueden involucrar componentes temporales. La

dependencia temporal de éstos usualmente es tanto una restricción como también una

estructura que provee de una fuente de información adicional al problema. El objetivo

será distinto dependiendo de si existe interés en entender un conjunto de datos o bien

realizar predicciones acerca de él. El modelamiento descriptivo o análisis de series de

tiempo puede ayudar a realizar mejores predicciones, pero no es estrictamente requerido y

puede resultar en gran inversión de tiempo cuando se tiene en mente pronosticar el futuro.

Una serie puede ser modelada para determinar sus componentes en términos de patrones

estacionales, tendencias, relación con factores externos, entre otros, desarrollando modelos

matemáticos que otorguen descripciones plausibles a partir de datos muestrales. Por otro

lado, el pronóstico de series de tiempo usa la información de una serie de tiempo (e incluso

información adicional) para pronosticar valores futuros de ella. En este caso, el interés

no radica en describir de mejor manera los datos, sino más bien en ajustar y usar datos

históricos para predecir observaciones futuras. Por ello, la habilidad de un modelo de

pronóstico de series de tiempo es determinada por su desempeño prediciendo el futuro.

En particular, los siguientes aspectos son fundamentales cuando se enfrenta un proble-

ma de modelamiento predictivo.

Entendimiento de los factores que contribuyen a la predictibilidad de los eventos

Disponibilidad de los datos y frecuencia de su obtención Más datos ofrecen una opor-

tunidad para el análisis exploratorio de los datos, ajuste y testeo de modelos.

Horizonte de tiempo requerido para los pronósticos Definición de corto, mediano y lar-

go plazo para el problema específico.

Frecuencia de actualización del pronóstico Posibilidad de actualizar pronósticos a me-

dida que nueva información se encuentra disponible a menudo puede mejorar la

capacidad predictiva.
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Frecuencia temporal de requerimiento del pronóstico Si los pronósticos pueden afec-

tar lo que se está tratando de pronosticar .

A modo de ejemplo, los pronósticos de demanda eléctrica pueden ser muy precisos debido

a que las tres condiciones generalmente se cumplen. En general, se tiene una idea de los

factores que contribuyen a la evolución de ésta. La demanda eléctrica se ve afectada en

gran medida por las temperaturas, con efectos más pequeños para las variaciones en el

calendario - como las feriados y vacaciones -, y las condiciones económicas. Siempre

que haya un historial suficiente de datos sobre la carga y las condiciones climáticas, y

que se posean las habilidades para desarrollar un buen modelo que vincule la demanda de

electricidad y las variables que la afectan, los pronósticos pueden ser muy precisos.

En el pronóstico de series temporales, un paso clave es saber cuándo algo puede ser

pronosticado con precisión y cuando los pronósticos no serán mejores que lanzar una

moneda. Buenos pronósticos capturan patrones genuinos y relaciones que están presentes

en los datos históricos, pero no replican eventos pasados que no ocurrirán otra vez. Es

decir, existe una diferencia entre una fluctuación aleatoria en los datos pasados que debe

ser ignorada, y un patrón genuino que debe ser modelado y extrapolado [13]. A menudo es

erróneo asumir que el pronóstico no es posible de llevar a cabo en un entorno cambiante.

Cada entorno cambia, y buenos modelos de pronóstico capturan la manera en que las cosas

cambian. Los pronósticos raramente asumen que el entorno no cambia, lo que normalmente

se asume es que la manera en que el entorno cambia continuará en el futuro.

Las organizaciones requieren del desarrollo de sistemas de pronóstico que involucren

diversas aproximaciones para predecir eventos inciertos. Tales sistemas necesitan habilidad

en la identificación de problemas de pronóstico, aplicando un rango de métodos y seleccio-

nando los apropiados para cada problema, mientras se evalúan y refinan los métodos de

pronóstico en el tiempo. Una vez determinados los pronósticos que serán requeridos, es

necesario hallar o coleccionar los datos en los que se basarán los pronósticos. La informa-

ción requerida para predecir podría existir y estar disponible. Actualmente, gran parte de la

información se encuentra almacenada y es tarea del practicante identificar dónde y cómo

los datos requeridos están almacenados. Así, gran parte del tiempo de estudio será utilizada

en ubicar y compaginar datos disponibles previo al desarrollo de modelos de pronóstico
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adecuados.

Las variables predictivas son a menudo útiles en pronóstico de series de tiempo.

Retomando el ejemplo anterior, suponiendo que se desee estimar el pronóstico de la

demanda eléctrica horaria de una región en particular. Un modelo con variables predictivas

podría ser de la siguiente forma

EED = f (Temperatura, población, fortaleza de la economía,Hora del día,

Día de la semana, error).
(2.1)

Dicha relación no es exacta, pues siempre existirán cambios en la demanda que no pueden

ser considerados por las variables predictivas. El término del error admite variaciones

aleatorias y los efectos de variables relevantes que no están incluidas en el modelo. En

particular, dichos modelos son llamados modelos explicativos porque permiten explicar

qué causa la variación en la demanda eléctrica. Dado que la demanda es también una serie

de tiempo en sí misma, es posible utilizar modelos de series de tiempo para llevar a cabo

pronósticos. Así, una ecuación adecuada de series de tiempo podría tener la forma

EEDt+1 = f (EEDt, EEDt−1, EEDt−2, EEDt−3, . . . , error). (2.2)

En este caso, la predicción del futuro está basado en valores pasados de una variable, pero

no en variables externas que podrían afectar el sistema. El término del error cumple el

mismo rol de la Ec. (2.1). Finalmente, el resultado de combinar las dos aproximaciones

previamente expuestas podría ser

EEDt+1 = f (EEDt,Temperatura,Hora del día,Día de la semana, error), (2.3)

lo que se denomina modelo mixto, y también es conocido como modelo de regresión

dinámica, modelo longitudinal o de datos de panel, modelo de función de transferencia

y (asumiendo que f es lineal) sistema de modelos lineales. Los modelos explicativos

son útiles dado que incorporan información de otras variables, en lugar de sólo valores

históricos de la variable a pronosticar. Sin embargo, existen variadas razones para que un
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practicante seleccione un modelo de serie de tiempo en lugar de un modelo explicativo y

mixto, entre ellas:

El sistema puede no ser entendido o bien es extremadamente difícil medir las relacio-

nes que se asumen gobiernan su comportamiento

Es necesario saber o pronosticar el valor futuro de las variables predictivas para ser

capaces de pronosticar la variable de interés, lo que en ciertos casos puede ser difícil.

La principal preocupación puede ser sólo predecir lo que ocurrirá, no explicar por

qué ocurre.

El modelo a ser utilizado para generar pronósticos depende de los recursos y datos dispo-

nible, la precisión de los modelos evaluados, y la manera en que el modelo de pronóstico

será utilizado.

2.1.1. Etapas de las tareas de pronóstico

Un problema de pronóstico habitualmente involucra las siguientes cinco etapas:

Etapa 1: Definición del problema Requiere entendimiento de la manera en que los pro-

nósticos serán utilizados, quién los requiere y de qué manera la función de pronóstico

se ajusta dentro de la organización que requiere el pronóstico.

Etapa 2: Reunión de información Se requiere al menos de datos estadísticos y del nivel

de habilidad de quienes colectan los datos y usan los pronósticos.

Etapa 3: Análisis de datos exploratorio Exposición gráfica de los datos que permite estu-

diar patrones consistentes (véase sección 2.4.3.1), tendencias, estacionalidad, eviden-

cia de ciclos, outliers u observaciones atípicas y relaciones entre variables disponibles

para analizar.

Etapa 4: Elección y ajuste de modelos El mejor modelo a usar depende de la disponibi-

lidad de datos históricos, la fuerza de las relaciones entre la variable pronosticada y

cualquier variable explicativa, y la manera en que los pronósticos serán utilizados. Es
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habitual comparar el potencial de diversos modelos. Cada modelo en sí mismo es una

construcción artificial basada en un conjunto de supuestos (explícitos e implícitos) e

involucra uno o más parámetros que deben ser estimados usando la data histórica

conocida.

Etapa 5: Uso y evaluación de modelos Una vez elegido el modelo y estimados sus pa-

rámetros, el modelo puede ser usado para producir pronósticos. El rendimiento del

modelo sólo puede ser evaluado luego de que los datos para el período de pronóstico

resultan disponibles, para lo cual varias metodologías han sido desarrolladas.

2.1.2. Perspectiva estadística del pronóstico

Aquello que se desea pronosticar es desconocido - pues si no lo fuese no tendría sentido

pronosticarlo -, y puede ser entendido como una variable aleatoria. En la mayoría de las

situaciones que involucran pronósticos, la variación asociada con aquello que se desea

pronosticar se reducirá a medida que el evento se aproxima. Es decir, cuanto más alejado el

pronóstico, más incierto será.

Es posible imaginar muchos futuros posibles, cada uno con un valor diferente para

lo que se busca pronosticar. Cuando un pronóstico es obtenido, en realidad se estima la

media del rango de los valores posibles que la variable aleatoria podría tomar. A menudo,

el pronóstico se acompaña de un intervalo de predicción otorgando un rango de valores

que la variable aleatoria puede tomar con relativa alta probabilidad. A modo de ejemplo, un

intervalo de predicción de 95 % contiene un rango de valores que debiese incluir el valor

futuro estimado con probabilidad 95 %. Así, el promedio de los posibles valores futuros es

llamado pronóstico puntual para determinado período t en el tiempo. Suponiendo que toda

la información disponible al período t se denota I y que se desea pronosticar yt, entonces es

posible escribir yt|I para referirse a “la variable aleatoria yt dado lo que se sabe en I”. El

conjunto de valores que esta variable aleatoria puede tomar, junto con sus probabilidades

relativas es conocido como la “distribución de probabilidad” de yt|I, que corresponde a la

distribución del pronóstico. Luego, el pronóstico de yt se denota por ŷt, que equivale al

promedio de los posibles valores que yt puede tomar dado todo lo que se conoce hasta t.
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Finalmente, es posible especificar la información que ha sido utilizada en el cálculo de un

pronóstico escribiendo, por ejemplo, ŷt|t−1 para referirse al pronóstico de yt tomando en

cuenta todas las observaciones previos (y1, . . . , yt−1). De manera general, ŷT+h|T denota el

pronóstico de yT+h tomando en consideración y1, . . . , yT , es decir, un pronóstico a h pasos,

considerando todas las observaciones hasta el período T .
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2.2. Series de tiempo

Una serie de tiempo es un conjunto de observaciones obtenidas de manera secuencial en

el tiempo [14]. En la mayoría de las ramas de la ciencia, la ingeniería y el comercio, existen

variables medidas secuencialmente en el tiempo. Los bancos observan tasas de interés y

tipo de cambio cada día. Los departamentos de estadística de entidades gubernamentales

calculan el producto interno bruto del país anualmente. Periódicos y páginas web publican

el clima y su temperatura para las ciudades de todo el mundo. Centros meteorológicos

registran las precipitaciones en diferentes sitios con diversas resoluciones y los operadores

eléctricos de sistemas de transmisión monitorean constantemente la curva de demanda

eléctrica de sus clientes. Los ejemplos anteriormente mencionados corresponden a un

pequeño grupo del sinnúmero de procesos en los que las observaciones temporales son

requeridas para el monitoreo, control y gestión de los recursos disponibles de una entidad

determinada.

Una característica intrínseca de las series de tiempo es que las observaciones adya-

centes pueden además ser dependientes entre sí. La naturaleza de dicho fenómeno es de

considerable interés práctico. El análisis de series de tiempo se refiere a las técnicas para

llevar a cabo el estudio de dicha dependencia, desarrollando modelos matemáticos que

proveen descripciones plausibles para los datos de una muestra. Con el objetivo de describir

el carácter de datos que pareciesen fluctuar de manera aleatoria en el tiempo, se asume que

una serie de tiempo puede ser definida como una colección de variables aleatorias indexadas

de acuerdo al orden en que son obtenidas en el tiempo, x1, x2, x3, . . . , donde la variable

aleatoria x1 denota el valor obtenido de la serie en el primer instante de tiempo, la variable

x2 denota el valor para el segundo período de tiempo y así sucesivamente. En general,

una colección de variables aleatorias, {xt}, indexada por t es usualmente referida como

un proceso estocástico. Los valores observados de un proceso estocástico son entendidos

como realizaciones de un proceso estocástico. Usualmente es posible inferir el uso del

término serie de tiempo dependiendo del contexto en el que es usado, pudiendo referirse

de manera genérica al proceso, o a una realización particular, sin necesidad de hacer una

distinción en la notación de ambos conceptos [15].
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Es convencional exponer gráficamente una serie de tiempo con los valores obtenidos

por las variables aleatorias en el eje vertical, con la escala temporal en el eje horizontal,

conectando los valores en períodos adyacentes mediante una línea con el objetivo de

reconstruir visual e hipotéticamente, una serie de tiempo continua que pudo haber producido

los valores como una muestra discreta de ella. La aproximación de las series mediante una

serie de parámetros discretos muestreados mediante puntos equiespaciados en el tiempo es

un reconocimiento de que los datos muestreados, en su mayor parte, serán discretos debido

a las restricciones inherentes en el método de colección. Más aún, las técnicas de análisis

pueden ser utilizadas de manera factible mediante el uso de computadores, cuyos cálculos

digitales son limitados. Asimismo, los desarrollos teóricos se basan también en la idea que

una serie de tiempo de parámetros continuos debiese ser especificada en términos de una

función de distribución de dimensiones finitas definida sobre un número finito de puntos

en el tiempo. Luego, una descripción completa de una serie de tiempo, observada como

una colección de n variables aleatorias en puntos temporales arbitrarios t1, t2, . . . , tn, para

cualquier entero positivo n, es obtenida de la función de distribución conjunta, evaluada

como la probabilidad de que los valores de la serie sean, de manera conjunta, menores que

las n constantes, c1, c2, . . . , cn; por ejemplo,

Ft1,t2,...,tn(c1, c2, . . . , cn) = Pr(xt1 ≤ c1, xt2 ≤ c2, . . . , xtn ≤ cn). (2.4)

Sin embargo, dichas funciones no pueden se descritas fácilmente a menos que las varia-

bles aleatorias se distribuyan normal de manera conjunta. Un proceso xt se dice proceso

Gaussiano si los vectores n-dimensionales x = (xt1 , xt2 , . . . , xtn)
′, para cada colección de

distintos puntos temporales t1, t2, . . . , tn y cada entero positivo n, poseen una distribución

normal multivariada. Definiendo el vector n × 1 de medias E(x) ≡ µ = (µt1 , µt2 , . . . , µtn)
′ y

la matriz n × n de covarianza como var(x) ≡ Γ = {γ(ti, t j); i, j = 1, . . . , n}, que se asume es

positiva definida [16], la función de densidad normal multivariada puede ser escrita como

f (x) = (2π)−n/2|Γ|−1/2exp
{
−

1
2

(x − µ)′Γ−1(x − µ)
}
, (2.5)

para x ∈ Rn, donde | · | denota el determinante.
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Pese a que la función de distribución conjunta describe los datos completamente, es la

herramienta inadecuada para mostrar y analizar series de tiempo. La función de distribución

de la Ec. (2.4), debe ser evaluada en función de n argumentos, haciendo virtualmente

imposible cualquier tipo de exposición visual. Las funciones de distribución marginal

Ft(x) = P{xt ≤ x}, (2.6)

o las correspondientes funciones de densidad marginales

ft(x) =
∂Ft(x)
∂x

, (2.7)

cuando existen, son a menudo informativas para examinar el comportamiento marginal

de una serie. Si xt es Gaussiano con media µt y varianza σ2
t , abreviado xt ∼ N(µt, σ

2
t ), la

densidad marginal está dada por

ft(x) =
1

σt
√

2π
exp

{
−

1
2σ2

t
(x − µt)2

}
, x ∈ R. (2.8)

Asumiendo que existe, es posible definir la función media como

µxt = E(xt) =

∫ ∞

−∞

x ft(x)dx, (2.9)

donde E denota el operador valor esperado o esperanza. Cuando no hay confusión acerca

de la serie de tiempo a la cual se está refiriendo, es posible omitir el subíndice y escribir µxt

como µt.

2.2.1. Autocovarianza

Luego de introducir en la sección (2.2) al operador esperanza, y considerando que

la falta de independencia entre dos valores adyacentes xs y xt puede ser abordada numé-

ricamente mediante el uso de las nociones de covarianza y correlación; asumiendo que

la varianza de xt es finita, es posible definir la función autocovarianza como el segundo
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momento tal que

γx(s, t) = cov(xs, xt) = E[(xs − µs)(xt − µt)], (2.10)

para todo s y t. Cuando no exista confusión posible acerca de cual serie se está refiriendo,

es posible omitir el subíndice y escribir γx(s, t) como γ(s, t). Notar que γx(s, t) = γx(t, s)

para todos los períodos s y t.

La autocovarianza mide la dependencia lineal entre dos puntos en la misma serie

observada en períodos distintos. Series muy suaves exhiben funciones de autocovarianza

que se mantienen en niveles elevados incluso cuando s y t son distantes, mientras que

series con cambios más abruptos tienden a tener niveles de autocovarianza cercanos a cero

para observaciones distantes. Tal como en la estadística clásica, si γx(s, t) = 0, xs y xt no

están relacionadas de manera lineal, aunque aún podría existir algún tipo de estructura

de dependencia entre ellas. Si, sin embargo, xs y xt son normales bivariadas, γx(s, t) = 0

asegura su independencia. Es claro que, para s = t, la autocovarianza se reduce a la

(asumida finita) varianza, ya que

γx(t, t) = E[(xt − µt)2] = var(xt). (2.11)

Es usual lidiar de una manera más conveniente con medidas de asociación entre −1 y 1, las

que pueden ser obtenidas usando la función de autocorrelación (ACF) definida como

ρ(s, t) =
γ(s, t)√

γ(s, s)γ(t, t)
. (2.12)

La ACF mide la predictibilidad lineal de la serie en el período t, xt, usando sólo el valor xs.

La desigualdad de Cauchy-Schwarz permite mostrar que −1 ≤ ρ(s, t) ≤ 1 pues |γ(s, t)|2 ≤

γ(s, s)γ(t, t). Así, es posible obtener una métrica aproximada de la habilidad de pronóstico

de la serie de tiempo en el período t a partir de su valor en el período s.

A menudo es de interés medir la capacidad de predicción de otra serie yt con respecto

a xs. Asumiendo que ambas series poseen varianza finita, es posible introducir la función

Departamento de Industrias, Universidad Técnica Federico Santa María 18



CAPÍTULO 2. MARCO TEÓRICO

de covarianza cruzada entre dos series, xt e yt como

γxy(s, t) = cov(xs, yt) = E[(xs − µxs)(yt − µyt)], (2.13)

cuya versión escalada es conocida como función de correlación cruzada dada por

ρxy(s, t) =
γxy(s, t)√

γx(s, s)γy(t, t)
. (2.14)

Finalmente, es posible extender las ideas anteriormente descritas para el caso de una

serie de tiempo multivariada, xt1, xt2, . . . , xtr, con r componentes, por ejemplo

γ jk(s, t) = E[(xs j − µs j)(xtk − µtk)], j, k = 1, 2, . . . , r. (2.15)

Para las definiciones previas, las funciones de autocovarianza y covarianza cruzada podrían

variar a través de la serie, pues sus valores sólo dependen de s y t, la ubicación de los

puntos en el tiempo. En particular, la función de autocovarianza depende de la separación

de xs y xt, h = |s− t|, y no del lugar donde los puntos están ubicados en el tiempo. Mientras

los puntos estén separados h unidades, la ubicación de los dos puntos en el tiempo pierde

importancia.

2.2.2. Estacionariedad

Sin realizar ningún supuesto previo acerca del comportamiento de una serie de tiempo,

las definiciones expuestas en la sección (2.2.1) conducen al análisis de ciertas regularidades

que podrían existir en el comportamiento de una serie en el tiempo. Es posible introducir

la noción de regularidad usando el concepto de estacionariedad. Una serie de tiempo

estrictamente estacionaria es aquella serie cuyo comportamiento probabilístico para cada

colección de valores

{xt1 , xt2 , . . . , xtk},
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es idéntica al set trasladado en el tiempo

{xt1+h, xt2+h, . . . , xtk+h}.

Esto es,

Pr{xt1 ≤ c1, . . . , xtk ≤ ck} = Pr{xt1+h ≤ c1, . . . , xtk+h ≤ ck}, (2.16)

para todo k = 1, 2, . . . , todos los períodos t1, t2, . . . , tk, para todos los números c1, c2, . . . , ck,

y todos los desplazamientos temporales h = 0,±1,±2, . . . .

Si una serie es estrictamente estacionaria, todas las funciones de distribución multi-

variadas para los subconjuntos de variables deben concordar con sus contrapartes en el

conjunto desplazado para todos los valores de traslación, separación o desplazamiento h.

Para k = 1, si la media µt, de la serie existe, entonces µs = µt para todo s y t, y por ende, ut

debe ser constante. Más aún, cuando k = 2, es posible escribir la Ec. (2.16)

Pr{xs ≤ c1, xt ≤ c2} = Pr{xs+h ≤ c1, xt+h ≤ c2}, (2.17)

para cualquier período s y t separados por h. Entonces, si la varianza del proceso existe, la

autocovarianza de xt satisface

γ(s, t) = γ(s + h, t + h),

para todo s, t y h. Cuya interpretación nuevamente resulta en la dependencia con respecto a

la diferencia entre s y t, no de los períodos actuales.

La definición anterior de estacionariedad es demasiado fuerte para la mayoría de las

aplicaciones. Más aún, es difícil establecer estacionariedad a partir de un solo set de datos.

En la práctica, en lugar de imponer condiciones a todas las distribuciones posibles de una

serie de tiempo, una relajación de dicha condición basada en los primeros dos momentos

de la serie es utilizada. Una serie de tiempo xt débilmente estacionaria es un proceso de

varianza finita cuya media, µt, definida en la Ec. (2.9) es constante y no depende del período

t. De igual manera, la autocovarianza, γ(s, t), definida en la Ec. (2.10) depende de s y t sólo

a través de su diferencia |s − t|. Luego, el término estacionario se usará para referirse a
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una serie débilmente estacionaria; si un proceso es estacionario en el sentido estricto de su

definición, el término estrictamente estacionario será utilizado.

La estacionariedad requiere que las funciones de media y autocorrelación sean regulares

en el sentido de que puedan ser estimadas (al menos) mediante su promedio. Claramente,

una serie de tiempo estrictamente estacionaria con varianza finita es también estacionaria.

Sin embargo, lo contrario no es cierto a menos que se exijan ciertas condiciones. En

particular, una serie estacionaria será estrictamente estacionaria si la serie de tiempo es

Gaussiana, donde todas las distribuciones finitas de la serie son Gaussianas.

Dado que la media, E(xt) = µt, de una serie estacionaria es independiente del período t,

es posible escribir

µt = µ. (2.18)

Dado que la autocovarianza, γ(s, t), de una serie estacionaria xt, depende de s y t sólo

a través de su diferencia |s − t|, es posible simplificar su notación si s = t + h, donde h

representa el desplazamiento temporal, rezago o lag. Entonces

γ(t + h, t) = cov(xt+h, xt) = cov(xh, x0) = γ(h, 0), (2.19)

pues la diferencia temporal entre los períodos t + h y t es la misma diferencia entre h y 0.

Luego, la autocovarianza de una serie de tiempo estacionaria no depende del argumento

temporal t. Por conveniencia, el segundo argumento de γ(h, 0) es omitido. Luego la función

de autocovarianza de una serie de tiempo estacionaria se escribe como

γ(h) = cov(xt+h, xt) = E[(xt+h − µ)(xt − µ)]. (2.20)

La autocovarianza de un proceso estacionario posee varias propiedades especiales. En parti-

cular, γ(h) es no-negativa definida [16], asegurando que las varianzas de las combinaciones

lineales de las variables xt nunca sean negativas. Esto es, para cualquier n ≥ 1 y para las

constantes a1, . . . , an,

0 ≤ var(a1x1 + · · · + anxn) =

n∑
j=1

n∑
k=1

a jakγ( j − k) (2.21)
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También, para h = 0

γ(0) = E[(xt − µ)2], (2.22)

que corresponde a la varianza de una serie de tiempo. La desigualdad de Cauchy-Schwarz

implica que

|γ(h)| ≤ γ(0). (2.23)

Finalmente, la autocovarianza de una serie estacionaria es simétrica con respecto al origen,

esto es,

γ(h) = γ(−h), (2.24)

para todo h, ya que

γ((t + h) − t) = cov(xt+h, xt) = cov(xt, xt+h) = γ(t − (t + h)). (2.25)

Considerando la Ec.(2.12), es posible expresar la función de autocorrelación de una

serie de tiempo estacionaria (ACF) como

ρ(h) =
γ(t + h, t)√

γ(t + h, t + h)γ(t, t)
=
γ(h)
γ(0)

. (2.26)

La desigualdad de Cauchy-Schwarz permite mostrar que para la Ec. (2.26), se cumple que

−1 ≤ ρ(h) ≤ 1, para todo h.

Finalmente, considérese dos series de tiempo xt e yt. Dichas series se dicen conjun-

tamente estacionarias si cada una es estacionaria y la función de covarianza cruzada

γxy(h) = cov(xt+h, yt) = E[(xt+h − µx)(yt − µy)], (2.27)

es función solamente del lag h. Luego, la función de correlación cruzada de series conjun-

tamente estacionarias(CCF) xt e yt se define como

ρxy(h) =
γxy(h)√
γx(0)γy(0)

. (2.28)

Nuevamente, −1 ≤ ρxy(h) ≤ 1 permite la comparación entre xt+h e yt. La función de
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correlación cruzada generalmente no es simétrica con respecto a cero, es decir, ρxy(h) ,

ρyx(−h), lo que es demostrable usando los mismos principios que para obtener la Ec.(2.12).

2.2.3. Ruido blanco

Uno de los usos más importantes de la función de autocorrelación es la definición de

un proceso aleatorio ideal, que es la base de la teoría de procesos aleatorios (lineales). El

más simple de los procesos de series de tiempo corresponde a una colección de variables

aleatorias wt, con media 0 y varianza finita σ2
w. La serie de tiempo generada a partir

de variables no correlacionadas es usada como modelo para el ruido en aplicaciones

ingenieriles, por ello también es llamada ruido blanco, denotando al proceso mediante

wt ∼ wn(0, σ2
w). La designación blanco se origina como analogía con la luz blanca e indica

que todas las oscilaciones periódicas posibles están presentes con igual fuerza.

Usualmente es necesario que el ruido corresponda a variables aleatorias independientes

e idénticamente distribuidas (iid) con media 0 y varianza σ2
w, aquello se distingue mediante

la notación wt ∼ iid(0, σ2
w), así como también refiriéndose como ruido blanco independiente

o ruido iid [15]. Una serie de ruido blanco particularmente útil es el ruido blanco Gaussiano,

donde wt corresponde a variables aleatorias normales independientes, con media 0 y

varianza σ2
w, cuya notación es wt ∼ iid N(0, σ2

w). La Fig. (2.1) muestra tales variables

aleatorias con σ2
w = 1 en el orden en que fueron obtenidas Se espera que una serie de ruido

White Noise ~ iid(0,1)

Time

w

0 100 200 300 400 500

−
3

−
2

−
1

0
1

2
3

Figura 2.1: Serie ruido blanco Gaussiana
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blanco tenga una autocorrelación cercana a cero. Más aún, el 95 % de los valores en la

función de autocorrelación estará entre ±2/
√

T , donde T es el largo de la serie de tiempo.
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2.3. Herramientas de pronóstico

2.3.1. Modelos de referencia

Antes de estudiar el rendimiento de los modelos de pronóstico, es necesario demostrar

que dichos modelos son mejores que los modelos ya existentes. Cada metodología debe

ser estudiada respecto de un punto de comparación o benchmark. En el caso de métodos

univariados de series de tiempo, las comparaciones debiesen llevarse a cabo al menos

considerando metodologías ingenuas de pronóstico y también metodologías estándar tales

como modelos ARIMA (véase sección 2.4.2).

Para datos no estacionales, el método de pronóstico ingenuo se basa en el modelo

de caminata aleatoria (véase sección 2.2.3), estableciendo que todos los pronósticos son

iguales a la última observación disponible. Para datos estacinales, el mejor método ingenuo

corresponde a usar la última observación de la misma estación. En el caso de modelos de

serie de tiempo multivariados, los mismos modelos univariados pueden ser utilizados como

puntos de comparación.

Para métodos que involucran variables independientes, una regresión lineal estándar a

menudo provee de un punto de referencia básico válido. Incluso si la regresión lineal no es

apropiada para los datos (ej., por relaciones no lineales o variables correlacionadas), es un

método estándar y simple a vencer con modelos más complejos.

2.3.2. Transformaciones matemáticas

Si los datos muestran variaciones que incrementan o disminuyen con el nivel de la

serie, entonces una transformación puede ser útil. Denotando y1, . . . , yT las observaciones

originales y w1, . . . ,wT , entonces wt = log(yt). Las transformaciones logarítmicas son útiles

debido a su interpretabilidad: cambios en el valor logarítmico corresponden a cambios

relativos (o porcentuales) en la escala original. Más aún, la transformación logarítmica

restringe a los pronósticos a permanecer positivos en la escala original.

En otras ocasiones, otras transformaciones como raíces cuadradas o cúbicas son utiliza-

das (aunque no sean tan interpretables). Éstas son llamadas transformaciones de potencias,
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ya que pueden ser escritas como wt = yp
t .

Una familia de transformaciones particularmente útil, que incluye logaritmos y poten-

cias, es la familia de las transformaciones Box-Cox que dependen del parámetro λ y se

definen como

wt =


log (yt) si λ = 0;

(yλt − 1)/λ si no.
(2.29)

El logaritmo en la transformación Box-Cox es siempre un logaritmo natural (base e). Así,

si λ = 0, entonces el logaritmo natural es utilizado. En el caso λ , 0, una transformación de

potencias es utilizada, seguida de un escalamiento simple. De manera particular, si λ = 1,

entonces wt = yt − 1, y los datos son trasladados hacia abajo, sin un cambio en la forma de

la serie de tiempo.

Una vez escogido el valor de λ, es necesario pronosticar los datos transformados para

posteriormente revertir la transformación para obtener los pronósticos en la escala original,

cuya reversión está dada por

yt =


exp (wt) si λ = 0;

(λwt + 1)(1/λ) si no.
(2.30)

Algunas aspectos a considerar con respecto a las transformaciones Box-Cox son:

Si algún yt ≤ 0, ninguna transformación de potencias es posible a menos que todas

las observaciones sean ajustadas sumando una constante a todos los valores

Los resultados de pronóstico son insensibles a λ, sin embargo la transformación

tendrá efectos mayores en cuanto a intervalos de predicción

El pronóstico obtenido al revertir la transformación corresponde a la mediana de

la distribución de pronóstico, en lugar de la media de dicha distribución. Para mu-

chos propósitos este hecho es aceptable, sin embargo, ocasionalmente, la media del

pronóstico es requerida cuando un pronóstico agregado es requerido y la suma de

medianas no puede ser considerada.

Departamento de Industrias, Universidad Técnica Federico Santa María 26



CAPÍTULO 2. MARCO TEÓRICO

En particular, para una transformación Box-Cox, la media de la reversión de la transforma-

ción está dada por

yt =


exp (wt)

[
1 +

σ2
h

2

]
si λ = 0;

(λwt + 1)1/λ

[
1 +

σ2
h(1−λ)

2(λwt+1)2

]
si no,

(2.31)

donde σ2
h es la varianza del pronóstico a h pasos. Mientras más grande sea la varianza del

pronóstico, mayor será la diferencia entre la media y la mediana.

La diferencia entre la reversión simple del pronóstico dada por la Ec. (2.30) y la media

dada por la Ec. (2.31) es llamada sesgo. Cuando se utiliza la media en lugar de la mediana,

se dice que los pronósticos puntuales han sido ajustados al sesgo.

De esta manera, la etapa de preprocesamiento de los datos es revertida a su escala

original. Dichos procedimientos son llevados a cabo en el contexto de los modelos BATS/T-

BATS, idea que será profundizada en la sección (2.4.3.8). Asimismo, en el contexto de los

modelos ARIMA (véase sección 2.4.2) se considera un preprocesamiento alternativo que

también puede ser utilizado para modelos de inteligencia artificial.

2.3.3. Diagnóstico residual

Cada observación en una serie de tiempo puede ser pronosticada usando todas las ob-

servaciones previas. Dichos valores son llamados valores ajustados y pueden ser denotados

por ŷt|t−1, el pronóstico de yt basado en las observaciones y1, . . . , yt−1. En su uso habitual,

el subíndice es omitido, utilizando la notación ŷt en lugar de ŷt|t−1. Los valores ajustados

siempre involucran pronósticos a un paso.

Los valores ajustados no corresponden a verdaderos pronósticos, pues cualquier paráme-

tro involucrado en el método de pronóstico es estimado utilizando todas las observaciones

disponibles en la serie de tiempo, incluyendo observaciones futuras.

Los residuales en un modelo de series de tiempo corresponden a lo que queda lue-

go de ajustar un modelo. En general, los residuales equivalen a la diferencia entre las
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observaciones y sus correspondientes valores ajustados

et = yt − ŷt. (2.32)

Los residuales son útiles para diagnosticar si un modelo ha capturado la información de los

datos de manera adecuada. Un buen método de pronóstico proveerá de residuales con las

siguientes propiedades:

1. Los residuales no están correlacionados. De existir correlación en los residuales,

entonces aún queda información en ellos que puede ser utilizada en la generación de

pronósticos.

2. Los residuales poseen media cero, sino, los pronósticos serán sesgados.

Cualquier metodología que pronóstico que no satisfaga dichas propiedades puede ser

mejorada. Sin embargo, aquello no significa que los métodos de pronósticos que sí las

satisfacen no puedan ser mejorados. Es posible tener diferentes metodologías de pronóstico

para el mismo conjunto de datos, todas satisfaciendo dichas propiedades. La revisión de

dichas propiedades es importante para verificar si un método en particular está usando

toda la información disponible, pero no es una buena manera de seleccionar un método de

pronóstico.

Si cualquiera de estas propiedades no es satisfecha, el método de pronóstico puede ser

modificado para obtener mejores pronósticos. El sesgo en el pronóstico puede ser corregido

sumando una constante a todos los pronósticos. El caso de la correlación es más complejo,

y será considerado y abordado en modelos de secciones posteriores.

Además de las propiedades anteriormente descritas, es útil (aunque no necesario) para

los residuales tener las siguientes propiedades

3. Los residuales poseen varianza constante.

4. Los residuales poseen distribución normal.

Dichas propiedades hacen del cálculo de intervalos de predicción una tarea más fácil. Sin

embargo, un método de pronóstico que no satisfaga estas propiedades no necesariamente

requiere ser mejorado.

Departamento de Industrias, Universidad Técnica Federico Santa María 28



CAPÍTULO 2. MARCO TEÓRICO

2.3.3.1. Test de Portmanteau para autocorrelación

Además de la consideración de la función de autocorrelación revisada en la sección

(2.2.1) y de los gráficos que pueden ser obtenidos a partir de ella, existen pruebas formales

para evaluar la presencia de autocorrelación. El Test de Portmanteau es un tipo de prueba

de hipótesis estadística en la cual una hipótesis nula está bien especificada, y la hipótesis

alternativa se especifica de manera flexible. Las pruebas construidas en este contexto pueden

tener la propiedad de ser al menos moderadamente potentes contra una amplia gama de

desviaciones de la hipótesis nula. Así, en la estadística aplicada, el Test de Portmanteau

proporciona un modo razonable de proceder como un control general de un modelo de

partida para un conjunto de datos donde hay muchas maneras diferentes en las que el

modelo podrá apartarse del proceso subyacente generador de los datos. El uso de este

tipo de pruebas evita tener que ser muy específico sobre el tipo de alternativas que se está

probando.

Considerando ρk, la autocorrelación para el rezago k, es posible probar si las primeras

h autocorrelaciones son significativamente diferentes de lo que se espera de un proceso

ruido blanco. Una de las pruebas anteriormente descritas corresponde al Test Box-Pierce,

basado en el siguiente estadístico

Q = T
h∑

k=1

ρ2
k , (2.33)

donde h es el rezago máximo a considerar y T es el número de observaciones. Si cada ρk es

cercano a cero, entonces Q será pequeño. Si algunos valores ρk son grandes (positivos o

negativos), entonces Q será grande. Lamentablemente, el Test Box-Pierce no es útil cuando

h es grande.

Un test relacionado (y más preciso) es el Test de Ljung-Box, basado en

Q∗ = T (T + 2)
h∑

k=1

(T − k)−1ρ2
k . (2.34)

Nuevamente, valores grandes de Q∗ sugieren que las autocorrelaciones no provienen de

una serie ruido blanco.
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Si las autocorrelaciones provienen de una serie ruido blanco, entonces Q y Q∗ tendrán

una distribución χ2 con (h − K) grados de libertad, donde K es el número de parámetros

del modelo.

2.3.3.2. Test Jarque-Bera para normalidad

El Test Jarque-Bera [17] es una prueba de bondad de ajuste que busca entregar evidencia

acerca de la correspondencia de la simetría y la curtosis con respecto a una distribución

normal. Asumiendo datos iid (véase sección 2.2.3), el estadístico está definido como

JB =
n
6

(
S 2 +

(C − 3)2

4

)
, (2.35)

donde S y C corresponden a la simetría y curtosis muestral, respectivamente. Acá,

S =
µ̂3

σ̂3 =

1
n

∑n
i=1(xi − x̄)3(

1
n

∑n
i=1(xi − x̄)2

)3/2 , (2.36)

C =
µ̂4

σ̂4 =

1
n

∑n
i=1(xi − x̄)4(

1
n

∑n
i=1(xi − x̄)2

)2 , (2.37)

donde µ̂3 y µ̂4 corresponden a los estimadores del tercer y cuarto momento, x̄ es la media y

σ̂2 el estimador de la varianza.

Para S , se considera que:

Si S = 0 la distribución es simétrica

Si S < 0 la distribución es sesgada a la izquierda, asimétrica negativa, o de colas

pesadas a la izquierda

Si S > 0 la distribución es sesgada a la derecha, asimétrica positiva o de colas pesadas

a la derecha

mientras que para C:

Si C = 3, la estructura de variabilidad es igual a la Gaussiana (Mesocúrtica)
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Si C < 3, la estructura de variabilidad es mayor a la ideal (Platicúrtica)

Si C > 3, la estructura de variabilidad es menor a la ideal (Leptocúrtica)

Bajo la hipótesis nula de normalidad, el estadístico Jarque-Bera está aproximadamente

distribuido χ2 con dos grados de libertad. El test rechaza el supuesto de normalidad si el

estadístico es lo suficientemente grande.

2.3.4. Evaluación de precisión del pronóstico

2.3.4.1. Sets de entrenamiento y evaluación

Es importante evaluar la precisión de los pronósticos usando pronósticos genuinos.

En consecuencia, el tamaño de los residuales no es un indicador confiable de cuan grande

podrán ser los errores de pronóstico. La precisión de los pronósticos sólo puede ser deter-

minada considerando el nivel de desempeño de un modelo en datos nuevos que no han sido

utilizados para ajustar el modelo.

Al momento de escoger los modelos, una práctica común es separar los datos dis-

ponibles en dos porciones, los datos de entrenamiento (train set) y de evaluación (test

set). Los primeros son utilizados para determinar cualquier parámetro que sea requerido

por la metodología de pronóstico, mientras que los últimos son utilizados para evaluar su

rendimiento. Debido a que los datos de evaluación no son utilizados para determinar el

pronóstico, éstos debiesen proveer de un indicador confiable para medir qué tan bien el

modelo es capaz de pronosticar nuevos datos.

Pese a que no existe una regla general para la determinación de los porcentajes de

datos por conjunto, en general el tamaño del set de evaluación es de un 20 % del total de

la muestra. Sin embargo, los porcentajes dependen del tamaño de la muestra y de qué tan

a futuro se desea pronosticar. Idealmente, el set de evaluación debería ser al menos tan

grande como el horizonte de pronóstico máximo requerido. Algunos puntos importantes a

considerar son

Un modelo que se ajusta bien a los datos de entrenamiento no necesariamente

pronosticará bien.
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Siempre puede obtenerse un ajuste perfecto con un modelo con suficientes paráme-

tros.

Sobreajustar un modelo a los datos (overfitting) es tan malo como fallar en identificar

los patrones sistemáticos en los datos.

2.3.4.2. Métricas de error

El error de pronóstico corresponde a la diferencia entre el valor observado y su pronós-

tico. Aquí, error no significa una desviación o equivocación, sino la parte impredecible de

una observación [18]. Es posible expresar el error según

eT+h = yT+h − ŷT+h|T (2.38)

donde los datos de entrenamiento están dados por {y1, . . . , yT } y los datos de testeo por

{yT+1, yT+2, . . . }.

Notar que el error de pronóstico es diferente a los residuales en dos maneras

1. Los residuales son calculados con respecto a los datos de entrenamiento mientras

que los errores de pronósticos son obtenidos a partir del set de evaluación.

2. Los residuales se basan en el pronóstico a un paso (one-step forecast) , mientras

que los errores de pronósticos involucran pronósticos a múltiples pasos (multi-step

forecasts).

Es posible medir la precisión del pronóstico resumiéndolo con los siguientes indicadores

Error escala-dependiente

El error de pronóstico está en la misma escala que los datos. Las medidas de precisión

que se basan sólo en et son dependientes de la escala y por ello no pueden ser utilizados

para hacer comparaciones entre series que involucran diferentes unidades.
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Las dos métricas escala-dependientes más utilizadas son el error absoluto medio (MAE)

y la raíz del error cuadrático medio (RMSE)

MAE =
1
n

n∑
i=1

|yt − ŷt| (2.39)

RMS E =

√√
1
n

n∑
i=1

(yt − ŷt)2 (2.40)

Al momento de comparar métodos de pronóstico a una serie de tiempo o varias series con

las mismas unidades, MAE se presenta como una alternativa fácil de calcular y entender. Un

método que minimice MAE conducirá a pronósticos de la mediana, mientras que minimizar

RMSE llevará a pronósticos de la media. Por ello, RMSE es ampliamente utilizado, pese a

que sea más difícil de interpretar.

Error porcentual

Los errores porcentuales tienen la ventaja de ser libre de unidades, y por ello son

frecuentemente utilizados para evaluar el desempeño de pronósticos entre set de datos. La

medida más utilizada es el porcentaje de error absoluto medio (MAPE) definido como

MAPE = 100 ×
1
n

n∑
t=1

∣∣∣∣∣yt − ŷt

yt

∣∣∣∣∣ (2.41)

Las métricas basadas en error porcentual tienen la desventaja de ser infinitas o indefinidas

si yt = 0 para cualquier t en el período de interés, y poseer valores extremos si cualquier

yt es cercano a cero. Además, en el caso de una serie que posea un cero arbitrario como

realización válida de la observación, el indicador provee de mayor significancia. Finalmente,

el índice penaliza de mayor manera errores negativos que positivos, lo que ha conducido al

uso de métricas simétricas del error, como por ejemplo MAPE simétrico (sMAPE) .
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2.3.4.3. Validación cruzada para series de tiempo

Una versión más sofisticada de los sets de entrenamiento/evaluación descritos en la

sección (2.3.4.1) es la validación cruzada para series de tiempo o evaluación de pronóstico

en ventana rodante. En este procedimiento, se considera una serie de sets de evaluación

consistentes en una sola observación cada uno. El set de entrenamiento correspondiente

consiste solo en las observaciones que ocurrieron previo a la observación que forma el

set de evaluación. Así, ninguna observación futura es usada en construir el pronóstico. En

general tres parámetros son utilizados para este tipo de partición de los datos

Ventana inicial Número inicial de valores consecutivos en cada muestra del set de entre-

namiento.

Horizonte Número de valores consecutivos a utilizar en el set de evaluación.

Ventana fija Corresponde a la consideración lógica con respecto al tamaño de la ventana

rodante en el tiempo. Si la ventana no es fija, el set de entrenamiento siempre

comenzará con la primera obsercación y su tamaño variará a través de las particiones.

La Fig. (2.2) presenta el esquema de ventana rodante para una serie de 20 puntos. Las filas

de cada panel corresponden a diferentes particiones de datos y las columnas a diferentes

puntos de datos. El color rojo indica las observaciones que están siendo incluidas en el set

de entrenamiento y el color azul las observaciones del set de evaluación.
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Figura 2.2: Esquema de pronóstico con horizonte rodante.
Fuente: [19]

2.4. Metodologías estadísticas de pronóstico

2.4.1. Regresión clásica en el contexto de series de tiempo

Suponiendo que la serie de tiempo, yt, para t = 1, . . . , n, está siendo influenciada por

una colección de posibles series independientes, xt1, xt2, . . . , xtq, las cuales se asumen como

entradas fijas y conocidas; es posible expresar esta relación a través de un modelo de

regresión lineal como

yt = β0 + β1xt1 + β2xt2 + · · · + βqxtq + εt, (2.42)

donde β0, β1, . . . , βq son coeficientes de regresión desconocidos y εt es un proceso aleatorio

o ruido (iid) con media cero y varianza σ2
ε. Para regresión de series de tiempo, es poco

usual que el ruido sea blanco, y este supuesto usualmente es relajado.

El modelo de regresión lineal múltiple puede ser escrito en una notación más general

definiendo los vectores columna xt = (1, xt1, xt2, . . . , xtq)′ y β = (β0, β1, . . . , βq)′. Luego la
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Ec. (2.42) equivale a

yt = β′xt + εt, (2.43)

donde εt ∼ iidN(0, σ2
ε). La estimación por mínimos cuadrados ordinarios (OLS) permite

halla el vector β que minimiza la suma de los cuadrados del error

Q =

n∑
t=1

ε2
t =

n∑
t=1

(yt − β
′xt)2, (2.44)

con respecto a β0, β1, . . . , βq. Esta minimización puede ser llevada a cabo mediante la

diferenciación de la Ec. (2.44) con respecto al vector β o mediante el uso de las propiedades

de las proyecciones (usando espacios de Hilbert y el Teorema de la Proyección). En

cualquier caso, la solución debe satisfacer
∑n

t=1(yt− β̂
′xt)x′t = 0. Este procedimiento permite

obtener las ecuaciones normales

( n∑
t=1

xtx′t

)
β̂ =

n∑
t=1

xtyt. (2.45)

Si
∑n

t=1 xtx′t es no singular, el estimador por mínimos cuadrados de β es

β̂ =

( n∑
t=1

xtx′t

)−1 n∑
t=1

xtyt. (2.46)

La suma de los cuadrados del error (SSE) de la Ec. (2.44), puede ser escrita como

S S E =

n∑
t=1

(yt − β̂
′xt)2. (2.47)

Los estimadores OLS son insesgados (E(β̂) = β), y tienen la menor varianza dentro de la

clase de los estimadores lineales insesgados.

Si los errores εt se distribuyen normal, β̂ es además el estimador de máxima verosimili-

tud para β y se distribuye normal con

cov(β̂) = σ2
εC, (2.48)
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donde

C =

( n∑
t=1

xtx′t

)−1

, (2.49)

es una notación conveniente. El estimador insesgado para la varianza σ2
ε es

s2
ε = MS E =

S S E
n − (q + 1)

. (2.50)

Bajo el supuesto de normalidad,

t =
(β̂t − βt)
sε
√

cii
, (2.51)

tiene una distribución t con n − (q + 1) grados de libertad; cii denota el i-ésimo elemento

diagonal de C. Este resultado a menudo es utilizado para pruebas individuales de la hipótesis

nula H0 : βi = 0 para i = 1, . . . , q.

La comparación entre varios modelos a menudo es de interés para aislar o seleccionar

el mejor subconjunto de variables independientes. Suponiendo que un modelo propuesto

especifica que solo el subconjunto r < q de variables independientes, por ejemplo, xt,1:r =

xt1, xt2, . . . , xtr está influenciando la variable dependiente yt. El modelo reducido es

yt = β0 + β1xt1 + · · · + βqxtr + εt, (2.52)

donde β1, β2, . . . , βr es un subconjunto de coeficientes de las q variables originales.

La hipótesis nula en este caso es H0 : βr+1 = · · · = βq = 0. Es posible evaluar el modelo

reducido de la Ec. (2.52) con respecto a el modelo completo de la Ec. (2.43) mediante la

comparación de la suma del error al cuadrado bajo los dos modelos usando el estadístico F

definido como

F =
(S S Er − S S E)/(q − r)

S S E/(n − q − 1)
=

MS R
,

(2.53)

donde SSEr es la suma del error al cuadrado bajo el modelo reducido. Notar que SSEr ≥

SSE ya que el modelo completo posee más parámetros. Si H0 : βr+1 = · · · = βq = 0 es

verdadera, entonces SSEr ≈ SSE ya que los estimadores de aquellos βs serán cercanos a

0. Por lo tanto, no se cree H0 si SSR = SSEr − SSE es grande. Bajo la hipótesis nula, el

estadístico tiene una distribución F centrada con q− r y n− q− 1 grados de libertad cuando
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el modelo de la Ec. (2.52) es el correcto.

Los resultados anteriores son a menudo resumidos en la Tabla (2.1) de Análisis de

Varianza (ANOVA). La diferencia en el numerador es llamada suma de cuadrados de la

regresión (SSR). La hipótesis nula es rechazada al nivel alpha si F > Fq−r
n−q−1(α), el percentil

1 − α de la distribución F con q − r en el numerador y n − q − 1 grados de libertad.

Tabla 2.1: Análisis de varianza para regresión

Origen Grados de libertad Suma de cuadrados Cuadrado medio F
xt,r+1:q q − r S S R = S S Er − S S E MS R = S S R/(q − r) F
Error n − (q + 1) S S E MS E = S S E/(n − q − 1)

Un caso de especial interés es la hipótesis nula H0 : β1 = · · · = βq = 0. En este caso

r = 0, y el modelo de la Ec. (2.52) se reduce

yt = β0 + εt. (2.54)

Luego es posible medir la proporción de variación explicada por todas las variables usando

R2 =
S S E0 − S S E

S S E0
, (2.55)

donde la suma de los cuadrados de los residuales bajo el modelo reducido es

S S E0 =

n∑
t=1

(yt − ȳ)2 . (2.56)

En este caso S S E0 es la suma al cuadrado de las desviaciones con respecto a la media ȳ y

es conocida como la suma total de cuadrados ajustada. El índice R2 es llamado coeficiente

de determinación.

Las técnicas discutidas anteriormente pueden ser utilizadas para evaluar múltiples

modelos entre ellos usando el test F de la Ec. (2.53). Estos tests han sido usados previamente

en el procedimiento llamado regresión múltiple paso a paso, cuya utilidad radica en el

hallazgo de un conjunto de variables útiles para el modelo. Una alternativa es enfocarse

en un procedimiento de selección de modelos que no proceda de manera secuencial, sino

simplemente evalúe cada modelo en sus propios méritos. Suponiendo que se considera
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un modelo de regresión normal con k coeficientes y denotando al estimador de máxima

verosimilitud para la varianza como

σ̂2
k =

S S E(k)
n

, (2.57)

donde S S E(k) denota la suma de los residuales al cuadrado bajo el modelo con k coefi-

cientes de regresión. Akaike [20] sugiere medir la bondad de ajuste para este modelo en

particular balanceando el error del ajuste contra el número de parámetros en el modelo,

logrando parsimonía (en igualdad de condiciones, la explicación más sencilla suele ser la

más probable).

2.4.1.1. Criterios de Información

De manera formal, el criterio de información de Akaike (AIC) se define como

AIC = −2log Lk + 2k, (2.58)

donde Lk es la verosimilitud maximizada y k es el número de parámetros en el modelo.

AIC es un estimado de la discrepancia de Kullback-Leibler [21] entre el verdadero modelo

y un modelo candidato.

Para un modelo de regresión normal, AIC puede ser reducido a

AIC = log σ̂2
k +

n + 2k
n

(2.59)

donde σ̂2
k está dado por la Ec. (2.57), k es el número de parámetros del modelo y n es el

tamaño muestral.

El valor de k que logre el AIC mínimo especifica el mejor modelo. La idea es aproxi-

madamente que la minimización de σ̂2
k sería un objetivo razonable, excepto porque decrece

de manera monotónica a medida que k crece. Por ello, se debe penalizar la varianza del

error por un término proporcional al número de parámetros. La elección de la penalización

utilizada en la definición (2.58) no es única, existiendo literatura considerable referente

a distintos términos de penalización. Por ejemplo, el AIC corregido por sesgo (AICc)

Departamento de Industrias, Universidad Técnica Federico Santa María 39



CAPÍTULO 2. MARCO TEÓRICO

definido como

AICc = log σ̂2
k +

n + k
n − k − 2

(2.60)

A su vez, es posible derivar un término de corrección basado en argumentos Bayesianos,

como lo sugiere el coeficiente de información de Schwarz (BIC) definido como

BIC = log σ̂2
k +

k log n
n

(2.61)

Notar que el término de penalización en BIC es mayor que en AIC. En consecuencia, BIC

tiende a escoger modelos más pequeños. Estudios de simulación [22] verifican que BIC

se desempeña bien en muestras grandes, mientras AICc tiende a ser superior en muestras

pequeñas, donde el número relativo de parámetros es grande.

2.4.2. Modelos de Series de Tiempo

La regresión clásica restringe a la variable dependiente a ser influenciada por valores

actuales de variables independientes, lo que a menudo insuficiente para explicar toda la

dinámica de una serie de tiempo. Usualmente, la ACF de los residuales de una regresión

lineal simple revelará estructuras adicionales que una regresión no puede capturar. En

el caso de la series de tiempo, es deseable permitir que la variable dependiente se vea

influenciada por los valores previos de variables independientes y posiblemente de sus

propios valores pasados. La introducción de correlación que pueda ser generada a través de

relaciones lineales rezagadas conduce a la propuesta de modelos autoregresivos (AR) y

modelos autoregresivos de media móvil (ARMA). La adición de modelos no estacionarios

a la combinación conduce al modelo autoregresivo integrado de media móvil (ARIMA),

popularizado por Box y Jenkins [14] y su método de identificación de modelos ARIMA.

2.4.2.1. Modelo Autoregresivo (AR)

Los modelos autoregresivos están basados en la idea de que el valor actual de la serie,

yt, puede ser explicado como una función de p valores pasados, yt−1, yt−2, . . . , yt−p, donde p

determina el número de pasos en el pasado requeridos para pronosticar el valor actual. Un
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modelo autoregresivo de orden p, abreviado AR(p), posee la forma

yt = φ1yt−1 + φ2yt−2 + · · · + φpyt−p + εt, (2.62)

donde yt es estacionaria, εt ∼ wn(0, σ2
ε), y φ1, φ2, . . . , φp son constantes (φp , 0). La media

de yt, µ, es cero, y en caso contrario, es posible reemplazar yt por yt − µ en la Ec. (2.62),

obteniendo

yt − µ = φ1(yt−1 − µ) + φ2(yt−2 − µ) + · · · + φp(yt−p − µ) + εt, (2.63)

o escribir

yt = α + φ1yt−1 + φ2yt−2 + · · · + φpyt−p + εt, (2.64)

donde α = µ(1 − φ1 − · · · − φp).

Notar que la Ec. (2.64) es similar al modelo de regresión de la sección (2.4.1), y

por ello el término “auto” regresión. Algunas dificultades técnicas surgen aplicar dicho

modelo debido a que las variables regresoras yt−1, yt−2, . . . , yt−p, son componentes aleatorios,

mientras que xt se asumía fijo.

Una formulación útil sigue al usar el operador de rezagos definido como

Byt = yt−1 (2.65)

extendiéndose a potencias B2yt = B(Byt) = Byt−1 = yt−2 y así sucesivamente. Por lo tanto

Bkyt = yt−k. (2.66)

La idea de un operador inverso puede ser concretada si se requiere que B−1B = 1, así

yt = B−1Byt = B−1yt−1. (2.67)

Esto es, B−1 es el operador de traslado hacia adelante. Además, dado que la diferenciación

juega un rol central en el análisis de series de tiempo, recibe su propia notación. La primera
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diferencia puede ser denotada como

∇yt = yt − yt−1 = (1 − B)yt (2.68)

y permite eliminar tendencias lineales. Una segunda diferencia permitirá eliminar tendencias

cuadráticas y así en adelante. En general, la diferencia de orden d puede ser definida como

∇d = (1 − B)d (2.69)

donde el operador (1 − B)d puede ser expandido algebraicamente para evaluar para valores

altos de d.

Luego, usando la notación previa, es posible escribir el modelo AR(p) de la Ec. (2.62)

como

(1 − φ1B − φ2B2 − · · · − φpBp)yt = εt (2.70)

o de manera más concisa

φ(B)yt = εt (2.71)

Las propiedades de φ(B) son importantes para resolver la Ec. (2.71) para yt, lo que conduce

a la definición del operador autoregresivo como

φ(B) = 1 − φ1B − φ2B2 − · · · − φpBp (2.72)

2.4.2.2. Modelo deMediaMóvil (MA)

Como una alternativa a la representación autoregresiva en la cual yt, a la izquierda de

la ecuación es asumida como una combinación lineal; el modelo de media móvil de orden

q, MA(q), asume que el ruido blanco εt al lado derecho de la ecuación es combinado de

forma lineal para formar los datos observados. Eso es

yt = εt + θ1εt−1 + θ2εt−2 + · · · + θqεt−q, (2.73)

donde εt ∼ wn(0, σ2
ε), y θ1, θ2, . . . , θq (θq , 0) son parámetros.

Departamento de Industrias, Universidad Técnica Federico Santa María 42



CAPÍTULO 2. MARCO TEÓRICO

Es posible escribir el proceso MA(q) en su forma equivalente

yt = θ(B)εt (2.74)

usando la siguiente definición para el operador de media móvil

θ(B) = 1 + θ1B + θ2B2 + θqBq (2.75)

A diferencia de un proceso autoregresivo, el proceso de media móvil es estacionario para

cualquier valor de los parámetros θ1, . . . , θq

2.4.2.3. Modelo de Autoregresivo deMediaMóvil (ARMA)

Una serie de tiempo {yt; t = 0,±1,±2, . . . } es ARMA(p, q) si es estacionaria y

yt = φ1yt−1 + · · · + φpyt−p + εt + θ1εt−1 + · · · + θqεt−q (2.76)

con φp , 0, θq , 0, y σ2
ε > 0. Los parámetros p y q determinan el orden autoregresivo y

de media móvil, respectivamente. Si yt tiene media µ distinta a cero, es posible establecer

α = µ(1 − φ1 − · · · − φp) y escribir el modelo como

yt = α + φ1yt−1 + · · · + φpyt−p + εt + θ1εt−1 + · · · + θqεt−q (2.77)

donde εt ∼ wn(0, σ2
ε). En particular, el modelo ARMA(p, q) puede ser escrito de manera

concisa como

φ(B)yt = θ(B)εt (2.78)

2.4.2.4. Modelo de Autoregresivo Integrado deMediaMóvil (ARIMA)

Un proceso yt se denomina ARIMA(p, d, q) si

∇dyt = (1 − B)dyt (2.79)
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es ARMA(p, q). En general, se escribirá el modelo como

φ(B)(1 − B)dyt = θ(B)εt. (2.80)

Si E(∇dyt) = µ, el modelo puede ser escrito

φ(B)(1 − B)dyt = δ + θ(B)εt. (2.81)

donde δ = µ(1 − φ1 − · · · − φp).

2.4.2.5. Funciones de autocorrelación y autocorrelación parcial

Usualmente es difícil saber a partir de un gráfico temporal si los valores de p y

q elegidos en el contexto de los modelos ARIMA son los adecuados para los datos. Sin

embargo, a veces es posible usar un gráfico obtenido a partir de la función de autocorrelación

(véase sección 2.2.1), así como también el gráfico de la función de autocorrelación parcial

(PACF) para determinar el valor de p y q.

El gráfico ACF muestra las autocorrelaciones que miden la relación entre yt e yt−k,

para diferentes valores de k. El problema surge cuando se considera que yt e yt−k están

correlacionadas y entonces yt−1 e yt−2 también lo estarán. Sin embargo, yt e yt − 2 podrían

estar correlacionadas simplemente porque están conectadas a través de yt−1, en lugar de que

se deba a nueva información contenida en yt−2 que pudiese ser usada para pronosticar yt.

Para superar este problema, es posible utilizar autocorrelaciones parciales, que permi-

ten medir el nivel de relación entre yt e yt−k luego de remover los efectos de los rezagos

1, 2, . . . , k − 1. Así, la primera autocorrelación parcial será idéntica a la primera autoco-

rrelación. Cada autocorrelación parcial puede ser estimada como el último coeficiente

en un modelo autoregresivo. De manera más específica, αk, el k-ésimo coeficiente de

autocorrelación parcial, es equivalente al estimador de φk en un modelo AR(k).

Tabla 2.2: Comportamiento de ACF y PACF para modelos ARMA

AR(p) MA(q) ARMA(p,q)
ACF Disminución Interrupción luego del lag q Disminución
PACF Interrupción luego del lag p Disminución Disminución
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2.4.3. Suavizamiento Exponencial

Históricamente, el suavizamiento exponencial describe una clase de métodos de pro-

nóstico. Existe una variedad de métodos que forman parte de la familia del suavizamiento

exponencial, cada uno con la propiedad de que los pronósticos son combinaciones pondera-

das de observaciones pasadas, con observaciones recientes que reciben más ponderación

con respecto a las observaciones pasadas. El nombre “suavizado exponencial” refleja el

hecho de que los pesos disminuyen exponencialmente a medida que las observaciones se

hacen distantes en el tiempo. En otras palabras, cuanto más reciente sea la observación,

mayor será la ponderación asociada a ella. Este esquema permite generar pronósticos

confiables de manera rápida y para una amplia gama de series de tiempo, permitiendo

pronosticar datos que no poseen tendencias claras o patrones estacionales [23].

2.4.3.1. Descomposición de Series de tiempo

En la sección (2.1) se ha caracterizado a las series de tiempo utilizando palabras como

tendencia, estacionalidad y ciclicidad. En economía y negocios es común pensar en las

series de tiempo como una combinación de varios componentes tales como

Tendencia (T) Dirección a largo plazo de la serie. No es necesario que sea lineal. También

se considera cuando existe un cambio de dirección en el crecimiento de la serie.

Estacionalidad (S) Patrón que se repite con periodicidad conocida (ej. 12 meses por año,

7 días a la semana).

Ciclicidad (C) Patrón que se repite con cierta regularidad pero con periodicidad descono-

cida y cambiante (ej. ciclos económicos).

Error irregular (E) Componente impredecible de una serie.

Muchas series de tiempo incluyen tendencias, ciclos y estacionalidad. Por ello, al

momento de escoger un método de pronóstico, es necesario identificar en primera instancia

los patrones presentes en los datos, y luego escoger un método que sea capaz de capturar

los patrones de manera adecuada.
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Considerando que cualquier elemento cíclico será integrado dentro del componente de

tendencia a menos que sea indicado lo contrario, es posible combinar los tres componentes

restantes de diversas maneras. Un modelo puramente aditivo puede ser expresado como

y = T + S + E, (2.82)

donde los tres componentes son sumados para formar la serie observada. De manera

análoga, un modelo puramente multiplicativo puede ser escrito como

y = T × S × E, (2.83)

donde los tres componentes son multiplicados para formar la serie observada. Una serie

ajustada estacionalmente se forma mediante la extracción del componente estacional

de los datos, dejando solamente los componentes de tendencia y error. En el modelo

aditivo, la serie ajustada estacionalmente es y− S , mientras que en el modelo multiplicativo

corresponde a y/S .

2.4.3.2. Clasificación de métodos de suavizamiento exponencial

Es usual comenzar considerando el componente de tendencia, el cual en sí mismo es

una combinación del término del nivel (l) y un término de crecimiento (b). El nivel y el

crecimiento pueden ser combinados en numerosas maneras, obteniéndose cinco tipos de

tendencia futura. Sea Th el pronóstico de tendencia para los h períodos siguientes, y sea φ el

parámetro de amortiguación (0 < φ < 1). Entonces los cinco tipos de tendencia o patrones

de crecimiento son
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Ninguno: Th = l

Aditivo: Th = l + bh

Aditivo amortiguado: Th = l + (φ + φ2 + · · · + φh)b

Multiplicativo: Th = lbh

Multiplicativo amortiguado: Th = lb(φ+φ2+···+φh)

Un método de tendencia amortiguada es apropiado cuando existe tendencia en la serie de

tiempo, pero se cree que la tasa de crecimiento al final de los datos históricos es improbable

que continúe por más de un período corto de tiempo en el futuro.

Habiendo escogido el componente de tendencia, es posible introducir un componente

estacional de manera aditiva o multiplicativa. Finalmente, se incluye el error de la misma

manera. Ignorando el componente del error, es posible definir los quince métodos de

suavizamiento exponencial que se encuentran en la Tabla (2.3).

Tabla 2.3: Clasificación bidireccional para métodos de suavizamiento exponencial

Componente de tendencia Componente estacional
N A M

(Ninguno) (Aditivo) (Multiplicativo)
N (Ninguno) N,N N,A N,M
A (Aditivo) A,N A,A A,M
Ad (Aditivo amortiguado) Ad,N Ad,A Ad,M
M (Multiplicativo) M,N M,A M,M
Md (Multiplicativo amortiguado) Md,N Md,A Md,M

Fuente: [24]

En particular, algunos de estos métodos son conocidos con otros nombres

(N,N): Suavizamiento exponencial simple (SES)

(A,N): Método lineal de Holt

(Ad,N): Método de tendencia aditiva amortiguada

(A,A): Método aditivo de Holt-Winters
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(A,M): Método multiplicativo de Holt-Winters

(Ad,M): Método amortiguado de Holt-Winters

Denotando la serie observada por y1, y2, . . . , yn, el pronóstico de yt+h basado en toda la

información hasta el período t es denotado por ŷt+h|t. Para pronósticos a un paso, es útil la

notación ŷt+1 ≡ ŷt+1|t. Asumiendo que los parámetros relevantes requeridos para pronosticar

han sido estimados, a continuación se introducen los métodos de suavizamiento exponencial

más conocidos.

2.4.3.3. Suavizamiento Exponencial Simple (SES)

Suponiendo que se han observado dato hasta e incluyendo el período t − 1, y se desea

pronosticar el valor siguiente de la serie de tiempo, yt. Denotando al pronóstico por ŷt,

cuando la observación yt se encuentra disponible, el error de pronóstico corresponde a

yt− ŷt. El Suavizamiento Exponencial Simple (SES) [25], toma el pronóstico para el período

previo y lo ajusta usando el error de pronóstico según

ŷt+1 = ŷt + α(yt − ŷt), (2.84)

donde 0 < α < 1. El nuevo pronóstico será simplemente el antiguo pronóstico más un

ajuste por el error cometido en el último pronóstico. Si α es cercano a 1, el nuevo pronóstico

incluirá un ajuste sustancial para el error en el pronóstico previo. En caso contrario, el

nuevo pronóstico se verá ajustado levemente.

ŷt+1 = αyt + (1 − α)ŷt, (2.85)

Así, el pronóstico ŷt+1 puede ser interpretado como un promedio ponderado entre el pronós-

tico más reciente y la observación más reciente. Es posible estudiar el efecto del suaviza-

miento exponencial si la Ec. (2.85) es expandida reemplazando ŷt con sus componentes
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como sigue

ŷt+1 =αyt + α(1 − α)ŷt−1 + α(1 − α)2yt−2 + α(1 − α)3ŷt−3

+ α(1 − α)4yt−4 + · · · + α(1 − α)t−1y1 + (1 − α)tŷ1

(2.86)

Así ŷt+1 representa una media móvil ponderada de las observaciones pasadas con pesos que

decaen de manera exponencial. La elección del valor inicial es particularmente importante

y se conoce como el “problema de inicialización”. En la era pre-computacional, dicho

valor era establecido con la primera observación, sin embargo, hoy en día existen mejores

maneras de establecer dichos parámetros.

Una representación alternativa es la definición de los componentes de un suavizamiento

exponencial. La representación en componentes de un suavizamiento exponencial involucra

ecuación de pronóstico y una ecuación de suavizamiento para cada uno de los componentes

incluidos en el método. En el caso de SES, el único componente a considerar es el nivel, lt,

luego su formulación en componentes es

Ecuación de pronóstico: ŷt+h|t = lt (2.87a)

Ecuación de suavizamiento: lt = αyt + (1 − α)lt−1, (2.87b)

estableciendo h = 1 se obtienen los valores ajustados, mientras que para t = T se obtienen

los verdaderos pronósticos fuera de los datos de entrenamiento. La ecuación de pronóstico

muestra que el valor pronosticado en el período t + 1 es el nivel estimado al período t. La

ecuación de suavizamiento para el nivel permite obtener el nivel estimado para la serie en

cada período t.

Reemplazando lt con ŷt+1|t y lt−1 con ŷt|t−1 en la ecuación de suavizamiento, es posible

recuperar la forma de medias ponderadas de SES.

Finalmente, la forma de componentes de SES no es particularmente útil en este escena-

rio, sin embargo, permite establecer las bases para agregar más componentes que permitan

generalizar para otros tipos de tendencias y estacionalidad.
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2.4.3.4. Método Lineal de Holt

Holt [26] extendió SES a suavizamiento exponencial lineal para poder pronosticar

datos con tendencias. El pronóstico para el Método de suavizamiento exponencial lineal de

Holt es hallado usando dos constantes de suavizamiento, α y β∗ (con valores entre 0 y 1), y

tres ecuaciones

Ecuación de Nivel: lt = αyt + (1 − α)(lt−1 + bt−1) (2.88a)

Ecuación de Crecimiento: bt = β∗(lt − lt−1) + (1 − β∗)bt−1 (2.88b)

Ecuación de Pronóstico: ŷt+h|t = lt + bth. (2.88c)

Aquí lt denota un estimado del nivel de la serie en el período t y bt corresponde a un

estimado de la pendiente o crecimiento de la serie en el período t. Notar que bt es una media

ponderada del crecimiento previo bt−1 y un estimado del crecimiento basado en la diferencia

entre niveles sucesivos. Además, si α = β∗, el Método Lineal de Holt es equivalente a SES,

y en el caso particular β∗ = 0, se define el SES con tendencia (drift) como sigue

Ecuación de Nivel: lt = αyt + (1 − α)(lt−1 + b) (2.89a)

Ecuación de Pronóstico: ŷt+h|t = lt + bh. (2.89b)

2.4.3.5. Método de Tendencia aditiva amortiguada

Gardner y McKenzie (1985) [27] propusieron una modificación al Método lineal de

Holt para permitir “amortiguación” de las tendencias. Las ecuaciones para este método son

las siguientes

Ecuación de Nivel: lt = αyt + (1 − α)(lt−1 + φbt−1) (2.90a)

Ecuación de Crecimiento: bt = β∗(lt − lt−1) + (1 − β∗)φbt−1 (2.90b)

Ecuación de Pronóstico: ŷt+h|t = lt + (φ + φ2 + · · · + φh)bt. (2.90c)
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Así, el crecimiento para el pronóstico a un paso de yt+1 es φbt, y el crecimiento es amorti-

guado por un factor de φ para cada periodo futuro adicional. Notar que si φ = 1, el método

se reduce al Método Lineal de Holt. Para 0 < φ < 1, a medida que h→ ∞ los pronósticos

se aproximan a una asíntota dada por lt + φbt/(1 − φ). Usualmente se restringe φ > 0 para

evitar la aplicación de un coeficiente negativo a bt−1 en la Ec. (2.90b), y φ ≤ 1 para evitar

que bt crezca de manera exponencial.

2.4.3.6. Método de Tendencia y Estacionalidad de Holt-Winters

El Método de Holt-Winters [28] se basa en tres ecuaciones de suavizamiento, agregando

una ecuación para la estacionalidad al Método Lineal de Holt. Existen dos Métodos de Holt-

Winters, dependiendo si la estacionalidad es modelada de manera aditiva o multiplicativa.

Estacionalidad Multiplicativa (Método A,M)

Las ecuaciones básicas para el método multiplicativo de Holt-Winters son

Ecuación de Nivel: lt = α
yt

st−m
+ (1 − α)(lt−1 + φbt−1) (2.91a)

Ecuación de Crecimiento: bt = β∗(lt − lt−1) + (1 − β∗)φbt−1 (2.91b)

Ecuación de Estacionalidad: st = γ
yt

(lt−1 + bt−1)
+ (1 − γ)st−m (2.91c)

Ecuación de Pronóstico: ŷt+h|t = (lt + bth)st−m+h+
m , (2.91d)

donde m es la longitud de la estacionalidad (ej., cantidad de meses o trimestres en un año), lt

representa el nivel de la serie, bt denota el crecimiento, st es el componente estacional, ŷt+h|t

es el pronóstico para h períodos en adelante, y h+
m = [(h − 1) mod m] + 1. Los parámetros

(α, β∗ y γ) usualmente están restringidos entre 0 y 1. En este caso, la estacionalidad es

multiplicativa en el sentido de que el nivel reinante de la serie es multiplicado por un índice

estacional.

Estacionalidad Aditiva (Método A,A)
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El componente estacional del método de Holt-Winters puede ser tratado de manera

aditiva, aunque esta practica es menos frecuente. Las ecuaciones básicas para el método

aditivo de Holt-Winters son

Ecuación de Nivel: lt = α(yt − st−m) + (1 − α)(lt−1 + φbt−1) (2.92a)

Ecuación de Crecimiento: bt = β∗(lt − lt−1) + (1 − β∗)φbt−1 (2.92b)

Ecuación de Estacionalidad: st = γ(yt − lt−1 − bt−1) + (1 − γ)st−m (2.92c)

Ecuación de Pronóstico: ŷt+h|t = lt + bth + st−m+h+
m . (2.92d)

La única diferencia entre las ecuaciones del método con estacionalidad multiplicativa es

que los índices estacionales son sumados y restados en lugar de ser productos y ratios.

2.4.3.7. Método de Holt-Winters con Estacionalidad doble (DSHW)

Taylor [29] propone una nueva formulación para el Método de Holt-Winters para que

sea capaz de acomodar más de un patrón estacional. El Método de Holt-Winters para

estacionalidad doble multiplicativa está dado por las Ecs. (2.93)

Ecuación de Nivel: lt = α
(
yt − s(1)

t−m1
− s(2)

t−m2

)
+ (1 − α)(lt−1 + bt−1) (2.93a)

Ecuación de Crecimiento: bt = β(lt − lt−1) + (1 − β)bt−1 (2.93b)

Ecuación de Estacionalidad: s(1)
t = γ

(
yt − lt − s(2)

t−m2

)
+ (1 − γ)s(1)

t−m1
(2.93c)

Ecuación de Estacionalidad: s(2)
t = δ

(
yt − lt − s(1)

t−m1

)
+ (1 − δ)s(2)

t−m2
(2.93d)

Ecuación de Pronóstico: ŷt+h|t = lt + bth + s(1)
t−m1+h + s(2)

t−m2+h (2.93e)

+ φh
[
yt −

(
lt−1 + bt−1 + s(1)

t−m1
+ s(2)

t−m2

)]
donde α, β, γ, δ son los parámetros de suavizamiento. El término que involucra el pará-

metro φ corresponde a un ajuste de autocorrelación de primer orden, para el cual ha sido

probado que produce mejores resultados fuera de la muestra [30]. Vale la pena mencionar

que las expresiones de las Ecs. (2.93) pueden ser expandidas para incluir más patrones

estacionales mediante la introducción de un índice de estacionalidad extra y su ecuación de
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suavizamiento respectiva.

2.4.3.8. Modelos de espacio de estado de innovaciones (BATS - TBATS)

Una desventaja de los modelos de suavizamiento exponencial revisados en la secciones

anteriores es la carencia de un esquema estadístico para producir intervalos de predicción

y pronósticos puntuales. La aproximación de espacio de estado de innovaciones provee

un esquema mientras conserva la naturaleza intuitiva del suavizamiento exponencial en

sus ecuaciones. Dichos modelos permiten obtener intervalos de predicción, estimación por

máxima verosimilitud, procedimientos de selección de modelos y otros [24].

Considerando los modelos revisados en secciones previas, es posible introducir los

modelos de espacio de estado que subyacen los métodos de suavizamiento exponencial. Los

modelos de espacio de estado proveen de una flexibilidad considerable en la especificación

de una estructura paramétrica. Sea yt la observación en el período t, y sea xt el “vector de

estados” que contiene componentes no observados que describen el nivel, la tendencia y

estacionalidad de la serie. Entonces un modelo de espacio de estado de innovaciones puede

ser escrito como

yt = w′xt−1 + εt (2.94a)

xt = Fxt−1 + gεt (2.94b)

donde {εt} es una serie ruido blanco y F, g y w son coeficientes. La Ec. (2.94a) es conocida

como la ecuación de la medición u observación y describe la relación entre los estados

no observados xt−1 y la observación yt. Las Ec. (2.94b) corresponde a la ecuación de

transición o estado; describiendo la evolución de los estados en el tiempo. El uso de errores

idénticos (o innovaciones) en ambas ecuaciones lo hace un modelo de espacio de estado de

“innovaciones”. Varios métodos de suavizamiento exponencial revisados en esta sección

son equivalentes a pronósticos puntuales de casos especiales del modelo descrito por las

Ecs. (2.94).

Los modelos de espacio de estados se ajustan bien con las aproximaciones de suaviza-

miento exponencial ya que el nivel, la tendencia y los componentes estacionales quedan
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establecidos de manera explícita en los modelos.

Es posible definir modelos de espacio de estado no lineales, por ejemplo

yt = w(xt−1) + r(xt−1)εt (2.95a)

xt = f (xt−1) + g(xt−1)εt. (2.95b)

Una alternativa y especificación más común es asumir que los errores en ambas ecuaciones

es mutuamente independiente. Esto es, que gεt en la Ec. (2.94b) es reemplazado por zt,

cuando zt consiste en una serie de ruido blanco independiente que también es independiente

de εt , el error en la ecuación de la observación. El supuesto de que zt y εt son independientes

provee de restricciones para asegurar que los parámetros restantes sean estimables o

identificables.

Para cada método de suavizamiento exponencial existen dos modelos, cada uno con

errores aditivos o multiplicativos. Los pronósticos puntuales para los dos modelos son

idénticos (si los mismos parámetros usados), pero sus intervalos de predicción podrían

diferir. La notación (E,T,S) permite identificar los componentes de error (E), tendencia

(T), y estacionalidad (S). Así, por ejemplo, el modelo ETS(A,A,N) tiene errores aditivos,

tendencia aditiva y no posee estacionalidad; en otras palabras, corresponde al método lineal

de Holt con error aditivo. Una vez el modelo ha sido especificado, es posible estudiar

la distribución de probabilidad de los valores futuros de una serie y hallar, por ejemplo,

la media condicional de una observación futura dado el conocimiento que se posee del

pasado. Es posible de notar µt+h|t = E(yt+h|xt), donde xt contiene los componentes no

observados tales como lt, bt y st. Para h = 1 es posible usar µt+1 ≡ µt+1|t. Para la mayoría

de modelos, las medias condicionales serán idénticas a los pronósticos puntuales dados

por la Tabla (2.4), así µt+h|t = ŷt+h|t. El modelo general involucra un vector de estados

xt = (lt, bt, st, st−1, . . . , st−m+1)′ y la forma de las ecuaciones presentadas en la Ec. (2.95),

donde {εt} es un proceso de ruido blanco Gaussiano con varianza σ2, y µt = w(xt−1). El

modelo con errores aditivos presenta r(xt−1) = 1, así yt = µt + εt. El modelo con errores

multiplicativos tiene r(xt−1) = µt, así yt = µt(1 + εt). Entonces, εt = (yt − µt)/µt es el error

relativo para el modelo multiplicativo. Los modelos no son únicos. Cualquier valor de
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ŷ t
+

h|
t
=

� t
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r(xt−1) conducirá a valores idénticos para los pronósticos puntuales de yt.

Cada método presente en la Tabla (2.4) puede ser escrito en forma dada por las

Ecs. (2.95a) y (2.95b). Las ecuaciones que subyacen a los modelos de error aditivo y

multiplicativo están dadas por las Tablas (2.5) y (2.6), respectivamente. En este caso, se

utiliza β = αβ∗ para simplificar la notación. El error de los modelos multiplicativos es

obtenido mediante el reemplazo de εt con µtεt en las ecuaciones de la Tabla (2.5). Es

sabido que algunas combinaciones de tendencia, estacionalidad y error pueden conducir

en ocasiones a dificultades numéricas; de manera más específica, cualquier ecuación de

un modelo que requiera división por un componente de estado involucraría una división

por cero. Los pronósticos puntuales se obtienen iterando el modelo de la Ec.(2.95) para

t = n + 1, n + 2, . . . , n + h, y estableciendo εn+ j = 0 para j = 1, . . . , h. En la mayoría de los

casos, se puede mostrar que el pronóstico puntual es igual a µt+h = E(yt+h|xt), la esperanza

condicional del modelo de espacio de estados.

Estos modelos también proveen de medios para la obtención de intervalos de pre-

dicción. En el caso de los modelos lineales, donde las distribuciones de predicción son

Gaussianas, es posible derivar la varianza condicional vt+h|t = Var(yt+h|xt) y obtener de

manera acorde intervalos de predicción. Por otro lado, una aproximación más directa es

simular múltiples situaciones futuras condicionadas en el último estimador del vector de

estado xt. Tradicionalmente, los valores iniciales de x0 son especificados usando valores

ad hoc, o mediante heurísticas como la propuesta por [23]. Los estimadores de máxima

verosimilitud son obtenidos minimizando

L∗ = n log(
n∑

t=1

ε2
t ) + 2

n∑
t=1

log |r(xt−1)| (2.96)

que es equivalente al logaritmo negativo de la función de verosimilitud (con términos

constantes eliminados), condicional a los parámetros θ = (α, β, γ, φ)′ y los estados iniciales

x0 = (l0, b0, s0, s−1, . . . , s−m+1), donde n es el número de observaciones. Dicho valor puede

ser fácilmente calculado utilizando las ecuaciones recursivas de la Tabla (2.4). Además, de

manera alternativa, los estimadores pueden ser obtenidos minimizando el MSE a un paso,

minimizando la varianza de los residuales σ2, o por otro criterio de error de pronóstico.
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Las medidas de pronóstico revisadas en la sección (2.3.4.2) pueden ser usadas para

seleccionar el modelo dado un set de datos, siempre que los errores sean calculados a partir

de un set de prueba y no partir de los mismos datos que fueron utilizados en el proceso de

estimación del modelo. Sin embargo, usualmente no existe la cantidad de errores fuera de

muestra para obtener conclusiones confiables. Por ello, se penaliza la verosimilitud según

AIC = L∗(θ̂, x̂0) + 2q (véase sección 2.4.3.1), donde q es el número de parámetros en θ más

el número de estados libres en x0, y θ̂ y x̂0 denota los estimadores de θ y x0. El modelo que

minimiza AIC es seleccionado de entre todos los modelos apropiados para los datos, sea

aditivo o multiplicativo.

El algoritmo de pronósticos propuesto por involucra los siguientes pasos

1. Para cada serie, aplicar todos los modelos que sean apropiados, optimizando los

parámetros del modelo para cada caso

2. Seleccionar los mejores modelos según AIC

3. Producir pronósticos puntuales usando el mejor modelo (con parámetros optimizados)

para el horizonte requerido

4. Obtener intervalos de predicción para el mejor modelo vía resultados analíticos o

simulación, hallando los percentiles respectivos a cada horizonte.

Patrones estacionales complejos

De livera et al. [31] introduce un esquema de modelamiento de espacios de estado de

innovaciones para el pronóstico de series de tiempo con estacionalidades complejas tales

como períodos de estacionalidad múltiple, estacionalidad de alta frecuencia, estacionalidad

no-entera y efectos de calendario duales. El nuevo marco de trabajo incorpora transfor-

maciones Box-Cox, representaciones de Fourier para los coeficientes que varían con el

tiempo y una corrección ARMA para el error (véase sección 2.4.3.7). El acrónimo BATS

(p, q,m1,m2, . . . ,mT ) es utilizado para identificar las principales características del modelo

que incluye transformación Box-Cox(B), errores ARMA (A), componente de tendencia (T)
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y estacionalidad (S) dado por

y(ω)
t =


yωt −1
ω

; ω , 0

log yt; ω = 0
(2.97a)

y(ω)
t = lt−1 + φbt−1 +

T∑
i=1

s(i)
t−mi

+ dt (2.97b)

lt = lt−1 + φbt−1 + αdt (2.97c)

bt = φbt−1 + βdt (2.97d)

s(i)
t = s(i)

t−mi
+ γidt (2.97e)

dt =

p∑
i=1

ρidt−i +

q∑
i=1

θiεt−i + εt (2.97f)

donde m1, . . . ,mT denotan los períodos estacionales, lt y bt representan los componentes de

nivel y tendencia de la serie en el período t, respectivamente. s(i)
t represente el componente

estacional i-ésimo en el período t, dt denota un proceso ARMA(p, q), y εt es un proceso

de ruido blanco Gaussiano con media cero y varianza constante σ2. Los parámetros de

suavizamiento están dados por α, β, γi para i = 1, . . . ,T , y φ es el parámetro de amortigua-

miento. De acá, el modelo de Holt-Winters con Estacionalidad Doble (DSHW) con φ = 1,

ω = 1 y el ajuste de residual AR(1) considerado en [29], está dado por el modelo BATS (1,

0, m1, m2).

Una reparametrización de los componentes estacionales basada en series de Fourier

también es propuesta por [31] según:

s(i)
t =

ki∑
j=1

s(i)
j,t (2.98a)

s(i)
j,t = s(i)

j,t−1cosλ(i)
j + s∗(i)j,t−1sinλ(i)

j + γ(i)
1 dt (2.98b)

s∗(i)j,t = −s(i)
j,t−1sinλ(i)

j + s∗(i)j,t−1cosλ(i)
j + γ(i)

2 dt (2.98c)

y es llamada modelo BATS trigonométrico (TBATS). La ventaja principal del modelo

TBATS es que se permite que la estacionalidad fluctúe levemente en el tiempo.

Departamento de Industrias, Universidad Técnica Federico Santa María 60



CAPÍTULO 2. MARCO TEÓRICO

2.4.4. Descomposición estacional por regresión local polinomial (STL)

La descomposición estacional por regresión local polinomial (STL) es un procedi-

miento de filtrado para descomponer una serie de tiempo en tendencia, estacionalidad y

componentes restantes, usando una regresión local ponderada (LOESS) como método para

estimar relaciones no-lineales [32]. Asumiendo una descomposición aditiva, la serie de

tiempo yt puede ser descompuesta como yt = S t + Tt + Rt, donde S t es el componente

estacional, Tt es el componente de ciclo-tendencia, y Rt es el componente restante. Trans-

formaciones multiplicativas pueden ser obtenidas aplicando previamente transformaciones

Box-Cox, de ser necesario.

Para propósitos de pronóstico, la serie de tiempo descompuesta puede ser escrita según

yt = Ŝ t + Ât, donde Ât = T̂t + R̂t es el componente de estacionalidad ajustado [13]. Entonces,

las dos series mencionadas son pronosticadas de manera separadas y luego agregadas

para construir el pronóstico final. Los pronósticos para los componentes estacionales son

producidos usando el método estacional ingenuo (véase sección 2.3.1). Por otro lado,

para pronosticar el componente ajustado estacionalmente se consideran dos modelos no

estacionales: suavizamiento exponencial de Holt-Winters y ARIMA.

La característica más atractiva de STL, con respecto a otros procedimientos de des-

composición radica en su resiliencia a observaciones atípicas en la data, resultando en

componentes de sub-serie robustos [33]. La implementación del procedimiento STL está

basada en métodos numéricos y no requiere de modelamiento matemático. EL procedi-

miento se lleva a cabo en un ciclo iterativo de eliminación de tendencia y actualización de

componentes estacionales a partir de las sub-series. En cada iteración, los pesos de robustez

se forman basados en la estimación del componente irregular, que luego es usado para

ponderar observaciones atípicas a través de los cálculos realizados. El ciclo iterativo está

formado por dos procedimientos recursivos, una iteración interna que aplica un suaviza-

miento estacional que actualiza el componente estacional, y luego un suavizamiento que

actualiza la componente de tendencia.
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2.5. Métodos de Inteligencia Artificial para el pronóstico

2.5.1. Redes neuronales artificiales (ANN)

La evidencia empírica sugiere que las Redes Neuronales Artificiales (ANN) son una

herramienta alternativa atractiva para investigadores y practicantes del área del pronóstico;

siendo una de las técnicas no-paramétricas que se desempeñan aceptablemente bien en el

uso habitual. Caracterizadas como aproximadores universales basados en datos de cualquier

función lineal o no-lineal, las ANN se construyen como una alternativa a los métodos

de pronóstico estadísticos, así como también para propósitos comparativos. La ventaja

principal de las ANN radica en su habilidad para aprender el proceso generador de datos sin

requerir supuestos de su comportamiento y forma funcional. Así, las relaciones funcionales

que subyacen al proceso son aprendidas y, posteriormente, es posible obtener pronósticos

plausibles cuando nuevos datos de entrada están disponibles. Las implementaciones halladas

en la literatura usualmente difieren en aspectos como pre-procesamiento de los datos,

arquitectura de la red y procesos de implementación y validación.

En el contexto del pronóstico de series de tiempo, las ANN son usadas como funciones

de aproximación no-lineal debido a su capacidad para mapear el espacio de entrada (varia-

bles exógenas y un conjunto de índices de enteros positivos no necesariamente secuenciales

que representan valores presentes y rezagados) a un espacio de salida (pronósticos para

valores futuros). En cuanto al pronóstico de series de tiempo, es posible limitar el análisis a

la estructura de red neuronal prealimentada (feed-forward) utilizada convencionalmente

conocida como perceptrón multicapa (MLP), y en particular, a la siguiente forma funcional

ŷt = f (xt, θ) = β0 +

J∑
j=1

β jg
(
w0 j +

I∑
i=1

wi jxi

)
(2.99)

donde ŷt es el pronóstico a un paso calculado utilizando como vectores de entrada xt, para

observaciones presentes y rezagadas de las serie de tiempo como ilustra la Fig. (2.3), que

también podría incluir variables exógenas. I denota el número de neuronas de entrada xi de

una ANN que forman la capa de entrada, y J es el número de unidades de procesamiento o

neuronas que forman la capa oculta. Los valores de entrada son presentados a la ANN como
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un conjunto de vectores de entrada aleatorios compuestos de una ventana móvil de longitud

fija I a través de la serie. Las neuronas transforman las entradas por medio de coeficientes

θ = (wi j, β j), que corresponden a los pesos de la red para las capas ocultas y la capa de

salida, respectivamente. Cada capa tiene su propio término de sesgo, que siempre tiene un

valor igual a 1. g(·) es una función de transferencia no lineal llamada función de activación,

que usualmente es acotada, no decreciente y derivable. Usualmente, las funciones de

activación son funciones lineales, sigmoides o tangente hiperbólica. Finalmente, dado

que el pronóstico de series de tiempo corresponde a un problema de regresión, se utiliza

una función lineal en la capa de salida. La salida de la red es comparada con el valor

observado para definir un criterio de error a ser minimizado. Las derivadas del error con

respecto a los pesos son evaluadas usando el algoritmo de propagación hacia atrás (back-

propagation) [34]. Dicho algoritmo permite que los valores de los pesos wi j y β j a ser

hallados, minimicen algún criterio de ajuste (ej. MSE) a través de todas las N instancias en

el set de entrenamiento como en la Ec. (2.100)

mı́n
θ

( N∑
t=1

(yt − f (xt, θ))2 + λ
∑

i j

θ2
i j

)
, (2.100)

donde yt es el valor observado y f corresponde al modelo ANN.

2.5.1.1. Algoritmo de propagación hacia atrás

Considérese una versión generalizada del problema de minimización planteado en la

Ec. (2.100) dada por

E(w) =
∑

p

||tp − f (xp; w)||2, (2.101)

donde (xp, tp) corresponde a las observaciones e y = f (x,w) es la salida de la red. Notar

que E(w) es una función diferenciable solo para unidades diferenciables. El grupo de

Rumelhart-McClelland [34] propuso una forma de descenso paso a paso para reducir la Ec.

(2.101), con la siguiente regla de actualización

wi j ← wi j − η
∂E
∂wi j

(2.102)
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ARTICLE IN PRESS

the learning algorithm only serves to minimise the objective
function given the input and output patterns for a given
network architecture. Consequently, the specification of the
network architecture in general, as determined through
the network topology (i.e. the size and structure of the input
layer I, the size H of one or more hidden layers, the number of
output nodes oj), the signal processing within nodes (i.e. the
choice of activation functions g(�)), and the information proces-
sing between nodes (i.e. the connectivity of the weights w with or
without feedback and the activation strategy), and the input
vector in particular, determines the fundamental capability of the
MLP to capture, approximate and extrapolate the time series
components from the data generating processes.

To specify these meta-parameters for forecasting, the majority
of publications to date employ a variety of trial-and-error
approaches and simple heuristic rules. However, only limited
empirical evidence exists that the proposed heuristics resolve the
problem of architecture specification [17–19], but rather result
in inconsistent best practices that harm the reliability of their
forecasts on different data [1,6], rendering most heuristics of
limited value. To better guide the specification of NN for
forecasting, a number of methodologies have been proposed in
the form of either filters or wrappers [20]. In contrast to heuristic
rules, methodologies provide a coherent and consistent procedural
structure to modelling NNs depending on the underlying data
conditions, and allow replication. Methodologies have been
developed both for modeling generic data [18,21–25] or for
specific data properties including financial data [26,27], telecom-
munication data [18], etc. (for an introductory discussion see [1]).
However, to date no methodology has been universally accepted
to guide the architecture specification of MLPs for time series
prediction. As prior research has identified the specification of the
input vector as being crucial to achieving valid and reliable results,
methodologies for feature selection are discussed in more detail.

2.2. Challenges in feature selection for time series data

Feature selection aims at identifying the most relevant input
variables within a dataset [28]. It improves the performance of the
predictors by eliminating irrelevant inputs (and hence noise),

achieves data reduction for accelerated training and increased
computational efficiency [29], and often facilitates a better
understanding of the underlying process that generated the data.
In order to present features in the most suitable (often
parsimonious) format, feature selection is comprised of feature
evaluation, feature construction and feature transformation. For
time series data, feature evaluation aims at detecting those input
variables and dynamic lags that capture the regular time series
components of level, trend and/or (single or multiple overlying)
seasonality, while remaining adaptive to change of stochastic
components and robust against outliers and noise. Feature
construction considers the creation of new features from the
input variables, e.g. through principal component or factor
analysis, or in the form of exogenous dummy variables to
explicitly model time series components. Feature transformation
in time series aims at adequate pre-processing of features in order
to facilitate better modelling, e.g. by differencing to remove trends
or seasonality. As time series of similar frequency and domain
may exhibit different patterns, the development of an automatic,
data driven methodology for feature evaluation, construction and
transformation is desirable that does not require input from
human experts.

In feature evaluation a variety of methodologies exist, which
may be categorised as either wrappers or filters [20]. Filters make
use of designated methods for feature evaluation, analysing the
properties of the data in order to limit the search space of possible
meta-parameters, e.g. in the form of autocorrelation analysis,
spectral analysis or stepwise regression originating from linear
statistics. While filters are thus independent of a particular
predictive algorithm, wrappers use the underlying algorithm to
compute forecasts for feature subsets, often employing a grid-
search or an exhaustive evaluation of meta-parameters, and
assess the resulting forecasting accuracy to identify suitable
meta-parameters. As both methodologies exhibit unique proper-
ties and different shortcomings, we explore further these in order
to overcome their limitations.

Wrappers are often recognized as a superior alternative for
feature evaluation in supervised learning problems, as they take
the properties and biases of the inductive algorithm into
consideration when forecasting the dataset in question, and have
proven more popular in the computational intelligence and
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Fig. 1. Autoregressive MLP for time series forecasting.

S.F. Crone, N. Kourentzes / Neurocomputing 73 (2010) 1923–1936 1925

Figura 2.3: MLP autoregresivo para pronóstico

Fuente: [35]

y por ello, la derivada parcial puede ser escrita en la forma

∂E
∂wi j

=
∑

p

yp
i δ

p
j (2.103)

que se conoce como la regla delta generalizada. Aquí, el superíndice p se refiere a los

cálculos relacionados con el ejemplo p. Más aún, como los valores de δ pueden ser

calculados desde la salida hacia la entrada de la red, así el proceso de calcular las derivadas

y el algoritmo descendiente son conocidos como propagación hacia atrás.

Recordando que cada unidad tiene entrada x j =
∑

i→ j wi jyi y salida y j = f j(x j). Cada

forma del criterio de ajuste E se suma a través de las observaciones, calculándose las

derivadas de Ep, que pueden ser sumadas a través de ellas. Por lo anterior, es posible

prescindir del superíndice p y tomar calcular las derivadas parciales para E con respecto a

los pesos wi j y con respecto a las entradas xi y salidas yi de las unidades. Es importante

saber qué se mantiene fijo y qué no, en lo que es considerado derivadas ordenadas. Cuando

se obtiene las derivadas parciales con respecto a los pesos, la función E es considerada
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como una función de todos los pesos, por lo que cambios en un peso wi j afectan la entrada

y la salida de la unidad j y todas las unidades conectadas a j, incluyendo algunas unidades

de salida. Cuando se calculan las derivadas parciales con respecto a la entrada o salida de

la red, se permite a todas las otras señales en la red que dependen de la entrada o la salida a

seguir su dependencia usual. Así todos los pesos, entradas y salidas, en otras unidades en la

misma u otra capa anterior, son mantenidos constantes. Se evalúa ∂E/∂x j notando que x j

sólo afecta a las salidas a través de y j, y esto solo actúa a través de las conexiones con las

unidades de salida.

Para las primeras derivadas se tiene

∂E
∂wi j

=
∂E
∂x j

∂x j

∂wi j
= yi

∂E
∂x j

= yi f ′j (x j)
∂E
∂y j

= yiδ j (2.104)

si se considera δ j = ∂E/∂x j. La primera igualdad proviene de la dependencia de E con los

pesos sólo a través de las salidas; la segunda a partir de x j =
∑

wi jyi. Notar que

δ =
∂E
∂x j

=
∂E
∂y j

= f ′j (x j)
∂E
∂y j

(2.105)

Para las unidades de salida ∂E/∂y j puede ser calculado directamente a partir de E.

Para unidades de capas anteriores se tiene que

δ j = f ′j (x j)
∂E
∂y j

= f ′j (x j)
∑

k: j→k

w jk
∂E
∂xk

= f ′j (x j)
∑

k: j→k

∂E
∂xk

∂xk

∂y j
(2.106)

= f ′j (x j)
∑

k: j→k

w jkδk, (2.107)

la suma siendo sobre unidades k alimentadas por la unidad j. Esta fórmula ha sido re-

descubierta en varias ocasiones. Usualmente al proceso de calcular las salidas a partir de las

entradas se le conoce como propagación hacia adelante, seguido de la antes mencionada

propagación hacia atrás para calcular δi y por lo tanto ∂E/∂i j.

Es posible notar que en la Ec. (2.100), el descenso se aplica a

E + λ
∑

i j

w2
i j = E + λC (2.108)
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que corresponde de cierta forma a una regularización que reduce la magnitud de los pesos

a cada paso con cierto decaimiento.

2.5.2. Máquinas de aprendizaje extremo (ELM)

Las máquinas de aprendizaje extremo (ELM) son un algoritmo de aprendizaje relativa-

mente nuevo para entrenar redes neuronales de una capa oculta [36]. Los pesos de entrada

y sesgos de capas ocultas son asignados de manera aleatoria en lugar de ser ajustados de

manera exhaustiva. Luego, los pesos de salida son calculados a través de una operación

inversa en la matriz de salida de la capa oculta. Es así como el aprendizaje neuronal se

convierte en un problema de mínimos cuadrados que puede ser resuelto reduciendo el uso

de recursos computaciomales. Las ELM se caracterizan por un buen desempeño en cuanto

a capacidad de generalización. La gran velocidad de entrenamiento gracias a su mecanismo

de aprendizaje libre de iteraciones permite evitar problemas como hallazgo de mínimos

locales, criterios de parada y la determinación de tasas de aprendizaje o decaimientos. De

manera similar a otros modelos de redes neuronales, las ELM pueden contener cientos de

neuronas ocultas y pueden sufrir de sobreajuste. Para aliviar problemas de arquitectura e

inicialización, estos modelos usualmente son ensamblados para incrementar la precisión y

robustez de sus resultados [37].

Dado un set de entrenamiento con N observcaciones (xt, yt), la red neuronal de una

sola capa oculta de la Ec. (2.99) puede ser escrita utilizando el producto interno w j · x j de

la siguiente manera

J∑
j=1

β jg
(
w j · x j + b j

)
= ot, t = 1, . . . ,N (2.109)

donde xi identifica el vector de entrada, yt es la salida deseada, y ot es el resultado observado.

Si el error de entrenamiento es cero
∑N

t=1 ||ot − yt|| = 0, entonces hay pesos de entrada w j,

sesgo b j, y pesos de salida β j, tales que

J∑
j=1

β jg
(
w j · x j + b j

)
= yt, t = 1, . . . ,N, (2.110)
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la Ec. (2.110) puede ser reescrita como Hβ = y, donde H es la matriz de salida de la capa

oculta. Dado que H es una matriz no-cuadrada, ELMs no pueden aproximar el error de

entrenamiento cero. Dado que el número de nodos ocultos es usualmente menos que la

cantidad de observaciones de entrenamiento, la red se torna un sistema lineal indeterminado

y los pesos de salida puede ser determinados mediante el método de mínimos cuadrados.

La solución β∗ = H†y es dada por las ELM, donde H† es la matriz inversa generalizada de

Moore-Penrose H.

2.5.3. Máquinas de vectores de soporte (SVM)

Las máquinas de vectores de soporte para modelos de regresión (SVR) se han transfor-

mado en una aproximación poderosa para problemas de predicción. Un mapeo no-lineal es

definido para enlazar los datos de entrada (set de entrenamiento) a un espacio dimensional

más grande. Teóricamente, en ese nuevo espacio de altas dimensiones, existe una función

lineal que permite formular una relación no-lineal entre lo datos de entrada y los datos de

salida [38]. Dado un set de entrenamiento donde el vector de entrada xi está asociado al

vector de salida yi, SVR resuelve el siguiente problema de optimización:

mı́n
w,b,ξ,ξ∗

1
2

wT w + C
l∑

i=1

(ξi + ξ∗i )

subject to (wTφ(xi) + b) − yi ≤ ε + ξi,

yi − (wTφ(xi) + b) ≤ ε + ξ∗i ,

ξi, ξ∗i ≥ 0, i = 1, . . . , l.

donde φ mapea los valores de entrada a un espacio dimensional mayor, ξi y ξ∗i son variables

de holgura positivas que representan la distancia entre el valor observado y los valores

de acotamiento correspondientes al tubo insensitivo ε como en la Fig. (2.4). C > 0 es el

parámetro de costo que establece un intercambio entre capacidad de generalización y error

de entrenamiento [39]. Un problema de programación cuadrática restringido de manera

lineal que tiene una solución única y globalmente óptima [40] puede ser resuelto mediante
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la obtención de las soluciones del siguiente problema dual

mı́n
α,α∗

1
2

(α − α∗)T K(α − α∗)

+ ε

l∑
i=1

(αi + α∗i ) +

l∑
i=1

zi(αi − α
∗
i )

subject to
l∑

i=1

(αi − α
∗
i ) = 0,

0 ≤ αi, α∗i ≤ C, i = 1, . . . , l

donde K(xi, x j) = φ(xi)Tφ(x j) se llama la función de kernel y corresponde a un producto

interno que tiene muchos elementos y puede ser costosa de calcular. Sin embargo, el

producto interno en un espacio de dimensiones mayores puede ser calculado de manera

eficiente mediante la aplicación del truco del kernel. El desempeño de un modelo SVR

depende de la elección de una función de kernel que se ajuste al objetivo a aprender, pues

es sabido que el rendimiento de SVR depende de la elección de funciones de kernel así

como también de los hiperparámetros asociados al modelo. En general, las funciones de

kernel más utilizadas son la función lineal, polinomial, tangente hiperbólica y gaussiana.

Figura 2.4: Banda insensitiva para regresión no-lineal mediante SVM

Fuente: [41]
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2.5.4. Selección de variables

La ingeniería de características intenta aumentar la eficacia predictiva de los algoritmos

de aprendizaje creando características de los datos sin procesar que facilitan dicho proceso.

En este contexto, una característica corresponde a aquello que pueda ayudar a resolver un

problema.

La selección de variables (feature selection) corresponde al proceso de seleccionar un

subconjunto de variables de entrada relevantes que sean informativos y suficientes para la

buena predicción en su posterior uso, la construcción de modelos. En general, la selección

de variables contempla la construcción, evaluación y transformación de características

permitiendo logran un entrenamiento acelerado e incrementando la eficiencia computacio-

nal gracias a la reducción de la dimensionalidad de los datos y a un mejor entendimiento

del proceso que subyace a los datos generados [35, 42]. La construcción de variables

corresponde a la creación de nuevas características a partir de las variables de entrada,

usualmente haciendo uso del dominio del problema (domain knowledge). La evaluación

de variables (feature evaluation) se lleva a cabo analizando las propiedades de los datos y

reduciendo el espacio de búsqueda de variables a incorporar en los modelos. Finalmente, la

transformación de variables ayuda a adecuar el preprocesamiento de los datos para facilitar

un mejor modelamiento posterior, por ejemplo, vía estandarización de las variables (coefi-

ciente z, escalamiento lineal o min-máx), o la eliminación de componentes de tendencia y

estacionalidad en el caso de las series de tiempo vía diferenciación (véase sección 2.4.2.1).

2.5.4.1. Correlación no-lineal (criterio de InformaciónMutua)

El análisis de las funciones ACF y PACF es comúnmente utilizado para seleccionar

variables rezagadas a incorporar en modelos de predicción de serie de tiempo, por ejemplo,

con modelos ARIMA y también para implementaciones de modelos no lineales como los de

inteligencia artificial. Sin embargo, el análisis de ACF presenta ciertas dificultades cuando

es aplicado a series de tiempo de alta frecuencia, dado que los intervalos de confianza serán

más angostos debido a su relación con el tamaño muestral, lo que significa que casi todos

los rezagos serán significativos. Más aún, el estudio de las relaciones presentes en la serie
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se lleva a cabo de manera lineal, lo que limita la identificación de variables para modelos

no lineales (ej. modelos IA). Debido a lo anterior, el criterio de Información Mutua (MI) es

usado como una medida de información teórica para la independencia de dos variables.

Las variables independientes poseen un valor de cero MI, mientras que las variables

dependientes tendrán un valor positivo. El criterio MI es adecuado para llevar a cabo

tareas de selección de variables ya que captura correlaciones lineales y no-lineales entre las

variables rezagadas y las de salida [42, 43].

Sean X e Y dos variables aleatorias continuas con función de densidad de probabilidad

conjunta p(x, y) y funciones de densidad marginal u(x) y v(y). El coeficiente MI para X e Y

se define como

I(X,Y) =

∫ ∫
p(x, y)ln

p(x, y)
u(x)v(y)

dxdy. (2.111)

La manera más directa y ampliamente utilizada para estimar el coeficiente MI consisten

en particionar los soportes de X e Y en intervalos de tamaño finito para aproximarlo a

través de una suma finita [44]. El coeficiente MI toma valores entre 0 y∞, pero puede ser

normalizado considerando ρ(X,Y) =
√

1 − e−2I(X,Y) como trasformación invertible.

2.5.5. Optimización de hiper-parámetros

Un método por defecto para optimizar parámetros de ajuste en la etapa de entrenamiento

es llevar a cabo una búsqueda exhaustiva (grid search). Esta aproximación es usualmente

efectiva, aunque cuando existen muchos parámetros puede ser ineficiente. Una alternativa es

usar una combinación de búsqueda exhaustiva con carreras. Otra alternativa es la selección

aleatoria de combinaciones de parámetros de ajuste para cubrir el espacio de parámetros

en menor medida, como se muestra en la Fig. (2.5).

Existe una gran cantidad de modelos donde los procesos anteriormente descritos

permitan hallar valores razonables para los hiper-parámetros en relativamente poco tiempo.

Sin embargo, existen algunos modelos donde la eficiencia en un espacio de búsqueda

pequeño pueden cancelar otras optimizaciones. Por ejemplo, algunos modelos pueden usar

submodelos donde M combinaciones de parámetros de ajuste son evaluadas, potencialmente

menos de M modelos ajustados serán requeridos. Esta aproximación es considerada mejor
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cuando una búsqueda exhaustiva es usada.
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Figure 1: Grid and random search of nine trials for optimizing a functionf (x,y) = g(x)+h(y) ≈
g(x) with low effective dimensionality. Above each squareg(x) is shown in green, and
left of each squareh(y) is shown in yellow. With grid search, nine trials only testg(x)
in three distinct places. With random search, all nine trials explore distinct values of
g. This failure of grid search is the rule rather than the exception in high dimensional
hyper-parameter optimization.

given learning algorithm, looking at several relatively similar data sets (from different distributions)
reveals that on different data sets, different subspaces are important, and to different degrees. A grid
with sufficient granularity to optimizing hyper-parameters for all data sets must consequently be
inefficient for each individual data set because of the curse of dimensionality: the number of wasted
grid search trials is exponential in the number of search dimensions that turnout to be irrelevant for
a particular data set. In contrast, random search thrives on low effective dimensionality. Random
search has the same efficiency in the relevant subspace as if it had beenused to search only the
relevant dimensions.

This paper is organized as follows. Section 2 looks at the efficiency of random search in practice
vs. grid search as a method for optimizing neural network hyper-parameters. We take the grid search
experiments of Larochelle et al. (2007) as a point of comparison, and repeat similar experiments
using random search. Section 3 uses Gaussian process regression (GPR) to analyze the results of
the neural network trials. The GPR lets us characterize whatΨ looks like for various data sets,
and establish an empirical link between the low effective dimensionality ofΨ and the efficiency
of random search. Section 4 compares random search and grid search with more sophisticated
point sets developed for Quasi Monte-Carlo numerical integration, and argues that in the regime of
interest for hyper-parameter selection grid search is inappropriate andmore sophisticated methods
bring little advantage over random search. Section 5 compares random search with the expert-
guided manual sequential optimization employed in Larochelle et al. (2007) to optimize Deep Belief
Networks. Section 6 comments on the role of global optimization algorithms in futurework. We
conclude in Section 7 that random search is generally superior to grid search for optimizing hyper-
parameters.
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Figura 2.5: Optimización de hiper-parámetros

Fuente: [45]
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2.6. Demanda de energía eléctrica

Durante las últimas décadas, varios países han decidido optar por las vías de la liberali-

zación de mercados. Pese a las diferencias entre ellos, la motivación para la liberación de

los sectores de energía eléctrica a nivel mundial mezcla un común ideológico y razones

políticas. En particular, existe la creencia de que el éxito de la liberación del mercado en

otras industrias puede ser duplicado en el sector energético y la “necesidad” de separar o

desagregar estructuras de monopolios integrados verticalmente que tradicionalmente han

administrado la generación, el transporte y la distribución de la energía eléctrica. La com-

petencia ha sido justificada por los beneficios percibidos de introducir fuerzas de mercado

en una industria previamente vista como un monopolio natural con grandes economías

verticales. El distanciamiento con el carácter de monopolio natural ha sido posible, a su

vez, debido a cambios en las tecnologías de generación y mejoras en la transmisión. Así,

la motivación detrás de la liberalización de la electricidad es su forma final, promover

el aumento de la eficiencia, estimular la innovación técnica y conducir a una inversión

eficiente [46].

La liberación de los mercados de potencia fue liderada por Chile. La reforma que

comenzó en 1982, basada en la idea de separar las compañías de generación y distribución

donde la energía eléctrica era pagada de acorde a una fórmula basada en el costo, un sistema

de despacho con costos marginales de tarifado y un sistema de intercambio energético

para cumplir con contratos con clientes. La privatización a gran escala comenzó en 1986

y condujo a la desintegración vertical parcial del sector y la formación de un mecanismo

de intercambio energético masivo. Las reformas chilenas fueron seguidas por países como

Inglaterra, Escocia, Noruega, Suecia, Finlandia, Dinamarca, Australia, Estados Unidos y

Canadá. En general, el número de mercados de electricidad liberalizados está creciendo

constantemente en todo el mundo, pero la tendencia es más visible en Europa. Algunos de

estos mercados han operado de manera satisfactoria durante décadas, sin embargo otros

han tenido que someterse a varios cambios para mejorar su rendimiento. Los beneficios

usualmente incluyen una tendencia clara en los precios de la electricidad y un uso eficiente

de los activos en el sector eléctrico. Sin embargo, pese a que los precios netos de electricidad
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en general han disminuido, los nuevos impuestos han sido aplicados a los precios han

revertido estos efectos en varios casos. En particular, la tendencia a la baja de los precios no

es aparente - de existir -, para pequeños y medianos clientes industriales y especialmente

para el consumidor doméstico.

Otra controversia corresponde a la capacidad de los mercados de energía liberalizados

para proporcionar incentivos suficientes para la inversión en capacidad de nueva generación

(o transmisión). En el nuevo entorno, las decisiones de inversión ya no son planificadas de

manera centralizada, sino que son el resultado de fuerzas competitivas. En consecuencia,

generalmente el uso de tecnologías intensivas en capital con largos tiempos de construcción

es evitado, incluso si sus costos marginales son bajos. En su lugar, se prefieren las plantas

de generación que se pueden construir a corto plazo (como las plantas alimentadas por gas).

Pero incluso entonces, la expectativa de precios más bajos puede hacer que los inversionistas

privados pospongan los gastos en la capacidad de nueva generación o la ampliación de la

red de transmisión. Esto pone a los responsables políticos bajo presión para intervenir. En

consecuencia, hay un debate en curso sobre si establecer pagos de capacidad (como en

algunos países de América Latina y España), organizar mercados de capacidad (como en el

noreste de Estados Unidos) o tener mercados de "solo energía"(como en Australia y Nueva

Zelanda).

La idea básica de los pagos de capacidad (introducida originalmente en Chile en 1982)

es otorgar a cada generador un pago diario que es una medida de la contribución del

generador a la confiabilidad del sistema de energía, es decir, su disponibilidad. La evidencia

internacional sugiere, sin embargo, que los pagos de capacidad crean incentivos deficientes

para aliviar el problema de la capacidad e incluso pueden empeorarlo. Por ejemplo, los

generadores pueden intentar aumentar los pagos de capacidad al hacer disponibles menos

recursos de capacidad, lo que aumenta, en lugar de disminuir, la probabilidad de escasez.

Los sistemas de pago por capacidad basados en la cantidad (a diferencia de los

pagos por capacidad basados en el precio discutidos anteriormente) generalmente han

tomado la forma de mercados de capacidad instalada (ICAP). El objetivo principal de la

introducción de estos mercados ha sido garantizar que se asegure que la capacidad adecuada

sea entregada diaria o estacionalmente para cumplir con los requisitos de carga y reserva
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del sistema. Los distribuidores que venden electricidad a los consumidores finales deben

cumplir con sus obligaciones de capacidad, que equivalen a sus cargas mensuales máximas

esperadas más un margen de reserva. Pueden lograr esto, ya sea mediante transacciones

internas o bilaterales, o mediante el mercado de capacidad en el que los generadores venden

un derecho de retiro que permite al operador del sistema recuperarlos en caso de escasez. A

medida que los mercados maduraban, los coordinadores del mercado se dieron cuenta de

la necesidad de fomentar la confiabilidad de generación y eliminar una fuente potencial

de poder de mercado. En consecuencia, se desarrollaron créditos de capacidad no forzada

(UCAP), que se calculan tomando el ICAP y ajustándolo sobre la base de la confiabilidad

del generador.

En los mercados de solamente “de energía”, el precio mayorista de la electricidad

proporciona una compensación por los costos fijos y variables. El “precio” a pagar por

esto son los peaks de precios, es decir, cambios abruptos y generalmente no anticipados

en el precio spot que en casos extremos pueden llevar a quiebras de compañías de energía

que no están preparadas para asumir tales riesgos. Los peaks de precios deberían enviar

señales a los inversores de que se necesita capacidad de nueva generación. Sin embargo, si

las alzas son raras y no muy extremas, pueden no proporcionar suficiente motivación. En

tal caso, pueden ser necesarios incentivos regulatorios (por ejemplo, pagos de capacidad)

para impulsar inversiones oportunas y adecuadas. Un problema social relacionado es si los

consumidores están dispuestos a aceptar peaks de precios. De lo contrario, se necesitan

límites de precios protectores, que nuevamente requieren incentivos regulatorios para la

inversión en nueva capacidad.

2.6.1. Pronóstico de demanda eléctrica

El pronóstico de demanda eléctrica ha incrementado su importancia desde el desarrollo

de los mercados competitivos eléctricos. Los costos de sobre o sub-contratar y luego vender

o comprar energía en el mercado de balance a tiempo real ha incrementado tanto que

pueden conducir a grandes pérdidas financieras. La minimización del volumen de riesgo,

especialmente a corto plazo, jamás ha tenido tanta importancia como lo tiene para las

compañías energéticas como en hoy en día. Los métodos revisados en las secciones (2.4)
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y (2.5) constituyen un conjunto enriquecido de herramientas que pueden ser aplicadas

al pronóstico a corto plazo. Éstos difieren en complejidad y rendimiento de pronóstico,

pero todos sirven al mismo propósito. Desafortunadamente, no existen un único mejor

modelo. Cada proceso de demanda eléctrica debe ser abordado de manera individual y

la aproximación óptima puede ser seleccionada sólo después de un estudio comparativo

del comportamiento del modelo. Las técnicas de preprocesamiento pueden ser útiles en el

proceso de preselección de modelos e identificación de parámetros, sobre todo cuando la

disponibilidad de datos de entrada y su calidad puede limitar no sólo el rango de modelos a

considerar, sino también el rendimiento del pronóstico.

2.6.2. Caracterización de la curva de demanda eléctrica

Antes de llevar a cabo el proceso de modelamiento y predicción, es importante mencio-

nar ciertos asuntos con respecto al pronóstico de demanda eléctrica. Se debe tener en cuenta

que la precisión de pronóstico no sólo depende de la eficiencia numérica del algoritmo

empleado, sino también de la calidad de los datos analizados y la habilidad de incorporar

importantes factores exógenos en los modelos. Para el pronóstico a corto plazo, un gran

número de variables pueden ser consideradas, tales como factores temporales, datos de

clima, precios de la electricidad, eventos sociales e incluso segmentaciones por tipo de

cliente.

2.6.2.1. Observaciones vacías y atípicas

Si los datos de entrada del modelo de pronóstico son deficientes, será una tarea difícil

o imposible obtener un buen pronóstico, sin importar qué tan bueno es un modelo. Los

datos obtenidos por ejemplo, minuto a minuto, usualmente son irregulares y están llenos de

observaciones faltantes (NA). Un problema relacionado es la manipulación de condiciones

de demanda observadas pero anómalas. Si el comportamiento de la demanda es anormal en

cierto día, esta desviación de las condiciones normales puede ser reflejada en los pronósticos

futuros. Una posible solución para este problema es tratar las observaciones anormales

como observaciones atípicas y usar procesos de filtrado correctivo para preprocesar los datos

y producir observaciones de calidad que puedan servir como argumento de entrada para los
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modelos de pronóstico. Desafortunadamente, los algoritmos correctivos automatizados a

veces no funcionan satisfactoriamente y conocimiento de humanos expertos es requerido

para supervisar el proceso.

2.6.2.2. Factores temporales

Los factores temporales o de calendario que influencian a los sistemas de carga

incluyen la época del año, el día de la semana y la hora del día. Además existen diferencias

en los perfiles de demanda entre estaciones y entre días de semana y días de fin de

semana. La demanda en diferentes días de semana también puede comportarse de manera

diferente: los días lunes y viernes pueden tener diferentes estructuras que los días entre ellos.

Finalmente, los perfiles de carga durante festivos y sus días adyacentes pueden desviarse del

comportamiento típico. Los días festivos también son más difíciles de pronosticar debido a

la poca frecuencia de sus ocurrencias.

2.6.2.3. Condiciones climáticas

Además de los factores temporales, las condiciones climáticas son las variables exóge-

nas más influyentes, especialmente para el pronóstico a corto plazo. Ciertas variables

climáticas pueden ser consideradas, pero la temperatura, humedad y nubosidad son los

predictores más utilizados. El enfoque habitual de STLF utiliza el escenario meteorológico

pronosticado como entrada. Sin embargo, uno de los desarrollos recientes en el pronóstico

climático es el llamado enfoque ensamblado. Dicho enfoque, consiste en calcular múltiples

pronósticos con ponderaciones de probabilidad asignadas. En lugar de utilizar pronósticos

puntuales, utiliza múltiples escenarios para el valor futuro de una variable meteorológica. A

su vez, estas entradas generan múltiples pronósticos de carga, que naturalmente contienen

mucha más información que solo la carga esperada. Además de predicciones horarias

más precisas, la descripción probabilística de la demanda futura también se puede utilizar

como entrada para los sistemas de apoyo al a toma de decisiones. Desafortunadamente, la

mayoría de los servicios meteorológicos no proporcionan descripciones probabilísticas de

las variables meteorológicas, sino solo pronósticos puntuales.
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Capítulo 3

Caso de estudio: Pronóstico de demanda

eléctrica a corto plazo en Francia

3.1. RTE

Réseau de Transport d’Électricité (RTE) es el operador de sistemas de transmisión de

electricidad de Francia, responsable de la operación, mantención y desarrollo del sistema

de transmisión de alto voltaje francés, siendo el más grande de Europa. Su misión es

proveer de acceso a una fuente de electricidad económica, segura y limpia a todos sus

consumidores. Asimismo, en aspectos operativos, RTE se asegura de que a cada momento

exista un balance entre la oferta y la demanda de electricidad en Francia. Posee más de

105.000 km de líneas entre 63.000 y 400.000 voltios y 500 líneas de redes fronterizas

que conectan a Francia con redes de 33 países europeos, ofreciendo así oportunidades de

intercambio esenciales para la optimización del sistema eléctrico a nivel de intercambio

económico.

3.2. Análisis de datos exploratorio

Antes de modelar la demanda eléctrica en el dominio temporal, es importante entender

su comportamiento en el tiempo. Para ello, una de las aproximaciones frecuentemente adop-

tada por los científicos de datos es el Análisis de Datos Exploratorio (EDA), que enfatiza
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las representaciones gráficas de los datos. El análisis corresponde a un proceso cíclico de

extracción e interpretación de patrones, cuyo objetivo es complementar la construcción de

modelos basándose en los hallazgos del EDA. Asimismo, dicho análisis también tiene como

objetivo la búsqueda de patrones inesperados y el desarrollo de descripciones enriquecidas

de la información disponible.

Con respecto al estudio de la demanda eléctrica a corto plazo, diversos hallazgos

empíricos han sido sistemáticamente reportados en la literatura, los que son compartidos

por la mayoría de los sistemas de operación en el mundo. En esta sección, dichos hechos

“estilizados” [46] son ilustrados utilizando la base de datos de demanda eléctrica en Francia

que contiene observaciones de la carga del sistema en intervalos de media hora desde enero

de 2015 a diciembre de 2016.

3.2.1. Visualización de la serie de tiempo

Como se menciona en la sección (1.1), los datos de EED fueron obtenidos a partir de la

base de datos pública ofrecida por RTE, que provee de datos históricos de demanda eléctrica

hasta 1996, sin observaciones vacías [12]. La serie de carga para el período 2015-2016

se muestra en la Fig. (3.1), que ilustra claramente la estacionalidad anual que reina en

la serie. La estacionalidad es considerablemente diferente para los períodos de invierno

con respecto a los de verano. Niveles altos de demanda son hallados en invierno y verano

comparados con temporadas de otoño y primavera debido al uso de calefacción eléctrica y

aire acondicionado, respectivamente. El perfil de carga y la variación durante ambos años

se ilustra en la Fig. (3.2), donde patrones constantes de distribución diaria y anual son

observados en las variaciones de demanda. El histograma de la demanda en la Fig. (3.3)

revela dos peaks a 50,000 MW y 54,000 MW, presentando sesgo hacia la derecha, es decir;

la mayoría de los datos se encuentran bajo la demanda media. La estadística descriptiva

para el año 2015 se presenta en la Tabla (3.1).

La Fig. (3.4) muestra los desplazamientos producidos en el ciclo medio intradiario

condicionado al mes del año. El nivel de demanda más bajo es observable entre 4:00 y 5:00

a través del año. Una alza entre 6:00 y 8:00 es notable, que está asociada al comienzo de las

actividades humanas rutinarias, horas laborales y períodos de alta demanda de las industrias,
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Figura 3.1: EED cada media hora en Francia, obtenida desde RTE para el período 2015-2016

servicios y uso doméstico. La EED alcanza un máximo a las 13:00, a excepción de las horas

de la tarde en los meses de invierno, cuando el máximo global se halla aproximadamente

a las 19:00, cuando la carga por iluminación está al máximo. Un mínimo local aparece

usualmente luego de las 16:00, ocurriendo antes en los meses fríos, y moviéndose hacia las

21:00 en los meses cálidos. Además, los días de verano son menos curvos e irregulares que

aquellos pertenecientes a otras estaciones del año.

La Fig. (3.5) muestra el perfil diario promedio para cada día de la semana. Existen tres

patrones diferentes que pueden ser observados. De lunes a viernes, el comportamiento de

la demanda eléctrica es bastante similar, aunque el día lunes comienza con bajos niveles

de demanda asociados al fin de semana. A nivel diario, las curvas son similares para los

días laborales, de lunes a viernes. Además, los viernes poseen una baja en los niveles de

demanda desde las 13:00, asociado con el fin de los días laborales. Los días de fin de

semana muestra un decrecimiento sistemático en la demanda eléctrica comparado con el

resto de la semana asociado al bajo consumo industrial y comercial. Además, los niveles de

carga en los días sábado son mayores y diferentes al día domingo en las horas de actividad

humana.

La Fig. (3.6) presenta la demanda media por día de semana condicionada en el mes

del año. El nivel de EED se incrementa y disminuye dependiendo de la etsación del año

a la cual pertenece el mes. Los días martes, miércoles y jueves poseen mayor demanda

comparado con el resto de la semana. Un patrón constante es observado a través de los
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meses, como en la Fig. (3.4), donde el sábado y domingo corresponden a los períodos de

menor demanda asociada a niveles bajos de actividad económica.

Tabla 3.1: Estadística descriptiva para la demanda eléctrica(MW) (in-sample)

Media Mediana Máx. Min. Desv. Estándar Simetría Curtosis
54222 52868 91934 29590 11611.98 0.45 -0.36
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Figura 3.2: Representación 3D de la curva de carga cada media hora para el período 2015-2016

El análisis de la ACF y PACF ayuda al reconocimiento de estructuras de dependencia

ya patrones regulares en la curva de carga [5, 47]. Para poder entender la estacionalidad

y las estructuras de correlación, los primeros 336 rezagos se muestran en la Fig. (3.7),

correspondiendo a una semana de observaciones.

La Fig. (3.7) muestra que la serie es no-estacionaria y fuertemente autocorrelacionada,

pues el nivel de autocorrelación está por sobre 0.55 durante toda la semana de rezagos, sin

disminución en su nivel. Como era de esperarse, un fuerte patrón estacional emerge cada
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Figura 3.3: Histograma de observaciones semi-horarias para EED

40,000

50,000

60,000

70,000

80,000

0 10 20 30 40
Time of day

D
em

an
d 

Lo
ad

 (
M

W
)

Month

Jan

Feb

Mar

Apr

May

Jun

Jul

Aug

Sep

Oct

Nov

Dec

Figura 3.4: Ciclo medio intra-diario para cada mes del año (in-sample)
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Figura 3.5: Ciclo medio intra-diario para cada día de la semana(in-sample)
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Figura 3.6: Carga media por día de semana para cada mes del año (in-sample)
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48 observaciones, lo que corresponde al número de observaciones en un día. La presencia

de estacionalidad se confirma por alzas periódicas en la PACF. La dependencia más fuerte

puede ser observada en los rezagos 1 y 336, correspondiendo a la observación previa y la

observación hace una semana atrás, respectivamente. Los otros peaks de autocorrelación se

encuentran, en orden de importancia decreciente, en los días 1, 6, 2, 3, 4 y 5.
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Figura 3.7: Funciones ACF (superior) y PACF (inferior) para la demanda eléctrica semi-horaria
(in-sample)

La Descomposición estacional por regresión local polinomial (STL) permite comple-

mentar de manera visual el análisis de datos exploratorio, y también forma parte de los

modelos estadísticos a evaluar para el pronóstico de demanda eléctrica. Como se revisó ante-

riormente, la demanda semi-horaria en Francia exhibe dos períodos estacionales. Es posible

obtener una descomposición utilizando como estacionalidad periódica m1 = 48 y m2 = 336,

para el ciclo diario y semanal, respectivamente. Los tres componentes obtenidos al aplicar

la descomposición STL se muestran en la Fig. (3.8). Como era de esperar, los patrones

diarios y semanales son observados. El componente de tendencia muestra el movimiento

general de la serie, ignorando la estacionalidad y las pequeñas fluctuaciones aleatorias. Las

escalas verticales permiten comparar el rango de los componentes, mostrando que la mayor

fluctuación ocurre en el ciclo intradiario.
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Figura 3.8: Descomposición estacional por Loess (STL) de la demanda semi-horaria para el período
comprendido entre Agosto a Septiembre de 2015

3.3. Configuración experimental

3.3.1. Data

Como se introdujo en la sección (3.2.1), el experimento estudia el set de datos de

demanda eléctrica en Francia obtenida desde RTE para el período 2015-2016. El número

total de observaciones es 35,088 (dos años de 365 y 366 días × 24 horas × 2 observaciones

por hora).

Los días especiales (observaciones inusuales) tienen un gran impacto en la demanda
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eléctrica. Algunos estudios proponen algoritmos para reducir el error de pronóstico aso-

ciado a los días especiales [48, 49, 50] o usan variables dummy para diferenciar dichos

períodos de las observaciones usuales [51]. Por otro parte, otros autores eligen dejar las

periodicidades naturales de la serie intactas mediante la interpolación de la demanda en

períodos correspondientes a las dos semanas adyacentes [29, 52, 53, 54]. Dado que el

presente estudio corresponde a capacidad predictiva en línea, antes de ajustar y evaluar los

modelos, se elige utilizar esta última aproximación y suavizar feriados y observaciones

inusuales halladas en el set de datos.

Los datos son divididos en tres subconjuntos que no se traslapan: el set de entrenamiento

(Dtrain), que corresponde al primer 75 % de los datos de 2015, el set de validación (Dvalid),que

contiene el 25 % restante de los datos de 2015, y el set de evaluación (Dtest), que contiene

todos los datos de 2016. Se utiliza Dtrain para llevar a cabo procedimientos de selección de

variables descritos en la próxima sección. Los modelos basados en AI utilizan Dtrain y Dvalid

para ajuste de hiperparámetros. Dtest es utilizado para evaluar la capacidad predictiva para

ambos modelos estadísticos y de inteligencia artificial.

3.3.2. Selección de variables

Pese a que la inclusión de variables exógenas como el clima y las condiciones del

sistema en la especificación de modelos podrían mejorar sustancialmente las predicciones

de demanda [2, 46], los errores de pronóstico en la práctica serán mayores debido a la

incertidumbre asociada al pronóstico climático necesario para generar predicciones [55].

Además, cuando las áreas cubiertas por la compañía eléctrica son pequeñas o poseen alta

variabilidad en sus sub-regiones, su uso no ofrecerá una ventaja significativa [56]. Más

aún, tener acceso a variables climáticas confiables puede ser difícil e incluso costoso, ya

que muchos operadores de sistema ofrecen datos de demanda histórica de manera gratuita,

pero reservan los datos climáticos asociados a ésta. Debido a lo anterior, la incorporación

de variables climáticas en los modelos de pronóstico ha sido considerada impráctica por

algunos autores [29, 52, 57]. Varios estudios consideran las metodologías univariadas como

suficientes para el corto plazo, argumentando que las variables climáticas cambian en una

manera suave y que tal comportamiento debiese ser capturado por la serie de demanda
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misma [53, 56, 58, 59]. Basado en lo anterior, los modelos propuestos y revisados en

este trabajo se basan en la información contenida por la serie de tiempo y explotan sus

características univariadas.

En el contexto propuesto, la selección de variables corresponde al proceso de construir,

evaluar y transformar la información contenida en la serie de tiempo de demanda eléctrica

para generar pronósticos buenos y precisos.

En cuanto a la construcción de variables, la serie de demanda puede ser codificada de

manera determinística para los modelos AI, como en el caso del modelo TBATS (véase

sección 2.4.3.8), es posible hacer uso de pares de seno-coseno para cada estacionalidad

identificada dentro de la serie como

xmi,1 = sen
(2πt

mi

)
, xmi,2 = cos

(2πt
mi

)
(3.1)

con m1 = 48 y m2 = 336 para la estacionalidad diaria y semanal, respectivamente.

Como muestra la Fig. (3.7), la curva de demanda exhibe estructuras de correlación

adicionales de longitud no-estacional que pueden ser incorporadas al vector de entrada

junto a las variables dummy que codifican la estacionalidad de manera determinística. Para

integrar realizaciones rezagadas de la serie de demanda en la forma de términos no-lineales

autoregresivos, se selecciona un conjunto de variables rezagadas relevantes e informativas

a partir de una ventana de datos de una semana en el tiempo, llevando a cabo selección de

variables basando la decisión en la ACF y el coeficiente MI.

La Fig. (3.9) muestra el coeficiente MI normalizado y ordenado de manera jerárquica

para los rezagos a una semana. Es posible notar que la curva del coeficiente MI se aplana

gradualmente, sin mejora significativa aproximadamente luego de la variable en el ranking

50, que es establecido como punto de corte. Por ello, se considera la selección de las 50

variables mejor evaluadas por el análisis del criterio MI, como principales variables para

los modelos basados en IA.

La transformación de variables en series de tiempo busca un adecuado preprocesa-

miento de las características para facilitar el modelamiento. Como se describe en [43], la

evolución en el tiempo de la curva de carga es no-estacionaria, con la presencia de autocorre-

Departamento de Industrias, Universidad Técnica Federico Santa María 86



CAPÍTULO 3. CASO DE ESTUDIO: PRONÓSTICO DE DEMANDA ELÉCTRICA A CORTO PLAZO EN FRANCIA

0.7

0.8

0.9

0 100 200 300
Rank of feature

M
I s

co
re

Figura 3.9: Coeficiente MI para cada variable en orden jerárquico

laciones fuertes y con decaimiento lento, como se muestra en la Fig. 3.7. Así, previo a ajustar

los modelos, una dirección de experimentación interesante es filtrar la no-estacionariedad

de la serie mediante la aplicación de los operadores de rezagos (1 − L48)(1 − L336) o

(1−L)(1−L48)(1−L336) a la serie de demanda, yt, como etapa de preprocesamiento análoga

al procedimiento para modeos ARIMA [43, 52]. Las Figs. (3.10) y (3.11) muestran la

manera en que la EED decae cuando esta codificación estocástica específica es utilizada.

Al momento de considerar modelos AI, las variables de entrada también son estandarizadas

mediante el coeficiente z, escalamiento lineal y el método min-máx. Cada operación de

preprocesamiento es revertida luego para evaluar el pronóstico producido por cada modelo

IA. Las conjuntos de variable de entrada para cada modelo están listadas en la Tabla (3.2).

−0.5

0.0

0.5

1.0

0 48 96 144 192 240 288 336 384 432 480 528 576 624 672
Lag

A
ut

oc
or

re
la

tio
n

Load time series yt ∇48yt ∇336∇48yt

Figura 3.10: Funciones de autocorrelación para la serie EED diferenciada dos veces
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Figura 3.11: Funciones de autocorrelación para la serie EED diferenciada tres veces

Tabla 3.2: Variables seleccionadas por criterio MI

Conjunto de
Variables

Variables rezagadas utilizadas para pronóstico

MI 1 - 13, 43 - 55, 95 - 99, 145, 241 - 242, 285 - 293, 330 - 336
MI∇48∇336 1 - 39, 326 - 336
MI∇1∇48∇336 1 - 4, 49, 90 - 92, 95, 97 - 99, 101, 106, 110, 117, 124, 125, 128,

131, 132, 136, 137, 142, 144, 145, 151, 156, 159, 163, 165, 166,
170, 175, 179, 192 - 194, 206, 210 - 212, 227, 229, 240, 241,
289, 331, 335, 336

∇48∇336 = (1 − L48)(1 − L336)
∇1∇48∇336 = (1 − L)(1 − L48)(1 − L336)

3.4. Implementación en R

Los siguientes paquetes y consideraciones han sido contempladas para implementar los

modelos revisados en la sección (2.4), utilizando los paquetes de computación estadística

disponibles en el lenguaje R [11].

Preprocesamiento de los datos y EDA

Manipulación de datos: data.table, dplyr, tidyverse, tsibble

Fechas: lubridate

Gráficos: ggplot2, plotly, lattice, gridExtra

Departamento de Industrias, Universidad Técnica Federico Santa María 88



CAPÍTULO 3. CASO DE ESTUDIO: PRONÓSTICO DE DEMANDA ELÉCTRICA A CORTO PLAZO EN FRANCIA

Métricas de rendimiento: Metrics

Entrenamiento de modelos: caret

Computación paralela de modelos: parallel, doMC

STL

Paquete R: forecast

Función: mstl

Ventana estacional: Periódica

Componentes estacionales: 48, 336

Box-Cox: Automático

Residuos: SES, ARIMA

DSHW

Paquete R: forecast

Función: bats

Componentes estacionales: 48, 336

Corrección AR(1): Verdadero

Box-Cox: Automático

Tendencia: Verdadero

TBATS

Paquete R: forecast

Función: bats
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Componentes estacionales: 48, 336

Corrección AR(1): Verdadero

Box-Cox: Automático

Tendencia: Verdadero

ANN

Paquete R: nnet

Función: nnet

Algoritmo de Optimización: BFGS

Hiper-parámetros: size, decay

Función de activación: sigmoide

Cantidad de iniciaciones: 20

Combinación de pronóstico: media

Tolerancia al error: 10−4

Iteraciones máximas: 1000

Validación: Validación cruzada para series de tiempo (75 − 25 %)

ELM

Paquete R: nnfor

Función: elm

Algoritmo de Optimización: Mínimos cuadrados

Hiper-parámetros: size
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Función de activación: sigmoide

Combinación de pronóstico: media

Cantidad de iniciaciones: 20

Validación: Validación cruzada automática para parámetro size

Estimación para capa de salida: lasso con validación cruzada

SVM

Paquete R: kernlab

Función: ksvm

Algoritmo de Optimización: SMO

Hiper-parámetros: cost, sigma

Kernel: Radial Basis Function (RBF)

K(xi, x j) = exp
(−||xi − x j||

2

2σ2

)
(3.2)

Tolerancia al error: 10−3

Epsilon en tubo insensitivo: 0.1

Validación: Validación cruzada para series de tiempo (75 − 25 %)

Cada método genera pronósticos a un paso en adelante de manera iterativa, es decir; los

pronósticos generados son utilizados como entradas para que los modelos puedan generar

un pronóstico recursivo de varios pasos hacia adelante.
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3.5. Análisis de resultados

La utilización de la métrica MAPE (véase sección 2.3.4.2) para evaluar el rendimiento

de pronóstico se ha establecido como un estándar en la industria en cuanto a la medición de

la precisión del pronóstico. Esto debido al hecho de que es capaz de capturar la proporcio-

nalidad entre el error de pronóstico y la carga observada [55]. Rendimientos similares a los

del MAPE fueron obtenidos con las métricas escala-dependientes MAE y RMSE. La Tabla

(3.3) contiene el rendimiento en el set de evaluación para el horizonte de pronóstico de un

día en adelante (h = 48), desde enero 2016 a diciembre 2016. Para el período de evaluación,

se llevan a cabo pronósticos multi-paso considerando el esquema de ventana rodante (véase

sección 2.3.4.3), re-estimando el modelo para cada ventana usando los hiper-parámetros

obtenidos en el proceso de validación. Las mismas variables seleccionadas fueron utilizadas

para cada modelo de la familia AI.

A partir de la Tabla (3.3) es posible verificar que todos los modelos considerados son

capaces de superar el modelo estacional ingenuo utilizado como línea base de comparación.

Como era de esperarse a partir de la revisión bibliográfica, el modelo de Holt-Winters

con estacionalidad doble supera a los otros modelos en todos los casos con un MAPE

dentro del set de evaluación de 1.66 %. Por lo tanto, DSHW es establecido como punto

de comparación estadístico para comparar los modelos restantes. A partir de los modelos

de Descomposición Estacional por Regresión Local Polinomial (STL), el uso de modelos

ARIMA para pronosticar el residual de la descomposición STL es preferible por sobre el

suavizamiento exponencial, con una diferencia en MAPE de 0.25 %. El método TBATS se

desempeña peor que todos los otros modelos estadísticos, probando que la descomposición

aplicada no es adecuado para este set de datos de demanda en particular.

De acuerdo al MAPE, el mejor modelo AI es la Red Neuronal Artificial que utiliza el

operador de diferencias doble como etapa de preprocesamiento. Rendimientos similares

son obtenidos para la Máquina de Aprendizaje Extremo, con el mismo preprocesamiento

de los datos.

El mejor modelo de Máquinas de Vectores de Soporte es el único modelo que se

desempeña mejor utilizando el operador de diferencias triple. En general, el rendimiento

Departamento de Industrias, Universidad Técnica Federico Santa María 92



CAPÍTULO 3. CASO DE ESTUDIO: PRONÓSTICO DE DEMANDA ELÉCTRICA A CORTO PLAZO EN FRANCIA

Tabla 3.3: Métricas de evaluación para métodos entrenadas con una ventana rodante fija

Método de predicción Parámetros del modelo
Métrica de rendimiento
RMSE (MW) MAE (MW) MAPE( %)

Modelo estacional ingenuo - 6194 4593 8.29

ANN
Neuronas ocultas: 20
Peso de decaimiento: 0.01 3195 2332 4.12

ANN∇48∇336

Neuronas ocultas: 6
Peso de decaimiento: 0.1 2106 1354 2.41

ANN∇1∇48∇336

Neuronas ocultas: 6
Peso de decaimiento: 0.1 2260 1454 2.64

ELM
Neuronas ocultas: Auto
Pesos de salida: Lasso 3372 2497 4.55

ELM∇48∇336

Neuronas ocultas: Auto
Pesos de salida: Lasso 2140 1398 2.50

ELM∇1∇48∇336

Neuronas ocultas: Auto
Pesos de salida: Lasso 2264 1414 2.55

SVM
Costo: 4
Sigma: 0.0254 4298 3215 5.85

SVM∇48∇336

Costo: 1
Sigma: 0.0453 2534 1666 2.96

SVM∇1∇48∇336

Costo: 0.25
Sigma: 0.0165 2332 1396 2.55

DSHW Parámetros de suavizamiento α, β, δ, ω, φ 1301* 922 1.66*

STL + EXP Parámetros de suavizamiento α 1749 1179 2.15
STL + ARIMA parámetros ARIMA (p,d,q) 1487 1054 1.90
TBATS Parámetros de suavizamientos ω, φ, (p,q) 3014 2195 4.04

Entradas en negrita destacan el mejor modelo condicionado a las variables de entrada por técnica, por RMSE y MAPE.

obtenido a través del uso de una codificación de la estacionalidad determinística no es

superior al uso de una codificación estocástica, con la incorporación de rezagos relevantes.

Así, es esperable que modelos complejos y con más variables relevantes logren superar los

resultados obtenidos con modelos univariados.

La Fig. (3.12) muestra la precisión de pronóstico en el set de evaluación para los cuatro

mejores métodos considerando un horizonte de evaluación de un día para cada técnica.

El perfil edl error es similar entre los modelos, con un incremente en el nivel de MAPE

observable para todos los modelos. Dos alzas de error son halladas en la mañana; entre

06:00 y 10:00, y en la tarde, a partir de 13:00 a 17:00. Tales características pueden ser

asociadas a la variabilidad en el comportamiento de la demanda eléctrica a partir del sistema

en esas horas en específico. Más aún, tales horas son más difíciles de predecir para los

modelos propuestos, sin importar la metodología utilizada para obtener el pronóstico. Por

otro lado, el crecimiento sostenido del error puede ser atribuido al uso de una estrategia
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de pronóstico recursiva. En general, la varianza del pronóstico se incrementará con el

horizonte de pronóstico, lo que implica que si se promedia los valores de error absoluto o

cuadrado en el set de evaluación, se están combinando resultados con diferentes varianzas.
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Figura 3.12: Resultados de MAPE con respecto al horizonte de pronóstico (testing set)

En la Fig. (3.13), el desempeño de los mejores modelos por cada técnica condicionados

por el día de la semana es presentado. Dada la metodología de pronóstico propuesta, en

general los días de semana tienen un menor MAPE que los días de fin de semana. Más aún,

los modelos AI tienen mayor dificultad para pronosticar los días viernes, lo que puede ser

atribuido a las observaciones cercanas al fin de semana. Por otro lado, es aparente que la

similaridad entre los días martes, miércoles y jueves los hace más fáciles de pronosticar para

todos los modelos. En la Fig. (3.14) se muestra el error de los mejores modelos para cada

mes del año. Es posible observar un incremento en el error de pronóstico independiente de

la técnica utilizada para algunos meses. En particular, la existencia de meses más dificíles

de pronosticar como Mayo, Julio y Noviembre, puede estar asociado con la irregularidad

de las semanas con feriados suavizados y su efecto en el resto de la semana.
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Figura 3.14: MAPE mensual

Departamento de Industrias, Universidad Técnica Federico Santa María 95



CAPÍTULO 4. CONCLUSIONES

Capítulo 4

Conclusiones

En este documento, se evalúa el rendimiento de pronóstico de modelos univariados

para el pronóstico de demanda semi-horaria a corto plazo a un día en adelante. Los modelos

univariados para el pronóstico de carga no se basan en variables explicativas, como variables

meteorológicas. Por lo tanto, los estos moedlos pueden ser utilizados cuando los datos

meteorológicos no están disponibles o no son confiables.

La base de datos pública del operador del sistema de transmisión Francés se utilizó

desde Enero de 2015 hasta Diciembre de 2016. El Análisis de Datos Exploratorio realizado

respalda la característica de doble estacionalidad conocida que está presente en la serie

temporal. Las visualizaciones permiten realizar un análisis de la duración de las temporadas

conocidas en la serie de carga. La relación establecida entre el valor actual y los valores pa-

sados se analizó a través de la función de autocorrelación lineal y el criterio de información

mutua no lineal. Los datos de demanda eléctrica son sometidos a selección de variables,

en la que se generan variables ficticias que codifican la estacionalidad de la serie de una

manera determinista. Dicha alternativa se compara con el enfoque que utiliza operadores

de diferencias estacionales para codificar la estacionalidad de una manera estocástica. Los

conjuntos de variables obtenidos se comparan por medio de diferentes modelos basados

en inteligencia artificial. Por otro lado, los modelos estadísticos conocidos por su buen

desempeño en el pronóstico de series temporales estacionales se han considerado como

modelos de referencia.

El mejor modelo estadístico es capaz de predecir la demanda de electricidad para un
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día en adelante antes con un MAPE de 1,66 % durante un año dentro del set de evaluación.

Ningún modelo basado en AI pudo superar rendimiento del mejor modelo estadístico

(DSHW). Los mejores resultados se obtuvieron con un modelo de Red Neuronal Artificial

con seis neuronas y doble diferenciación como procedimiento de preprocesamiento de

datos. La Máquina de Aprendizaje Extremo también fue evaluada con resultados similares

obtenidos. En particular, el modelo de Máquinas de Vector de Soporte se desempeñó

mejor cuando utilizó la triple diferenciación en la etapa de preprocesamiento. Después

de la diferenciación estacional, el patrón estacional principal y la tendencia se eliminan y

se mejora el rendimiento. Los resultados muestran que, independientemente del modelo

considerado, hay horas, días y meses que son más difíciles de predecir que otros. Dos

peaks se encuentran en el perfil de error diario. Además, los días de fin de semana son más

difíciles de predecir en comparación con los días de la semana. El mismo fenómeno se

halla en los meses de Mayo, Julio y Noviembre.

Los modelos revisados en este trabajo están disponibles y se pueden implementar

fácilmente utilizando paquetes dentro del lenguaje de estadística estadístico R [11] por

cualquier practicante. Por lo tanto, modelos más complejos, y técnicas que incorporen

variables explicativas deberían superar las metodologías propuestas.

4.1. Panorama y direcciones futuras

El estudio presentado, sienta las bases para el desarrollo de modelos de pronóstico de

demanda eléctrica más complejos. El artículo que subyace este documento sirve como línea

base y guía para científicos de datos e investigadores que busquen una introducción gentil

al pronóstico de demanda eléctrica, su problemática, y las aproximaciones para su solución.

La literatura actual ofrece un sinnúmero de modelos, metodologías e hibridaciones que

prometen minimizar el error de pronóstico. Sin embargo, la mayoría de estos estudios

carece de un carácter integrado de análisis. Usualmente, la literatura no contempla un

análisis de datos exploratorio como estudio previo para el modelamiento o el pronóstico de

demanda eléctrica. Más aún, muchos artículos no consideran incluso una metodología como

línea base a mejorar (ej. un modelo estacional ingenuo). Pese a que todos los pronósticos
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están equivocados, los investigadores llevan años persiguiendo un pronóstico precisos.

Como la mayoría de las técnicas originales han sido utilizadas, los autores han comenzado

a “combinarlas” para proponer un “nuevo modelo híbrido”, algunos aportando valor a la

resolución del problema, pero la mayoría realiza una mínima contribución a la literatura. La

precisión reportada de dichos estudios es usualmente impresionante, incluso muchas veces

demasiado buena para ser verdad. Dichas prácticas conllevan consecuencias negativas para

el área de investigación, mostrando siempre que el método propuesto en el artículo supera

a todas las otras técnicas para datos específicos, haciendo de las conclusiones difíciles

de generalizar. Asimismo, rara vez los estudios propuestos pueden ser reproducidos por

cualquier practicante, haciendo del proceso de replicación una tarea críptica y tediosa, lo

que limita el progreso de la investigación y el desarrollo.

Es muy importante para los investigadores y practicantes entender que una técnica

universalmente superior simplemente no existe. La naturaleza de los datos y su jurisdicción

determinan qué técnica debe ser utilizada. El enfoque siempre debe ser entendiendo las

necesidades del negocio primero, analizando los datos, y luego de un proceso de prueba

y error, obtener cuál es la mejor técnica para dicho set de datos en específico. Notar que

el error de pronóstico además podría diferir significativamente para diferentes compañías,

para diferentes zonas de ella y para diferentes períodos de tiempo.

Las direcciones futuras deben incluir la novedad dentro del esquema de investigación,

resolviendo nuevos problemas, proponiendo nuevas metodologías y técnicas a nuevos set

de datos; presentando así nuevos hallazgos. Algunas áreas que quedan abiertas a investiga-

ción contemplan la variabilidad climática, el impacto del uso de vehículos eléctricos, la

generación eólica y solar de energía, la eficiencia energética y la respuesta a la demanda.

En particular, a partir de este trabajo es posible elaborar modelos que integren la

temperatura, el clima y variables geográficas en el pronóstico. Trabajos futuros podrían

considerar un modelo para cada observación del día, la evaluación de aproximaciones

multi-etapa con modelos ensamblados y la incorporación de variables exógenas atigentes a

los métodos que admitan pronóstico multivariado.
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