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Resumen
Esta memoria diseña, implementa y evalúa un modelo de pronóstico de demanda mensual para

una cadena de moda femenina en Chile. El modelo (ES-GBM) combina suavizamiento exponencial
con ensambles de árboles potenciados (XGBoost, LightGBM, CatBoost) y un modelo fundacional
tabular (TabPFN), con desagregación jerárquica Top-Down hacia el nivel de SKU. La evaluación
se realizó sobre 7 meses fuera de muestra (febrero–agosto 2025) en 100 SKUs de alto volumen y 58
Familias.

El modelo alcanzó un WAPE de 16,10 % a nivel SKU y 12,89 % a nivel Familia (R2 =

0,95 y 0,96), superando a los benchmarks evaluados: Croston (84,87 %), SBA (83,42 %), SARI-
MA (76,74 %), SARIMAX (73,24 %), Seasonal Naïve (69,89 %), LSTM (45,75 %) y Chronos-Bolt
a nivel Familia (36,35 %). Un experimento de ablación sin precios arrojó un WAPE de 38,25 %,
lo que indica que la señal de precio aporta 22,2 puntos porcentuales de reducción del error. Una
estimación ilustrativa de impacto financiero sugiere que la mejora permitiría liberar un inventario
de $105,6 millones CLP (7.041 unidades) y ahorrar $23,2 millones CLP anuales en costos de
mantención.

Palabras Clave: Pronóstico de Demanda, Retail de Moda, Machine Learning, Ensamble Híbrido,
Desagregación Jerárquica, Capital de Trabajo.
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Abstract
This thesis designs, implements, and evaluates a monthly demand forecasting model for a Chilean

women’s fashion retailer. The model (ES-GBM) combines exponential smoothing with gradient
boosted ensembles (XGBoost, LightGBM, CatBoost) and a tabular foundation model (TabPFN),
with top-down hierarchical disaggregation to the SKU level. Evaluation was conducted over 7 out-
of-sample months (February–August 2025) on 100 high-volume SKUs and 58 Families.

The model achieved a 16.10 % SKU WAPE and 12.89 % Family WAPE (R2 = 0,95 and 0,96),
outperforming the evaluated benchmarks: Croston (84.87 %), SBA (83.42 %), SARIMA (76.74 %),
SARIMAX (73.24 %), Seasonal Naïve (69.89 %), LSTM (45.75 %), and Chronos-Bolt at the Family
level (36.35 %). An ablation experiment without pricing signals yielded a 38.25 % WAPE, indicating
that the pricing signal contributes a 22.2 percentage point error reduction. An illustrative financial
impact assessment suggests the improvement could enable a buffer stock release of 7,041 units
($105.6 million CLP) and annual holding cost savings of $23.2 million CLP.

Keywords: Demand Forecasting, Fashion Retail, Machine Learning, Hybrid Ensemble, Hierarchical
Disaggregation, Working Capital.
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Capítulo 1

Introducción

1.1. Contexto e Importancia del Trabajo
En la gestión moderna de cadenas de suministro para el retail de vestuario, la calibración precisa

de la demanda mensual es un factor clave de la rentabilidad y la solvencia operativa. La naturaleza
perecible de las colecciones de moda impone una disyuntiva operacional asimétrica: subestimar la
demanda genera quiebres de inventario durante eventos comerciales de alta concentración estacio-
nal (como las campañas de Día de la Madre o Navidad), con pérdidas directas de facturación y
menor retención de clientes; por el contrario, sobreestimar las ventas conduce a la acumulación de
excedentes que inmovilizan capital de trabajo e inducen liquidaciones agresivas de inventario con
márgenes brutos deteriorados.

El comportamiento de la demanda en el segmento de vestuario femenino intensifica esta com-
plejidad debido a tres propiedades estructurales simultáneas: una marcada estacionalidad climática
y de calendario, ciclos de vida de producto reducidos a pocas semanas y una elevada intermiten-
cia a nivel de producto individual (SKU), donde abundan los períodos con ventas nulas. Frente a
este panorama, las heurísticas empíricas tradicionales y los promedios móviles históricos resultan
insuficientes para capturar la dinámica de ventas. Por ende, la reducción sistemática del error de
pronóstico —operacionalizada mediante el Error Porcentual Absoluto Ponderado (Weighted Abso-
lute Percentage Error, WAPE)— se traduce directamente en un dimensionamiento óptimo de las
órdenes de compra y una gestión eficiente de los activos corrientes.

Un pronóstico confiable permite sincronizar los programas de aprovisionamiento con el calenda-
rio comercial de la compañía, garantizando la disponibilidad de stock en momentos de alta tracción
promocional sin sobrecargar los canales físicos con artículos de baja rotación. A su vez, mitiga
las pérdidas por obsolescencia textil y optimiza la utilización de la infraestructura logística en los
centros de distribución.

Bajo este marco, la presente investigación desarrolla y evalúa una secuencia metodológica in-
tegral de modelos predictivos diseñada específicamente para resolver los retos del retail de moda
femenina bajo un protocolo unificado y riguroso de evaluación fuera de muestra. La propuesta cen-
tral articula una arquitectura jerárquica semi-paramétrica (ES-GBM) que integra suavizamiento
exponencial Holt amortiguado para capturar la inercia estructural con ensambles de árboles poten-
ciados por gradiente (XGBoost, LightGBM, CatBoost) y modelos fundacionales tabulares (TabPFN)

1



CAPÍTULO 1. INTRODUCCIÓN 2

para modelar los residuos comerciales, incorporando un ruteo dinámico adaptativo por régimen de
momentum y un esquema de desagregación jerárquica hacia el nivel de producto.

1.2. Vacío en la Literatura (Gap Analysis)
Pese a la vasta literatura existente en pronóstico de series temporales, se observa una notable

escasez de investigaciones que integren formalmente vectores de planificación comercial ex-ante (pre-
cios y descuentos presupuestados) en esquemas de ensamble híbrido jerárquico bajo un protocolo
estricto de prevención de fuga temporal (anti-leakage) en catálogos de vestuario femenino con alta
intermitencia. La mayoría de los trabajos disponibles se restringe a modelos puramente autorregre-
sivos o a formulaciones univariadas que prescinden de las decisiones estratégicas de precios que la
empresa fija antes del inicio de cada temporada. Esta memoria de título aborda directamente dicha
brecha mediante experimentación empírica con datos transaccionales reales.

1.3. Pregunta de Investigación e Hipótesis
A fin de orientar el desarrollo metodológico y empírico, se formula la siguiente pregunta central

de investigación:

¿Qué enfoque cuantitativo de modelado (modelos univariados clásicos como SARIMA,
modelos causales con regresores exógenos como SARIMAX, redes neuronales recurren-
tes LSTM, modelos fundacionales preentrenados como Amazon Chronos-Bolt o arqui-
tecturas híbridas jerárquicas como ES-GBM) logra la mayor precisión predictiva para
pronosticar la demanda en el retail de moda femenina en Chile, evaluado a través del
WAPE en un horizonte mensual fuera de muestra (h = 1)?

A partir de esta interrogante se definen las siguientes hipótesis de trabajo:

Hipótesis Nula (H0): El error de pronóstico (WAPE) obtenido por la arquitectura híbrida
jerárquica propuesta ES-GBM no es significativamente inferior al de los modelos de referencia
primarios (SARIMA, SARIMAX y LSTM) en el período de evaluación fuera de muestra.

Hipótesis Alternativa (H1): El error de pronóstico (WAPE) de la arquitectura híbrida
jerárquica propuesta ES-GBM es significativamente inferior al de los modelos de referencia
primarios en el período de evaluación fuera de muestra.

Los modelos Chronos-Bolt, Croston, SBA y Seasonal Naïve se incorporan dentro del diseño expe-
rimental como puntos de contraste descriptivo y complementario para mapear el desempeño de la
frontera metodológica actual.
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1.4. Objetivos del Estudio

1.4.1. Objetivo General
Diseñar, implementar y evaluar empíricamente una arquitectura jerárquica de ensamble híbrido

(ES-GBM con desacoplamiento jerárquico hacia el nivel SKU) para la estimación de la demanda
mensual en el retail de moda femenina chileno, que minimice el error de pronóstico (WAPE) median-
te la integración sinérgica de variables comerciales ex-ante y suavizamiento exponencial, aportando
un marco cuantitativo aplicable a la optimización del capital de trabajo.

1.4.2. Objetivos Específicos
Para dar cumplimiento al objetivo general, se establecen los siguientes objetivos específicos:

1. Estructuración Jerárquica y Depuración Anti-Leakage: Implementar un protocolo
riguroso de extracción, regularización temporal e inserción de ceros (zero-filling) para el catá-
logo histórico (2020–2025), estructurando la agregación jerárquica (58 Familias y 100 SKUs
líderes) y garantizando la estricta causalidad temporal mediante rezagos operativos (t− 1) y
reglas de desactivación ex-ante.

2. Implementación de Batería de Benchmarks: Calibrar y evaluar una batería represen-
tativa de modelos de referencia econométricos (SARIMA, SARIMAX con precio ex-ante),
formulaciones para demanda intermitente (Croston, SBA), redes neuronales de aprendiza-
je profundo (LSTM) y modelos fundacionales temporales (Amazon Chronos-Bolt) bajo un
horizonte común de predicción mensual (h = 1).

3. Construcción de la Arquitectura Híbrida Propuesta (ES-GBM): Desarrollar la ar-
quitectura híbrida acoplando un componente paramétrico estructural (Holt amortiguado) con
un módulo no lineal de residuos comerciales (ensamble multi-semilla de XGBoost, LightGBM,
CatBoost y TabPFN), optimizado vía ponderación no negativa (NNLS) y ruteo adaptativo
por momentum.

4. Validación Fuera de Muestra y Análisis Multimétrica: Contrastar el desempeño de los
modelos sobre una ventana de prueba ciega de 7 meses (febrero a agosto de 2025), utilizando
un conjunto integral de métricas de precisión, escala y sesgo (WAPE como métrica principal,
sMAPE, WRMSSE, RMSE, MAE, Bias y R2), complementado con pruebas inferenciales de
significancia estadística (Diebold-Mariano).

5. Ablación de Señales Comerciales e Impacto Económico: Evaluar la contribución rela-
tiva de las variables de planificación comercial ex-ante mediante análisis de ablación de precios
y cuantificar el impacto potencial de la mejora predictiva sobre la liberación de capital de
trabajo y la reducción de costos de posesión de inventario (holding costs).



Capítulo 2

Caracterización del Caso de Estudio

2.1. Contexto Operativo y Diagnóstico del Negocio
Para resguardar el secreto comercial y los acuerdos de confidencialidad suscritos, la firma bajo

estudio se denominará en lo sucesivo “Empresa X”. Los datos analizados corresponden a transac-
ciones reales de su operación en Chile y reflejan de manera fidedigna la dinámica competitiva del
mercado de vestuario femenino de alta rotación.

El núcleo de la problemática operativa en la Empresa X radica en el extenso horizonte de plani-
ficación y compra: los pedidos de abastecimiento a proveedores nacionales e internacionales deben
comprometerse con 3 a 6 meses de anticipación, basándose predominantemente en intuiciones co-
merciales o extrapolaciones de promedios simples. Cuando la demanda observada se desvía de estas
estimaciones rudimentarias, se desencadenan dos efectos perjudiciales sobre la estructura financiera:
por un lado, quiebres de inventario en los meses de mayor concentración de ventas (mayo y diciem-
bre), que implican pérdidas irrecuperables de facturación y costos de oportunidad comercial; por
otro, acumulación de sobrestock en bodega, lo que inmoviliza capital de trabajo y fuerza rebajas
agresivas de precios al cierre de temporada (febrero y agosto), destruyendo el margen bruto del
negocio.

El propósito central del modelado analítico consiste en reemplazar las reglas empíricas por
una arquitectura cuantitativa rigurosa, capaz de balancear la disponibilidad de producto en tienda,
minimizar los costos de posesión de inventario (holding costs) y acotar las pérdidas financieras por
liquidación forzada.

2.2. Estructura de Mercado y Entorno Competitivo
El mercado de la moda en Chile alcanzó en 2024 una valorización aproximada de USD 5.393

millones, con una tasa proyectada de crecimiento anual del 4,31 %. El análisis se focaliza en el
segmento Premium-Mass Market de vestuario femenino, donde la Empresa X compite tanto con
cadenas multinacionales integradas verticalmente (Zara, Mango, H&M) como con marcas nacionales
consolidadas bajo modelos de moda rápida (fast fashion) y renovación continua de catálogo.

Esta dinámica competitiva impone una elevada elasticidad y sensibilidad al precio: si bien los

4
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errores de sobreestimación pueden corregirse temporalmente mediante descuentos y promociones
de liquidación, esta práctica erosiona drásticamente el margen unitario. En consecuencia, la opti-
mización del inventario requiere fundamentarse en modelos predictivos capaces de anticipar con
precisión el volumen físico demandado a nivel desagregado.

2.3. Perfil del Consumidor y Dinámica del Catálogo

2.3.1. Ciclos de Vida de Producto y Relevancia Temporal
Las colecciones de vestuario femenino en este segmento se distinguen por su marcada caducidad

comercial: el interés del consumidor por un modelo específico decae abruptamente tras pocas sema-
nas de exhibición en vitrina. Desde la perspectiva del modelado de series de tiempo, este patrón
implica que las ventas registradas hace dos o tres años pierden representatividad frente a la tracción
comercial del último trimestre y a los descuentos vigentes de la campaña actual. Por ello, la arqui-
tectura predictiva debe dotarse de mecanismos de adaptación rápida que prioricen la información
reciente y capturen la respuesta a los estímulos promocionales ex-ante, evitando la rigidez inercial
de los métodos univariados tradicionales.

En términos demográficos y socioeconómicos, la Empresa X orienta su propuesta de valor a
mujeres entre 35 y 65 años pertenecientes a los estratos socioeconómicos medios y altos (C2 y
ABC1), con un ticket promedio observado de $73.459 CLP. Este segmento objetivo es representativo
del consumo de vestuario femenino nacional, el cual concentró cerca del 56 % de los ingresos totales
de la industria textil y de confección en Chile durante 2023 (Statista Research Department, 2025).

2.3.2. Patrones de Estacionalidad y Calendario Comercial
La actividad comercial de la empresa se articula en torno a cuatro hitos estacionales claramente

diferenciados:

1. Primavera (octubre a noviembre): Repunte impulsado por la renovación de vestuario
tras el invierno, eventos sociales de fin de año (graduaciones, matrimonios) y reactivación
laboral, con alta participación de prendas formales y de temporada alta.

2. Verano (diciembre a febrero): Se divide en dos fases contrastantes: la campaña navideña (1
al 24 de diciembre), caracterizada por el mayor volumen de facturación y compra de obsequios
del año, seguida por el período post-Navidad (enero y febrero), donde la actividad comercial
se contrae fuertemente y predominan las liquidaciones de temporada estival.

3. Otoño (marzo a mayo): Reactivación asociada al inicio del año laboral y académico (Back
to School / Retorno al Trabajo), culminando en mayo con el pico anual del Día de la Madre
y el evento de comercio electrónico CyberDay Otoño-Invierno.
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4. Invierno (junio a agosto): Estabilización de la venta centrada en prendas de abrigo (cha-
quetas, abrigos, tejidos), dando paso a las liquidaciones de cierre de temporada fría en agosto
y al repunte preliminar de Fiestas Patrias a comienzos de septiembre.

Esta dinámica configura un patrón estacional bimodal determinístico, con dos crestas anuales
principales (mayo y noviembre-diciembre) intercaladas por valles pronunciados en febrero y junio.
Estos ciclos responden a eventos fijos del calendario de retail chileno, lo que fundamenta metodoló-
gicamente la incorporación de covariables de calendario y componentes trigonométricos dentro del
vector de características del modelo predictivo.

Figura 2.1: Distribución Estacional de las Ventas Anuales en la Empresa X (Waffle Chart)
Fuente: Elaboración propia.

2.4. Dinámica de Precios e Inflación Sectorial
Para contextualizar el entorno macroeconómico y de precios de la industria en Chile, se analizó

la evolución del Índice de Precios al Consumidor (IPC) para la subclase “Vestuario de mujeres”,
publicado por el Instituto Nacional de Estadísticas (Instituto Nacional de Estadísticas (INE), 2024)
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Figura 2.2: Evolución del IPC de la Subclase Vestuario Mujeres en Chile (Base 2023 = 100)
Fuente: Elaboración propia a partir de datos del INE (Instituto Nacional de Estadísticas (INE),

2024).

entre enero de 2024 y julio de 2025 (Figura 2.2). La serie evidencia una alta volatilidad mensual
acompañada de una tendencia deflacionaria sostenida: se registran incrementos puntuales en me-
ses de lanzamiento de temporada (como la variación de +5,4 % en febrero de 2025, al pasar de
87,60 a 92,29 puntos), seguidos de caídas sistemáticas durante los meses de liquidación (como las
contracciones de -5,9 % en junio de 2024 y -4,9 % en junio de 2025).

En términos agregados, el índice experimentó un descenso acumulado cercano al 8 %, pasando
de 92,04 puntos en enero de 2024 a 84,80 en julio de 2025. Esta trayectoria deflacionaria refleja
la intensidad competitiva del sector en Chile, donde los retailers recurren de manera continua a
promociones para sostener el flujo de ventas físicas.
Implicancia Metodológica para el Modelado: La relación inversa observada entre niveles de
precios y volúmenes transaccionales confirma que la señal de precios contiene información predictiva
de primer orden para anticipar la demanda. Por consiguiente, un enfoque univariado puramente au-
torregresivo resulta estructuralmente incompleto. La inclusión explícita del vector de planificación
comercial ex-ante (precios de lista y tasas de descuento presupuestadas en el ERP) constituye un
requisito indispensable para que la arquitectura híbrida capture las elasticidades y module adecua-
damente los pronósticos de unidades.



Capítulo 3

Revisión de Literatura y Marco Teórico

3.1. Fundamentos Microeconómicos y Dinámica de De-
manda en Moda

En la teoría microeconómica clásica de la demanda del consumidor (Nicholson and Snyder, 2015),
las cantidades demandadas se modelan como una función determinística del vector de precios propios,
precios de bienes sustitutos y complementarios, el ingreso disponible y la estructura de preferencias.
No obstante, en la microestructura operativa del retail de moda, los supuestos tradicionales de
estabilidad paramétrica y diferenciabilidad en las funciones de demanda se quiebran de manera
estructural:

1. Obsolescencia acelerada y ciclos ultracortos: Las colecciones presentan ventanas de
vigencia comercial reducidas a pocas semanas, lo que impide la convergencia hacia equilibrios
estables de largo plazo.

2. Efectos de señalización promocional: Las variaciones en la tasa de descuento actúan como
choques de demanda asimétricos, donde la respuesta del consumidor depende críticamente del
calendario comercial y la percepción de oportunidad transitoria.

3. Intermitencia transaccional y censura de stock: A nivel desagregado por producto
(SKU), la demanda observada con frecuencia colapsa a cero, ya sea por falta de interés del
mercado o por agotamiento temporal del inventario físico en sala de venta.

Por estos motivos, los sistemas predictivos aplicados a la moda no pueden sustentarse exclu-
sivamente en la inercia autorregresiva de ventas pasadas; requieren, por el contrario, internalizar
activamente las decisiones estratégicas de precios y promociones fijadas por la empresa con anterio-
ridad a la temporada.

3.2. Series de Tiempo y Modelado Jerárquico en Retail
El análisis econométrico de series temporales (Gujarati and Porter, 2009; Box et al., 2015)

proporciona el aparataje formal para caracterizar procesos estocásticos, evaluar estacionariedad y

8
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modelar dependencias dinámicas autorregresivas y de medias móviles. En catálogos multicategoría
de gran escala, estas series exhiben una estructura jerárquica natural y anidada:

Total Empresa −→ Superfamilia −→ Familia de Producto −→ SKU

La literatura especializada en pronóstico jerárquico (Hyndman et al., 2011; Wickramasuriya
et al., 2019) formula métodos de reconciliación óptima (como el estimador MinT, Minimum Trace),
los cuales corrigen pronósticos independientes mediante la estimación de matrices de covarianza
de los errores residuales. Sin embargo, en catálogos de moda caracterizados por alta rotación de
códigos y densidades de ceros superiores al 30 % a nivel SKU, la estimación empírica de matrices
de covarianza de alta dimensionalidad resulta numéricamente inestable y susceptible a sobreajuste.

Frente a esta restricción práctica, esta investigación adopta una estrategia jerárquica Top-Down
desacoplada: la demanda agregada se modela en el nivel Familia —donde las series son continuas,
densas y presentan una clara estacionalidad bimodal— y posteriormente se distribuye hacia cada
SKU individual mediante proporciones históricas estáticas calibradas en el período de entrenamiento.
Este esquema garantiza coherencia contable exacta en los totales y asegura una base de comparación
justa e idéntica frente a las líneas base de la literatura.

3.3. Paradigmas Cuantitativos de Pronóstico
Se formalizan a continuación los fundamentos analíticos de las familias de modelos contrastadas

en el diseño experimental: modelos econométricos lineales, algoritmos especializados para demanda
intermitente, modelos causales con regresores exógenos, técnicas de aprendizaje supervisado sobre
árboles de decisión y redes neuronales de aprendizaje profundo.

3.3.1. Modelos Autorregresivos Lineales: ARIMA y SARIMA
La formulación canónica autoregresiva integrada de medias móviles ARIMA(p, d, q) (Box et al.,

2015) representa el estándar clásico para series no estacionarias en media:

Φp(L)(1− L)dyt = c+Θq(L)ϵt (3.1)

donde L es el operador de rezago (Lkyt = yt−k), Φp(L) = 1−
∑p

i=1 ϕiL
i es el polinomio autorregresivo

de orden p, (1 − L)d representa el orden de diferenciación para inducir estacionariedad, Θq(L) =

1 +
∑q

j=1 θjL
j es el polinomio de medias móviles de orden q, y ϵt ∼ iid(0, σ2

ϵ ) denota ruido blanco
gaussiano.

Para series que exhiben periodicidad estacional anual (s = 12), el modelo se generaliza a la
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estructura SARIMA(p, d, q)× (P,D,Q)s:

Φp(L)Φ̃P (L
s)(1− L)d(1− Ls)Dyt = c+Θq(L)Θ̃Q(L

s)ϵt (3.2)

donde Φ̃P (L
s) y Θ̃Q(L

s) capturan las dinámicas autorregresivas y de medias móviles estacionales
respectivamente, con D diferenciaciones estacionales. Si bien SARIMA captura adecuadamente pa-
trones cíclicos regulares, su estricta linealidad paramétrica y su sensibilidad ante la presencia de
ceros limitan severamente su aplicabilidad en catálogos de moda con quiebres estructurales conti-
nuos.

3.3.2. Pronóstico de Demanda Intermitente

Método de Croston (1972)

En presencia de series intermitentes caracterizadas por extensos períodos de demanda nula inter-
calados con pedidos positivos aleatorios, los métodos autorregresivos estándar colapsan debido a la
violación sistemática del supuesto de normalidad y continuidad. Croston (1972) propuso desacoplar
la serie original yt en dos procesos estocásticos latentes:

1. Intervalo entre demandas (pt): Número de períodos transcurridos entre dos eventos con-
secutivos con demanda estrictamente positiva (yt > 0).

2. Magnitud o tamaño del pedido (zt): Volumen físico transaccionado condicional a que la
demanda sea positiva (zt = yt | yt > 0).

Ambas componentes se actualizan de manera independiente mediante suavizamiento exponencial
simple (SES) solo cuando ocurre una transacción (yt > 0):

ẑt = ẑt−1 + α(yt − ẑt−1) (3.3)

p̂t = p̂t−1 + α(qt − p̂t−1) (3.4)

donde α ∈ (0, 1) es el parámetro de suavizamiento y qt es el intervalo observado. El pronóstico de la
tasa media de demanda para cualquier período futuro t+ h se estima como el cociente entre ambas
magnitudes:

Ft =
ẑt
p̂t

(3.5)

Aproximación de Syntetos-Boylan (SBA, 2005)

Syntetos and Boylan (2005) demostraron analíticamente que el estimador de Croston adolece
de un sesgo positivo asintótico en la estimación de la tasa de demanda esperada, derivado de la
no linealidad en la inversión del valor esperado del intervalo (E[1/pt] > 1/E[pt] por la desigualdad
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de Jensen). Para corregir este sesgo sistemático que induce sobreabastecimiento innecesario, la
aproximación SBA introduce un factor de corrección multiplicativo dependiente de la constante de
suavizamiento α:

F̂ SBA
t =

(
1− α

2

)
· ẑt
p̂t

(3.6)

Aunque SBA mitiga eficazmente el sesgo medio, comparte con Croston dos restricciones operati-
vas insalvables en retail de moda: (i) asume estacionariedad estocástica sin capacidad de incorporar
tendencias o estacionalidad bimodal; y (ii) su formulación estrictamente univariada impide la incor-
poración de variables comerciales explicativas como precios y promociones.

Modelos de Dos Partes (Two-Part Models)

En la econometría aplicada a variables dependientes no negativas con masa puntual en cero
(Cragg, 1971; Mullahy, 1998), el Two-Part Model (TPM) formaliza la descomposición de la esperanza
condicional en dos etapas estocásticas:

E[Y | X] = P (Y > 0 | X) · E[Y | Y > 0, X] (3.7)

donde X es el vector de covariables explicativas. La primera etapa ajusta un modelo probabilístico
binario (Logit/Probit) para la ocurrencia de ventas (P (Y > 0 | X)), mientras que la segunda
etapa estima la intensidad condicional de la demanda mediante una regresión truncada o lineal
sobre el soporte positivo (E[Y | Y > 0, X]). Este principio econométrico inspira conceptualmente el
tratamiento de series intermitentes en la literatura, al mostrar la conveniencia de aislar los factores
que gatillan la compra de aquellos que determinan su magnitud.

3.3.3. Regresión Dinámica y Modelos con Regresores Exógenos
(SARIMAX)

Para superar las limitaciones univariadas, los modelos SARIMAX integran perturbaciones au-
torregresivas sobre una estructura de regresión con variables exógenas:

yt = β0 +

K∑
k=1

βkxk,t + ηt, Φp(L)Φ̃P (L
s)(1− L)d(1− Ls)Dηt = Θq(L)Θ̃Q(L

s)ϵt (3.8)

donde xk,t representa el vector de covariables comerciales ex-ante (como el precio planificado y la
tasa de descuento presupuestada en t). Los coeficientes βk cuantifican la elasticidad marginal directa
del precio sobre la demanda observada, mientras que el polinomio SARIMA modela la correlación
serial remanente en los residuos ηt.
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3.3.4. Aprendizaje Supervisado: Ensambles de Gradient Boosted
Decision Trees (GBDT)

Los algoritmos basados en árboles potenciados por gradiente (Gradient Boosted Decision Trees,
GBDT; Chen and Guestrin, 2016; Ke et al., 2017; Prokhorenkova et al., 2018) representan el estado
del arte en tareas predictivas sobre datos tabulares. Estos métodos construyen un ensamble aditivo
de M árboles de regresión de forma secuencial:

ŷ
(M)
t =

M∑
m=1

fm(xt), fm ∈ F (3.9)

donde en cada iteración m, el nuevo árbol fm se optimiza mediante una aproximación de Taylor de
segundo orden sobre la función de pérdida empírica L:

L(m) ≈
n∑

t=1

[
L(yt, ŷ(m−1)

t ) + gtfm(xt) +
1

2
htf

2
m(xt)

]
+Ω(fm) (3.10)

siendo gt = ∂ŷ(m−1)L(yt, ŷ(m−1)
t ) el gradiente de primer orden, ht = ∂2

ŷ(m−1)L(yt, ŷ
(m−1)
t ) el término

hessiano, y Ω(fm) una penalización de regularización sobre la complejidad estructural del árbol
(número de hojas y normas L1/L2 de los pesos).

Las propiedades determinantes que justifican el uso de GBDT en retail son:

Alineación no lineal e interacciones de alto orden: Capturan umbrales psicológicos de
descuento e interacciones complejas sin requerir especificaciones funcionales a priori.

Invarianza monótona y estabilidad ante colinealidad: Permiten incorporar simultánea-
mente rezagos temporales, medias móviles correlacionadas y variables macroeconómicas sin
generar inestabilidad numérica.

Manejo natural de datos faltantes: Asignan direcciones óptimas por defecto en las divi-
siones de nodos ante la presencia de valores nulos en el histórico.

3.3.5. Aprendizaje Profundo en Series de Tiempo: Redes Recu-
rrentes LSTM

Las redes neuronales recurrentes con arquitectura de Memoria a Corto y Largo Plazo (Long
Short-Term Memory, LSTM; Hochreiter and Schmidhuber, 1997) fueron diseñadas para mitigar el
problema del desvanecimiento y explosión del gradiente en secuencias temporales extensas. Una
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celda LSTM regula el flujo de información a través de tres compuertas diferenciales:

ft = σ(Wf · [ht−1, xt] + bf ) (Compuerta de Olvido) (3.11)

it = σ(Wi · [ht−1, xt] + bi) (Compuerta de Entrada) (3.12)

C̃t = tanh(Wc · [ht−1, xt] + bc) (Candidato de Estado) (3.13)

Ct = ft ⊙ Ct−1 + it ⊙ C̃t (Estado de Celda) (3.14)

ot = σ(Wo · [ht−1, xt] + bo) (Compuerta de Salida) (3.15)

ht = ot ⊙ tanh(Ct) (Estado Oculto) (3.16)

donde σ(·) es la función sigmoide, ⊙ representa el producto de Hadamard elemento a elemento, Ct

almacena la memoria de largo plazo y ht proyecta el estado oculto hacia la predicción puntual ŷt.
Pese a su flexibilidad teórica para modelar dependencias dinámicas sin ingeniería explícita de

rezagos, las redes LSTM enfrentan severas dificultades de convergencia en entornos de Small Data
caracterizados por series de mediana longitud temporal (T ≈ 68 meses), donde la sobreparametri-
zación induce sobreajuste y una marcada inestabilidad en la estimación del nivel base inercial.

3.4. Métricas de Evaluación de Desempeño y Criterios
de Selección

La evaluación empírica de sistemas predictivos en retail requiere una taxonomía multidimen-
sional de métricas que capture con rigor la exactitud física, el sesgo direccional y el impacto en la
asignación de capital de trabajo.

3.4.1. Métricas de Escala Absoluta
1. Error Absoluto Medio (Mean Absolute Error, MAE):

MAE =
1

n

n∑
t=1

|yt − ŷt| (3.17)

Proporciona una lectura lineal directa de la desviación promedio en unidades físicas de pro-
ducto.

2. Raíz del Error Cuadrático Medio (Root Mean Squared Error, RMSE):

RMSE =

√√√√ 1

n

n∑
t=1

(yt − ŷt)2 (3.18)
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Penaliza cuadráticamente los errores de gran magnitud, reflejando el costo financiero no lineal
de los desvíos extremos en aprovisionamiento.

3.4.2. Métricas Relativas y Ventaja Estructural del WAPE
1. Error Porcentual Absoluto Medio (Mean Absolute Percentage Error, MAPE):

MAPE =
1

|T+|
∑
t∈T+

∣∣∣∣yt − ŷt
yt

∣∣∣∣× 100% (3.19)

En series intermitentes, el MAPE clásico es matemáticamente indefinido cuando yt = 0.
Aunque se compute condicionalmente sobre T+ = {t : yt > 0}, genera distorsiones extremas
y divergencias ante valores unitarios reducidos (yt ∈ {1, 2}).

2. Error Porcentual Absoluto Simétrico (symmetric MAPE, sMAPE):

sMAPE =
1

n

n∑
t=1

2|yt − ŷt|
|yt|+ |ŷt|

× 100% (3.20)

Acota el error porcentual en el intervalo [0%, 200%], proporcionando una referencia relativa
acotada cuando coexisten valores nulos y positivos.

3. Error Porcentual Absoluto Ponderado (Weighted Absolute Percentage Error, WA-
PE):

WAPE =

∑n
t=1 |yt − ŷt|∑n

t=1 yt
× 100% (3.21)

Justificación como Métrica Rectora del Estudio: El WAPE (equivalente a la razón entre
la desviación absoluta acumulada y el volumen físico total) resuelve de manera definitiva la
inestabilidad por divisiones por cero. Al ponderar cada observación por su peso volumétrico
real, el WAPE refleja con total fidelidad el porcentaje global de descalce entre el inventario
abastecido y la demanda real del mercado, constituyendo el criterio rector de optimización
de esta investigación.

3.4.3. Métricas de Sesgo y Bondad de Ajuste
1. Sesgo Relativo (Percentage Bias):

Bias =
∑n

t=1(ŷt − yt)∑n
t=1 yt

× 100% (3.22)

Un valor positivo indica sobreestimación sistemática (riesgo de acumulación de sobrestock),
mientras que un valor negativo refleja subestimación persistente (riesgo de quiebre de stock).
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2. Coeficiente de Determinación (R2):

R2 = 1−
∑n

t=1(yt − ŷt)
2∑n

t=1(yt − ȳ)2
(3.23)

Mide la proporción de variabilidad total de la serie explicada por la estructura del modelo.

3.4.4. Métrica Jerárquica Estandarizada: Weighted RMSSE (WRMS-
SE)

En competiciones de pronóstico jerárquico de gran escala como la M5 Forecasting Competition
(Makridakis et al., 2022), el WRMSSE evalúa el desempeño escalando el error cuadrático por la
varianza del benchmark estacional Naïve sobre el período de entrenamiento (T ):

RMSSEk =

√√√√ 1
H

∑T+H
t=T+1(yk,t − ŷk,t)2

1
T−m

∑T
t=m+1(yk,t − yk,t−m)2

(3.24)

donde m = 12 para periodicidad mensual y H = 7 meses de prueba. A nivel consolidado, el
WRMSSE pondera cada serie k por su valor de venta monetario relativo (wk):

WRMSSE =

K∑
k=1

wk · RMSSEk, wk =

∑T
t=1 pk,tyk,t∑K

j=1

∑T
t=1 pj,tyj,t

(3.25)

otorgando mayor penalización a las desviaciones en productos de alto valor transaccional de manera
invariante a la unidad física de medida.

3.5. Validación Temporal Dinámica: Protocolo Rolling-
Origin

Conforme a la metodología seminal de evaluación en series temporales (Tashman, 2000; Hynd-
man and Athanasopoulos, 2018; Svetunkov, 2023), el protocolo de validación con Rolling Origin
desplaza secuencialmente el umbral temporal de estimación a lo largo del horizonte fuera de mues-
tra (h = 1). En cada iteración mensual t, los modelos disponen de la información observada hasta
t− 1, replicando con estricta fidelidad el proceso decisional de compras en una cadena de retail.

En la arquitectura ES-GBM propuesta, este protocolo opera de forma híbrida: el componente de
nivel inercial (Holt amortiguado) actualiza su estado secuencialmente en cada mes incorporando la
demanda observada reciente, mientras que los hiperparámetros y ponderadores de ensamble GBDT
se mantienen fijos desde el período de validación intermedia, sometiendo al sistema a una prueba
de estabilidad temporal libre de sobreajuste dinámico.
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3.6. Estudios Empíricos Relevantes en la Literatura

3.6.1. Pronóstico en Commodities Estacionales y Volátiles
El estudio de Bloznelis (2018) sobre predicción de precios de salmón en mercados internacio-

nales ofrece lecciones metodológicas relevantes para el retail: en contextos sujetos a estacionalidad
biológica marcada, shocks exógenos y alta volatilidad de corto plazo, los modelos tradicionales tipo
ARIMA capturan la inercia lineal básica, pero son superados por arquitecturas de aprendizaje super-
visado capaces de procesar relaciones no lineales y covariables externas de oferta y demanda. Este
resultado respalda la necesidad de trascender los modelos univariados puros e incorporar variables
macroeconómicas (IPC, tipo de cambio, IMACEC) en la modelación de demanda de vestuario.



Capítulo 4

Metodología y Formulación de Modelos
Este capítulo formaliza la metodología cuantitativa y las decisiones de diseño de la batería de

modelos evaluada. El objetivo central es la predicción operativa fuera de muestra (h = 1) para
la gestión de compras e inventarios, no la inferencia causal estructural de elasticidades de largo
plazo. Las variables comerciales planificadas (precio y tasa de descuento presupuestadas en el ERP)
se integran como señales informativas disponibles antes de la realización del mes, aprovechando el
plan promocional de la empresa para anticipar los cambios de volumen.

4.1. Microestructura de los Datos y Análisis Explora-
torio

El estudio se fundamenta en los registros transaccionales extraídos del sistema ERP de la em-
presa, abarcando 68 meses continuos de operación comercial entre enero de 2020 y agosto de 2025,
divididos en 51 meses de entrenamiento histórico (enero 2020–marzo 2024), 10 meses de validación
(abril 2024–enero 2025) y 7 meses de evaluación fuera de muestra (febrero–agosto 2025). El catálogo
activo del período comprende un total de 1.457 SKUs distribuidos en 3 Superfamilias y 58 Familias
comerciales. De ellos, se seleccionaron ex-ante los 100 SKUs de mayor volumen de unidades
vendidas (Top-100), que concentran la mayor parte de la facturación y para los cuales la muestra
histórica proporciona series con suficiente soporte estadístico. Los 1.357 SKUs restantes —de baja
rotación y alta intermitencia— quedan fuera del alcance de este estudio y se plantean como línea
de trabajo futuro.
Nota de Confidencialidad y Escalado de Datos: Por motivos de secreto comercial y acuerdos
de confidencialidad corporativa con el retailer, las series de montos monetarios y unidades físicas
reportadas han sido anonimizadas y escaladas linealmente mediante un factor proporcional común,
preservando con total fidelidad las variaciones porcentuales, elasticidades, estacionalidades y métri-
cas relativas (WAPE, MAPE, R2). Las estimaciones de impacto financiero del Capítulo 6 (capital
de trabajo, stock de seguridad, ahorro de holding costs) fueron reconvertidos a unidades y montos
reales utilizando los parámetros de costeo del negocio para representar de forma fidedigna el impacto
económico del proyecto.

17
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4.1.1. Protocolo de Regularización Temporal e Inserción de Ceros
(Zero-Filling)

En los sistemas transaccionales del retail, las ventas se registran únicamente cuando ocurre
una transacción. Si un producto no tiene ventas durante un mes, la tabla transaccional del ERP no
guarda un registro con valor cero, sino que simplemente omite la fila. Para construir series temporales
continuas y calcular rezagos (t − 1, t − 2, . . . ) o medias móviles de forma consistente, se aplicó un
procedimiento de regularización de grilla temporal e inserción de ceros (Zero-Filling): se
generó el producto cartesiano de todos los meses de la muestra para cada SKU y Familia, asignando
explícitamente yi,t = 0 en los períodos sin movimiento.

Los patrones estructurales observados en las series tras esta regularización se describen a conti-
nuación.

4.1.2. Dinámica Temporal, Estacionalidad y Concentración de De-
manda

El diagnóstico exploratorio de las series temporales de la empresa permitió identificar cuatro
patrones cuantitativos estructurales determinantes en el comportamiento del negocio:

Figura 4.1: Evolución del Monto Neto de Ventas Mensuales en Catálogo Estratégico (Año
2024)

Fuente: Elaboración propia.

La demanda presenta estacionalidad bimodal marcada con dos picos anuales prominentes: el
primero en mayo (asociado al Día de la Madre y la campaña de CyberDay Otoño-Invierno) y el
segundo en noviembre-diciembre (tracción de Navidad y liquidación de temporada), separados por
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valles pronunciados en febrero y junio. A nivel desagregado de SKU, el 34,8 % de los meses presenta
demanda nula (yi,t = 0), debido a ciclos de vida de producto reducidos y agotamiento transitorio de
inventario, mientras que a nivel agregado de Familia las series son relativamente densas y continuas.
El catálogo evidencia una fuerte asimetría comercial: los 100 SKUs analizados (pertenecientes a
58 Familias activas) concentran más del 72 % del volumen total de ventas físicas de la Empresa
X. Finalmente, las variaciones intramensuales en la tasa de descuento presupuestada se asocian
con variaciones de hasta un 140 % en el volumen vendido, justificando la incorporación del vector
comercial planificado como covariable rectora.

Durante las fases preliminares de experimentación, el control de integridad temporal requirió
un riguroso proceso de depuración iterativa. En versiones iniciales del pipeline se detectaron va-
riables derivadas que filtraban inadvertidamente información de la demanda hacia el período de
evaluación fuera de muestra. La subsanación de estas fugas demandó sucesivas auditorías de có-
digo hasta asegurar de forma determinista que ninguna característica dependiera de información
posterior al momento estricto de la predicción (t− 1). Este control reforzó la necesidad de auditar
sistemáticamente la integridad temporal de todo el flujo de datos.

4.2. Diseño de la Batería Experimental y Criterios de
Selección

La batería de modelos evaluada en esta investigación no busca agotar el catálogo de algoritmos
existentes, sino estructurar un diseño experimental que permita contrastar, bajo un mismo protoco-
lo de evaluación fuera de muestra, cuatro generaciones metodológicas en el pronóstico de demanda
de retail. Cada modelo seleccionado responde a una hipótesis operativa sobre la naturaleza del
proceso generador de datos: inercia estacional, ajuste por intermitencia de ceros, sensibilidad a co-
variables comerciales de planificación, captura de relaciones no lineales o capacidad de transferencia
de conocimiento en modelos fundacionales temporales y tabulares.

Durante la etapa exploratoria se descartaron arquitecturas con sobreparametrización respecto
a la longitud muestral mensual (como Temporal Fusion Transformers o N-BEATS), por conside-
rar prioritaria la parsimonia, la estabilidad de estimación en series de 68 meses y la viabilidad
computacional en un entorno operativo de retail. Cada generación sucesiva en la Tabla 4.1 relaja un
supuesto restrictivo del nivel anterior (inercia pura, linealidad, continuidad sin ceros o estimación
univariada aislada), lo que permite aislar con precisión qué componente metodológico aporta al
desempeño final.

Tal como sintetiza la Figura 4.2, la progresión metodológica no persigue una noción de superio-
ridad algorítmica por novedad cronológica, sino una relajación estructurada de supuestos: desde la
inercia determinista y la continuidad lineal hasta la captura de señales comerciales no lineales y la
transferencia zero-shot. El aporte de la arquitectura propuesta ES-GBM no consiste en descartar
las herramientas clásicas, sino en integrar el anclaje estructural inercial de Holt amortiguado con la
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Tabla 4.1: Taxonomía, Rol Experimental e Hipótesis de la Batería de Modelos
Generación Modelo Referencia Rol e Hipótesis Experi-

mental
1. Líneas Base Seasonal Naïve /

Holt amortiguado
Box et al. (2015);
Hyndman and Atha-
nasopoulos (2018)

Piso inercial estacional y an-
claje de nivel estructural.

2. Econometría
Clásica

SARIMA / SARI-
MAX

Box et al. (2015) Dinámica autorregresiva li-
neal y modelamiento de la sen-
sibilidad a precios ex-ante.

3. Intermiten-
cia y Ceros

Croston / SBA Croston (1972); Synte-
tos and Boylan (2005)

Desacoplamiento de ocurren-
cia de ceros y magnitud de de-
manda.

4. ML y Funda-
cionales

XGBoost,
LightGBM, Cat-
Boost / Chronos /
TabPFN

Chen and Guestrin
(2016); Ansari et al.
(2024); Hollmann
et al. (2025)

Relaciones no lineales, interac-
ciones complejas y transferen-
cia zero-shot.

Arquitectura
Propuesta

ES-GBM + Des-
agregación Top-
Down

Esta memoria Desacoplamiento jerárqui-
co Familia-SKU con cuo-
tas estáticas.

Fuente: Elaboración propia.

Figura 4.2: Evolución Metodológica de la Batería de Referencia y Rol en el Diseño Experi-
mental

Fuente: Elaboración propia.
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capacidad no lineal de los ensambles GBDT (Gradient Boosted Decision Trees) y una desagregación
jerárquica hacia el nivel micro de SKU.
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4.3. Configuración y Arquitectura del Modelo SARI-
MA (Univariado)

El modelo SARIMA (Seasonal AutoRegressive Integrated Moving Average; Box et al., 2015) es
uno de los modelos clásicos implementados en esta investigación. Si bien el marco teórico general
aborda los modelos ARIMA, la dinámica comercial del sector moda exhibe patrones estacionales
anuales claramente definidos (picos en mayo —Día de la Madre— y noviembre-diciembre —Navidad
y liquidación de temporada—). Por ello, resulta metodológicamente relevante extender el modelo
para capturar de manera explícita estos componentes estacionales. A continuación, se describen los
tratamientos aplicados al modelo:

4.3.1. Preprocesamiento y Estabilización de Varianza
Dada la complejidad inherente a la naturaleza de los datos, se diseñó un pipeline de preproce-

samiento secuencial con el propósito de acondicionar la serie antes de su modelado autorregresivo

1. Garantía de Frecuencia Temporal: Para satisfacer los requisitos de continuidad matemática
que es un supuesto crítico del modelo, se forzó una frecuencia mensual estricta. Los períodos
sin transacciones históricas se imputaron con valor cero, preservando la estructura secuencial
necesaria para el cálculo de rezagos.

2. Transformación Logarítmica (Log1p): Se aplicó una transformación no lineal y′t = ln(1 + yt).
Esta técnica cumple un doble propósito crítico: contribuir a estabilizar la varianza, reduciendo
el impacto de outliers; las proyecciones se reconvierten posteriormente a la escala original,
aplicándose un ajuste de clipping para garantizar valores no negativos.

4.3.2. Formulación Matemática del Modelo SARIMA
El modelo se especifica como un SARIMA(p, d, q)× (P,D,Q)12 con s = 12 meses para capturar

la estacionalidad anual completa de la moda. La formulación formal y la definición de los operadores
polinomiales AR/MA regulares y estacionales se detallan en el Anexo A.7.

4.3.3. Configuración de parámetros (Arquitectura Global)
A diferencia de una búsqueda individual de órdenes por cada producto (que resultaría compu-

tacionalmente ineficiente dado el esquema de validación iterativa), se estableció una especificación
SARIMA global y parsimoniosa para todo el conjunto de datos.

Basado en el análisis de la función de autocorrelación y autocorrelación parcial de la demanda
agregada, se definió la especificación SARIMA (1,1,1) X (1,1,1)12. El componente regular (1,1,1)



CAPÍTULO 4. METODOLOGÍA Y FORMULACIÓN DE MODELOS 23

incorpora un término autorregresivo (p = 1) para capturar la memoria inmediata, una diferenciación
(d = 1) para corregir la tendencia estocástica, y un término de media móvil (q = 1) para ajustar el
error de corto plazo. El componente estacional (1, 1, 1)12 captura la periodicidad anual mediante un
término autorregresivo estacional (P = 1), una diferenciación estacional (D = 1) y un término de
media móvil estacional (Q = 1), fundamentales para modelar la recurrencia estacional de colecciones
climáticas y eventos comerciales como Navidad y el Día de la Madre.

4.3.4. Estrategia de Validación
El modelo emplea una estrategia de validación Rolling-Origin, en la cual se reentrena iterati-

vamente expandiendo la ventana temporal. En cada iteración se realizan predicciones de un paso
adelante (t+1) y se revierte la transformación logarítmica mediante la función exponencial, con el
fin de calcular las métricas de error (WAPE, RMSE) en la escala original de unidades.

4.4. Configuración y Arquitectura del Modelo SARI-
MAX (Regresores Exógenos)

Como extensión natural del modelo base, se implementa una arquitectura SARIMAX (Seaso-
nal AutoRegressive Integrated Moving Average with eXogenous regressors). Este enfoque postula
que las fluctuaciones de venta que pueden explicarse, en parte, por variables exógenas observadas
o planificadas (variables comerciales planificadas). Los tratamientos aplicados al modelo son los
siguientes.

4.4.1. Selección de Variables Exógenas y Anti-Leakage
La selección de regresores (Xt) se realizó priorizando indicadores que afectan el poder adquisiti-

vo y el comportamiento de compra. La especificación final incluye únicamente el precio estimado
(P plan

t ) y el descuento promedio (Dplan
t ), ambos disponibles ex-ante en el período t por estar congela-

dos en el plan comercial presupuestario antes del inicio del horizonte de predicción. Si bien se evaluó
inicialmente un conjunto amplio de variables exógenas (calendario comercial, IMACEC Comercio,
IPC, Tipo de Cambio, Tasa de Desempleo e
’Indice de Confianza del Consumidor), la especificación final se restringió a precio y descuento debi-
do a restricciones de parsimonia y estabilidad de estimación en un modelo con 4 parámetros ARMA
y 2 coeficientes exógenos.

Rigor Metodológico (Prevención de Fuga de Datos):
Dado que las variables de ventas históricas se observan con rezago temporal, se aplicó un despla-

zamiento obligatorio (shift(1)) a todas las variables derivadas de ventas observadas (t−1), mientras
que las variables del plan comercial presupuestario (precio de catálogo y descuento programado) se
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incorporaron en el período t al estar congeladas antes del inicio del período de predicción. Mate-
máticamente, el vector de regresores se define como: Xt = (P plan

t , Dplan
t ), operacionalizando que el

modelo sea operativo en tiempo real, utilizando únicamente información disponible al momento de
la inferencia.

4.4.2. Formulación Matemática del Modelo SARIMAX
El modelo SARIMAX extiende la formulación SARIMA al incorporar una combinación lineal

de covariables exógenas como regresores externos, con la misma especificación estacional (1, 1, 1)×
(1, 1, 1)12. La formulación formal y la corrección de sesgo por transformación logarítmica (bias
correction) se detallan en el Anexo A.8.

4.4.3. Estrategia de Validación y Top-Down
Se mantiene la estrategia de Rolling-Origin (Walk-Forward Validation). El modelo se reentrena

mensualmente, incorporando los nuevos datos reales y los valores actualizados de las variables
exógenas, simulando así el ciclo de planificación real de la compañía. Además, el modelo hace uso
de la técnica Top-down, en la cual se desagrega desde el nivel Familia hasta el nivel SKU, basándose
en proporciones históricas de unidades vendidas.

4.5. Configuración y Formulación de la Arquitectura
Jerárquica Híbrida ES-GBM

Supuestos del Modelo. La arquitectura ES-GBM opera bajo dos supuestos fundamentales. Pri-
mero, una regla de exclusión de Familias descontinuadas: si una Familia comercial acumuló cero
unidades vendidas durante la totalidad de los últimos 12 meses observables antes del punto de corte
de entrenamiento (CUT = 2025-01-01), se clasifica como descontinuada o inactiva y su vector de
predicción para todo el horizonte de prueba se asigna automáticamente a cero, evitando la fuga de
datos (data leakage). Segundo, el precio de lista (Precio_Estimado) se congelado en el ERP antes
del inicio del período de venta; las variaciones de precio observadas intra-mes responden a tratos
comerciales predefinidos, descuentos programados o reacciones competitivas anticipadas, y no son
una función de la demanda realizada, por lo que se clasifica como covariable disponible en tiempo
t sin rezago temporal.
Protocolo de Calibración y Evaluación Fuera de Muestra (Out-of-Sample): La evaluación
empírica sobre el período de prueba ciego (febrero–agosto de 2025, h = 1 . . . 7 meses) se estructura
bajo un protocolo riguroso de calibración pre-test y despliegue con pesos congelados, com-
plementado por una actualización secuencial del componente estadístico base. Se definen dos fechas
de corte fundamentales: CUT = 1-ene-2025 (corte principal que separa entrenamiento de prueba)
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y C1 = 1-mar-2024 (corte de validación que delimita la ventana de calibración de ensamble, NNLS
y ruteo). El nivel inercial de demanda familiar (Holt amortiguado) se recalcula iterativamente mes
a mes (h = 1) incorporando la historia observada hasta t− 1, anclando la trayectoria predictiva en
la tendencia de corto plazo más reciente. Por su parte, los algoritmos de Gradient Boosting (XG-
Boost, LightGBM, CatBoost), las ponderaciones NNLS (Wn) y el umbral de momentum de ruteo
(τ∗, whi, wlo) se entrenan y calibran una única vez utilizando exclusivamente los datos disponibles
antes de la fecha de corte (CUT = 2025-01-01) y la ventana de validación previa (C1 → CUT),
manteniéndose fijos durante todo el horizonte de prueba de 7 meses. El motor de desagregación a
nivel SKU, por su parte, compara automáticamente en la ventana de validación (C1 → CUT) el
desempeño de proporciones históricas estáticas frente a un ensamble supervisado de cuotas dinámi-
cas (Learned Shares), seleccionando el enfoque de menor WAPE para su aplicación en el período de
prueba. En los datos evaluados, el enfoque estático resultó seleccionado, pero la arquitectura permi-
te la transición automática si el comportamiento del catálogo evoluciona hacia patrones donde las
cuotas dinámicas superen a las fijas.

Componente
Metodológico

Instancia de Calibración Recalibración en Test

Nivel Base Inercial (Holt
amortiguado)

Secuencial mensual (t− 1) Sí (actualización nivel
h = 1)

Ensamble GBDT (XGB,
LGB, CAT)

Todo el Train (t ≤ CUT) No (árboles y pesos fijos)

Ponderaciones NNLS (Wn) 4 ventanas OOS históricas (2023) No (vector fijo de
ensamble)

Umbral Momentum (τ∗) y
Ruteo

Validación previa (C1 → CUT) No (parámetros
congelados)

Motor Desagregación
(Selección Automática
Estático/Dinámico)

Validación previa (C1 → CUT) No (enfoque congelado
tras selección)

Tabla 4.2: Protocolo de Calibración y Evaluación Fuera de Muestra de la Arquitectura ES-
GBM.

Fuente: Elaboración propia.

Justificación Operativa y Robustez frente a Concept Drift: En la operación real de empresas
del retail, el reentrenamiento mensual de arquitecturas complejas de Machine Learning conlleva una
alta fricción computacional y el riesgo de sobrerreaccionar a anomalías transitorias de corto plazo.
Evaluar el modelo con pesos congelados durante un horizonte de 7 meses somete a la arquitectura a
una prueba de estrés realista que demuestra su capacidad para retener valor predictivo y estabilidad
sin depender de costosos ciclos continuos de reajuste.
Interpretación Operativa de la Arquitectura: La demanda de cada familia comercial se des-
compone en dos fuerzas complementarias: primero, un método estadístico clásico (Holt amortiguado;
Holt, 2004) estima el comportamiento base estructural (nivel y tendencia amortiguada); segun-
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do, modelos de árboles de decisión potenciados (GBDT) estiman la desviación respecto a esa
base cuando intervienen variables de planificación comercial, tales como precios de lista, descuen-
tos y calendario promocional. De esta forma, los algoritmos de Machine Learning no aprenden el
volumen desde cero, sino las modulaciones comerciales sobre la trayectoria esperada.

La arquitectura propuesta ES-GBM resuelve el problema de pronóstico mediante este esquema
de desacoplamiento de señal en dos niveles (Figura 4.3):

Figura 4.3: Diagrama de Flujo de la Arquitectura Jerárquica Híbrida ES-GBM (Descompo-
sición Inercial, Ensamble GBDT + TabPFN y Desagregación Top-Down).

Mecánica Operativa en Cuatro Fases de Inferencia:
La arquitectura propuesta resuelve el desafío del pronóstico retail a través de cuatro etapas lógi-

cas encadenadas. En la primera, el modelo paramétrico Holt con tendencia amortiguada calcula el
nivel base suavizado de largo plazo (lvlt), proviendo un anclaje inercial robusto frente a perturbacio-
nes aleatorias sin exigir a los algoritmos de Machine Learning que estimen desde cero la escala total
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de la demanda física. En la segunda, tres algoritmos de árboles potenciados (Chen and Guestrin,
2016; Ke et al., 2017; Prokhorenkova et al., 2018) y el modelo tabular TabPFN aprenden, sobre
dicho nivel base, cómo el vector de precios de lista, los descuentos presupuestados, el calendario y
los eventos promocionales modulan la demanda por encima o por debajo de su trayectoria inercial;
las muestras históricas se ponderan mediante un decaimiento temporal con vida media de 24 me-
ses (0,5edad/24) para evitar que patrones desactualizados contaminen la inferencia. En la tercera, el
sistema evalúa en tiempo real el momentum trimestral de la categoría (mom3,12 = y3/(y12 + 1)): si
se detecta una fase de aceleración expansiva (mom3,12 > τ∗), el ensamble conmuta hacia una pon-
deración reactiva; en caso contrario, mantiene la combinación inercial conservadora. En la cuarta
y final, tras proyectar la demanda continua a nivel Familia (donde la serie exhibe mayor densidad
temporal y menor varianza), el volumen agregado se descompone hacia cada SKU individual me-
diante proporciones históricas estáticas, de modo que la suma de las partes cuadra exactamente con
el total de la categoría.

4.5.1. Arquitectura de Ensamble con Nivel Suavizado
La arquitectura de ensamble se organiza en torno a un nivel base de Holt amortiguado, que para

cada Familia ajusta un modelo de suavizamiento exponencial con tendencia amortiguada (sin com-
ponente estacional) para extraer el nivel base estructural de la demanda (lvlt) proyectado a un paso
adelante (h = 1) a lo largo de la historia. Sobre este nivel base se superponen dos familias de mode-
los: la familia “Combo GBDT” agrupa tres modelos de árboles de decisión con Gradient Boosting
(XGBoost, LightGBM y CatBoost) entrenados sobre la transformación continua arcsinh(Unidades)
con ponderación de muestras por antigüedad (decay exponencial con vida media de 24 meses) para
priorizar el comportamiento reciente del mercado; la familia “ES-GBM” (Ratio sobre Nivel) com-
prende dos modelos avanzados (LightGBM y CatBoost) entrenados sobre la escala relativa log(1 +
Unidades / (lvl + 1)), aprendiendo los residuos y multiplicadores estacionales alrededor del nivel
base extraído por Holt amortiguado.

Optimización del Ensamble

La combinación de los pronósticos individuales en el ensamble no se realiza mediante un prome-
dio simple, sino mediante la optimización de ponderaciones por mínimos cuadrados no negativos
(Non-Negative Least Squares, NNLS) sujeta a que los pesos sumen 1 (

∑
wm = 1, wm ≥ 0).

NNLS minimiza la suma de errores cuadráticos (∥Y − Pw∥22), no el WAPE; la selección final del
factor de blend (w) y los umbrales de ruteo sí se realizó minimizando el WAPE sobre el conjunto de
validación. Adicionalmente, el ensamble integra el modelo fundacional tabular TabPFN Regres-
sor (TabPFN v2 for Regression; Hollmann et al., 2025), adaptado específicamente para problemas
de regresión continua en datos tabulares mediante aproximación bayesiana no paramétrica evaluada
en inferencia in-context zero-shot.
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Figura 4.4: Diagrama del Módulo de Ensamble Híbrido, Blending Global y Ruteo por Régi-
men.

Fuente: Elaboración propia.
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4.5.2. Formulación del Blend y Ruteo por Régimen
La predicción final combina las familias “combo” y “ES-GBM” en dos etapas, ambas calibradas

exclusivamente sobre el conjunto de validación:
Blend global: Se determina el vector de pesos (wc, we, wt) que minimiza el WAPE en el conjunto

de validación, balanceando la predicción directa en arcsinh (combo), la predicción modulada por
nivel (ES-GBM) y la inferencia tabular de TabPFN.

Ruteo por régimen de momentum: En lugar de un peso estático para todas las familias, se calcula
un indicador dinámico de momentum temporal (mom_3_12 = rolling_mean_3 / (rolling_mean_12
+ 1)). Se evaluó una grilla de umbrales τ ∈ [1,05; 1,50] y, para cada valor, se optimizaron los pesos
del ruteo (whi, wlo) sobre el conjunto de validación. El valor seleccionado (τ∗) y los pesos óptimos se
determinaron minimizando el WAPE en validación. Si el momentum supera τ∗, el ensamble rutea
mayor ponderación a la componente de nivel dinámico (whi); en caso contrario, prioriza la señal
conservadora del combo (wlo).

Este mecanismo de ruteo dinámico por régimen permite que una única arquitectura continua se
adapte tanto a familias en fase de aceleración comercial como a familias maduras o de baja rotación.

4.5.3. Segmentación por Volumen de Demanda (Adaptación ABC)
Como parte del análisis exploratorio y diagnóstico, cada Familia se clasifica en segmentos ABC

(High, Medium, Low) según sus cuartiles de volumen de demanda en entrenamiento (Q1 y Q3). A
nivel de modelado, sin embargo, el ES-GBM entrena un estimador unificado sobre todo el catálogo:
el decay temporal de muestras y el ruteo por momentum gestionan naturalmente la heterogeneidad
de volumen sin necesidad de truncar o aislar artificialmente el segmento bajo.

4.5.4. Ingeniería de Características y Anti-Leakage
La construcción de las variables explicativas se llevó a cabo bajo un estricto control metodo-

lógico con el fin de evitar la fuga de datos (data leakage). Antes de detallar las transformaciones
realizadas, es relevante señalar que, para los modelos, las variables precio y descuento se consideran
determinísticas. En el contexto de la empresa y del sector retail, el precio se establece antes del inicio
del periodo t, mientras que el descuento corresponde al resultado de una planificación previa (por
ejemplo, promociones asociadas al uso de determinadas tarjetas). Sobre esta base, se implementaron
las siguientes transformaciones:

4.5.5. Creación de features
Las variables autorregresivas comprenden desfases seguros de 1, 2, 3, 6 y 12 meses sobre la de-

manda, más un desfase adicional de 24 meses incorporado exclusivamente en la etapa de ensamble.
Se calcularon además estadísticas móviles agrupadas (media, desviación estándar y máximo móvil
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en ventanas de 3, 6 y 12 meses) estrictamente dentro de cada familia para prevenir contaminación
entre series. A ello se suman dinámicas y señales financieras: medias móviles exponenciales (ewm3,
ewm6), tendencias polinómicas locales (trend6), ratios interanuales (yoy_12_24), ratios de inercia
(l1_l12, rm3_perfil, std_rel), momentum de precio (precio_mom), profundidad de descuento
(desc_depth), perfil relativo de familia (perfil_fam_mes, perfil_rel), precio relativo histórico
(px_rel_hist) y variables macroeconómicas con lag t-1. La codificación estacional se realizó me-
diante transformación armónica (sin_m, cos_m).

Rigor Metodológico:

Se aplicó un desplazamiento obligatorio (shift temporal) a todas las variables derivadas de ventas
históricas e indicadores macroeconómicos, de modo que para predecir el mes t solo se utilicen
datos disponibles hasta t − 1. Las variables de planificación comercial ex ante (precio y descuento
programado) se incorporan directamente en t, dado que están disponibles antes del inicio del período
de predicción. Para la validación cruzada se utilizó la función TimeSeriesSplit, de modo que el
conjunto de entrenamiento siempre sea cronológicamente anterior al de prueba.

4.5.6. Selección de Pesos y Umbrales en Validación
A diferencia de una búsqueda bayesiana de hiperparámetros por modelo, la arquitectura pro-

puesta fija los hiperparámetros de cada modelo base del ensamble (profundidad máxima, tasa de
aprendizaje, número de estimadores y fracción de submuestreo) en valores calibrados previamente,
y concentra el esfuerzo de optimización en las decisiones de ensamble: los pesos NNLS de la familia
combo, el peso del blend global, y el umbral y los pesos del ruteo por régimen. Todas estas decisiones
se seleccionan por búsqueda en grilla sobre el conjunto de validación, nunca sobre el conjunto de
prueba, y se promedian sobre múltiples semillas aleatorias para reducir la varianza asociada a la
inicialización de cada modelo.
Batería de Pruebas Automatizadas de Integridad Temporal: Para verificar rigurosamente
la ausencia de fugas residuales de información antes del entrenamiento, el pipeline implementa un
protocolo computacional automatizado de tres pruebas unitarias independientes. La primera veri-
fica la causalidad temporal estricta mediante una comprobación lógica booleana sobre el índice de
rezago de todas las características de panel, de modo que ninguna variable observada del entorno
o transaccional posea marcas temporales contemporáneas o futuras (t′ ≥ t). La segunda evalúa
el coeficiente de correlación lineal de Pearson entre cada covariable Xj,t−1 y el vector objetivo yt,
definiendo una regla de parada y exclusión automática ante correlaciones anómalas (|ρ| > 0,95)
calculadas exclusivamente sobre el período de entrenamiento, para detectar y descartar posibles
señales circulares encubiertas. La tercera comprueba que los estimadores de normalización (escala-
dores Min-Max, cálculos de medias móviles y descomposiciones de nivel) se ajusten exclusivamente
sobre la ventana histórica de entrenamiento (Ttrain), evitando cualquier transferencia o fuga de
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parámetros hacia los conjuntos de validación y prueba.

4.5.7. Curación de Variables mediante Auditoría Anti-Leakage
En lugar de una selección automática de variables por eliminación recursiva, el conjunto final

de predictores se depuró mediante el proceso de auditoría descrito en la auditoría metodológica de
integridad temporal: las variables identificadas como fuente de fuga de datos, o como transforma-
ciones que reconstruían parcialmente la variable objetivo, se excluyeron explícitamente del conjunto
de entrada a los modelos. Este criterio, aplicado de forma manual y verificado mediante análisis de
correlación, resultó más conservador que una selección puramente estadística, priorizando la validez
temporal y operacional de cada variable por sobre su aporte marginal a la métrica de entrenamiento.

4.6. Arquitectura de Deep Learning: Redes LSTM (En-
foque Top-Down)

Como aproximación de aprendizaje profundo, se implementó una red neuronal recurrente LSTM
(Long Short-Term Memory) bajo una estrategia jerárquica Top-Down a nivel de Familia.

Sin embargo, la aplicación directa de Deep Learning a nivel de SKU en retail presenta un desafío
estructural: la alta dispersión de datos y la intermitencia impiden la convergencia del descenso de
gradiente. Para superar esto, se diseñó una estrategia jerárquica Top-Down.

4.6.1. Estrategia Jerárquica de Modelado (Top-Down Approach)
La justificación conceptual del enfoque jerárquico Top-Down radica en la ley de los grandes

números: a nivel de SKU individual, las ventas son sumamente erráticas e intermitentes (con días o
semanas de cero ventas), lo que confunde a los algoritmos de optimización. Al agregar las ventas a
nivel de Familia, el 'ruido' individual se cancela y emerge una curva de demanda densa, suave y con
estacionalidad clara. De este modo, el sistema primero predice con alta precisión el volumen total
de la categoría (el 'bosque') y posteriormente utiliza el motor de participaciones para distribuir
las unidades entre los productos específicos (las 'ramas'), superando la inestabilidad del modelado
directo desde abajo (Bottom-Up).

4.6.2. Preprocesamiento de Tensores y Escalado
Con el objetivo de capturar la estacionalidad anual, se definió una ventana temporal (sequence

length) de 12 meses; es decir, se consideran los 12 meses previos para predecir el periodo siguiente.
Con ello, los datos históricos se transforman en un formato que la red pueda procesar (tensores
tridimensionales). El vector de entrada en cada paso temporal incluye la demanda histórica de la
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Familia y componentes armónicos de estacionalidad (seno y coseno del mes); en la variante con
precio ex-ante, se añade además el precio estimado del mismo período, disponible de antemano por
tratarse de una variable de planificación comercial.

4.6.3. Arquitectura de la Red (Celdas de Memoria)
La arquitectura fue implementada en PyTorch (torch.nn) y comprende dos capas LSTM apila-

das, capa de salida densa y optimizador Adam con early stopping. La configuración completa de
hiperparámetros (número de celdas, dropout, semillas) se detalla en el Anexo A.9.

Entrenamiento Multi-Semilla y Protocolo de Evaluación: Se aplica Early Stopping con paciencia
de 15 épocas sobre el conjunto de validación. Para mitigar la variabilidad inherente al Deep Learning
en Small Data, el modelo se entrena sobre un ensamble de 5 semillas aleatorias (42, 1, 7, 2025,
99), promediando sus inferencias. Los pesos de la red LSTM se calibraron exclusivamente sobre
el conjunto de entrenamiento y validación previa (hasta la fecha de corte CUT = enero 2025) y
permanecieron congelados durante todo el horizonte de prueba de 7 meses (febrero–agosto de 2025),
sin reentrenamiento secuencial, preservando estricta paridad con el esquema de evaluación de la
arquitectura propuesta.

4.6.4. Modelo Fundacional de Series de Tiempo (Amazon Chronos-
Bolt)

Como cuarto benchmark de frontera, se incorporó Amazon Chronos-Bolt (Ansari et al., 2024),
un modelo fundacional pre-entrenado sobre miles de millones de observaciones temporales. Chronos
cuantiza las series de tiempo continuas como secuencias de tokens discretos, adaptando una arqui-
tectura Transformer para realizar inferencia probabilística zero-shot. En esta tesis se evalúa bajo
horizonte h=1 mensual sobre la historia de cada Familia, extrayendo la mediana (cuantil 0.50) de
la distribución predictiva y desagregando posteriormente a SKU.

ŷi,t = ŶFam,t × wi (4.1)

donde ŷi,t representa la predicción desagregada para el SKU i en el mes t, ŶFam,t es la proyección de la
Familia respectiva, y wi corresponde a la proporción histórica estática del SKU dentro de su familia
calculada exclusivamente sobre el período de entrenamiento (wi = Venta_Traini/Venta_TrainFam)
y congelada durante todo el horizonte de prueba. Este procedimiento de desagregación Top-Down
asegura estricta comparabilidad experimental con los demás modelos benchmark.
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4.6.5. Desagregación Dinámica a Nivel SKU: Cuotas Supervisadas
(Learned Shares)

La etapa final del pipeline metodológico consiste en la desagregación de la demanda agregada
proyectada a nivel de Familia hacia cada uno de los SKU individuales. Para los resultados principales
de esta tesis, se utilizó un esquema de proporciones estáticas históricas (Static Shares): la
participación de cada SKU dentro de su familia se calcula como la proporción de unidades vendidas
en el período de entrenamiento (wi = yi/

∑
j∈F yj), y se aplica de forma fija durante todo el horizonte

de prueba. Este enfoque es el mismo utilizado por todos los modelos benchmark, lo que garantiza
comparabilidad justa.

Como extensión metodológica, se implementó adicionalmente un motor de Machine Learning
supervisado (LightGBM, XGBoost y CatBoost) para predecir de forma adaptativa la participación
dinámica (share) de cada artículo, denominado Learned Shares (detallado en el Anexo A.5). La
desagregación se restringe al catálogo estratégico (Top 100 SKUs): la demanda familiar proyectada
ŶFam,t corresponde al agregado de los SKUs Top 100 de esa familia, y las cuotas se normalizan
al símplex exclusivamente sobre ese subconjunto, de modo que se cumple la coherencia jerárquica∑

i∈Top100∩F ŷi,t = ŶFam,t.
El vector de características explicativas a nivel SKU (Xshare) se compone de señales autorre-

gresivas (rezagos de cuota en los meses t − 1 y t − 12, capturando la inercia reciente y la esta-
cionalidad interanual del producto), medias móviles de participación suavizados de 3 y 12 meses
(share3, share12) para aislar la tendencia subyacente de rotación frente a la volatilidad mensual, el
indicador de inactividad comercial MSLS (Months Since Last Sale) que penaliza productos en pro-
ceso de obsolescencia o descontinuación, y el ratio de precio unitario del producto frente al precio
promedio ponderado de su familia comercial (PSKU/PFam).
Las participaciones proyectadas (ŝi,t) para los M artículos pertenecientes a la familia F se proyectan
al símplex y normalizan de forma determinista para asegurar no negatividad y que la suma de
participaciones sea exactamente igual al 100 %:

ŵi,t =
máx(0, ŝi,t)∑
j∈F máx(0, ŝj,t)

(4.2)

donde ŵi,t representa la cuota normalizada al símplex para el SKU i en el mes t, ŝi,t es la participa-
ción bruta estimada por el modelo de Gradient Boosting, y F denota el conjunto de todos los SKUs
que pertenecen a la misma Familia comercial. En caso de que todas las predicciones brutas sean
no positivas (

∑
j∈F máx(0, ŝj,t) = 0), se asigna un reparto uniforme entre los SKUs de la familia

como mecanismo de fallback. La proyección física final en unidades para el SKU i en el mes t se
obtiene multiplicando la demanda familiar agregada proyectada (ŶFam,t) por su respectiva cuota
supervisada:

ŷi,t = ŶFam,t × ŵi,t (4.3)
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donde ŷi,t es la demanda física final pronosticada para el producto i en el mes t, ŶFam,t es la
proyección agregada generada para la Familia respectiva, y ŵi,t es la cuota dinámica asignada por el
motor de desagregación, lo que asegura la coherencia jerárquica estricta sin requerir reconciliaciones
posteriores.

4.7. Descripción de variables
Se especifican las variables del conjunto de datos maestro depurado, las cuales constituyen la

base analítica común para todos los modelos evaluados en esta investigación:

4.7.1. Variables de Identificación de Catálogo y Target
Las variables de identificación incluyen Año y Mes (variables temporales enteras que registran

el período mensual de enero 2020 a agosto 2025), la jerarquía de catálogo (SKU_Personalizado,
Familia, Superfamilia, Subfamilia y Temporada), y el target transaccional compuesto por Venta_Neta_Unidades
(demanda física y) y Venta_Neta_Monto (CLP).

4.7.2. Variables Exógenas y de Planificación Comercial Ex-Ante
Las variables exógenas comprenden el plan comercial en tiempo t (Precio_Estimado del ca-

tálogo ERP y Descuento_promedio_estimado de la pauta comercial), hitos calendario y festivos
determinísticos en tiempo t (Navidad, CyberDay, Black Friday, Día de la Madre), y el entorno
macroeconómico con rezago t − 1 (IMACEC_Comercio, IPC_Vestuario, tipo de cambio USD/CLP,
tasa de desempleo e Índice de Confianza del Consumidor).



Capítulo 5

Resultados y Análisis Comparativo
En este capítulo se presentan y discuten los resultados empíricos obtenidos tras evaluar las

diversas familias de modelos sobre la ventana de evaluación fuera de muestra (out-of-sample), co-
rrespondiente al período de febrero a agosto de 2025. La evaluación cuantitativa se efectúa a través
de métricas estandarizadas de la literatura: Error Absoluto Ponderado (Weighted Absolute Percenta-
ge Error, WAPE), Error Porcentual Absoluto Medio condicional (Mean Absolute Percentage Error,
MAPE), Raíz del Error Cuadrático Medio (RMSE), Error Absoluto Medio (MAE), Sesgo Relativo
(Bias) y Coeficiente de Determinación (R2), evaluadas tanto a nivel macro (58 Familias agregadas
del catálogo núcleo) como a nivel micro (Top 100 SKUs desagregados).

5.1. Comparativa Consolidada de Desempeño Global
La Tabla 5.1 presenta la síntesis general del desempeño comparativo de todas las arquitecturas

evaluadas frente a la demanda real observada durante los 7 meses de prueba.
La investigación adoptó una estrategia metodológica de screening industrial en dos etapas:

en una primera fase de tamizaje comparativo, se evaluaron implementaciones estándar y parsimonio-
sas de referencia representativas de los principales paradigmas del estado del arte (econométricos
univariados y multivariados, modelos para demanda intermitente con ceros, redes neuronales re-
currentes y modelos fundacionales zero-shot); en la segunda fase, tras constatar las limitaciones
estructurales de los enfoques lineales e individuales, se concentró el desarrollo e ingeniería avanzada
sobre la arquitectura jerárquica híbrida ganadora (ES-GBM con Desagregación Top-Down).

Tal como se ilustra en la Tabla 5.1 y en la Figura 5.1, la progresión de los modelos muestra
una reducción del error a medida que se incorporan no linealidades, señales comerciales exógenas y
desacoplamiento jerárquico: el WAPE desciende desde un 84,87 % en el baseline Croston clásico y
83,42 % en SBA hasta un 16,10 % en la arquitectura propuesta. El Seasonal Naïve (WAPE 69,89 %)
supera a SARIMAX (73,24 %) y SARIMA (76,74 %) a nivel SKU, lo que confirma la fuerza de los
patrones estacionales puros en retail de moda.
Evaluación Comparativa con Métrica Ponderada de Escala (WRMSSE): Para conec-
tar formalmente los resultados con el marco teórico de la competencia M5 (§3.4.4), se calculó el

35
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Tabla 5.1: Comparativa Consolidada de Desempeño en el Período de Evaluación Fuera de
Muestra (Feb–Ago 2025)

Modelo / Arquitectura Nivel WAPE sMAPE RMSE MAE Bias ( %) R2 Ranking
Panel A: Modelos Desagregados a Nivel SKU (Top 100 Productos)
ES-GBM (Static Top-Down) SKU 16,10 % 20,47 % 26,7 11,4 -4,8 % 0,95 1◦

ES-GBM (Learned Dynamic Share) SKU 24,35 % 28,90 % 41,2 17,2 -5,2 % 0,79 2◦

LSTM Recurrente (con precio ex-ante) SKU 45,75 % 52,10 % 64,1 32,3 +8,4 % 0,55 3◦

Chronos-Bolt Desagregado (Static Share) SKU 48,44 % 70,69 % 65,1 34,2 +5,6 % 0,72 4◦

LSTM Recurrente (sin precio ex-ante) SKU 53,76 % 61,40 % 68,1 38,1 +11,2 % 0,38 5◦

Seasonal Naïve (Benchmark yt−12) SKU 69,89 % 88,17 % 107,2 49,4 +6,3 % 0,23 6◦

SARIMAX (con precio y descuento) SKU 73,24 % 170,87 % 122,9 51,7 +11,6 % -0,01 7◦

SARIMA Univariado (Línea Base) SKU 76,74 % 309,88 % 139,6 54,2 +14,3 % -0,31 8◦

SBA (Syntetos-Boylan Approx.) SKU 83,42 % 95,19 % 108,1 58,9 -4,2 % 0,22 9◦

Croston Clásico SKU 84,87 % 95,35 % 108,6 59,9 +0,9 % 0,21 10◦

Panel B: Modelos Agregados a Nivel Familia (58 Familias del Catálogo Top 100)
ES-GBM Ensamble Agregado Familia 12,89 % 14,67 % 35,9 15,7 -4,8 % 0,96 1◦

Chronos-Bolt Agregado (Zero-Shot) Familia 36,35 % 61,38 % 81,9 44,3 +5,6 % 0,79 2◦

LSTM Recurrente Agregado (Familia) Familia 40,51 % 69,36 % 88,1 49,3 +7,9 % 0,76 3◦

SARIMAX Agregado Familia 59,64 % 268,31 % 165,3 72,6 +11,6 % 0,16 4◦

Seasonal Naïve Agregado (Yt−12) Familia 59,78 % 84,80 % 148,9 72,8 +6,3 % 0,32 5◦

SARIMA Agregado Familia 64,84 % 450,19 % 183,3 79,0 +14,3 % -0,03 6◦

Fuente: Elaboración propia a partir de datos del caso de estudio. La columna sMAPE (symmetric
Mean Absolute Percentage Error) se reporta en lugar del MAPE clásico porque este último es

indefinido o diverge cuando la demanda real yt = 0, condición frecuente en series intermitentes del
retail. El sMAPE acota el error relativo en el rango [0%, 200%] y se calcula de forma condicional

sobre meses con demanda positiva. El WAPE opera como métrica rectora robusta de volumen.

Figura 5.1: Comparativa Consolidada de Pronóstico Fuera de Muestra vs Demanda Real para
Modelos Representativos

Fuente: Elaboración propia.
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WRMSSE para los modelos evaluados1, normalizando el error cuadrático por la escala del Seasonal
Naïve (yt−12) y ponderando por el valor de ventas de cada producto. La arquitectura propuesta
ES-GBM alcanza un WRMSSE de 0,2017 (reduciendo el error escalado en casi 5 veces frente
a la escala unitaria de referencia), superando de forma clara a Chronos-Bolt (0,3980), LSTM Recu-
rrente (0,5420), SARIMAX (0,8950), SARIMA (0,9620) y Seasonal Naïve (1,0000 como referencia
de escala).
Diagnóstico de la Sensibilidad del sMAPE en SARIMAX: En la Tabla 5.1 se observa
un valor alto en el sMAPE de SARIMAX (170,87 %) a pesar de exhibir un WAPE de 73,24 %.
Esta discrepancia obedece a una propiedad analítica ampliamente documentada en la econometría
de series temporales (Hyndman and Koehler, 2006): cuando un producto presenta ventas reales
positivas reducidas (yi,t ∈ {1, 2}) y la regresión dinámica proyecta valores positivos moderados
inducidos por el vector de precios, el ratio |y− ŷ|/y se incrementa, afectando el promedio aritmético
no ponderado. En contraste, el WAPE pondera las desviaciones por el volumen físico total del
catálogo, reflejando la precisión global de inventario.

A continuación, se desglosa el análisis detallado por cada familia de modelos evaluada.

5.2. Evaluación de Líneas Base Econométricas (SARI-
MA y SARIMAX)

Como punto de partida, se evaluaron los modelos econométricos estacionales tradicionales:

SARIMA (1, 1, 1)× (1, 1, 1)12 Univariado: Asume que la demanda futura depende exclusi-
vamente de la estructura lineal de rezagos autorregresivos y medias móviles de la propia serie
histórica.

SARIMAX (1, 1, 1) × (1, 1, 1)12 con Regresores Exógenos: Extiende la formulación an-
terior incorporando precio planificado y descuento promedio como covariables ex-ante.

El análisis de las trayectorias de SARIMA (Figura 5.2) y SARIMAX permite identificar tres
fallas estructurales intrínsecas en entornos de retail de moda:

1. Efecto de Retardo Sistemático (Lag Effect): Al basarse en diferencias autorregresivas sin
memoria no lineal, el modelo proyecta picos de demanda con un desfase de un mes (t−1). En
la práctica comercial, esto ocasiona que el abastecimiento llegue cuando el evento promocional
ya ha concluido, generando sobrestock crítico y pérdidas por liquidación forzada.

2. Inercia y Amortiguamiento de Extremos: Frente a la bimodalidad del retail de vestua-
rio femenino (temporadas de otoño-invierno y primavera-verano), la estructura lineal suaviza

1El cálculo del WRMSSE se realizó de forma externa al pipeline principal de Python, utilizando una
implementación independiente de la métrica sobre los archivos de predicciones generados por cada modelo.
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Figura 5.2: Desempeño Predictivo de la Línea Base SARIMA vs. Demanda Real Fuera de
Muestra (Suma Top 100 SKUs)

Fuente: Elaboración propia.

excesivamente las proyecciones hacia la media histórica, subestimando la demanda en tempo-
rada alta (mayo) y sobreestimándola en meses valle (febrero y marzo).

3. Limitación de Elasticidad Constante en SARIMAX: Aunque SARIMAX logra reducir
el WAPE a nivel Familia de 64,84 % a 59,64 % gracias a la información de precios, la hipótesis
de linealidad rígida β · Pt impide capturar umbrales psicológicos de precios, saturación de
demanda o interacciones promocionales específicas por categoría.

5.3. Modelos para Demanda Intermitente y Ceros (Cros-
ton y SBA)

Dada la alta presencia de meses con demanda nula a nivel SKU (originada por quiebres tran-
sitorios de stock y ciclos de vida cortos), se evaluaron las formulaciones clásicas para demanda
intermitente:

Tabla 5.2: Desempeño Comparativo de Modelos para Demanda Intermitente a Nivel SKU
Modelo / Algoritmo WAPE MAPE RMSE MAE Bias ( %) R2

SBA (Syntetos-Boylan Approx.) 83,42 % 95,19 % 108,1 58,9 -4,2 % 0,22
Croston Clásico 84,87 % 95,35 % 108,6 59,9 +0,9 % 0,21

Fuente: Elaboración propia a partir de datos del caso de estudio.
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Los resultados de la Tabla 5.2 revelan hallazgos clave:

Falla de Estacionalidad en Croston y SBA: Los métodos de Croston (WAPE 84,87 %)
y la corrección de Syntetos-Boylan (WAPE 83,42 %) separan la serie en dos procesos de
suavizado exponencial simple: el tamaño de la demanda no nula y el intervalo temporal entre
demandas. Al no poseer un mecanismo nativo para capturar estacionalidad ni tendencias no
estacionarias, proyectan tasas de demanda casi constantes a lo largo del año, obteniendo los
peores desempeños del ranking a nivel SKU, incluso por debajo del Seasonal Naïve (69,89 %).
SARIMAX (73,24 %) supera a Croston por 11,6 puntos porcentuales gracias a la información
de precios, y ES-GBM (16,10 %) presenta una mejora de 68,8 puntos porcentuales de WAPE
respecto de Croston bajo el protocolo experimental definido.

5.4. Deep Learning Recurrente y Modelos Fundaciona-
les (LSTM y Chronos-Bolt)

Para examinar la capacidad de arquitecturas conexionistas complejas, se entrenaron redes neu-
ronales recurrentes LSTM y se testeó el modelo fundacional preentrenado Amazon Chronos-Bolt:

Tabla 5.3: Evaluación de Deep Learning Recurrente y Modelos Fundacionales
Modelo Nivel WAPE MAPE RMSE MAE R2

LSTM Recurrente (con precio ex-ante) SKU 45,75 % 52,10 % 64,1 32,3 0,55
LSTM Recurrente (sin precio ex-ante) SKU 53,76 % 61,40 % 68,1 38,1 0,38
Chronos-Bolt (Zero-Shot Foundation) Familia 36,35 % 61,38 % 81,9 44,3 0,79

Fuente: Elaboración propia a partir de datos del caso de estudio.

Impacto Decisivo del Vector de Precios Ex-Ante en LSTM: La inclusión del precio
planificado permitió a la red LSTM reducir el WAPE a nivel SKU de 53,76 % a 45,75 % (una
reducción de 8,0 puntos porcentuales), lo que demuestra que las redes recurrentes sí logran
capturar la relación predictiva precio-demanda intertemporal cuando disponen de señales
exógenas alineadas.

Desempeño Zero-Shot de Amazon Chronos-Bolt: A nivel Familia, el modelo fundacio-
nal Chronos-Bolt (basado en arquitectura T5 preentrenada sobre miles de millones de puntos
temporales sintéticos y públicos) alcanzó un WAPE de 36,35 % en modalidad zero-shot pura
(sin reentrenamiento). Para obtener el pronóstico a nivel SKU reportado en la Tabla 5.1 (WA-
PE 48,44 %), la predicción agregada de Chronos-Bolt a nivel Familia se desagregó mediante
las mismas cuotas históricas estáticas del experimento de ablación Top-Down (proporciones
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fijas por SKU calculadas sobre el período de entrenamiento), sin ningún componente de apren-
dizaje dinámico. Esta configuración sirve de referencia comparativa directa frente al enfoque
de desagregación estática del ensamble propuesto. Chronos-Bolt superó con holgura a las
referencias econométricas tradicionales (SARIMAX 59,64 %), pero quedó aún distante del
ensamble híbrido especializado ES-GBM (12,89 % Familia / 16,10 % SKU).
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5.5. Desempeño de la Arquitectura Propuesta (ES-GBM
con Desagregación Top-Down)

La arquitectura jerárquica propuesta (ES-GBM con Desagregación Top-Down) combina
la descomposición del nivel estructural mediante Holt amortiguado con un ensamble de árboles de
decisión gradiente (XGBoost, LightGBM, CatBoost) y modelos fundacionales tabulares (TabPFN),
integrando un módulo de ruteo dinámico por momentum y desagregación jerárquica hacia nivel
SKU mediante un enfoque seleccionado automáticamente en validación (C1 → CUT) entre propor-
ciones históricas estáticas y un ensamble supervisado de cuotas dinámicas (Learned Shares). En la
configuración evaluada, el enfoque estático resultó seleccionado por su menor WAPE en la ventana
de validación.

Tabla 5.4: Métricas de Desempeño del Ensamble Jerárquico ES-GBM
Nivel de Agregación WAPE MAPE RMSE MAE Bias ( %) R2

Familia (Agregado Top 100 SKUs) 12,89 % 14,67 % 35,9 15,7 -4,84 % 0,96
SKU (Static Top-Down) 16,10 % 20,47 % 26,7 11,4 -4,84 % 0,95
Extensión: SKU (Learned Dynamic Share) 24,35 % 28,90 % 41,2 17,2 -5,20 % 0,79

Fuente: Elaboración propia a partir de datos del caso de estudio.

Figura 5.3: Evolución Temporal del Pronóstico ES-GBM vs. Demanda Real Fuera de Muestra
(Suma Top 100 SKUs)

Fuente: Elaboración propia.

Tal como ilustran la Tabla 5.4 y la Figura 5.3, la metodología desarrollada exhibe un desempeño
consistente fuera de muestra:
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Precisión Macro y Micro: Alcanza un R2 de 0,96 a nivel Familia (WAPE 12,89 %) y de
0,95 a nivel SKU (WAPE 16,10 %), con un WRMSSE de 0,2017.

Selección Automática de Desagregación (Static Top-Down vs. Learned Dynamic
Share): El motor de desagregación compara automáticamente ambos enfoques en la ventana
de validación (C1 → CUT) y selecciona el de menor WAPE. En la configuración evaluada, el
enfoque estático (proporciones fijas, WAPE 16,10 %) fue seleccionado por sobre el dinámico
(Learned Shares, WAPE 24,35 %), lo que sugiere que en catálogos con alta proporción de SKUs
intermitentes las proporciones fijas del período de entrenamiento ofrecen mayor estabilidad
predictiva. No obstante, la arquitectura permite la transición automática si el comportamiento
del catálogo evoluciona hacia patrones donde las cuotas dinámicas superen a las fijas.

5.5.1. Estudio de Ablación del Vector de Precios y Señales Ex-Ante
Para cuantificar la contribución de la información de precios y evaluar el comportamiento del

ensamble frente a posibles desviaciones en el plan comercial, se realizó un experimento de ablación
controlada sobre la ventana de evaluación fuera de muestra, cuyos resultados se resumen en la
Tabla 5.5.2

Tabla 5.5: Estudio de Ablación del Vector de Precios en el Ensamble ES-GBM (Nivel SKU)
Configuración de Precios WAPE MAPE RMSE R2

1. Sin información de precios (solo señal temporal) 38,25 % 44,10 % 58,3 0,69
2. Con precio rezagado t− 1 (estrictamente histórico) 26,42 % 31,50 % 41,2 0,78
3. Con plan comercial ex-ante mes t (modelo propuesto) 16,10 % 20,47 % 26,7 0,95

Fuente: Elaboración propia a partir de datos del caso de estudio.

Los resultados de la Tabla 5.5 ponen de manifiesto dos aspectos metodológicos cruciales:

1. Incluso sin información de precios (Configuración 1, WAPE 38,25 %), la arquitectura ES-GBM
alcanza un error inferior al observado en SARIMA (76,74 %) y en SBA (83,42 %), lo que indica
que su desempeño no depende exclusivamente de la señal de precios, sino que cuenta con una
base provista por el desacoplamiento inercial y el modelado no lineal de panel.

2. La incorporación del precio rezagado t−1 (Configuración 2) reduce el error a 26,42 %, mientras
que el plan ex-ante (Configuración 3) alcanza el 16,10 %, lo que demuestra que el modelo
aprovecha eficazmente la señal predictiva de precio intertemporal planificada sin depender de
ella de forma frágil.

2Nota metodológica: este experimento de ablación requiere reentrenar el ensamble ES-GBM excluyendo o
rezagando las variables de precio. Debido a la complejidad computacional del pipeline completo (8 semillas
× 3 modelos GBDT × NNLS × ruteo), estos resultados se obtuvieron mediante ejecuciones experimentales
separadas del pipeline y no están disponibles como scripts reproducibles en el repositorio.
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5.6. Interpretabilidad y Diagnóstico de Residuos
Para satisfacer las exigencias de gobernanza y transparencia requeridas por la gerencia de pla-

nificación del retail, se evaluó la explicabilidad del modelo mediante el análisis de importancia por
ganancia total de división (Total Gain Importance) del módulo directo GBDT del ensamble:

Figura 5.4: Importancia Relativa de Variables por Ganancia Total del Módulo GBDT (Total
Gain Importance)

Fuente: Elaboración propia.

El análisis de ganancia total (total gain) del módulo GBDT (Figura 5.4), utilizado como proxy
interpretativo del ensamble, revela que la variable con mayor importancia relativa es el precio
estimado ex-ante (67,0 % de la ganancia total del submodelo), seguido por la demanda del mes
anterior (lag 1, 11,1 %). Este resultado indica que el precio constituye una fuente importante de
información predictiva para este componente del ensamble. No obstante, esta importancia relativa
por ganancia total del submodelo no debe interpretarse como una estimación causal directa de la
sensibilidad precio sobre la mejora total de WAPE del ensamble, dado que el diagnóstico se limita
al submodelo GBDT y puede estar influido por correlaciones entre variables.
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5.6.1. Diagnóstico y Evaluación de Residuos
El diagnóstico de los residuos fuera de muestra permite corroborar la estabilidad estadística de

la arquitectura propuesta y evaluar posibles patrones de heterocedasticidad o autocorrelación no
capturados:

Figura 5.5: Análisis de Residuos y Heterocedasticidad del Modelo Propuesto
Fuente: Elaboración propia.

Tal como ilustra la Figura 5.5, el diagnóstico de los residuos muestra un comportamiento apro-
ximadamente simétrico, centrado en cero y sin patrones de autocorrelación temporal remanente. La
prueba de Ljung–Box no rechaza la hipótesis de ausencia de autocorrelación hasta el rezago evalua-
do (p = 0,751). Si bien estos resultados son positivos, no constituyen una confirmación definitiva de
normalidad ni de homocedasticidad; no obstante, son consistentes con un comportamiento residual
adecuado para la validación de la arquitectura en condiciones reales de operación.



Capítulo 6

Conclusiones e Impacto Financiero
La evaluación fuera de muestra sobre el horizonte ciego de 7 meses (febrero a agosto de 2025)

muestra que la arquitectura semi-paramétrica ES-GBM obtiene la mayor precisión para la gestión
del catálogo en la Empresa X. Al evaluar mediante el WAPE —métrica que pondera las desviaciones
por el volumen físico comercializado y resulta inmune a las distorsiones por división por cero en
períodos de demanda nula—, la propuesta alcanza un 16,10 % a nivel SKU y un 12,89 % a nivel
Familia, superando a los modelos econométricos tradicionales, a las formulaciones de demanda
intermitente y a las redes neuronales de aprendizaje profundo.

6.1. Limitaciones Estructurales de las Líneas Base Uni-
variadas

Los modelos SARIMA (WAPE de 64,84 % en Familia y 76,74 % en SKU) y SARIMAX (59,64 %
y 73,24 % respectivamente) muestran limitaciones ante las dinámicas del vestuario femenino:

1. Inercia y Desfase Sistemático (Lag Effect): La dependencia lineal exclusiva de la es-
tructura de autocorrelación genera un rezago temporal sistemático en la detección de puntos
de inflexión y quiebres de temporada.

2. Atracción hacia la Media y Suavizamiento Excesivo: Ante la alternancia de meses en
cero y picos promocionales, las formulaciones gaussianas lineales amortiguan en exceso las
proyecciones, subestimando la intensidad de los eventos de alta venta y sobreestimando la
demanda en los períodos valle.

3. Rigidez en la Elasticidad Paramétrica: Aunque SARIMAX incorpora información de
precios ex-ante reduciendo marginalmente el error frente a SARIMA, la imposición de un
coeficiente de elasticidad constante (β · Pt) resulta incapaz de modelar umbrales psicológicos
de descuento o respuestas asimétricas del consumidor.

45
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6.2. Pilares de Eficacia de la Arquitectura de Ensamble
ES-GBM

La superioridad predictiva del modelo propuesto radica en la integración sinérgica de cinco
pilares metodológicos:

1. Desacoplamiento Híbrido Semi-Paramétrico (Nivel Inercial + Residuo Comer-
cial): El modelo Holt amortiguado aísla la trayectoria inercial de largo plazo (lvlt), mientras
que los árboles GBDT (XGBoost, LightGBM, CatBoost) y TabPFN modelan exclusivamente
las fluctuaciones relativas inducidas por precios, descuentos y estacionalidad sobre la escala
arcsinh, ponderando observaciones mediante decaimiento temporal exponencial de 24 meses.

2. Ruteo Dinámico Adaptativo por Momentum: Un mecanismo dependiente del estado
conmuta en tiempo real entre un régimen reactivo ante expansiones aceleradas de demanda
(mom3,12 > τ∗) y un régimen inercial conservador durante fases de rotación estable.

3. Desagregación Jerárquica Top-Down Coherente con Selección Automática: La pro-
yección agregada de Familia se distribuye hacia los SKUs individuales preservando la cuadra-
tura exacta del total comercializado. El enfoque de desagregación (proporciones históricas
estáticas vs. cuotas dinámicas supervisadas) se selecciona automáticamente en validación
comparando WAPE, permitiendo la transición sin intervención manual si el comportamiento
del catálogo evoluciona.

4. Ablación y Robustez frente a la Señal de Precios: El análisis de ablación confirma que,
incluso en ausencia total de información de precios, ES-GBM alcanza un WAPE de 38,25 %
a nivel SKU (superando ampliamente el 76,74 % de SARIMA), demostrando que la solidez
del sistema proviene de su estructura híbrida y no de una dependencia frágil de covariables
exógenas.

5. Garantía Anti-Leakage y Protocolo en Tres Tramos: La calibración estricta de hiper-
parámetros, umbrales y ponderaciones en la ventana de validación intermedia garantiza la
validez predictiva fuera de muestra y la reproducibilidad operacional en régimen continuo.

6.3. Evaluación de Deep Learning en Contextos de Alta
Intermitencia

Como se evidenció en la Sección 5.4, el modelo LSTM alcanzó un WAPE de 45,75 % a nivel SKU
(con precio ex-ante), por detrás del ensamble ES-GBM (16,10 %). El LSTM se implementó en su
formulación base, sin mecanismos adicionales de estabilización de nivel. En contextos de Small Data
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con alta intermitencia, una red recurrente pura enfrenta el doble desafío de estimar simultáneamente
el nivel estructural de la serie y sus fluctuaciones comerciales. La ventaja operativa del ensamble
propuesto reside en que Holt amortiguado provee ese anclaje de nivel de forma directa, liberando
al módulo GBDT para concentrarse únicamente en las modulaciones sobre la trayectoria base. En
la configuración evaluada bajo este diseño experimental, el LSTM no alcanzó la precisión de la
arquitectura híbrida propuesta.

6.4. Evaluación de Hipótesis y Evidencia Inferencial
A partir de los resultados obtenidos en el período de prueba fuera de muestra, se evalúan las

hipótesis de trabajo:

Resultado a favor de H1: En términos descriptivos, la arquitectura propuesta ES-GBM
presenta un WAPE inferior al de los tres benchmarks primarios evaluados durante todo el
período de prueba (12,89 % a nivel Familia y 16,10 % a nivel SKU), lo que respalda la supe-
rioridad predictiva en la métrica principal del estudio.

Alcance de la Inferencia Estadística (Test de Diebold-Mariano): Como respaldo com-
plementario, el test de Diebold-Mariano (DM) (Diebold and Mariano, 1995) —aplicado
sobre errores transversales agrupados con función de pérdida cuadrática y corrección HAC—
muestra diferencias estadísticamente favorables para ES-GBM frente a los benchmarks prima-
rios: SARIMA (t = 7,84, p = 0,0002), SARIMAX (t = 13,19, p < 0,0001) y la red recurrente
LSTM (t = 10,14, p = 0,0001). Se hace notar que este contraste evalúa diferencias bajo pér-
dida cuadrática y, por tanto, no constituye un contraste directo de la hipótesis formulada
específicamente en términos de WAPE, sino un respaldo inferencial consistente en el dominio
de los errores cuadráticos medios. Para Chronos-Bolt, Croston, SBA y Seasonal Naïve, la
comparación se mantiene en términos descriptivos, dado que el protocolo inferencial de esta
investigación se delimitó a priori para los modelos de referencia primarios.

Advertencia Metodológica sobre Paneles de Corto Horizonte: Desde la econometría de se-
ries de tiempo (Harvey et al., 1997; Pesaran and Timmermann, 2005), se reconoce explícitamente que
la aplicación del test de Diebold-Mariano sobre paneles transversales agrupados (pooled errors) en
horizontes temporales acotados (H = 7 meses) está sujeta a posibles correlaciones contemporáneas
(cross-sectional correlation) inducidas por shocks macroeconómicos o promocionales compartidos
entre SKUs. Por tanto, estos estadísticos deben interpretarse como evidencia indicativa de me-
jor desempeño fuera de muestra, cuya validación asintótica formal constituirá una línea de
investigación futura mediante extensiones de pruebas de panel no paramétricas multi-anuales.

El análisis de ablación de la señal de precios muestra que, aunque el precio ex-ante es la variable
individual más informativa, la ganancia en precisión proviene también de la robustez del ensamble
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jerárquico y del desacoplamiento de nivel, que aportan un desempeño que no depende exclusivamente
de la señal de precios.

Los resultados apoyan el marco metodológico propuesto: la integración de un nivel base suavi-
zado, ensambles GBDT con ruteo adaptativo y desagregación jerárquica Top-Down con selección
automática entre enfoques estáticos y dinámicos no solo reduce drásticamente el error de pronós-
tico frente a los modelos clásicos (WAPE 16,10 % vs 76,74 % de SARIMA), sino que aporta una
herramienta metodológica para la planificación de inventario en el retail moderno.

6.5. Implicancias Conceptuales para el Pronóstico en
Retail de Moda

6.5.1. La demanda como resultado de la planificación comercial
Los resultados obtenidos sugieren que la demanda en el retail de moda femenina no debe in-

terpretarse como un fenómeno puramente autorregresivo, pues la venta de unidades responde en
gran medida a decisiones comerciales tomadas previamente, tales como la planificación de ventas,
la definición de precios y el calendario promocional. Bajo esta lógica, el bajo desempeño observado
en los modelos univariados se justifica por su incapacidad de capturar las señales de factores exóge-
nos. Comprenderlo es entender que omitir la planificación comercial implica dejar fuera una fuente
central de información predictiva.

6.5.2. El rol de las variables de planificación comercial en la pre-
dicción de unidades

La inclusión de variables de planificación comercial ex-ante, como el precio y el descuento vigente,
resultó ser más relevante que el uso de una proyección financiera agregada como Monto Neto: al
evaluarse de forma aislada, esta última no mejoró el desempeño del modelo y en algunos casos
lo perjudicó, lo que llevó a descartarla de la arquitectura final por el protocolo anti-leakage. En
cambio, el precio y el descuento, disponibles de antemano por tratarse de decisiones ya tomadas
por la empresa, sí concentran información relevante sobre la intención comercial y la sensibilidad
predictiva del consumidor al precio. Lo anterior sugiere que, en este contexto de retail de moda, es
la señal de planificación comercial directa, y no un agregado financiero derivado, la que actúa como
proxy efectivo de la intención comercial subyacente.
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6.6. Impacto Económico, Financiero y Operacional
La reducción del error de pronóstico desde niveles superiores al 75 % en el baseline SARIMA

hasta 16,10 % con la arquitectura propuesta ES-GBM no solo representa un avance metodológico
en ciencia de datos aplicada, sino que genera un impacto potencial en la estructura de costos y la
liquidez financiera del negocio.

6.6.1. Evaluación Financiera del Impacto en Capital de Trabajo:
Distinción entre Stock y Flujo

Como ejercicio ilustrativo y de orden de magnitud para la gestión financiera y de operaciones
(Silver et al., 1998), es fundamental distinguir entre una variable de nivel o stock (el inven-
tario inmovilizado en bodega) y una variable de flujo (el ahorro operativo anual en costos de
mantención).
Formulación del Stock de Seguridad y Regímenes de Agregación: El stock de seguridad
(SS) necesario para amortiguar la incertidumbre del pronóstico durante el tiempo de reposición
(lead time L = 1 mes) con un nivel de servicio de ciclo CSL = 95% (Z0,95 ≈ 1,645) se analiza bajo
dos regímenes de gestión de inventarios:

1. Gestión Descentralizada por SKU / Correlación Contemporánea (
∑N

i=1 SSi): En
el retail de vestuario, donde los artículos no son sustitutos perfectos y cada SKU gestiona
su propio nivel de servicio en tienda y bodega, el inventario físico total en balance corres-
ponde a la suma simple de los amortiguadores individuales (SSdescentralizado =

∑N
i=1 SSi =

Zα ·MAE ·NSKU ·
√
L). Este supuesto representa además el límite conservador ante correlacio-

nes contemporáneas positivas inducidas por shocks comerciales compartidos (clima, eventos
masivos y promociones).

2. Agrupación de Riesgos Centralizada (Risk Pooling con Errores Independientes):
Si se asume un centro de distribución consolidado con independencia estocástica perfecta
entre los errores de demanda de los distintos SKUs (ρij = 0), la incertidumbre agregada
escala con la raíz cuadrada del número de productos: SSpool = Zα · MAE ·

√
NSKU ·

√
L.

SStotal = Zα · MAE ·Kagg ·
√
L (6.1)

donde SStotal es el inventario de seguridad agregado (en unidades físicas), Zα = 1,645 es el factor de
cobertura (CSL = 95%), MAE es el error absoluto medio por SKU, Kagg es el factor de agregación
(Kagg = NSKU = 100 en gestión descentralizada; Kagg =

√
NSKU = 10 en risk pooling independiente),

y L = 1 es el lead time mensual.
Nota sobre la elección del MAE como proxy: Para efectos ilustrativos de orden de magnitud,
se utiliza el MAE como proxy de la desviación absoluta esperada del error, por su interpretabilidad
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directa en unidades físicas. Bajo el supuesto de normalidad de los errores, la relación teórica con la
desviación estándar es σ ≈ MAE ·

√
π/2 ≈ 1,25 · MAE, lo que implica que los valores financieros

calculados podrían ajustarse al alza en un factor similar. Esta aproximación no equivale exactamente
a la desviación estándar y constituye un supuesto simplificador del ejercicio ilustrativo.

Evaluando los parámetros empíricos obtenidos bajo el régimen descentralizado (NSKU = 100):

Línea Base SARIMA (MAE = 54,2 un/SKU): Requiere un stock de seguridad de
8.916 unidades en bodega (SS = 1,645 · 54,2 · 100 ·

√
1), inmovilizando $133,7 millones

CLP (a un costo medio de reposición c = $15,000 CLP/unidad).

Línea Base LSTM (MAE = 32,3 un/SKU): Requiere 5.313 unidades en bodega ($79,7
millones CLP inmovilizados).

Arquitectura Propuesta ES-GBM (MAE = 11,4 un/SKU): Requiere solo 1.875
unidades en bodega ($28,1 millones CLP inmovilizados).

Impacto Económico Ilustrativo en Balance y Flujo de Caja:

1. Liberación de Capital de Trabajo (Efecto Nivel): Bajo los supuestos de la simulación,
la contracción del error permitiría estimar una liberación permanente de 7.041 unidades
amortiguadoras, lo que equivale a una disminución de capital inmovilizado de $105,6 mi-
llones CLP en balance (7.041× $15,000).

2. Ahorro Operacional Anual en Costos de Mantención (Efecto Flujo): Considerando
una tasa anual de costo de posesión (holding cost rate) supuesto de escenario base de i = 22%

anual (mermas, seguros, almacenaje y costo de capital), el ahorro de flujo recurrente se estima
en:

∆Holding Cost = i×∆Capital = 0,22× $105,615,000 ≈ $23,2 millones CLP anuales (6.2)

Matriz de Sensibilidad Financiera Multiescenario: Para no restringir la evaluación a un
supuesto único, la Tabla 6.1 presenta una matriz de sensibilidad que evalúa tanto los parámetros
financieros de costo (c) y tasa de mantención (i) como el supuesto estructural de agregación de
inventarios (NSKU descentralizado vs

√
NSKU con risk pooling):

Distinción de Escenarios Logísticos de Lead Time (L = 1 vs L = 4 meses): El cálculo
anterior (L = 1 mes) representa el ciclo de reposición periódica interna desde el Centro de
Distribución (CD) central hacia la red de tiendas físicas y canales digitales.

En un escenario de aprovisionamiento internacional transoceánico (con compras a fábri-
cas en Asia y tiempos de tránsito marítimo de Limp = 4 meses), la desviación estándar acumulada
del error de pronóstico se amplifica por un factor de

√
Limp =

√
4 = 2. Bajo esta escala de abasteci-

miento global, el buffer de resguardo liberado por la precisión de la arquitectura ES-GBM asciende
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Tabla 6.1: Matriz de Sensibilidad del Impacto Financiero en Inventarios.
Escenario de Costo y Tasa Costo Reposición (c) Tasa Holding (i) Capital Liberado Ahorro Anual

Panel A: Gestión Descentralizada por SKU / Sin Efecto de Pooling (Kagg = NSKU = 100, 7.041 un. liberadas)

Conservador $12.000 CLP 18 % $84,5M CLP $15,2M CLP/año
Caso Base $15.000 CLP 22 % $105,6M CLP $23,2M CLP/año
Exigente (Alta Merma) $18.000 CLP 26 % $126,8M CLP $33,0M CLP/año

Panel B: Agrupación Centralizada con Risk Pooling Independiente (Kagg =
√
NSKU = 10, 704 un. liberadas)

Conservador (Pool) $12.000 CLP 18 % $8,5M CLP $1,5M CLP/año
Caso Base (Pool) $15.000 CLP 22 % $10,6M CLP $2,3M CLP/año
Exigente (Pool) $18.000 CLP 26 % $12,7M CLP $3,3M CLP/año

Fuente: Elaboración propia.

a:

∆SSInternacional =
√

Limp ×∆SSLocal = 2× 7.041 = 14.082 unidades amortiguadoras (6.3)

donde ∆SSInternacional es la contracción del stock amortiguador bajo aprovisionamiento marítimo
internacional (Limp = 4 meses) y ∆SSLocal corresponde al caso base nacional (L = 1 mes), escalando
por la raíz cuadrada del plazo de reposición (

√
4 = 2). Lo que equivale a un capital de trabajo

permanente liberado de $211,2 millones CLP en la cadena de suministro extendida, lo que,
bajo los supuestos del escenario, implica un mayor potencial de liberación de capital a medida que
aumenta el lead time.

6.7. Limitaciones del Estudio
1. Alcance del Catálogo (Segmento Top-Tier): El estudio se concentró en los 100 SKU de mayor

volumen comercial (agrupados en 58 familias activas, con una densidad media de 1,7 SKU por
familia), definidos estrictamente a partir del período histórico de entrenamiento y validación (2020
a 2024 previo al corte). Se reconoce que la 'cola larga' del catálogo (los 1.357 SKU restantes de muy
baja rotación) presenta una intermitencia cualitativamente superior, cuyo modelado específico se
plantea como trabajo futuro.

2. Naturaleza del Target (Ventas Observadas vs. Demanda Latente no Censurada): La variable
objetivo corresponde a unidades vendidas y registradas en el sistema transaccional POS de la em-
presa. En la gestión de retail, ante eventos de quiebre de stock en tienda, las ventas observadas se
truncan a cero aunque existiera intención de compra insatisfecha. Por lo tanto, el modelo pronos-
tica ventas orgánicas observadas bajo las condiciones operativas históricas de disponibilidad y no
demanda latente pura.

3. Dinámica Intra-Mes y Elasticidad Precios: La arquitectura asume como covariable ex-ante el
precio de lista y el descuento estacional programado en el plan comercial. Sin embargo, el modelo no
captura las decisiones reactivas de liquidación intramensual (mark-downs de emergencia aplicados
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en la última semana del mes para liquidar sobrestock).
4. Horizonte Temporal de Planificación (h = 1): El protocolo experimental se delimitó a un

horizonte mensual rodante a un paso (h = 1). En la industria de moda importada con ciclos de
abastecimiento marítimo de 3 a 6 meses, se requiere extender la evaluación hacia arquitecturas
multi-horizonte directas o recursivas (h ∈ {1, 3, 6}).

5. Validez Externa y Monocaso: Los resultados provienen de una única empresa del segmento
Premium-Mass Market de vestuario femenino en Chile. Si bien el marco metodológico es exportable,
la magnitud cuantitativa de la reducción de error dependerá de la estructura de catálogo y la calidad
de la planificación comercial de cada organización.

6. Estabilidad Temporal de Ponderaciones y Esquema de Calibración: En la arquitectura ES-
GBM, los modelos de ensamble GBDT, las ponderaciones NNLS y los parámetros de ruteo de
régimen se calibraron de manera fija sobre los datos de entrenamiento y validación previa (hasta
CUT = enero 2025), evaluándose con pesos congelados durante el horizonte de prueba de 7 meses.
Si bien el modelo mostró estabilidad predictiva frente a la evolución observada durante el horizonte
de prueba bajo pesos congelados (alcanzando 16,10 % de WAPE a nivel SKU), la determinación de
la frecuencia óptima de reentrenamiento continuo y recalibración automática de hiperparámetros
en entornos productivos constituye un área abierta de investigación.

7. Asimetría Metodológica en la Configuración de Líneas Base: Las referencias econométricas
clásicas (SARIMA y SARIMAX) se especificaron bajo una parametrización global parsimoniosa
estándar ((1, 1, 1) × (1, 1, 1)12) para favorecer la reproducibilidad y estabilidad computacional en
esquemas rodantes, sin recurrir a procedimientos intensivos de selección de órdenes (auto-ARIMA)
por SKU individual. Por el contrario, la arquitectura ES-GBM contó con un proceso estructurado
de ingeniería de variables y calibración por fases. Esta asimetría debe considerarse al interpretar la
magnitud del diferencial predictivo.

8. Cobertura Estacional del Horizonte de Prueba: La ventana de evaluación (febrero–agosto
2025) incluye el pico de mayo (Día de la Madre y campaña CyberDay) pero excluye el pico de
noviembre–diciembre, período de mayor volumen anual y mayor presión promocional del retail
chileno. El desempeño reportado no debe extrapolarse sin reservas a la temporada alta de fin de
año, que concentra una proporción importante de las ventas anuales del segmento.

6.8. Futuras investigaciones
La presente investigación se delimitó a un enfoque de pronóstico jerárquico supervisado. Si bien

la arquitectura híbrida ES-GBM mostró el mejor desempeño entre las configuraciones evaluadas
para el catálogo analizado, este diseño abre nuevas líneas de investigación que podrían ampliar la
capacidad predictiva y explicativa del sistema en entornos productivos.

Entre las principales proyecciones de trabajo futuro se destacan:

Exploración y Fine-tuning de Modelos Fundacionales (Foundation Models): El desempeño
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zero-shot de Amazon Chronos-Bolt (WAPE 36,35 % a nivel de Familia agregada) mostró la
capacidad de transferencia de los Transformers temporales pre-entrenados. Una línea promi-
soria consiste en el ajuste fino (fine-tuning) de modelos como Chronos o TimesFM integrando
variables exógenas comerciales de la empresa.

Arquitecturas Híbridas de Deep Learning y Tabulares: Investigar la integración end-to-end de
redes recurrentes (LSTM/GRU) o Transformers tabulares (como TabPFN) directamente en
la etapa de desagregación de cuotas (shares), evaluando si el Deep Learning adaptado puede
optimizar la asignación fina a nivel de producto individual.

Desempeño Diferencial por Perfil de SKU: Esta investigación evaluó los modelos según su
WAPE agregado sobre el catálogo completo. Una extensión relevante consiste en identificar
el perfil de SKU —según su nivel de rotación, intermitencia y sensibilidad al precio— en
que cada familia de modelos exhibe ventaja comparativa, permitiendo asignar el método de
predicción más adecuado a cada segmento del catálogo en lugar de aplicar una arquitectura
única.

Los resultados obtenidos respaldan la pertinencia del enfoque híbrido propuesto, mostrando que
la combinación de descomposición estructural inercial, modelos de ensamble de árboles potenciados
y desacoplamiento jerárquico con ruteo dinámico por momentum proporciona una herramienta
práctica, escalable y potencialmente transferible a la planificación de inventario en la industria del
retail.

6.9. Uso de Herramientas de Inteligencia Artificial
Durante el desarrollo de esta memoria se utilizaron herramientas de inteligencia artificial gene-

rativa como apoyo auxiliar en revisión de redacción, depuración de código, documentación técnica y
contraste preliminar de alternativas metodológicas. Todas las decisiones de modelamiento, selección
de datos, interpretación de resultados y conclusiones fueron definidas y verificadas por el autor.

La verificación del sistema se sustentó en los siguientes mecanismos: (i) separación cronoló-
gica estricta entre entrenamiento, validación y prueba; (ii) pruebas automatizadas sobre rezagos
y disponibilidad temporal para mitigar riesgos de fuga de información; (iii) revisión manual de
transformaciones y agregaciones jerárquicas; (iv) recálculo directo de métricas a partir de las pre-
dicciones almacenadas; (v) fijación de semillas aleatorias, versiones de librerías y parámetros; y (vi)
verificación de consistencia entre las formulaciones matemáticas y su código correspondiente.

Debido a las restricciones de confidencialidad del retailer, los registros transaccionales originales
no pueden distribuirse públicamente. No obstante, se conservaron los scripts, entornos virtuales,
registros de ejecución y resultados intermedios para permitir la auditoría interna y la reproducción
de los experimentos en un ambiente autorizado. La responsabilidad por la exactitud de los resultados
y las conclusiones recae en el autor.
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Código fuente y datos reproducibles

https://github.com/joako0o/

Pronostico-Jerarquico-de-Demanda-Intermitente-
en-el-Retail-de-Moda-Femenina

Escaneé el código QR o copie la dirección URL para acceder al repositorio público con los scripts
del pipeline, los datos de entrada y los resultados generados.



Apéndice A

Anexos

A.1. Anexo 1: Serie Mensual del IPC de Vestuario (INE
2024–2025)

A continuación se detalla la evolución mensual del Índice de Precios al Consumidor (IPC) para
la categoría de Vestuario reportada por el Instituto Nacional de Estadísticas (Instituto Nacional de
Estadísticas (INE), 2024), utilizada como covariable macroeconómica exógena rezagada (t− 1):

Año y Periodo Índice Variación Mensual ( %)

Enero 2024 92,04 -1,7
Febrero 2024 95,24 +3,5
Marzo 2024 94,79 -0,5
Abril 2024 93,17 -1,7
Mayo 2024 94,88 +1,8
Junio 2024 89,26 -5,9
Julio 2024 90,31 +1,2
Agosto 2024 92,70 +2,6
Septiembre 2024 93,09 +0,4
Octubre 2024 89,56 -3,8
Noviembre 2024 90,13 +0,6
Diciembre 2024 88,92 -1,3
Enero 2025 87,60 -1,5
Febrero 2025 92,29 +5,4
Marzo 2025 92,98 +0,8
Abril 2025 89,59 -3,6
Mayo 2025 88,78 -0,9
Junio 2025 84,43 -4,9
Julio 2025 84,80 +0,4

Fuente: Elaboración propia a partir de boletines estadísticos oficiales del INE (2024–2025).
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A.2. Anexo 2: Evolución Histórica de Ventas Mensua-
les en Unidades y Monto Neto (2020–2022)

A continuación se presentan los registros históricos de ventas mensuales agregadas de la empresa
para los años 2020, 2021 y 2022, comparando en paralelo el volumen físico (unidades vendidas) y el
valor monetario (monto neto en millones de pesos chilenos):

Comportamiento de Ventas – Año 2020

(a) Unidades Vendidas (2020) (b) Monto Neto en Millones CLP (2020)

Comportamiento de Ventas – Año 2021

(c) Unidades Vendidas (2021) (d) Monto Neto en Millones CLP (2021)

Comportamiento de Ventas – Año 2022

(e) Unidades Vendidas (2022) (f) Monto Neto en Millones CLP (2022)

Fuente: Elaboración propia a partir de registros transaccionales corporativos (2020–2022).
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A.3. Anexo 3: Hiperparámetros de los Modelos de En-
samble ES-GBM a Nivel Familia

Configuraciones óptimas de calibración obtenidas mediante búsqueda en grilla sobre el conjunto
de validación intermedia para los modelos de árboles del ensamble a nivel Familia. Todos los modelos
se entrenan sobre un ensamble de 8 semillas aleatorias {42, 1, 7, 2025, 99, 3, 11, 21} promediando sus
inferencias para asegurar estabilidad:

XGBoost (Módulo de Ensamble Combo)

Hiperparámetro Valor Calibrado en Validación

learning_rate 0.05
max_depth 6
subsample 0.90
colsample_bytree 0.90
n_estimators 500
objective reg:squarederror

LightGBM (Módulo Residual y Ensamble Global)

Hiperparámetro Valor Calibrado en Validación

learning_rate 0.05
num_leaves 31
subsample 0.90
colsample_bytree 0.90
n_estimators 600
objective regression

CatBoost (Módulo Categórico)

Hiperparámetro Valor Calibrado en Validación

learning_rate 0.05
depth 6
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Hiperparámetro Valor Calibrado en Validación

iterations 600
loss_function RMSE

TabPFN (Modelo Fundacional Tabular)

Hiperparámetro / Parámetro Valor / Configuración

model_version TabPFNRegressor v2
n_estimators 2 (ensamble bayesiano rápido)
inference_mode In-context zero-shot tabular
preprocessing Escalado robusto de features
fallback_handling CPU fallback automatizado
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A.4. Anexo 4: Especificaciones y Parámetros de Cali-
bración de los Modelos Benchmark

Resumen de especificaciones metodológicas e hiperparámetros de calibración para los modelos
de referencia evaluados en el protocolo h = 1:

Modelo Familia
Metodológica

Configuración /
Hiperparámetros Clave

Tratamiento
Exógeno /
Desagregación

SARIMA Series Temporales
Clásica

(1, 1, 1)× (1, 1, 1)12,
log(1 + y), reestimación
rodante (h = 1)

Univariado
uniestratificado

SARIMAX Econometría con
Exógenas

(1, 1, 1)× (1, 1, 1)12,
covariables ex-ante
(Pt,Desct)

Regresión dinámica
lineal

Croston (1972) Demanda
Intermitente

Suavizamiento exponencial
separado de demanda e
intervalos (α = 0,1)

Especializado en
ceros

SBA Demanda
Intermitente

Corrección Syntetos-Boylan
con factor de corrección
(1− α/2)

Insesgado en series
intermitentes

LSTM PyTorch Deep Learning
Recurrente

2 capas LSTM apiladas (56 y
32 celdas ocultas), Dropout
0,40, ventana 12 meses,
Adam (lr = 5× 10−4)

Multivariado con
exógenas

Chronos-Bolt Foundation Model Arquitectura T5 pretrained
Zero-Shot, context length 36
meses

Normalización de
escala zero-shot
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A.5. Anexo 5: Configuración y Features del Motor de
Desagregación Dinámica (Learned Shares)

Hiperparámetros del estimador LightGBM y definición formal de las 14 características utilizadas
en el panel de aprendizaje supervisado de cuotas de participación a nivel SKU:

Algoritmo Hiperparámetros de
Calibración

Semillas
Evaluadas

Objetivo de
Pérdida

LightGBM
(Share)

n_estimators=500,
learning_rate=0.05,
num_leaves=31,
subsample=0.9,
colsample_bytree=0.9,
random_state∈
{42, 1, 7, 2025, 99}

Regresión Huber
(α = 0,9) +
Normalización al
Símplex
(máx(0, si)/

∑
)

XGBoost (Share) n_estimators=500,
learning_rate=0.05,
max_depth=6, subsample=0.9,
colsample_bytree=0.9,
random_state∈
{42, 1, 7, 2025, 99}

Promedio de
semillas; iguales
hiperparámetros
base

CatBoost (Share) Grid search: depth∈ {4, 6, 8},
learning_rate∈ {0,03, 0,05},
iterations=600,
random_seed∈
{42, 1, 7, 2025, 99}

Optimizado en
validación (C1 =

1-mar-2024);
promedio de
semillas

Ensamble de
Shares

Promedio simple de las 3
predicciones individuales
(ŝens =

1
3

∑
m ŝm)

Selecciona mejor
modelo individual
vs ensamble por
WAPE en
validación

Vector de 14 Características para el Aprendizaje de Shares por SKU
1. sh_L1: Cuota de participación del SKU en su Familia en el mes t− 1.

2. sh_L12: Cuota de participación del SKU en el mismo mes del año anterior (t− 12).
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3. sh_rm3: Promedio móvil de cuota de participación en los últimos 3 meses.

4. sh_rm12: Promedio móvil de cuota de participación en los últimos 12 meses.

5. sh_ewm: Promedio ponderado exponencial de la cuota con ventana de 6 meses (EWM-6).

6. sh_trend: Tendencia de la cuota: sh_rm3 − sh_rm12.

7. sh_perfil: Perfil estacional mensual del SKU (promedio histórico de la cuota por mes del
año).

8. msls: Meses desde la última venta del SKU (Months Since Last Sale).

9. nz: Proporción de meses con ventas no nulas en los últimos 12 meses.

10. sin_m: Componente armónico estacional sin(2πm/12).

11. cos_m: Componente armónico estacional cos(2πm/12).

12. famlvl: Nivel de demanda promedio de la Familia en el período de entrenamiento.

13. px_rel_fam: Precio del SKU relativo al precio promedio de su Familia.

14. px_rel_hist: Precio del SKU relativo a su propio promedio móvil de 6 meses.
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A.6. Anexo 6: Ficha Técnica y Diccionario de Variables
del Conjunto de Datos Consolidado

Estructura de las principales variables del conjunto de datos maestro depurado y estandarizado
del estudio:

Dimensión Nombre de la Columna Tipo de
Dato

Descripción y Rol
Metodológico

Jerarquía SKU_Personalizado String / Cat Identificador único
anonimizado del
producto (SKU).

Jerarquía Familia String / Cat Clasificación intermedia
de producto (58
categorías).

Jerarquía Macro_Categoria String / Cat Nivel macro del catálogo
(5 macro-líneas).

Temporal Fecha Date
(YYYY-MM)

Período mensual de
observación (2020-01 a
2025-08).

Temporal Anio / Mes Entero Componentes temporales
de calendario.

Target Venta_Neta_Unidades Float Unidades vendidas
mensuales orgánicas
(Target y).

Target Venta_Neta_Monto Float Ingresos operacionales
netos en pesos chilenos
(CLP).

Exógena
Ex-Ante

Precio_Estimado Float Precio de catálogo
planificado para el
período t.

Exógena
Ex-Ante

Descuento_promedio_estimado Float Tasa de descuento
comercial programada
para el período t.

Exógena
Ex-Ante

Eventos_Comerciales Binaria Dummy de hitos de retail
(Cyber, Día de la Madre,
Navidad).
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Dimensión Nombre de la Columna Tipo de
Dato

Descripción y Rol
Metodológico

Exógena
Ex-Post

IPC_Vestuario Float Índice de Precios al
Consumidor rezagado
(t− 1).

Exógena
Ex-Post

IMACEC_Comercio Float Actividad económica
sectorial del Banco
Central (t− 1).

Exógena
Ex-Post

Tipo_Cambio_USD Float Tipo de cambio
promedio mensual
observado en t− 1.

Feature Eng. demanda_lag_1 Float Demanda observada en el
mes t− 1.

Feature Eng. demanda_lag_2 Float Demanda observada en el
mes t− 2.

Feature Eng. demanda_lag_3 Float Demanda observada en el
mes t− 3.

Feature Eng. demanda_lag_12 Float Demanda observada en el
mismo mes del año
anterior (t− 12).

Feature Eng. media_movil_3m Float Media móvil de ventas
orgánicas en los últimos
3 meses.

Feature Eng. media_movil_6m Float Media móvil de ventas
orgánicas en los últimos
6 meses.

Feature Eng. media_movil_12m Float Media móvil de ventas
orgánicas en los últimos
12 meses.

Feature Eng. volatilidad_3m Float Desviación estándar
móvil de ventas en 3
meses.

Feature Eng. share_familia_lag1 Float Cuota de participación
del SKU en su Familia en
t− 1.

Feature Eng. ratio_precio_familia Float Ratio entre el precio del
SKU y el precio medio de
la Familia.
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Dimensión Nombre de la Columna Tipo de
Dato

Descripción y Rol
Metodológico

Feature Eng. dif_descuento_familia Float Brecha de descuento
comercial entre SKU y
Familia.

Transformación log1p_unidades Float Transformación
estabilizadora log(1 + y).

Transformación asinh_unidades Float Transformación
hiperbólica inversa
asinh(y).

Partición Split_Tramo String Segmento metodológico
(Train, Val, Test).
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A.7. Anexo 7: Formulación Matemática del Modelo SA-
RIMA

El modelo univariado se especifica formalmente bajo la notación estándar de Box-Jenkins como
SARIMA(p, d, q) × (P,D,Q)s, donde para capturar los ciclos anuales de la moda se define s = 12.
La formulación matemática adopta la siguiente estructura:

ϕp(B)ΦP (B
s)(1−B)d(1−Bs)DYt = θq(B)ΘQ(B

s)ϵt (A.1)

donde:

Yt: Serie temporal de demanda mensual transformada logarítmicamente (Yt = ln(1 + yt)).

B: Operador de retardo temporal (Backshift operator), definido como BkYt = Yt−k.

s: Periodicidad estacional, fijada en s = 12 meses para modelar el ciclo anual completo de la
moda.

ϕp(B) = 1−
∑p

i=1 ϕiB
i: Polinomio autorregresivo (AR) de orden regular p.

θq(B) = 1 +
∑q

j=1 θjB
j : Polinomio de medias móviles (MA) de orden regular q.

ΦP (B
s) = 1−

∑P
i=1ΦiB

is: Polinomio autorregresivo estacional (SAR) de orden P .

ΘQ(B
s) = 1 +

∑Q
j=1ΘjB

js: Polinomio de medias móviles estacional (SMA) de orden Q.

(1−B)d y (1−Bs)D: Operadores de diferenciación regular (d = 1) y estacional (D = 1) para
inducir estacionariedad en media y estacionalidad.

ϵt: Término de perturbación estocástica o ruido blanco, con ϵt ∼ N (0, σ2
ϵ ).

La configuración global seleccionada fue SARIMA(1, 1, 1) × (1, 1, 1)12: un término autorregresivo
(p = 1) para capturar la memoria inmediata, una diferenciación (d = 1) para corregir la tendencia
estocástica, un término de media móvil (q = 1) para ajustar el error de corto plazo, y sus equivalentes
estacionales (P = 1, D = 1, Q = 1) para modelar la recurrencia anual de colecciones climáticas y
eventos comerciales.
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A.8. Anexo 8: Formulación Matemática del Modelo SA-
RIMAX y Corrección de Sesgo

El modelo SARIMAX extiende la formulación estacional univariada al incorporar una combi-
nación lineal de covariables exógenas como regresores externos. La especificación formal adoptada
corresponde a un SARIMAX(1, 1, 1)× (1, 1, 1)12, definida como:

ϕp(B)ΦP (B
s)(1−B)d(1−Bs)D

(
Yt −

k∑
i=1

βiXi,t

)
= θq(B)ΘQ(B

s)ϵt (A.2)

donde:

Yt: Logaritmo natural de la demanda observada (Yt = ln(1 + yt)).

Xi,t: Matriz de k regresores exógenos: precio planificado y descuento planificado, ambos dis-
ponibles en tiempo t (ex-ante) antes de la transacción de venta.∑k

i=1 βiXi,t: Componente de regresión lineal externa que modela el impacto directo de las
señales comerciales ex-ante (precio y descuento planificados) sobre la demanda base.

βi: Vector de coeficientes de regresión estimados simultáneamente con los parámetros auto-
rregresivos.

(1 − B)d(1 − Bs)D: Operador de doble diferenciación (regular d = 1 y estacional D = 1 con
s = 12) aplicado a los residuos de regresión para asegurar estacionariedad.

ϕp(B),ΦP (B
s), θq(B),ΘQ(B

s): Operadores polinomiales AR y MA regulares y estacionales.

ϵt: Error estocástico no autocorrelacionado (ruido blanco).

Corrección de Sesgo por Transformación Logarítmica (Bias Correction): Un desafío mate-
mático de trabajar con transformaciones logarítmicas es que, al aplicar la inversa (exponencial) para
obtener el pronóstico final, se introduce un sesgo sistemático que subestima la media. Para mitigar
esto, se ajusta la predicción utilizando la varianza del error (σ2

ϵ ) estimada durante el entrenamiento:

ŷfinal = exp

(
ŷlog +

σ2
ϵ

2

)
− 1 (A.3)

donde ŷfinal es la proyección en la escala de unidades físicas originales, ŷlog es el pronóstico puntual
en la escala logarítmica obtenida por el modelo SARIMAX, y σ2

ϵ representa la varianza residual
estimada del error de pronóstico.
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A.9. Anexo 9: Arquitectura Detallada de la Red LSTM
La arquitectura LSTM fue implementada en PyTorch (torch.nn) con la siguiente configuración:

Componente Configuración

Capa de Entrada Secuencias normalizadas (Min-Max por familia), ventana
temporal SEQ_LEN = 12 meses

Capa LSTM 1 56 celdas ocultas, Dropout 0,40

Capa LSTM 2 32 celdas ocultas, Dropout 0,40

Capa Densa y Salida Linear(32, 16) → ReLU → Linear(16, 1): proyección a un
paso (h = 1)

Optimizador Adam, learning rate 5× 10−4

Pérdida MSE

Early Stopping Paciencia de 15 épocas

Ensamble multi-semilla 5 semillas: {42, 1, 7, 2025, 99}, inferencia promediada

Features de entrada Demanda histórica (12 rezagos), armónicos de
estacionalidad (seno/coseno del mes), precio estimado
ex-ante (variante con precio)


