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APLICACIÓN Y ANÁLISIS DE MODELOS
BASADOS EN INTELIGENCIA ARTIFICIAL EN

EL MANTENIMIENTO PREDICTIVO
MEDIANTE LA ESTIMACIÓN DE LA VIDA
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MEMORIA PARA OPTAR AL TÍTULO DE INGENIERO CIVIL MECÁNICO
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Resumen

El mantenimiento predictivo se ha convertido en una estrategia esencial para la gestión
eficiente de activos crı́ticos en la industria, permitiendo maximizar el tiempo de operación y
minimizar los costos asociados a fallas inesperadas. Una de las áreas clave dentro del mante-
nimiento predictivo es la estimación de la vida útil remanente (RUL) de los equipos, la cual
proporciona información crucial para la planificación de mantenimientos preventivos. En este
contexto, el aprendizaje profundo ha emergido como una herramienta poderosa debido a su
capacidad para modelar comportamientos complejos y no lineales en los datos.

Este estudio se enfoca en la evaluación comparativa de cuatro arquitecturas de aprendizaje
profundo para la predicción del RUL en bombas trı́plex, utilizando datos sintéticos generados
mediante simulación. Para generar las trayectorias de degradación hasta el fallo, se desarrolló
un modelo de simulación basado en ecuaciones diferenciales, que incorporó tres modos de
falla principales: WornBearing, LeakSeal y BlockedIn, ası́ como sus combinaciones, resul-
tando en siete escenarios de falla distintos. Para modelar el deterioro progresivo causado por
los modos de falla, se utilizó un modelo de degradación exponencial.

Se evaluaron cuatro arquitecturas de redes neuronales profundas: Convolutional Neural
Network (CNN), Long Short-Term Memory (LSTM), CNN-LSTM hı́brida, y CNN-LSTM
con preprocesamiento (CNN-LSTM-p). Estas arquitecturas fueron analizadas en dos escena-
rios: uno que simula condiciones realistas con datos de entrenamiento desbalanceados, y otro
que incorpora conocimiento experto para mejorar la calidad de los conjuntos de datos.

Los resultados revelaron diferencias significativas en el desempeño de los modelos. En
el primer escenario, el modelo CNN demostró el mejor rendimiento general en los conjuntos
de datos de entrenamiento y prueba, mientras que el modelo CNN-LSTM exhibió la me-
nor degradación de rendimiento entre ambos conjuntos. En el segundo escenario, el modelo
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CNN-LSTM-p obtuvo el mejor rendimiento general, mientras que el modelo LSTM mostró
la menor degradación de rendimiento entre los conjuntos de entrenamiento y prueba. Se ob-
servaron variaciones en la precisión predictiva de los modelos en distintas fases de vida de las
unidades, con fluctuaciones pronunciadas hacia el final de la vida útil. A pesar de las variacio-
nes, todos los modelos demostraron una elevada capacidad para seguir la tendencia general
del RUL en ambos escenarios, incluso en presencia de modos de falla no vistos durante el en-
trenamiento. Los hallazgos sugieren que los modelos son capaces de capturar patrones sutiles
indicativos del inicio del proceso de degradación, lo cual es particularmente relevante para la
detección temprana de fallas. La variabilidad en el desempeño entre las diferentes fases de
vida de las bombas indica la presencia de patrones distintivos en cada etapa de degradación.

Este estudio proporciona una evaluación comparativa detallada de diferentes arquitecturas
de aprendizaje profundo en el contexto especı́fico de bombas trı́plex, subrayando la impor-
tancia de considerar múltiples arquitecturas y escenarios al desarrollar sistemas de predicción
de RUL. Se recomiendan futuras investigaciones para abordar las limitaciones identificadas,
incluyendo la expansión del conjunto de datos, el análisis de una mayor variedad de modos
de falla, y la validación con datos operativos reales, con el fin de potenciar la robustez y
aplicabilidad de los modelos de predicción de RUL en entornos industriales.
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2.7. Diagrama resumen tipos de machine learning. . . . . . . . . . . . . . . . . . 20

2.8. Pasos principales para el diseño de un modelo de machine learning. . . . . . 21
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4.5. Eje cigüeñal de la bomba CAT 1051. . . . . . . . . . . . . . . . . . . . . . . 63

4.6. Unidad B002 del conjunto de datos simulado: (a) Datos de los 6 sensores
normalizados, y (b)Función lineal por partes del RUL. . . . . . . . . . . . . 85
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Capı́tulo 1

Introducción

1.1. Introducción

En las últimas décadas, la industria ha experimentado una transformación significativa
debido a la convergencia de avances tecnológicos en áreas como la inteligencia artificial, la
robótica, el Internet de las cosas (IoT) y los sistemas ciberfı́sicos. Esta confluencia de innova-
ciones ha dado lugar a lo que recientemente se conoce como la Cuarta Revolución Industrial
o Industria 4.0 [88]. Esta nueva era industrial se caracteriza por la digitalización de los pro-
cesos productivos, la interconexión de sistemas y la automatización inteligente, lo que está
redefiniendo la forma en que se conciben y operan las instalaciones industriales. En este con-
texto de rápido avance tecnológico, el mantenimiento de activos industriales ha adquirido una
importancia crucial. Las fallas en los equipos pueden resultar en consecuencias graves, tanto
en términos económicos como de seguridad operacional. A lo largo del tiempo, las estrategias
de mantenimiento han evolucionado significativamente, adaptándose a las nuevas tecnologı́as
y necesidades de la industria [72].

El mantenimiento industrial ha pasado por varias etapas de desarrollo. Inicialmente, se
basaba en un enfoque correctivo o “run-to-failure”, donde los sistemas o componentes se
operaban hasta el momento de la falla. Este método se aplicaba debido a las limitaciones en
las capacidades de monitoreo y la naturaleza estocástica de las fallas. La preparación para
estas situaciones consistı́a principalmente en mantener un inventario de repuestos y personal
listo para realizar las reparaciones necesarias [64]. Posteriormente, se desarrolló el manteni-
miento preventivo, que introdujo la programación rutinaria de actividades de mantenimiento.
Sin embargo, buscando superar las limitaciones de los enfoques anteriores, surgió el man-
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tenimiento predictivo. Este método busca realizar acciones de mantenimiento antes de que
ocurra una falla, basándose en la condición o estado de salud especı́fico de cada máquina,
con el objetivo de maximizar la vida útil de los activos [95]. El mantenimiento predictivo
ha ganado prominencia en los últimos años, no por ser un concepto nuevo, sino debido a los
avances tecnológicos que lo han hecho más accesible y efectivo. La reducción en los costos de
sensores y el desarrollo de tecnologı́as de análisis y procesamiento de datos han permitido la
detección de patrones que serı́an difı́ciles de identificar mediante métodos tradicionales [51].
Estos avances se alinean con los principios fundamentales de la Industria 4.0, que incluyen
la interconexión de dispositivos, la recolección masiva de datos y el análisis en tiempo real
[106]. La integración de estas tecnologı́as en los procesos de mantenimiento está permitiendo
una gestión más eficiente y proactiva de los activos industriales. Actualmente, la tendencia en
el campo del mantenimiento predictivo se centra en la aplicación de métodos de inteligencia
artificial para estimar la Vida Útil Restante (RUL) de los activos y detectar anomalı́as en su
funcionamiento [42]. Estas técnicas, que abarcan el aprendizaje profundo y el análisis de big
data, son componentes esenciales de la transformación digital en curso en la industria [50].

Este estudio se enfoca en el modelado de una bomba trı́plex en el contexto del manteni-
miento predictivo, con el objetivo principal de explorar el potencial de las redes neuronales
profundas para la predicción de la vida útil remanente (RUL). El trabajo abarca las siguientes
etapas:

Formulación de ecuaciones que describen el comportamiento y degradación de la bom-
ba trı́plex

Generación de datos sintéticos que simulan la operación y degradación del activo

Aplicación de técnicas de preprocesamiento a estos datos

Desarrollo y evaluación de modelos predictivos basados en redes neuronales convolu-
cionales (CNNs) y redes recurrentes de memoria a corto y largo plazo (LSTM) para la
estimación del RUL

La decisión de utilizar datos sintéticos se fundamenta en las limitaciones de acceso a
datos reales en entornos industriales, donde la información operativa a menudo es conside-
rada confidencial [44]. Además, los datos industriales suelen estar desbalanceados, con una
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mayorı́a de muestras correspondientes a operaciones normales y pocas instancias de fallas,
frecuentemente mal etiquetadas. Este enfoque no solo permite el desarrollo y evaluación de
nuevos algoritmos de predicción de RUL y detección de anomalı́as, sino que también ofrece
la posibilidad de generar conjuntos de datos balanceados para mejorar los modelos existentes
[114].

La relevancia de este trabajo se enmarca en el contexto de la Industria 4.0, donde la ca-
lidad y cantidad de los datos son fundamentales para el desarrollo de sistemas inteligentes y
autónomos [74]. La integración efectiva de estas técnicas avanzadas de mantenimiento podrı́a
resultar en una mejora significativa de la eficiencia operativa, la reducción de costos y el au-
mento de la seguridad en las instalaciones industriales modernas. Se espera que los resultados
de este estudio contribuyan al avance de las metodologı́as de mantenimiento predictivo en la
era de la Industria 4.0, proporcionando perspectivas valiosas sobre la aplicación de técnicas
de aprendizaje profundo en este campo. Además, se anticipa que los hallazgos y las limi-
taciones identificadas abrirán caminos para futuras investigaciones, estableciendo una base
para la aplicación práctica de estas tecnologı́as en entornos industriales reales [79].
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1.2. Objetivo general

El objetivo general de este trabajo de titulación es evaluar diferentes arquitecturas de re-
des neuronales profundas para la estimación de la vida útil remanente (RUL) en el contexto
del mantenimiento predictivo, aplicadas a datos sintéticos generados mediante un modelo de
ecuaciones diferenciales que simule trayectorias de degradación hasta el fallo de activos crı́ti-
cos.

1.3. Objetivos especı́ficos

Modelar una bomba trı́plex como activo crı́tico mediante la formulación de las ecua-
ciones que describen su comportamiento, la caracterización de sus modos de falla y la
definición del modelo de degradación que simula la evolución de su deterioro con el
tiempo.

Generar datos sintéticos realistas simulando la operación y degradación del activo,
añadiendo ruido blanco y discretizando las señales generadas.

Aplicar técnicas de preprocesamiento a los datos generados, incluyendo el remuestreo,
la normalización y la selección de caracterı́sticas en los dominios del tiempo y la fre-
cuencia.

Desarrollar modelos predictivos basados en redes neuronales convolucionales (CNNs)
y Long Short-Term Memory (LSTM), para la estimación de la vida útil remanente
(RUL) y definir los distintos escenarios para su entrenamiento.

Evaluar el rendimiento de los modelos predictivos entrenados, definiendo métricas
apropiadas para medir la precisión en las estimaciones, y determinar la eficacia de
los modelos en el contexto del mantenimiento predictivo.
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Capı́tulo 2

Marco Teórico

2.1. Fundamentos del Mantenimiento Predictivo

2.1.1. Métodos de Gestión del Mantenimiento

Para entender mejor el mantenimiento predictivo, es necesario considerar en primer lugar
otras técnicas de gestión del mantenimiento cuyos enfoques son más tradicionales. En entor-
nos y plantas industriales tı́picamente se emplean dos tipos de gestión del mantenimiento: el
enfoque “correctivo” y el “preventivo”.

Mantenimiento Correctivo (Run-to-Failure)
Antes de la década de los 60, la misión principal de los servicios de mantenimiento era

la intervención de equipos rotos con el objetivo de repararlos lo antes posible. Este enfoque
en el mantenimiento es conocido como mantenimiento correctivo. La lógica detrás de la
gestión correctiva de activos es simple y directa: cuando una máquina se rompe, se arregla.
El estándar EN 13306 (2001) define al mantenimiento correctivo como “un mantenimiento
llevado a cabo después de ocurrida una falla y su intención es la de volver a poner a una
activo en un estado en el cual éste pueda llevar a cabo sus funciones requeridas”. El man-
tenimiento correctivo es una técnica reactiva que espera hasta que ocurra la falla funcional
del equipo antes de aplicar o ejecutar cualquier acción de mantenimiento. Por otro lado, si la
intervención del mantenimiento es provisional, se habla de “mantenimiento paliativo”, mien-
tras que si los trabajos son definitivos, se habla de “mantenimiento curativo”.
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Mantenimiento Preventivo
El mantenimiento correctivo se ha ido complementando gradualmente con un enfoque

que busca anticiparse a las fallas mediante actividades de mantenimiento llevadas a cabo
antes de la ocurrencia de éstas. Este enfoque es conocido como mantenimiento preventivo,
y se define como “un mantenimiento llevado a cabo en intervalos predeterminados o de
acuerdo a criterios prescritos cuya intención es la de reducir la probabilidad de falla o la
degradación de la operación de un activo”. Cuando las intervenciones de mantenimiento
se realizan en intervalos fijos de tiempo, se suele usar el término “mantenimiento predeter-
minado”. Este tipo de mantenimiento se realiza siguiendo un horario planificado (horas de
trabajo, kilómetros completados, etc.), en donde las piezas y componentes son reemplazados
sin previa inspección del estado de degradación de los activos. Este tipo de mantenimiento
suele conducir a un exceso de intervenciones y por lo tanto a desperdicios financieros para
las empresas.

Mantenimiento Predictivo
El mantenimiento predictivo se define como “un mantenimiento basado en la condición

que se lleva a cabo siguiendo una previsión derivada del análisis y la evaluación de los
parámetros significativos de la degradación de un elemento” [61]. La idea subyacente es la
de proyectar al futuro el estado actual de un activo, para ası́ estimar el tiempo de operación
antes de que ocurra una falla, por lo que, el mantenimiento predictivo representa un enfoque
más dinámico que toma en consideración las condiciones actuales de los equipos e intenta
predecir la evolución del estado de éstos a lo largo del tiempo.

La Figura 2.1 ejemplifica los tipos de mantenimiento. Cada uno de ellos tiene su rol,
pero al optar por un enfoque correctivo, las industrias posponen las actividades de manteni-
miento y asumen el riesgo de la pérdida de disponibilidad de sus activos; por otra parte, el
mantenimiento preventivo se anticipa a las intervenciones, lo cual usualmente resulta en un
recambio de partes y componentes que ni siquiera han cumplido la mitad de su ciclo de vida
útil o de operación [14]. Por lo tanto, una buena estrategia de mantenimiento debiese mejorar
la condición de los equipos, reducir las tasas de falla en los equipos y minimizar los costos
de mantenimiento mientras se maximiza la vida útil de los activos. Debido a lo anterior, el
mantenimiento predictivo es el que se alza entre los demás enfoques.
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Figura 2.1: Vista general de los tipos de mantenimiento.
(Fuente: A systematic literature review of machine learning methods applied to predictive maintenance -

Carvalho, T. P., Soares, F. A. [14])

2.1.2. Fallas y Modos de falla

El concepto de falla juega un rol protagónico en la gestión del mantenimiento, ya que las
distintas estrategias siempre buscan corregirlas o bien evitar que ocurran. A la hora de califi-
car un evento como “falla”, suele existir discrepancia en opiniones. Sin embargo, la definición
más precisa se relaciona con el estado deseado de funcionamiento del equipo bajo análisis.
De acuerdo con la norma SAE JA 1011, una falla funcional se define como un estado en el
cual un recurso o sistema fı́sico no es capaz de ejecutar una función especı́fica a un nivel
de desempeño deseado [93]. Una falla está siempre relacionada con una función requerida y
ocurre cuando esta no puede ser realizada o su desempeño cae fuera de los requerimientos
esperados [57]. Por lo tanto, si un equipo presenta una pérdida de capacidad total o parcial
para mantener su nivel de operación establecido por la función que debe realizar dentro de su
contexto operativo, estamos en presencia de una falla. Las fallas se suelen agrupar conforme
al siguiente criterio:

Falla Funcional u Operacional
Ocurre una falla funcional cuando el componente deja de satisfacer completamente la

función requerida como resultado de manifestarse uno o más modos de falla.
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Falla Sintomática o Potencial
Una falla sintomática es una condición de estado verificable (defecto o desviación in-

cipiente) en los componentes o sus propiedades, que indica que una falla funcional está en
proceso de ocurrencia, aunque el componente no haya dejado de cumplir completamente sus
funciones. Si no se toma acción alguna, la falla sintomática conducirá irremediablemente a
una falla funcional.

Falla Recurrente
Categorı́a de fallas funcionales repetitivas fuera de la frecuencia de ocurrencia establecida

como aceptable. También se denominan crónicas y pueden ser causadas por un modo de falla
o por diferentes actuando simultáneamente.

Por otro lado, el concepto de modo de falla es central en la gestión del mantenimiento, ya
que describe la manera en que un elemento o sistema puede fallar. Según la norma SAE JA
1011, un modo de falla se define como el evento que origina la incapacidad de un equipo o
componente para cumplir su función [93]. Un modo de falla es, por lo tanto, una descripción
del estado observable del equipo una vez que ha ocurrido la falla, o la forma en que esta se
manifiesta. Este concepto no debe confundirse con las causas del fallo ni con los mecanismos
de degradación.

La afirmación de que el manejo adecuado de los modos de falla es clave en la gestión
de activos cobra relevancia cuando consideramos que estos modos representan la forma es-
pecı́fica en que un equipo puede perder su funcionalidad, ya sea por un evento repentino o
progresivo. Estos eventos pueden tener un impacto significativo en el rendimiento del equipo,
dependiendo de cómo se manifieste la falla [57].

Por otro lado, el concepto de falla implica que el pronóstico de las mismas se debe ba-
sar en criterios de evaluación cuyos limites dependen de los sistemas de monitoreo y en el
desempeño esperado de los activos. En otras palabras, el pronóstico que se busca con el man-
tenimiento predictivo no sólo implica la proyección del comportamiento de los sistemas en el
futuro, sino que también la habilidad de identificar el estado de salud de los equipos en cada
instante. La métrica principal en el pronóstico de fallas es el Tiempo para la Falla (TTF),
también denominado como Vida Útil Remanente (RUL).
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Durante las últimas décadas, varias herramientas y métodos de pronóstico de fallas se han
propuesto, donde por lo general éstos difieren según el tipo de aplicación considerada y de
la naturaleza de los datos disponibles. La siguiente clasificación usualmente logra un buen
consenso dentro de la comunidad del PHM. (Figura 2.2):

Pronóstico de fallas basado en un modelo fı́sico.
Pronóstico de fallas guiado por datos.
Pronóstico de fallas hı́brido.

Figura 2.2: Taxonomı́a de los enfoques en el pronóstico.
(Fuente: Elaboración propia a partir de: From Prognostics and Health Systems Management to Predictive

Maintenance 1 - R. Gouriveau, K. Medjaher, N. Zerhouni [61])

Los métodos basados en un modelo fı́sico requieren la construcción de un modelo dinámi-
co que represente el comportamiento del sistema e integre el mecanismo de degradación
(modelos de fatiga, desgaste, corrosión, etc.), cuya evolución se modela mediante una ley
determinista o mediante un proceso estocástico. Estos métodos suelen ofrecer resultados más
precisos que los de los otros dos enfoques y además tienen la ventaja de ser interpretables,
ya que los parámetros del modelo están relacionados con las cantidades fı́sicas del sistema, y
una degradación induce sistemáticamente desviaciones paramétricas. Sin embargo, el mayor
inconveniente de este tipo de enfoque reside en el hecho de que para los sistemas reales es
difı́cil, o incluso imposible, obtener un modelo dinámico que integre los mecanismos de de-
gradación de forma analı́tica debido a la complejidad y la diversidad de los fenómenos fı́sicos.

El pronóstico basado en datos se basa en la explotación de los datos de monitorización,
que se procesan para extraer las caracterı́sticas que reflejan el comportamiento del sistema
y su degradación. Estas cantidades se emplean además para entrenar modelos predictivos de
los estados actuales y futuros del sistema, y ası́ proporcionar una estimación de la Vida Útil
Remanente. El desarrollo de sensores y sistemas de monitorización, combinado con las cre-
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cientes prestaciones informáticas, ofrecen notables capacidades de procesamiento, análisis y
aprendizaje, por lo que facilitan la aplicación de este enfoque. Por otro lado, el pronóstico
basado en datos pierde precisión cuando los modelos aprendidos se desvı́an del comporta-
miento real del sistema, por lo que, constituye un compromiso entre aplicabilidad y precisión.

Un método de pronóstico hı́brido es una integración de un modelo de comportamiento
fı́sico y un enfoque basado en datos. Por lo general, se distinguen dos clases de pronósticos
hı́bridos (Figura 2.3). Cuando se puede establecer un modelo fı́sico se utiliza un enfoque ba-
sado en datos para estimar y predecir los parámetros no observables del modelo. En este caso,
se habla de “enfoques en serie”. Un enfoque llamado “en paralelo” consiste en combinar la
salida del modelo fı́sico con la salida de una herramienta basada en datos para reconstruir una
salida global. En estos casos, la herramienta basada en datos suele utilizarse para estimar y
predecir los fenómenos que no se explican y que, por tanto, no se han modelizado.

Figura 2.3: Enfoques en el pronóstico hı́brido.
(Fuente: Elaboración propia a partir de:From Prognostics and Health Systems Management to Predictive

Maintenance 1 - R. Gouriveau, K. Medjaher, N. Zerhouni [61])

2.1.3. Mantenimiento Predictivo

Con el mantenimiento predictivo se mide la degradación o deterioro progresivo de cada
equipo por separado (aunque también se suelen medir los sı́ntomas prematuros de sus par-
tes constituyentes) sin desarmes mayores, tiempo antes que se produzca la detención súbita
correspondiente a la averı́a total del componente (falla funcional). Por lo tanto, el mante-
nimiento predictivo procura llevar al lı́mite de su utilización la vida útil remanente de los
componentes del activo [72].
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Algunas de las herramientas utilizadas por el Mantenimiento Predictivo son:

Los sentidos humanos a través de inspecciones.
Análisis de vibraciones.
Termografı́a infrarroja.
Inspección por ultrasonido.
Tribologı́a
Emisión acústica.
Análisis de partı́culas de desgaste, etc.

En general los parámetros que se miden en los activos permiten poner de manifiesto sus
fallas sintomáticas provocadas por desgaste, defectos o desviaciones de alguna variable fı́sica.

Para aplicar mantenimiento predictivo debe ser posible detectar alguna variable relacio-
nada con el grado de deterioro del elemento. En la Figura 2.4 se aprecia cómo el nivel de
buen funcionamiento de cierta variable comienza a decaer en el punto E. A partir de E, el
deterioro se hace progresivo hasta culminar en la falla funcional (punto F). No obstante, en
raras ocasiones es posible notar el sı́ntoma justo en E. Cuando el deterioro del activo alcanza
cierto valor, se dice que existe una falla sintomática. Cuanto antes pueda detectarse el sı́nto-
ma (punto S), más largo será el espacio de tiempo entre éste y la falla total de la función,
(∆tSF en la figura 2.4). ∆tSF corresponde a la Vida Útil Remanente del equipo, siendo éste
el intervalo de tiempo durante el cual la falla advierte de su existencia.

La curva de la Figura 2.4 muestra el grado de deterioro de una condición fı́sica o variable.
La magnitud medida, intrı́nseca al elemento, debe demostrar una relación directa entre los
valores que adopta y el grado de deterioro. El nivel vibratorio de una máquina rotante, la
temperatura de un motor eléctrico o la concentración de ácido disuelto en un aceite, son
ejemplos de variables mensurables y relacionadas con la degradación del componente o del
equipo al que pertenece. A partir del punto E se produce un quiebre en el estado normal y
comienza a decaer; de todas maneras, no es seguro que el sı́ntoma pueda identificarse sino
hasta S. Por esta razón S se llama falla sintomática y su empeoramiento total hasta allı́ es
∆ES . Si bien el empeoramiento aparece como decreciente a partir de E, éste puede obedecer
al crecimiento de alguna magnitud fı́sica (temperatura, vibración, ruido, etc.). El deterioro
siempre se considera decreciente, independientemente del comportamiento de la magnitud
que se evalúa.
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Figura 2.4: Curva de estado paramétrico e intervalo de vida residual.
(Fuente: Manual de Mantenimiento, Ingenierı́a, Gestión y Organización - Alejandro J. Pistarelli. [71])

En resumen, el mantenimiento predictivo consiste en un método de gestión del mante-
nimiento que se basa en el análisis y evaluación de una serie de caracterı́sticas o variables
recogidas del sistema (principalmente mediante la implementación de sensores) dado un mo-
delo de degradación obtenido previamente (ver Figura 2.5). El resultado más conocido del
análisis y evaluación de las caracterı́sticas del sistema en el modelo de degradación corres-
ponde a la Vida Útil Remanente (RUL).

Figura 2.5: Esquema Modelo de Degradación - RUL.
(Fuente: Elaboración propia.)

2.1.4. Ventajas del Mantenimiento Predictivo

Dentro de sus ventajas, se destacan:

✓ Reducir los tiempos de parada no programada pronosticando la falla imprevista con la
mı́nima interrupción del equipo.
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✓ Seguir la evolución de una falla sintomática a lo largo del tiempo evitando llegar a la
averı́a catastrófica o disminuyendo su consecuencia.

✓ Optimizar los recursos (mano de obra y materiales) programando las tareas correctivas
o de restauración. Suelen disminuirse las horas extra por reparación de imprevistos.

✓ Ofrece un panorama del estado de los componentes para decidir el momento más opor-
tuno de su reemplazo o reparación

✓ Realizar diagnósticos discrecionales para analizar causas raı́z de la falla.
✓ Aprovechar más cantidad de vida en equipos con periodos de vida útil prolongados o

cuyo empeoramiento hacia la falla es progresivo.
✓ Ahorrar energı́a detectando fugas de calor en sistemas de calefacción o aislamiento.
✓ Eliminar daños emergentes en piezas contiguas del equipo o en otras máquinas.

2.2. Fundamentos del Machine Learning

Desde su evolución, el ser humano ha utilizado muchos tipos de herramientas para rea-
lizar diversas tareas de forma más sencilla. La creatividad del cerebro humano llevó a la
invención de diferentes máquinas, las cuales han facilitado la vida del ser humano al permi-
tirle satisfacer diversas necesidades vitales, como los viajes, las industrias y la informática. Y
el Machine Learning es una de ellas. Cuando la mayorı́a de la gente oye hablar de machine
learning, se imagina alguna especie de robot inteligente con pensamiento autónomo similar
a un Terminator, pero el machine learning no es precisamente una fantası́a futurista salida de
la ciencia ficción.

2.2.1. ¿Qué es el Machine Learning?

En 1959, Arthur Samuel, un profesional de la informática, quién fue pionero en el estu-
dio del campo de la inteligencia artificial, describió al machine learning como “el campo de
estudio que da a las computadoras la habilidad de aprender sin ser explı́citamente progra-
madas” [84].

Una definición más técnica e ingenieril es dada por Tom M. Mitchell en 1997: “Se dice
que un programa de ordenador es capaz de aprender de la experiencia E con respecto a
alguna tarea T y alguna medida de rendimiento P, si su rendimiento en T medido por P
mejora con la experiencia E” [ver 63, p. 2].
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Para entender mejor la definición anterior, se procede a definir los siguientes conceptos:

Tarea T: Se refiere a los tipos de tareas que pueden ser resueltas mediante los modelos
y algoritmos del aprendizaje automático. Sea x = {x1,x2, x3, ..., xn} ∈ Rn una colec-
ción de caracterı́sticas o variables, diremos que x es una muestra o entrada del modelo
de aprendizaje automático donde cada valor de xi es una caracterı́stica o variable. Por
ejemplo, los datos entregados por sensores de un sistema en un instante dado de tiempo
son una posible muestra o entrada de un modelo de aprendizaje automático. Algunas
de las tareas más comunes que abordan los algoritmos de aprendizaje automático son
las de clasificación, regresión, clustering, detección de anomalı́as, entre otras.

Medida de Rendimiento P: Para evaluar que tan preciso es un modelo generado por
un algoritmo de aprendizaje automático, se debe medir con un valor cuantitativo el ren-
dimiento del modelo. Esta medida de rendimiento P generalmente está asociada al tipo
de tarea T a ser llevada a cabo.

Experiencia E: La experiencia se entiende como el dataset con el cual el modelo de
aprendizaje automático se entrena para que, a partir de éste se lleve a cabo la tarea T
solicitada. Un dataset no es más que un conjunto de datos de entrada o muestras, es
decir:

X = {x(1), x(2), x(3), ..., x(m)} (2.1)

Donde X es un dataset compuesto de m entradas con n caracterı́sticas o variables cada
una.

El machine learning o aprendizaje automático es una aplicación dentro del campo de
la inteligencia artificial, en donde una computadora/máquina es capaz de aprender de las
experiencias pasadas para realizar predicciones futuras.

2.2.2. Tipos de Machine Learning

En el campo del aprendizaje automático, existen diversas formas de clasificar los siste-
mas. Una de las más frecuentes y ampliamente estudiadas en la literatura especializada es la
que categoriza estos sistemas según el tipo de supervisión utilizada durante el entrenamiento
de los modelos [63] [6]. Sin embargo, los sistemas de aprendizaje automático también pue-
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den clasificarse atendiendo a otros criterios. Por ejemplo, se pueden diferenciar en función
de su capacidad para aprender de forma incremental durante su funcionamiento, o si operan
mediante la comparación directa de nuevos datos con información previamente conocida. Al-
ternativamente, algunos sistemas se caracterizan por su habilidad para detectar patrones en
los datos de entrenamiento con el fin de construir modelos predictivos [89] [28].

Generalmente, los sistemas de aprendizaje automático se pueden clasificar en tres grandes
categorı́as: Aprendizaje Supervisado, Aprendizaje no Supervisado y Aprendizaje por Refor-
zamiento.

Aprendizaje Supervisado
En el aprendizaje supervisado, las máquinas se entrenan utilizando datos de entrenamien-

to “etiquetados”, donde en base a dichos datos, las máquinas son capaces de predecir las
salidas. La presencia de estos datos etiquetados implica que al momento de entrenar al mo-
delo de aprendizaje automático, algunos de los datos de entrada ya deben estar correctamente
clasificados con su respectiva salida. Por lo tanto, el aprendizaje supervisado es un proceso
que consiste en proporcionar datos de entrada y de salida correctos al modelo, teniendo como
objetivo encontrar una función de mapeo para asignar el vector de entrada X con el vector
de salida Y . Lo anterior implica que el dataset de entrada se divide en dos grupos: dataset de
entrenamiento y dataset de prueba o validación. La siguiente Figura 2.6 muestra el flujo de
trabajo de un sistema de aprendizaje automático supervisado.

Aprendizaje no Supervisado
A diferencia de los algoritmos de aprendizaje supervisado, los no supervisados no reciben

datos de entrada etiquetados con su correspondiente salida, por lo que tienen que encontrar
por sı́ mismos la estructura presente en los datos que ingresan al modelo. El aprendizaje au-
tomático no supervisado puede ser un objetivo en sı́ mismo (descubrir patrones ocultos en los
datos), o también un medio para alcanzar un fin (aprender de caracterı́sticas en los datos).

Aprendizaje por Reforzamiento
El aprendizaje por reforzamiento es un campo que se basa en el modelado de un entorno

para que un modelo, llamado “agente”, aprenda a interactuar con el entorno resolviendo una
función de optimización basada en recompensas por las buenas acciones y castigos por las
malas, es decir, el agente aprende en un entorno interactivo por ensayo y error utilizando la
retroalimentación de sus propias acciones y experiencias para llegar hacia el objetivo final.
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Figura 2.6: Flujo de trabajo de un sistema de aprendizaje automático supervisado.
(Fuente: Elaboración propia a partir de “Machine Learning: A Review” - Batta Mahesh [58])

2.2.3. Tareas de Machine Learning

En el campo del aprendizaje automático, el enfoque hacia los diferentes problemas pue-
de ser categorizado en una serie de tareas, independiente de la naturaleza supervisada o no
supervisada del método de machine learning empleado. A continuación se presentan las ta-
reas más comunes y relevantes que se pueden realizar utilizando métodos de aprendizaje
automático.

Regresión
Las tareas de regresión se basan en la estimación del valor de una variable continua en

función de las caracterı́sticas disponibles, es decir, se le pide al algoritmo de aprendizaje au-
tomático que prediga un valor numérico dada una entrada. Para resolver esta tarea se utiliza
una función f : R → Rn. Las tareas de regresión representan una de las áreas principales
en el aprendizaje automático, especialmente en el área del mantenimiento, ya que el el ob-
jetivo final de la aplicación del campo de Machine/Deep Learning es aproximar la vida útil
remanente de un activo fı́sico para ası́ obtener una programación muy precisa de las tareas y
actividades de mantenimiento, ahorrando costes y minimizando los tiempos de inactividad.

El ejemplo más básico en tareas de regresión corresponde a la Regresión Lineal, donde
el objetivo es aprender el valor de los coeficientes α y β que se aproximan y ajustan mejor a
los datos disponibles para resolver un sistema del tipo α ·X + β · Y = Z, con el objetivo de
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aproximar un buen valor para Z sobre un espacio de valores continuos para X e Y . Además
de la regresión lineal, en la literatura se suelen encontrar los siguientes métodos para resolver
tareas de regresión:

Kernel regression (Mayor precisión).
Regresión de proceso gaussiano (Gaussian process regression).
Árboles de regresión (Regression trees).
Regresión de vectores de apoyo (Support Vector Regression (SVR)).
LASSO / Ridge.
Deep Learning.
Bosques aleatorios (Random forests).

Clasificación
Esta es una de las tareas principales del machine/deep learning. Predominantemente, esta

tarea es de naturaleza supervisada, ya que se basa en las etiquetas para enseñar al modelo a
identificar patrones que aparten las diferentes clases. Las tareas de clasificación están relacio-
nadas con la predicción de una categorı́a de datos (variables discretas) Y a partir de las carac-
terı́sticas de una muestra respectiva de caracterı́sticas X . Para resolver estas tareas se le pre-
gunta al algoritmo de aprendizaje automático programa especı́ficamente a cual categorı́a K

el dato de entrada pertenece, para ello el algoritmo produce una función f : Rn → {1, ..., k},
entonces el modelo y = f(x) asigna a un vector X una categorı́a Y según la clasificación
numérica [28]. Por lo tanto, técnicamente, lo que el modelo está aprendiendo es el hiperplano
de separación de lı́mites entre diferentes clases que maximizan la segregación en los datos.

Algunos de los casos de uso más comunes pueden encontrarse en el ámbito de la sanidad,
como por ejemplo si una persona padece o no una determinada enfermedad. También tiene
su aplicación en casos de uso financiero, como determinar si una transacción es un fraude o
no. Los siguientes métodos suelen aplicarse para resolver tareas de clasificación:

Kernel discriminant analysis (Mayor precisión).
K-Nearest Neighbors.
Redes neuronales artificiales (Artificial Neural Networks (ANNs)).
Máquina de vectores de apoyo (Support Vector Machine (SVM)).
Bosques aleatorios (Random forests).
Árboles de decisión (Decision trees).
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Regresión logı́stica.
Naive bayes.
Deep Learning.

Clustering
El clustering es una tarea dedicada a encontrar patrones en los datos que permitan agru-

par muestras similares (etiquetadas, no etiquetadas o ambas), generando una segmentación
de los datos con fines de visualización, reducción de la dimensionalidad o “etiquetado ge-
neralizado”1. Algunos de los ejemplos más comunes son la segmentación de clientes y la
identificación de caracterı́sticas de productos para la hoja de ruta de productos. En la lite-
ratura se suelen encontrar los siguientes algoritmos de aprendizaje automático para resolver
tareas de clustering:

Desplazamiento medio (Mayor precisión).
Agrupación jerárquica (Hierarchical Cluster Analysis (HCA)).
K - Means.
Topic Models.
DBSCAN.

En particular, la agrupación jerárquica (Hierarchical Cluster Analysis (HCA)) se puede
utilizar para medir el nivel de incidencia de las caracterı́sticas de un conjunto de datos en
el proceso de toma de decisiones del modelo de aprendizaje automático. El resultado de la
visualización gráfica de una tarea de agrupación jerárquica suele representarse a través de un
dendrograma, el cual corresponde a un tipo de representación gráfica o diagrama de datos en
forma de árbol que organiza los datos en subcategorı́as que se van dividiendo en otros hasta
llegar al nivel de detalle deseado.

Reducción de dimensionalidad
La reducción de la dimensionalidad corresponde a la tarea de transformar los datos de

entrada desde un espacio de alta dimensión a un espacio de baja dimensión, de manera que
la representación de los datos en el espacio baja dimensión sea capaz de conservar algunas
de las propiedades significativas de los datos de entrada originales. Por lo tanto, la reducción
de la dimensionalidad busca reducir el número de variables aleatorias consideradas, ya que

1Si se proporcionan unas pocas muestras etiquetadas, se etiqueta todo el cluster respectivo con esa etiqueta
para convertir una tarea no supervisada a una tarea supervisada
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trabajar en espacios de alta dimensión puede ser indeseable debido a que los datos brutos
suelen ser escasos y su análisis suele ser computacionalmente intratable (difı́cil de controlar
o tratar). La reducción de la dimensionalidad suele ser habitual en los campos que tratan con
un gran número de observaciones y/o un gran número de variables, como el procesamiento
de señales, el reconocimiento del habla, la neuroinformática y la bioinformática [98]. A con-
tinuación se presentan algunos métodos de aprendizaje automático que suelen utilizarse para
la reducción de la dimensionalidad:

Análisis de componentes principales (Principal Component Analysis (PCA)).
Aprendizaje múltiple / KPCA (Kernel PCA).
Locally Linear Embedding (LLE).
t-Distribuited Stochastic-
Neighboor Embedding (t-SNE).

Por otro lado, las tareas de reducción de dimensionalidad pueden dividirse entre la se-
lección de caracterı́sticas y la extracción de caracterı́sticas. En particular, la tarea selección
de caracterı́sticas se utiliza sobre todo al momento de construir modelos, seleccionando el
subconjunto adecuado de caracterı́sticas que contengan la mayor cantidad de información
y minimizando las redundancias mediante técnicas estadı́sticas, de envoltura o de regulari-
zación que caracterizan la interacción de las caracterı́sticas entre sı́. Por ejemplo, la prueba
estadı́stica de selección de caracterı́sticas Chi-Cuadrado se utiliza para probar la independen-
cia de dos eventos, donde dadas dos variables, Oi es la frecuencia de las muestras observadas
y Ei es la frecuencia esperada. Esta prueba mide cómo se desvı́an Ei y Oi entre sı́, como se
muestra en la Ecuación 2.2.

χ2
c =

∑ (Oi − Ei)
2

Ei

(2.2)

De este modo, el método pretende captar las caracterı́sticas que son altamente dependien-
tes de la respuesta observada, donde cuanto más alta sea la puntuación χ2

c , la caracterı́stica
será más dependiente de la respuesta y es más probable que ésta contenga información signi-
ficativa y útil para la extracción de patrones por un modelo de aprendizaje automático.

Detección de anomalı́as
La detección de anomalı́as corresponde al proceso de identificar patrones inusuales en los

datos y que no se ajustan a su comportamiento esperado. La detección de anomalı́as se suele

19



utilizar en una amplia gama de aplicaciones, como la detección de actividades fraudulentas
en los datos financieros, la detección de comportamientos maliciosos en los datos de tráfico
de la red y la identificación de fallas en los datos provenientes de los sensores. La detección
de anomalı́as puede llevarse a cabo utilizando una variedad de modelos de aprendizaje au-
tomático, como los métodos basados en la densidad, los métodos basados en clusters y los
métodos basados en reglas. En la literatura se suelen encontrar los siguientes métodos para
resolver tareas de detección de anomalı́as:

One-class SVM.
Isolation Forest.
Variational Autoencoders.

En la Figura 2.7 se muestra una representación esquemática que agrupa los tipos de apren-
dizaje automático según su naturales con las tareas tı́picas asociadas a cada uno de dichos
tipos.

Figura 2.7: Diagrama resumen tipos de machine learning.
(Fuente: Elaboración propia a partir de “Proyecto de Machine Learning en Mantenimiento: Cómo enfocarlo

para el éxito” - Antonio Marı́n Écija. [117])
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2.2.4. Etapas en el desarrollo de modelos de Machine Learning

A la hora de desarrollar o diseñar un modelo de aprendizaje automático para su aplica-
ción, por ejemplo en el mantenimiento predictivo, se deben tomar en consideración algunos
pasos, los cuales son: etapa de selección de datos históricos; etapa de preprocesamiento de

datos; etapa de selección, entrenamiento y validación del modelo; y etapa de mantenimiento

del modelo [92]. La Figura 2.8 ilustra estos pasos.

Figura 2.8: Pasos principales para el diseño de un modelo de machine learning.
(Fuente: “Ensemble learning methodologies for soft sensor development in industrial processes” - Soares, S.

G. [92])

La etapa de la selección de los datos históricos identifica cómo es que los datos son reco-
lectados y almacenados de modo que los datos más valiosos son seleccionados para alimentar
los modelos de machine learning. En el caso especı́fico del mantenimiento predictivo esta eta-
pa también se conoce como “etapa de adquisición de datos”, y apunta a la obtención de datos
relevantes y relacionados a la salud de los sistemas [40].

La etapa de pre-procesamiento de los datos procesa y transforma los datos de modo que
estos puedan ser procesados de manera eficiente por los modelos de machine learning. Esta
etapa incluye la transformación de los datos (p.e. la normalización de los datos), la limpieza
de los datos (p.e. tratamiento de los datos faltantes y eliminación de los valores atı́picos) y
reducción de datos (p.e. reducción de la dimensionalidad). En el mantenimiento predictivo,
la etapa del preprocesamiento de los datos se encarga del análisis de los datos recolectados
para generar un mejor entendimiento e interpretación de la información.

La etapa de selección, entrenamiento y validación del modelo involucra la selección del
modelo de machine learning adecuado, el entrenamiento del mismo (p.e. el desarrollo del
modelo) y la validación del modelo (p.e procedimiento que evalúa si el modelo puede re-
presentar el sistema subyacente). En el mundo del mantenimiento predictivo, esta etapa es
denominada como “etapa de toma de decisiones de mantenimiento”, y apunta a decidir el
mejor algoritmo para la aplicación en el mantenimiento predictivo.
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La etapa de mantenimiento del modelo tiene por objetivo mantener o mejorar el desem-
peño del modelo generado a lo largo del tiempo. Lo anterior se debe a que a menudo se
presentan ambientes cambiantes donde las aplicaciones de los modelos pueden cambiar con
el tiempo, lo que lleva a que el modelo se degrade debido a que en un principio éste fue gene-
rado a partir de condiciones que ya no son representativas del problema. Esta etapa considera
el monitoreo del modelo generado, y en caso de que el rendimiento del modelo se degrade,
los modelos deben volver a pasar por la etapa de entrenamiento y validación.

2.3. Machine Learning en el Mantenimiento Predictivo

El mantenimiento predictivo requiere de un buen conocimiento y caracterización de los
patrones presentes en la información recabada para generar un modelo robusto, pero en mu-
chas ocasiones resulta difı́cil determinar los grupos de flujos de información relevante para
la detección de una falla, ası́ como también la ventana de tiempo en la cual dichos flujos de
información producen los patrones caracterı́sticos que son indicadores de la falla [44]. Por
lo tanto, en general se pude decir que el éxito de los modelos de mantenimiento predictivo
depende de tres componentes principales: disponer de los datos adecuados, enmarcar el pro-
blema de forma apropiada y evaluar las predicciones de manera pertinente [78].

Al igual que en el desarrollo de modelos de machine learning, para construir un modelo de
fallas para el mantenimiento predictivo, es necesaria una suficiente cantidad de datos históri-
cos que permitan captar la información sobre los acontecimientos que conducen al fallo.
Además, las caracterı́sticas generales del sistema, consideradas comúnmente como “estáti-
cas”, como las propiedades mecánicas, el uso promedio y las condiciones de funcionamiento
de los activos también pueden aportar información valiosa, aunque hay que tener la precau-
ción de que contar más datos no siempre es mejor.

Por otro lado, a la hora de enmarcar un modelo de mantenimiento predictivo, es necesa-
rio tener en consideración qué tipo de output o salida se busca que entregue el modelo (p.e.
predicción del RUL, predicción de fallas, detección de anomalı́as, etc.). También es pertinen-
te considerar si es que los datos históricos disponibles son suficientes, o si cada evento esta
propiamente “etiquetado” (p.e. cuales mediciones corresponde a un buen funcionamiento y
estado del activo, y cuales no), la proporción entre datos etiquetados con buen funcionamien-
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to y mal funcionamiento, y la antelación que se busca para que el modelo indique que se
producirá un fallo.

Luego de haber enmarcado apropiadamente al modelo de mantenimiento predictivo, es
necesario decidir qué estrategia de modelización se ajusta mejor a los datos disponibles y al
resultado deseado. En este contexto, el machine learning toma relevancia como una alterna-
tiva atractiva al momento de analizar la información proveniente de los sistemas productivos
y de manufactura, ya que posee la habilidad de manejar datos multivariados2 de gran dimen-
sionalidad, proporcionando un enfoque complementario a la planificación del mantenimiento
mediante el análisis de conjuntos de datos significativos de variables individuales de rendi-
miento de la máquina y del entorno, identificando firmas y perfiles de fallos, y proporcionan-
do una predicción de fallos para piezas individuales.

Existen múltiples estrategias basadas en el aprendizaje automático para el desarrollo de
modelos de mantenimiento predictivo, donde las más utilizadas son las siguientes:

Modelos de regresión para predecir la Vida Útil Remanente (RUL) de los activos.
Modelos de clasificación para la predicción de fallas dentro de una ventana de tiempo.
Señalización de los comportamientos anómalos en los activos mediante modelos de
detección de anomalı́as.
Modelos de supervivencia para la predicción de la probabilidad de fallo en el tiempo,
enfocados en el propio proceso de degradación y la probabilidad de fallo resultante.

2.4. Principales desafı́os en Machine Learning

2.4.1. Calidad de los datos

Uno de los desafı́os principales que los profesionales se pueden encontrar a la hora de
diseñar un modelo de aprendizaje automático corresponde a la ausencia de datos de buena
calidad, ya que un modelo presenta mayor o menor desempeño en función de los datos da-
tos de entrenamiento del mismo. Los datos poco limpios y con presencia de “ruido” pueden
causar que toda la etapa del pre-procesamiento de los datos sea larga y cuantiosa, sin em-
bargo, como se vio en secciones anteriores, la etapa del pre-procesamiento es esencial para

2Datos que se obtienen a partir de más de una variable
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los modelos, ya que en ausencia de esta, muy probablemente los algoritmos incurrirán en
predicciones inexactas y defectuosas. Por lo tanto, el proceso de limpieza de los datos para la
etapa de entrenamiento, que incluye la eliminación de los valores atı́picos, el filtrado de los
valores perdidos y tener muestras de datos equiespaciadas en el tiempo, debe ser realizada a
la perfección.

2.4.2. Desajustes en el entrenamiento

El Overfitting o sobreajuste de los datos se refiere a un modelo que modela los datos de
entrenamiento demasiado bien. Esto se produce cuando un modelo aprende las particularida-
des y el ruido presente en los datos de entrenamiento, hasta el punto en que esto repercute
negativamente en el rendimiento del modelo, presentando un test error alto y siendo inca-
paz de generalizar para datos nuevos. Lo anterior significa que el ruido o las fluctuaciones
aleatorias de los datos de entrenamiento son recogidos y aprendidos como conceptos por el
modelo, donde el problema radica en que estos conceptos no se aplican a los nuevos datos y
afectan negativamente a la capacidad de los modelos para generalizar.

Por otro lado, el Underfitting o subajuste se refiere a un modelo que no es capaz de
modelar ni ajustarse correctamente a los datos de entrenamiento, presentando un train error
alto. El ajuste insuficiente destruye la precisión del modelo de aprendizaje automático y su
aparición simplemente significa que el modelo o el algoritmo no se ajusta a los datos lo
suficientemente bien. Suele suceder cuando se cuenta con menos datos para construir un
modelo preciso y también cuando se intenta construir un modelo lineal con datos no lineales.
La Figura 2.9 muestra de manera sencilla y representativa los conceptos anteriores.

Figura 2.9: Modelo Subajustado, Óptimo y Sobreajustado en aprendizaje automático.
(Fuente: Elaboración propia.)
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2.4.3. Falta de datos en el entrenamiento

La tarea más importante a realizar en el proceso de aprendizaje automático corresponde
al entrenamiento del modelo con suficientes datos para conseguir un resultado preciso. Una
cantidad menor de datos de entrenamiento producirá predicciones inexactas o muy sesgadas
al momento de tomar decisiones por ejemplo, en el caso que se requiera realizar un algoritmo
de reconocimiento de perros, y al modelo sólo se le entrene con imágenes de perros negros y
blancos, al momento de mostrarle al modelo un perro de dos colores, éste no va a saber como
clasificarlo y realizará una predicción errónea.

2.5. Redes Neuronales

¿Cómo detecta un sistema biológico la información sobre el mundo fı́sico?

¿En qué forma se almacena o se recuerda la información?

¿Cómo influye la información contenida en el almacenamiento, o en la memoria, el
comportamiento y el reconocimiento?

F. Rosenblatt intentó responder estas tres preguntas en 1958 [82] con su modelo proba-
bilı́stico para el almacenamiento de la información en el cerebro. Sin embargo, a pesar de
su antigüedad, estas preguntas siguen definiendo la mayor parte de lo que se conoce hoy en
dı́a como Red Neuronal y Aprendizaje Profundo. La primera de estas cuestiones pertenece
al ámbito de la fisiologı́a sensorial, mientras que la segunda plantea una posible codificación
de la información, y la tercera plantea que este tipo de codificación afecta a las propieda-
des de una Red Neuronal. Esto puede verse, por ejemplo, en los diferentes tipos de Redes
Neuronales (codificadores) y su aplicación habitual (su rendimiento). Una Red Neuronal
Convolucional puede procesar un mapa de caracterı́sticas con gran eficacia, mientras que
una Red Neuronal Recurrente puede modelar con éxito series temporales. Ambos tipos de
redes tienen una dinámica única dada por las ecuaciones que las determinan. De este modo,
se puede ver que este campo de estudios continúa con el mismo espı́ritu que sus pioneros,
que en realidad buscaban pistas sobre lo que define el comportamiento de la mente de las
personas.

Una Red Neuronal corresponde a un conjunto de múltiples capas formadas por un con-
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junto de unidades elementales conocidas comúnmente como perceptrón o neurona. Estas
unidades elementales se conectan entre capas unas a otras a través de un enlace o peso (fully-
connected), en donde cada perceptrón recibe información de la capa anterior que luego de
una transformación, producto de una operación lineal entre la salida de la capa anterior y una
matriz de peso asociado al enlace de cada neurona, más la acción de un vector bias (vector de
sesgo)3 y una función de activación, se produce la salida del perceptrón en cuestión. La salida
de estas neuronas son traspasadas a la siguiente capa de neuronas y ası́ la red va aprendiendo
representaciones más complejas en cada una de las capas. La capa de salida entrega valores
distintos dependiendo de si el objetivo es usar la red para clasificación binaria, o valores con-
tinuos en un modelo de regresión, o valores discretos si el objetivo es construir un modelo de
clasificación.

2.5.1. Perceptrón

El perceptrón o neurona es la unidad más básica de las redes neuronales, en donde el
output o salida de cada neurona se obtiene según la siguiente expresión:

y = f(z) (2.3)

donde z es igual a:

z = w1 · x1 + w2 · x2 + ...+ wn · xn (2.4)

por lo que la Ecuación 2.3 se puede reescribir como:

y = f(z) = f

(
n∑

i=1

wi · xi + b

)
(2.5)

donde f corresponde a una función de activación, los valores de w conforman una matriz de
pesos transpuesta, los valores de x conforman un vector que contiene los datos de entrada
y b es un sesgo escalar. La expresión matricial de la Ecuación 2.5 se denota de la siguiente
manera:

3El sesgo representa una neurona adicional incluida con cada capa de pre-salida y almacena un valor unitario
para cada acción
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[
w1 w2 w3 · · · wn

]


x1

x2

x3

...
xn


+ b = z (2.6)

WXT + b = z =⇒ y = f(z) (2.7)

y su interpretación gráfica se puede entender de la siguiente manera:

Figura 2.10: Representación gráfica de un perceptrón o neurona con n datos de entrada n
pesos y una función de activación f . (Fuente: Elaboración propia a partir de “Neural Networks and
Learning Machines” - Simon S. Haykin [32])

2.5.2. Modelo de Red Neuronal

Un modelo de red neuronal o Perceptrón multicapa no es más que un arreglo formado
por una serie de capas que agrupan una serie de neuronas (ver Figura 2.11). Cada una de
las capas entre las de entrada y salida (a excepción de éstas) se considera una capa oculta.
Se define la salida y1j para la primera capa oculta4, siendo j = 1, 2, ...,m el ı́ndice de cada
perceptrón dentro de la capa, de la siguiente manera:

y
[1]
j = f

(
n∑

i=1

wj,i · xi + b
[1]
j

)
(2.8)

4El superı́ndice [i] indica el número de capa oculta i
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En su representación matricial, la anterior ecuación se escribe de la forma:

[
wj,1 wj,2 wj,3 · · · wj,n

]


x1

x2

x3

...
xn


+ b

[1]
j = z

[1]
j =⇒ f

(
z
[1]
j

)
= y

[1]
j (2.9)

Con la primera capa oculta conformada por m neuronas, se pueden expresar las salidas
de forma matricial de la siguiente forma:



W
[1]T

1

W
[1]T

2

W
[1]T

3
...

W
[1]T

m





x1

x2

x3

...
xn


+



b
[1]
1

b
[1]
2

b
[1]
3
...
b
[1]
m


=



z
[1]
1

z
[1]
2

z
[1]
3
...

z
[1]
m


=⇒



f
(
z
[1]
1

)
= y

[1]
1

f
(
z
[1]
2

)
= y

[1]
2

f
(
z
[1]
3

)
= y

[1]
3

...

f
(
z
[1]
m

)
= y

[1]
m


(2.10)

Para el resto de las capas ocultas se obtiene la salida ykj , con k = 2,3,...,L, según la
siguiente expresión:

y
[k]
j = f

(
m∑
i=1

wj,i · y[k−1]
i + b

[k]
j

)
(2.11)

Siendo la representación matricial de las salidas de las k capas ocultas como se muestra
a continuación:

W [k]y[k−1] + b[k] = z[k] =⇒ f
(
z[k]
)
= y[k] (2.12)

Siendo:

W [k]: Matriz de pesos de la k-ésima capa oculta.
y[k−1]: Matriz de salida de las neuronas pertenecientes a la capa oculta k − 1.
b[k]: Matriz de sesgos (bias) de la k-ésima capa oculta.
y[k]: Matriz de salida de las neuronas pertenecientes a la k-ésima capa oculta.
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Figura 2.11: Ejemplo de representación de una red neuronal multicapa (fully-connected)
con 3 entradas, 3 capas ocultas y una capa de salida. (Fuente: Elaboración propia a partir de “Neural
Networks and Learning Machines” - Simon S. Haykin [32])

2.5.3. Función de Activación

En redes neuronales, la salida de una neurona generalmente pasa a través de un filtro,
conocido como función de activación, que limita o modifica el valor generado. Este filtro
introduce no linealidad en el modelo, permitiendo que la red neuronal aprenda relaciones
complejas. La función de activación también ayuda a acotar los valores de salida, reduciendo
la complejidad computacional del modelo [32].

Definición 2.1. Una función de activación f está definida por:

f : Ω ⊂ R → Λ ∈ R (2.13)

Esta función opera elemento a elemento sobre una salida de una capa de la red, con-

trolando la forma de dicha salida y ajustando un umbral sobre la magnitud de la misma

[28]. Un parámetro adicional, conocido como temperatura T , puede incluirse para ajustar

la función: f(a/T ), donde a es la entrada a la función [69].

Definición 2.2. Una función de activación f se considera saturada si:

∀z ∈ R||∀f(z) ∈ R||∃s ∈ R||tq|limn→∞f(z)| ≤ s (2.14)

Ejemplos populares incluyen la función sigmoide y la tangente hiperbólica, que limitan los

valores de salida en rangos especı́ficos [32].
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Función Sigmoide σ:

La función sigmoide es una de las funciones de activación más utilizadas en redes neuro-
nales. Se caracteriza por ser estrictamente creciente, equilibrando el comportamiento lineal y
no lineal [32]. Se define como:

f(z) = σ(z) =
1

1 + e−z
(2.15)

Figura 2.12: Función de activación Sigmoide σ.
(Fuente: Convolutional Recurrent Neural Networks for Remaining Useful Life prediction in mechanical

systems - N. Oyharcabal A. [69])

La función sigmoide convierte las entradas a un rango entre 0 y 1. Al ajustar un parámetro
de pendiente a, se pueden obtener funciones con diferentes grados de pendiente. En el lı́mite,
cuando el parámetro a tiende a infinito, la función se aproxima a una función de umbral [32].
Además, su naturaleza derivable la hace útil en problemas de clasificación binaria [28].

Esta función es especialmente útil en la capa de salida para clasificaciones binarias, donde
los resultados son 0 o 1, según un umbral comúnmente fijado en 0.5 [28].

Función Tangente hiperbólica Tanh:

La función tangente hiperbólica es otra función comúnmente utilizada en capas ocultas
de las redes neuronales. Se define como:

f(z) =
ez − e−z

ez + e−z
(2.16)
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A diferencia de la sigmoide, la tangente hiperbólica transforma las entradas al rango
[−1, 1], lo que ayuda a centrar los datos alrededor de cero, mejorando la eficiencia del apren-
dizaje [28].

Figura 2.13: Función de activación Tanh.
(Fuente: Convolutional Recurrent Neural Networks for Remaining Useful Life prediction in mechanical

systems - N. Oyharcabal A. [69])

Definición 2.3. Una función de activación f se considera no saturada si:

∀z ∈ R|limn→∞f(z)| → +∞ (2.17)

Ejemplos populares incluyen ReLU y ELU, que permiten que los valores de salida no

estén acotados [48].

Función ReLU:

La función ReLU, definida como:

f(z) = máx(0, z) (2.18)

Es ampliamente utilizada en redes neuronales profundas, dado que mejora la eficiencia
del aprendizaje y evita el problema de los gradientes desaparecidos, común en funciones co-
mo la sigmoide [48].
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Figura 2.14: Función de activación ReLU.
(Fuente: Convolutional Recurrent Neural Networks for Remaining Useful Life prediction in mechanical

systems - N. Oyharcabal A. [69])

Función ELU:

Finalmente, la función ELU es una variante de ReLU que introduce una saturación en los
valores negativos. Se define como:

f(z) =

α(ez − 1) si z < 0

z si z ≥ 0
(2.19)

Figura 2.15: Función de activación ELU.
(Fuente: Convolutional Recurrent Neural Networks for Remaining Useful Life prediction in mechanical

systems - N. Oyharcabal A. [69])

Esta función mejora la robustez de la red, especialmente en modelos profundos, al man-
tener activaciones negativas controladas [48].
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Función Softmax:

La función Softmax es comúnmente utilizada en problemas de clasificación multiclase.
Esta función comprime un vector de entradas reales en un vector de probabilidades:

Figura 2.16: Función de activación Softmax.
(Fuente: Detección de anomalı́as aplicado al mantenimiento predictivo, mediante técnicas de Deep Learning

no supervisado, utilizando autoencoders, Long Short-Term Memory y Self-Attention- L. F. Jeréz [41])

La función Softmax se utiliza principalmente en la capa de salida para asignar probabili-
dades a las diferentes clases [28].

σ(z)j =
ezj∑K
k=1 e

zk
para j = 1, . . . , K (2.20)

2.5.4. Función de Coste o Pérdida

La función de coste o pérdida L(θ) es una técnica de evaluación del rendimiento de un
modelo de redes neuronales. Esta función toma los resultados predichos por el modelo ŷ y
los resultados reales y, y calcula la magnitud del error cometido en la predicción. Es funda-
mental para guiar el proceso de ajuste de los parámetros del modelo, ya que los métodos de
optimización buscan minimizar esta función para mejorar las predicciones [28] [11].

L =
1

N

∑
error

(
ŷ(i)(θ), y(i)(θ)

)
(2.21)
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Si las predicciones difieren significativamente de los valores reales, el valor de la función
de coste será mayor. A medida que se ajusta el modelo adaptando los parámetros para mejo-
rar las predicciones, la función de coste actúa como un indicador de cuánto ha mejorado el
modelo [11].

Existen diferentes tipos de función de coste para las diversas tareas de un modelo de
aprendizaje automático. A continuación, se definen algunas de las más comunes:

Función de coste para tareas de regresión:
Error cuadrático medio: Se define como la media de la suma de las diferencias al
cuadrado entre las predicciones y las observaciones reales.

ECM (l2 − loss) =

∑n
i=0 (y − ŷ)2

n
(2.22)

Error medio absoluto: Se define como la media de la suma de las diferencias absolutas
entre las predicciones y las observaciones reales [31].

MAE (l1 − loss) =

∑n
i=0 | (y − ŷ) |

n
(2.23)

Función de coste para tareas de clasificación:
Cross-Entropy Loss: También denominada pérdida logarı́tmica o pérdida logı́stica.
El propósito de la entropı́a cruzada es tomar las probabilidades de salida q(x) y me-
dir su distancia a los valores reales. Esta función penaliza fuertemente los errores de
clasificación, siendo utilizada en tareas de clasificación [28].

LCE (p,q) =
∑

p(x)log

(
1

q(x)

)
(2.24)

2.5.5. Teorema Universal de Aproximación

El Teorema Universal de Aproximación establece que una red neuronal de una sola capa
oculta puede aproximar cualquier función continua en un espacio compacto, siempre que se
utilicen funciones de activación adecuadas, como la sigmoide [21] [37].
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Definición 2.4. Sea F una función continua [0,1]k → [0,1], en donde para todo ϵ > 0 existe

una matriz W , un vector b y una matriz U , tal que:

F (x) = σ(xW + b)U (2.25)

|f(x)− F (x)| < ϵ ,∀x ∈ [0,1]k (2.26)

En otras palabras, sin importar cuán cerca quieras aproximarte a una función, siempre
existe una matriz W , un vector b y una matriz U tal que la diferencia entre la función ob-
jetivo y la función de aproximación sea menor que el error ϵ definido. Esto muestra que las
redes neuronales tienen la capacidad de aproximar funciones complejas con una estructura
relativamente simple [28] [32].

2.5.6. Backpropagation

El algoritmo de Backpropagation es ampliamente utilizado para ajustar los pesos en redes
neuronales, con el objetivo de minimizar el error en las predicciones del modelo y mejorar
su precisión. Este método se basa en el descenso de gradiente, donde se calcula de manera
eficiente el gradiente de la función de pérdida utilizando la regla de la cadena y principios de
la programación dinámica, permitiendo la actualización de los pesos a lo largo de las capas
de la red neuronal. Ver Ecuación 2.31. El Backpropagation fue propuesto por primera vez
por Rumelhart, Hinton y Williams [83] y ha sido un pilar fundamental en el entrenamiento
de redes neuronales modernas debido a su capacidad para manejar redes multicapa y grandes
conjuntos de datos [28].

Figura 2.17: Interpretación de grafos computacionales del Backpropagation.
(Fuente: Mayank Agarwal [4])
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2.5.7. Algoritmos de optimización

Descenso de gradiente
El descenso de gradiente es un algoritmo optimizador iterativo de primer orden utilizado

para encontrar un mı́nimo local de una función diferenciable. El algoritmo toma pasos en la
dirección opuesta al gradiente ∇f de la función en un punto dado [66] [68]. Si f es diferen-
ciable a lo largo de cada eje, el vector gradiente se denota según la siguiente expresión:

∇f(x) =

(
∂f(x)

∂x1

, · · · ,∂f(x)
∂xp

)T

∈ Rp (2.27)

Donde ∇f(x) : Rp → Rp es un campo vectorial que puede interpretarse como la direc-
ción en la que la función f crece con mayor magnitud [13]. Por otra parte, la expansión de
Taylor entrega una aproximación de la función f cerca de x según la siguiente expresión:

f(z) = Tx(z) + o(||x− z||) (2.28)

en donde
Tx(z) = f(x) + ⟨∇f(x), z − x⟩ (2.29)

Ahora bien, dado que el gradiente de una función apunta en la dirección de mayor creci-
miento, para llegar al mı́nimo es necesario moverse en la dirección contraria, es decir, en la
dirección de −∇f(x) [66]. Por lo tanto, el algoritmo de descenso de gradiente es el siguiente:

xk+1 = xk − λ∇f(xk) (2.30)

donde el algoritmo comienza con un valor inicial arbitrario x0 ∈ Rp, y λ > 0 corresponde
a la magnitud del paso del algoritmo (también conocida como “tasa de aprendizaje”). Por lo
tanto, si f es diferenciable en x, según la expansión de Taylor se obtiene la siguiente relación:

f(x− λ∇f(x)) = f(x)− λ⟨∇f(x),∇f(x)⟩+ o(λ) = f(x)− λ||∇f(x)||2 + o(λ) (2.31)

Entonces, existen dos posibilidades: en el caso en que ∇f(x) = 0, entonces se ha alcan-
zado un mı́nimo local, pero si λ es lo suficientemente pequeño, f(x − λ∇f(x)) < f(x), lo
que indica que se está acercando al mı́nimo local más cercano de la función a optimizar [68].
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Figura 2.18: Representación gráfica del descenso de gradiente.
(Fuente: Chen et al. 2019 [16])

Por otro lado, en una red neuronal con θ̂ parámetros, el descenso de gradiente tiene la
siguiente forma:

θ̂k+1 = θ̂k − λ
∂L
∂θ

∣∣∣∣
θ̂

(2.32)

Luego, en una red neuronal con L capas ocultas, ŵ(i) y b̂(i) parámetros y una capa de
salida con Û y Ĉ, el algoritmo de descenso de gradiente se actualiza de la siguiente manera
[28]: 

ŵ
(i)
k+1 = ŵ

(i)
k − λ ∂L

∂w(i) |θ
b̂
(i)
k+1 = b̂

(i)
k − λ ∂L

∂b(i)
|θ

Ûk+1 = Ûk − λ ∂L
∂U

|θ
Ĉk+1 = Ĉk − λ ∂L

∂C
|θ

 =⇒ ∇L =

[
∂L
∂w(i)

,
∂L
∂b(i)

, · · · , ∂L
∂C

]
(2.33)

Descenso estocástico de gradiente
El descenso estocástico de gradiente (SGD) introduce el concepto de promedio móvil

exponencial a los parámetros de la red, lo que otorga mayor relevancia a los nuevos valores
respecto a los antiguos [81]. Anteriormente se tenia la siguiente expresión en el descenso de
gradiente w := w−λ ∂L

∂w
5. Pero ahora, al integrar el promedio móvil exponencial la expresión

queda de la siguiente manera:

5La expresión := considera una actualización de valores, mas no una igualdad.
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w := w − λ∂̄w (2.34)

∂̄w := β∂̄w + (1− β)
∂L
∂w

(2.35)

donde, luego de un arreglo algebraico y un cambio de variable se obtiene la siguiente expre-
sión: [

V∂w := βV∂w − λ
′ ∂L
∂w

w := w + V∂w

]
(2.36)

donde β serı́a el parámetro de “momentum” (o parámetro de la media móvil)[73] y λ
′ la taza

de aprendizaje. Siendo el momentum una capacidad del modelo para seguir con inercia en
cada paso, es decir, actualizar el parámetro según el paso anterior.

AdaGrad
AdaGrad se considera como un algoritmo adaptativo, ya que cuanta con la capacidad

de adaptar individualmente los parámetros del modelo, escalándolos de forma inversamente
proporcional a la raı́z cuadrada de la suma histórica de los gradientes [23]. Es decir, los
parámetros con elevados gradientes de la función de perdida, representan un decrecimiento
rápido en la taza de aprendizaje, y por el contrario, a valores pequeños de gradientes de la
función de perdida, la taza de aprendizaje decrece de forma más lenta.[

V∂w := V∂w + ∂L
∂w

· ∂L
∂w

w := w − λ√
V∂w

· ∂L
∂w

]
(2.37)

Este algoritmo tiene propiedades interesantes para funciones convexas, sin embargo, en
la mayorı́a de los casos de deep learning el modelo hace que al comienzo del entrenamiento
el gradiente cuadrado acumulado crezca rápidamente y la taza de aprendizaje disminuya de
forma excesiva, corriendo el riesgo de quedarse en mı́nimos locales o no converger.

RMS prop
RMSprop busca solucionar el problema de la rápida disminución de la tasa de aprendizaje

en AdaGrad, utilizando un promedio móvil exponencial de los gradientes al cuadrado [34]:[
S∂w := βS∂w + (1− β) ∂L

∂w
· ∂L
∂w

w := w − λ√
S∂w

· ∂L
∂w

]
(2.38)
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Adam
Este algoritmo sigue siendo un algoritmo adaptativo de la taza de aprendizaje. Adam se

considera una variante de una combinación entre RMS prop y Momentum con importantes
distinciones. Una de las claves de Adam es que utiliza el promedio móvil exponencial para
obtener una estimación tanto del primero como del segundo momento del gradiente [43], es
decir, utiliza las variables de estado:

P∂w := β1P∂w + (1− β1)
∂L
∂w

(2.39)

S∂w := β2S∂w + (1− β2)
∂L
∂w

· ∂L
∂w

(2.40)

Donde β1, β2 ∈ [0, 1], comúnmente se utilizan β1 = 0,9 y β2 = 0,999. Además, hay que
observar que al inicio del entrenamiento se tiene que P0 = S0 = 0, es decir, una cantidad sig-
nificativa de sesgo inicialmente hacia los valores más pequeños, por esta razón se normalizan
estos estados según:

¯P∂w =
P∂w

1− βt
1

y ¯S∂w =
S∂w

1− βt
2

(2.41)

Dado que β ∈ [0, 1], la variable βt solo importa al inicio, ya que luego al estar elevado a
t se irá rápidamente a cero. Finalmente el algoritmo de optimización de Adam converge a la
siguiente expresión:

w := w − λ√
¯S∂w

¯P∂w (2.42)

2.6. Redes Neuronales Convolucionales (CNNs)

Las redes neuronales convolucionales (CNNs) son análogas a las redes neuronales artifi-
ciales tradicionales, ya que están compuestas por neuronas que se auto-optimizan mediante el
aprendizaje. Sin embargo, las CNNs están diseñadas especı́ficamente para trabajar con datos
que tienen una estructura en forma de grilla, como las imágenes, lo que las hace especial-
mente útiles en tareas de reconocimiento de patrones visuales [49] [45], lo que las hace parti-
cularmente útiles para tareas de visión por computadora debido a su capacidad para aprender
caracterı́sticas jerárquicas a partir de datos de imagen, capturando desde bordes simples en
capas iniciales hasta estructuras más complejas en capas más profundas.
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Una CNN suele tomar como entrada un tensor tridimensional, como una imagen con
H filas, W columnas y 3 canales de color (RGB). Sin embargo, las CNNs también pueden
procesar tensores de orden superior. La transformación de los datos en una CNN ocurre me-
diante la convolución entre un filtro o kernel y un subconjunto del tensor de entrada. Cada
paso de procesamiento en una CNN se denomina “capa”. La operación de convolución entre
una imagen I con dimensiones H (altura) y W (ancho), y un kernel K, se define como:

C = (I ·K)(i,j) =
H∑

m=1

W∑
n=1

I(i+ n, j +m)K(n,m) (2.43)

Figura 2.19: Representación gráfica del proceso de convolución entre una matriz de entrada
(imágen) y un kernel.

(Fuente: Playing Super Mario Bros with Proximal Policy Optimization - Brandon Da Silva [90])

Esta operación genera una salida de menor dimensión en comparación con la entrada (ver
Figura 2.19), lo cual se denomina valid padding. Para preservar la dimensión de la entrada,
se puede usar la técnica de zero padding, que añade ceros en los bordes de la imagen [24].

La técnica de zero padding consiste en rellenar el borde de la entrada con ceros, lo que
permite controlar mejor la dimensionalidad de la salida. Esto es particularmente útil cuando
se desean conservar las dimensiones espaciales después de las operaciones de convolución.
Para calcular la dimensión de salida en función del tamaño de la entrada, el tamaño del kernel,
el padding y el paso de la convolución, se puede utilizar la siguiente fórmula [28]:

(V −R) + 2Z

S
+ 1 (2.44)

Donde V representa el tamaño del volumen de entrada (altura × ancho × profundidad),
R representa el tamaño del campo receptivo, Z es la cantidad de zero padding, y S es el
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valor del stride (o paso). Si el resultado no es un número entero, entonces el stride ha sido
incorrectamente configurado, lo que impide que las neuronas encajen correctamente sobre la
entrada dada.

2.6.1. Pooling Layers

Además de las capas convolucionales, las CNNs suelen incluir capas de agrupación, co-
nocidas como pooling layers, cuyo objetivo principal es reducir progresivamente la dimen-
sionalidad espacial de la representación aprendida, disminuyendo el número de parámetros y
la complejidad computacional del modelo. Las capas de agrupación también ayudan a contro-
lar el sobreajuste y hacen las representaciones más invariantes a pequeñas transformaciones
en los datos de entrada [28]. Los dos tipos más comunes de pooling layers son:

Max-pooling: Este tipo de capa de agrupación calcula el valor máximo en un parche
(sub-muestra) de un mapa de caracterı́sticas y lo usa para reducir la dimensionalidad
de salida. Max-pooling es eficaz para extraer caracterı́sticas dominantes dentro de una
sub-región espacial [86].
Average-pooling: A diferencia de Max-pooling, Average-pooling calcula el prome-
dio de los valores dentro de un parche, generando una salida suavizada. Este tipo de
agrupación proporciona una pequeña cantidad de invariancia a la traducción, ya que
los pequeños cambios en la ubicación de los pı́xeles no afectan significativamente el
resultado agrupado [12].

Figura 2.20: Representación gráfica de los procesos de Max-pooling y Average-pooling
(Fuente: Application of Transfer Learning Using Convolutional Neural Network Method for Early Detection

of Terry’s Nail - Y. Muhamad [107])
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2.7. Redes Neuronales Recurrentes (RNNs)

Las redes neuronales recurrentes (RNNs) son una arquitectura especializada en el mode-
lado de datos secuenciales, introduciendo la capacidad de mantener una “memoria”de estados
anteriores [70] [25]. Estas redes son particularmente efectivas para tareas que implican se-
cuencias temporales, como series de tiempo, lenguaje natural y procesamiento de audio [87].

Las RNNs procesan una secuencia de vectores de entrada x = (x1, x2, x3, · · · , xn), y
en cada paso de tiempo t, producen una capa oculta h[t], que es utilizada para hacer una
predicción ŷ = (ŷ1, ŷ2, ŷ3, · · · , ŷn). La principal caracterı́stica de las RNNs es la presencia
de una conexión de retroalimentación, que permite que el estado oculto h[t] dependa tanto
de la entrada actual x[t] como del estado oculto anterior h[t−1], estableciendo una recurrencia
[28]:

h[t] = f
(
x[t]U + h[t−1]W

)
(2.45)

De esta forma, el estado oculto h[t] puede interpretarse como un resumen de la secuencia
de entradas hasta el paso de tiempo t [56].

Figura 2.21: Representación gráfica de una Fully Recurrent Neural Network.
(Fuente: Detección de anomalı́as aplicado al mantenimiento predictivo, mediante técnicas de Deep Learning

no supervisado, utilizando autoencoders, Long Short-Term Memory y Self-Attention - Luis Felipe Jeréz [41])
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Las ecuaciones que gobiernan una RNN (ver Figura 2.21) son las siguientes:
h[t] = tanh

(
x[t]U + h[t−1]W + b

)
ŷ[t] = Softmax

(
h[t]O + c

)
L[t] = L

(
ŷ[t], y[t]

)
L
(
ŷ[t], y[t]

)
= 1

N

∑n
t=1 L[t]

 (2.46)

El modelo se entrena mediante el algoritmo de “Backpropagation Through Time” (BPTT),
que extiende el algoritmo de backpropagation para secuencias. El gradiente de la función de
pérdida L con respecto a los parámetros θ se calcula acumulando los gradientes a lo largo del
tiempo:

∂LT

∂θ
=

T∑
t=1

∂LT

∂θ

∣∣∣∣
(t)

(2.47)

A pesar de su eficacia, las RNNs presentan el problema del desvanecimiento del gra-
diente, que ocurre cuando los gradientes retropropagados disminuyen exponencialmente a
medida que se retrocede a través de la secuencia. Este problema se debe al uso de funciones
de activación como tanh o sigmoid, lo que dificulta que el modelo capture dependencias a
largo plazo [10]. En consecuencia, cuando los gradientes tienden a cero, la red deja de apren-
der, afectando su capacidad para modelar secuencias largas. Para mitigar este problema, se
han propuesto arquitecturas avanzadas como Long Short-Term Memory (LSTM) y Gated
Recurrent Unit (GRU) [35] [18].

2.7.1. Long Short-Term Memory (LSTM)

introduce una celda de memoria que permite almacenar información a lo largo de secuen-
cias extendidas, controlada por tres compuertas: la compuerta de entrada i[t], la compuerta
de olvido f [t], y la compuerta de salida o[t]. Estas compuertas determinan cuándo actualizar,
olvidar o utilizar la información almacenada en la celda de memoria, lo que ayuda a mitigar
el problema del desvanecimiento del gradiente(ver Figura 2.22), ya que la introducción de las
compuertas en las LSTM permite que la red aprenda cuándo retener información de entradas
anteriores y cuándo actualizar la celda de memoria, lo que mejora considerablemente el ren-
dimiento en tareas con secuencias largas [26]. Las ecuaciones6 que gobiernan la arquitectura

6La operación · corresponde al producto tensorial punto a punto.
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LSTM de la Figura 2.22 son las siguientes:

o[t] = σ
(
x[t]U o + h[t−1]W o + bo

)
i[t] = σ

(
x[t]U i + h[t−1]W i + bi

)
f [t] = σ

(
x[t]U f + h[t−1]W f + bf

)
ĉ[t] = tanh

(
x[t]U + h[t−1]W + bc

)
c[t] = i[t] · ĉ[t] + f [t] · c[t−1]

h[t] = o[t] · tanh(c[t])


(2.48)

Donde:

x[t] ∈ Rd: Vector de entrada en el tiempo t.
f [t] ∈ (0,1)h: Activación de la compuerta forget.
i[t] ∈ (0,1)h: Activación de la compuerta input.
o[t] ∈ (0,1)h: Activación de la compuerta output.
h[t] ∈ (−1,1)h: Vector de salida de la capa oculta en el tiempo t.
ĉ[t] ∈ (−1,1)h: Estado de la celda de memoria.
c[t] ∈ Rh: Estado de la celda de memoria en el tiempo t.
W ∈ Rh×d, U ∈ Rh×h y b ∈ Rh: Matrices de pesos y vectores de sesgo.

Figura 2.22: Representación gráfica de una actualización de la capa oculta h[t] en una arqui-
tectura LSTM.
(Fuente: Elaboración propia a partir de: A Directed Acyclic Graph Network Combined with CNN and LSTM

for Remaining Useful Life Prediction - Li, Jialin Xueyi, Li [53])
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Capı́tulo 3

Estado del Arte

En las últimas décadas, el panorama industrial ha experimentado transformaciones sig-
nificativas debido a la convergencia de diversas tecnologı́as emergentes como la nanotecno-
logı́a, la biotecnologı́a, la producción digital avanzada, los avances en monitoreo y sensori-
zación, entre otros. El fenómeno anterior es conocido como la Cuarta Revolución Industrial,
término que fue propuesto por primera vez en 2016 por Klaus Schwab [88]. Desde entonces,
la Cuarta Revolución Industrial ha ido impulsado una integración paulatina, pero cada vez
más profunda, de los dominios biológico, fı́sico y digital, creando un entorno industrial más
sofisticado e interconectado [47], lo que a su vez ha ido generando nuevos paradigmas en los
entornos de producción. En este contexto, el mantenimiento predictivo ha surgido como una
aplicación crı́tica en la gestión de activos, ya que uno de los objetivos de la Cuarta Revolución
Industrial es permitir que las máquinas actúen de manera autónoma en base a los datos y la
información recolectada de sus condiciones operacionales, manteniendo ası́ su rendimiento
óptimo a través de la auto-corrección de las condiciones que puedan resultar en fallos. En este
contexto, la explicabilidad y el análisis de causa raı́z de las fallas son componentes clave. Si
bien este objetivo aún no ha sido alcanzado, existen avances significativos en el campo de la
gestión de la salud de los activos, principalmente en la estimación de la Vida Útil Remanente
(RUL) y en la detección de anomalı́as utilizando métodos y modelos de basados en la inteli-
gencia artificial.
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3.1. Enfoques en la estimación del RUL

Los métodos de regresión basados en inteligencia artificial han emergido como herra-
mientas poderosa para la estimación del RUL en el contexto del mantenimiento predictivo.
Estos métodos operan bajo dos enfoques principales: la estimación directa del RUL a partir
de datos crudos de sensores, y la predicción indirecta basada en el ı́ndice de salud del sistema
(HI). Por su parte, el RUL se define como el tiempo restante hasta que ocurra un fallo en
el sistema, mientras que el HI es una medida intermedia que cuantifica el estado general de
salud del sistema. Ahora bien, aunque diversos algoritmos se emplean para estimar el RUL
a partir de señales de entrada, la mayorı́a de estos modelos se basan en la premisa de que
existen múltiples estados de degradación previos al fallo. Esta suposición implica que la de-
gradación del sistema es un proceso gradual que puede atravesar varias fases antes de que se
comprometa significativamente la funcionalidad general del sistema [75]. En sistemas com-
plejos, la relación entre el RUL y el estado de salud del sistema rara vez es lineal, por lo que
asumir una correlación lineal podrı́a subestimar la complejidad inherente del sistema y llevar
a predicciones inexactas. Por lo tanto, además de las condiciones operativas capturadas por
los sensores, diversos factores externos como las condiciones ambientales, la carga de trabajo
y la edad del equipo pueden influir significativamente en la degradación y el eventual fallo
del sistema.

Es importante destacar que, si bien muchos estudios en la estimación del RUL se centran
en activos especı́ficos y modos de falla particulares, el objetivo general de estos trabajos
es establecer marcos de trabajo y validar configuraciones que puedan aplicarse de manera
más amplia en la estimación del RUL, por lo que están diseñados con la intención de ser
adaptables y generalizables a diversos escenarios en el contexto mantenimiento predictivo.

3.1.1. Redes Neuronales Convolucionales (CNN)

Uno de los tipos de algoritmos de Machine Learning (ML) más frecuentes en el campo
del pronóstico y la gestión de salud de los activos son las Redes Neuronales Convolucio-
nales (CNN). Las CNN se utilizan principalmente en el procesamiento de imágenes por su
capacidad de reconocimiento de patrones, pero estas pueden adaptarse fácilmente para tratar
diferentes tipos de datos y estructuras, expandiendo su capacidades para el reconocimiento
de patrones a muchos problemas diferentes, como por ejemplo, en la predicción del RUL [54].
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Por su parte, las Redes Neuronales Convolucionales Profundas (Deep CNN) han emergi-
do como una herramienta prometedora para la predicción del RUL, ya que a diferencia de las
CNN normales, las Deep CNN buscan predecir la densidad de probabilidad del RUL, en lugar
de una estimación puntual única [115]. Este enfoque permite generar intervalos de confianza
que se ajustan con el tiempo, ofreciendo rangos de posibles fallos en cada punto temporal.

Sin embargo, las CNN presentan ciertas limitaciones, principalmente debido a su natu-
raleza de “caja negra”, la cual dificulta la interpretación de los procesos internos durante la
ejecución [36]. Además, requieren un ajuste meticuloso de hiperparámetros para cada con-
junto de entrenamiento, lo que puede resultar en problemas de sobreajuste o subajuste más
pronunciados que en otros tipos de redes o arquitecturas [76]. Para abordar algunos de estos
inconvenientes, Wang et al. propuso una Red Convolucional Temporal (TCN) que utiliza dos
métodos de convolución: causales y dilatadas [101]. Esta combinación mejora la captura de
dependencias locales y la precisión general. Por su parte, Zhou et al. destaca que alternar
entre estos tipos de convoluciones previene filtraciones de información futura a pasos ante-
riores en la secuencia [116], permitiendo acceder a gran parte de las secuencias de la TCN
sin comprometer la integridad temporal de los datos.

Aunque los estudios mencionados se centran en aplicaciones especı́ficas, la flexibilidad
de las CNN permite su aplicación a diferentes tipos de datos y modos de falla, siempre que
se realicen los ajustes necesarios en la estructura de las redes y el preprocesamiento de datos.

3.1.2. Redes de Memoria a Corto y Largo Plazo (LSTM)

Las redes neuronales recurrentes de Memoria a Corto y Largo Plazo (LSTM) han emer-
gido como una arquitectura predominante y versátil. Numerosos estudios han explorado y
refinado el uso de LSTM para este propósito, demostrando su eficacia en diversos conjuntos
de datos [100] [102]. La investigación en este ámbito ha abarcado múltiples aspectos de opti-
mización y mejora, desde el análisis del impacto de diferentes parámetros en el rendimiento
de las redes LSTM [46], hasta la propuesta de la incorporación de simulaciones de Monte
Carlo para proporcionar predicciones probabilı́sticas de RUL [113].

Por otro lado, la fusión de diferentes capas LSTM se ha convertido en una práctica común
[55], con propuestas que van desde la extensión de datos de entrada a dimensiones superio-
res [52], hasta la creación de capas de fusión LSTM que aprenden de redes entrenadas con
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diferentes tamaños de ventana temporal [112]. Enfoques más sofisticados han introducido
unidades de división de nivel para evaluar la importancia de los datos de entrada [104] y han
explorado la amplificación de pesos en redes LSTM [105].

Si bien estos trabajos abordan casos particulares, es importante resaltar que las arquitectu-
ras LSTM presentadas son inherentemente adaptables. Los principios y estructuras descritos
pueden aplicarse a una amplia gama de problemas de estimación del RUL, ajustándose según
las caracterı́sticas especı́ficas de los datos y los modos de falla en cuestión.

3.1.3. Redes Hı́bridas

Últimamente, las arquitecturas hı́bridas que combinan diferentes tipos de redes neurona-
les han emergido como una solución prometedora para capturar tanto las caracterı́sticas es-
paciales como temporales de los datos de degradación. Estas redes hı́bridas pueden integrar
diversos tipos de capas en su estructura. Por ejemplo, se puede utilizar una red para preproce-
sar datos antes de pasarlos a otros procesos o redes [17]. Un enfoque particularmente popular
consiste en combinar redes CNN con redes recurrentes como GRU o LSTM, lo que permite
aprovechar la capacidad de extracción de caracterı́sticas de las CNN y el modelado temporal
de las redes recurrentes [33] [108]. Estas arquitecturas hı́bridas colaborativas pueden mejorar
significativamente el rendimiento en tareas como la predicción del RUL [33] [5], ya que este
tipo de problemas abordan esencialmente series de tiempo predominantemente no lineales.

En el trabajo de Niu et al. [67], se propone una arquitectura hı́brida para predecir el
RUL de herramientas de mecanizado. La red empleada es una combinación de capas CNN y
LSTM, diseñada para aprovechar las capacidades de extracción de caracterı́sticas locales de
las CNN y la capacidad de las LSTM para manejar dependencias a largo plazo en datos de se-
ries temporales. Según los autores, los resultados del estudio indican que su red CNN-LSTM
no solo mejora la precisión de las predicciones, sino que también muestra una estabilidad
considerable en las evaluaciones realizadas. En el trabajo, además, se realizan comparacio-
nes con otras metodologı́as, incluyendo CNN y LSTM individuales, donde sugieren que, bajo
ciertas condiciones, los enfoques en arquitecturas hı́bridas son superiores en términos de pre-
cisión y robustez, destacando su viabilidad para aplicaciones industriales complejas.
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De manera similar, en el trabajo de Zhang et al. [111], los autores presentan una metodo-
logı́a para mejorar la precisión y eficiencia en la predicción del RUL de herramientas de corte
al combinar el exponente de Hurst para la partición de señales con una arquitectura hı́brida
CNN-LSTM para el análisis de datos multivariados recopilados durante el ciclo de vida de
una herramienta de corte. La arquitectura hı́brida CNN-LSTM propuesta es secuencial, co-
menzando con sub-modelos CNN dispuestos en paralelo para la extracción de caracterı́sticas
de cada tipo de señal recogida de manera individual. Estas caracterı́sticas se fusionan en una
capa de concatenación y luego se envı́an a la capa LSTM para la predicción final. Esta estruc-
tura secuencial aprovecha la capacidad de las CNN para extraer caracterı́sticas espaciales y
la habilidad de las LSTM para modelar dependencias temporales a largo plazo en las señales.

Por su parte, Jafari et al. [38] introducen una arquitectura hı́brida que integra de mane-
ra fluida las capacidades de las redes CNN y las unidades recurrentes GRU para mejorar la
precisión en la predicción del RUL de baterı́as de ion litio (LIBs). El modelo propuesto uti-
liza ramas paralelas de CNN para procesar individualmente cada caracterı́stica, incluyendo
voltaje, corriente, temperatura y capacidad, permitiendo una extracción más eficiente de in-
formación relevante de los perfiles de carga multicanal. Posteriormente, estas caracterı́sticas
se integran de manera efectiva en una capa GRU, que se especializa en modelar dependen-
cias temporales, lo que, según los autores, juega un papel crucial en la predicción precisa del
RUL, adaptándose dinámicamente a las variaciones en la capacidad de las baterı́as a lo largo
del tiempo.

Por otro lado, Li et al. [53] propusieron una arquitectura de Red de Grafo Acı́clico Dirigi-
do (DAG) que combina las capacidades de las redes CNN y las redes LSTM en una estructura
de Grafo Acı́clico Dirigido (DAG). Este enfoque representa un avance significativo en com-
paración con los modelos hı́bridos anteriores, que tı́picamente combinaban CNN y LSTM
de manera secuencial, utilizando la CNN principalmente como extractor de caracterı́sticas
para la LSTM. La novedad clave de esta propuesta radica en su estructura paralela, donde las
ramas CNN y LSTM operan de forma independiente pero complementaria dentro de la red
DAG. Esta configuración supera una limitación crı́tica de los modelos secuenciales previos,
permitiendo que ambas ramas se ajusten mutuamente durante el entrenamiento en respuesta
al error de predicción global. Tal diseño facilita una integración más orgánica de las capaci-
dades de extracción de caracterı́sticas espaciales de la CNN y el modelado de dependencias
temporales de la LSTM, aprovechando ası́ las ventajas de cada tipo de red por separado.
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Además de su arquitectura innovadora, el método propuesto introduce mejoras en el pre-
procesamiento de datos, empleando una técnica de ventana deslizante para generar secuencias
a corto plazo. Este enfoque aborda hábilmente el desafı́o de la variabilidad en la longitud de
las secuencias de entrada, un problema común en los conjuntos de datos de degradación. La
implementación de una función RUL piece-wise, en lugar de la función lineal tradicional, de-
muestra una consideración cuidadosa del mecanismo de degradación subyacente, potencial-
mente mejorando la precisión del modelo en diferentes etapas del ciclo de vida del equipo.

Figura 3.1: DAG Framework.
(Fuente: A Directed Acyclic Graph Network Combined With CNN and LSTM for Remaining Useful Life

Prediction - Jianlin Li, Xueyi Li, and David He)

Es importante destacar que, aunque los ejemplos citados en esta revisión corresponden a
casos especı́ficos con datos y modos de falla particulares, los enfoques y arquitecturas presen-
tados para estimar el RUL son, en esencia, generales y adaptables. La versatilidad de estas
técnicas de aprendizaje automático permite que las arquitecturas diseñadas por los autores
citados puedan aplicarse a diversos conjuntos de datos y escenarios de falla. Por ejemplo, la
arquitectura CNN-LSTM propuesta por Niu et al. [67] para herramientas de mecanizado, o
el modelo hı́brido CNN-GRU de Jafari et al. [38] para baterı́as de ion litio, ilustran cómo
estas estructuras pueden aplicarse a diferentes contextos. Sin embargo, la fortaleza de estos
enfoques radica en su capacidad de generalización: un investigador o ingeniero podrı́a tomar
estas arquitecturas y aplicarlas a sus propios datos, independientemente del tipo especı́fico de
equipo o modo de falla que esté estudiando.
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Capı́tulo 4

Metodologı́a

Para cumplir con los objetivos propuestos para este trabajo de titulación, se establece la
siguiente estructura lógica para la metodologı́a: 1) Modelado de la Bomba trı́plex; 2) Ge-
neración de Datos Sintéticos Simulados; 3) Pre-procesamiento de los Datos Sintéticos Si-
mulados; 4) División de Datos y Definición de Escenarios Experimentales; 5) Desarrollo de
los Modelos Predictivos; 6) Entrenamiento de los Modelos Predictivos; y 7) Evaluación del
Rendimiento de los Modelos Predictivos.

4.1. Modelado de la Bomba trı́plex

En esta sección se define el modelo simulado de una bomba trı́plex, detallando las ecua-
ciones que describen su dinámica. El modelo se estructura considerando la interacción de tres
bloques principales, como se ilustra en la Figura 4.1: 1) Bloque Motor; 2) Bloque Bomba; y
3) Bloque Carga/Descarga.

Este enfoque modular permite una representación detallada de cada componente y facilita
el análisis de las interacciones entre los distintos elementos del sistema. A continuación, se
describirán las ecuaciones y parámetros que gobiernan el comportamiento de cada bloque,
proporcionando una base sólida para la simulación y el posterior análisis de degradación y
falla del equipo.
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Figura 4.1: Esquema que representa los distintos módulos y conexiones presentes en el mo-
delo simulado de la bomba trı́plex.

(Fuente: Elaboración Propia.)

4.1.1. Definición del Sistema

El modelo simulado de este trabajo toma como referencia el modelo simulado del sistema
de una bomba de desplazamiento positivo reciprocante de tres émbolos CAT 1051, desarro-
llado por Miller et al. [62] en el entorno Simulink de MATLAB. Este modelo incluye los
efectos de componentes defectuosos al simular el comportamiento degradado de la bomba
debido al desgaste de los rodamientos del eje cigüeñal, a la fuga de fluido en los cilindros y
al bloqueo en las válvulas de entrada. Las fallas simuladas en dicho modelo se definen úni-
camente como parámetros de estado que no dependen del tiempo, por lo que no considera la
propagación de la degradación en los componentes del sistema.

La ausencia de un modelo de propagación de la degradación implica que los datos gene-
rados a partir del modelo simulado del activo no contienen trayectorias de degradación hasta
el fallo, lo que representa un impedimento, ya que el desarrollo de modelos predictivos re-
quiere la disponibilidad de conjuntos de datos con trayectorias de operación hasta el fallo, las
cuales deben estar compuestas por conjuntos de señales correspondientes al monitoreo de la
condición de los sistemas, ordenados en series de tiempo, junto con las etiquetas de tiempo
hasta el fallo correspondientes a cada muestra [7]. Por lo tanto, para generar trayectorias de
degradación hasta el fallo, es necesario modificar el modelo referencial, de modo que este
disponga de un modelo de degradación adecuado.
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Los parámetros hidráulicos, mecánicos y eléctricos de la bomba trı́plex se definen al si-
mular las interacciones dinámicas entre los distintos bloques del sistema. La interacción entre
el subsistema eléctrico, compuesto por el motor eléctrico y su correspondiente controlador de
velocidad, y el subsistema hidráulico, compuesto por el eje cigüeñal, la interacción mecánico-
traslacional entre cilindros y émbolos, y el funcionamiento de las válvulas de retención que
controlan el flujo hacia los colectores de entrada y salida, se puede apreciar en el diagrama
de la Figura 4.1.

Bloque Motor
El bloque del motor representa a un motor eléctrico genérico sin escobillas de Corriente

Alterna (DC) con control de torque en bucle cerrado. El bloque abstrae el comportamiento
combinado del motor, la electrónica de accionamiento y el control tanto del torque como de la
velocidad angular del rotor al considerar un controlador proporcional-integral (PI) encargado
de ajustar el nivel del torque generado por el motor eléctrico para alcanzar las revoluciones
requeridas. Las pérdidas resistivas producidas debido a la tendencia de los devanados del
inducido a resistirse al flujo de electrones se modelan en función de la demanda de torque
según la siguiente expresión:

Plosses = k · τ 2elec (4.1)

donde k es la constante de proporcionalidad para las pérdidas de resistencia.

k =
ωη · (1− η/100)

τη · η/100
(4.2)

Luego, la potencia eléctrica se puede expresar al incluir las pérdidas resistivas como:

Pelec = Plosses + ω · τelec (4.3)

La ley de Joule define el ı́ndice de conversión de la energı́a eléctrica en energı́a térmica,
de modo que es posible obtener el valor de la corriente eléctrica según la siguiente expresión:

I =
Pelec

V
(4.4)

donde:

ω es la velocidad angular del rotor
τelec es la demanda de torque
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η es la eficiencia global del motor
ωη es la velocidad angular a la que se mide la eficiencia global del motor
τη es el torque al que se mide la eficiencia global del motor
V es la tensión en los terminales del motor
I es la corriente en los terminales del motor

Al considerar el caso ideal en el que el motor eléctrico posee un valor de eficiencia global
del 100 %, la ecuación 4.4 se puede expresar de manera simplificada de la siguiente manera:

I =
ω · τelec

V
(4.5)

El motor acciona el eje cigüeñal de la bomba mediante una caja de cambios simple de
relación 2:1, por lo que la velocidad angular del motor eléctrico es el doble de la velocidad
angular del eje cigüeñal de la bomba y el torque que genera el motor es la mitad que el torque
transmitido al eje cigüeñal de la bomba. Se asume que la transmisión mecánica de energı́a
entre el motor eléctrico y la bomba es ideal y sin pérdidas.

ω = ωmotor = 2 · ωbomba ∧ τelec = τmotor =
τbomba

2
(4.6)

El controlador de velocidad se representa como un controlador PI que regula el torque
generado por el motor eléctrico mediante un bucle de retroalimentación. El controlador PI
compara el valor de la variable real con el valor deseado, para luego intentar minimizar el
error entre ambos valores a través de un algoritmo de control que consta de dos componen-
tes: el componente proporcional y el componente integral. El componente proporcional se
calcula en función del error actual, mientras que el componente integral se basa en la suma
acumulada de los errores pasados. El esquema de la Figura 4.2 muestra una representación
del controlador PI utilizado para ajustar el torque del motor en función del error entre la ve-
locidad angular del eje cigüeñal de la bomba y la velocidad angular nominal de referencia.

Figura 4.2: Esquema del controlador PI.
(Fuente: Elaboración Propia.)
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La representación esquemática del controlador PI se traduce en la siguiente expresión:

Tr(t) = Kp · e(t) +Ki ·
∫ t

0

e(t) dt (4.7)

donde Tr es el torque de referencia que utiliza el motor para actualizar el valor del torque
a generar, y e(t) = ωref − ωf corresponde al error entre la velocidad angular nominal de
referencia ωref y la velocidad angular filtrada del eje cigüeñal de la bomba ωf .

A la señal de la velocidad angular del eje cigüeñal de la bomba ωbomba se le aplica un
filtro paso bajo debido a que el controlador PI responde de manera directa a los cambios en
la señal de entrada, por lo que las altas frecuencias en dicha señal pueden causar oscilaciones
no deseadas en la respuesta del controlador. Un filtro paso bajo suaviza dichas oscilaciones,
permitiendo que el controlador PI responda de manera mucho más estable.

Una forma común de describir un filtro paso bajo consiste en la caracterización de la
respuesta de frecuencia mediante la función de transferencia[1].

H(s) =
Vout(s)

Vin(s)
=

ω0

(s+ ω0)
(4.8)

Luego, al pasar al dominio del tiempo se tiene que:

vout(t) = vin(t)−
1

ω0

· dvout
dt

(4.9)

donde la señal de entrada vin representa la velocidad angular del eje cigüeñal de la bomba,
la señal de salida vout representa el valor de la velocidad angular filtrada y ω0 es igual a 2·π·fc,
donde fc corresponde a la frecuencia de corte del filtro. Luego, la expresión para la velocidad
angular filtrada ωf en función de la señal de entrada de la velocidad angular del eje cigüeñal
de la bomba ωbomba es la siguiente:

ωf (t) = ωbomba(t)−
1

2 · π · fc
· dωf

dt
(4.10)

El valor del torque generado por el motor eléctrico τmotor se obtiene a partir del valor del
torque de referencia Tr y de una constante de tiempo Tc según la siguiente expresión:

τmotor(t) = Tr − Tc · dτmotor

dt
(4.11)
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La constante de tiempo Tc representa el seguimiento temporal de la señal de control, don-
de su recı́proco 1/Tc representa la frecuencia de actualización del valor del torque del motor
respecto al valor del torque de referencia, es decir, el valor de τmotor debe alcanzar el valor
de Tr en una ventana de tiempo Tc. Adicionalmente, se impone un lı́mite de 5 Nm al valor
máximo de torque generado por el motor eléctrico durante la operación continua.

La dinámica del sistema motor eléctrico - eje cigüeñal se obtiene al considerar la segunda
ley de Newton aplicada al movimiento rotacional:

N∑
i=1

τi = Ibomba · αbomba (4.12)

donde Ibomba es el momento de inercia del eje cigüeñal de la bomba y αbomba es su acele-
ración angular. El término de la izquierda representa todos los torques que actúan sobre el eje
cigüeñal de la bomba, los cuales corresponden al torque positivo transmitido desde el motor
eléctrico τbomba y los torques que se oponen al movimiento rotacional τroce y τcarga. Al ex-
presar τroce como el producto entre el coeficiente de amortiguación Bbomba, el cual indica los
efectos viscosos o de roce en los rodamientos, y la velocidad angular del eje cigüeñal ωbomba,
la ecuación 4.12 puede expresarse de la siguiente manera:

τbomba = Ibomba · αbomba +Bbomba · ωbomba + τcarga (4.13)

donde τcarga representa los esfuerzos rotacionales que debe superar el eje para el despla-
zamiento de los émbolos y generar la presión de trabajo. Se asume que las fluctuaciones en
la velocidad del motor, causadas por la carga mecánica, no afectan la medición y ajuste del
valor del torque del motor.

Dado que la aceleración angular del eje cigüeñal αbomba también corresponde a la deri-
vada de la velocidad angular ωbomba en el tiempo, la ecuación 4.13 se puede reescribir de la
siguiente manera:

dωbomba

dt
= (τbomba −Bbomba · ωbomba − τcarga) ·

1

Ibomba

(4.14)

Luego, al reordenar las ecuaciones 4.10 y 4.11, al derivar en función del tiempo la expre-
sión para el torque de referencia de la ecuación 4.7, y al agregar la expresión para la derivada
del desplazamiento angular en el tiempo, se obtiene el siguiente sistema de ecuaciones dife-
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renciales ordinarias, el cual define la evolución temporal del bloque del motor:

dτmotor

dt
= (Tr − τmotor) ·

1

Tc
dωbomba

dt
= (2 · τmotor −Bbomba · ωbomba − τcarga) ·

1

Ibomba

dθbomba

dt
= ωbomba

dωf

dt
= (ωbomba − ωf ) · 2 · π · fc

dTr

dt
= −Kp ·

dωf

dt
+Ki · (ωref − ωf )

(4.15)

La información acerca de las interacciones con el bloque de la bomba y el bloque de
carga/descarga están presentes en el sistema mediante la variable τcarga, la cual representa el
esfuerzo adicional que debe ser generado por el motor eléctrico para accionar el eje cigüeñal
de la bomba debido al fluido que debe ser desplazado por los tres émbolos y a las pérdidas
de carga en las tuberı́as de entrada y salida.

Bloque Bomba
El bloque de la bomba modela las interacciones entre el eje cigüeñal de la bomba, los tres

émbolos que este acciona y las válvulas de retención que controlan la entrada y salida del
fluido de trabajo en las cámaras de los cilindros. El esquema de la Figura 4.3 muestra una
representación de un émbolo y las válvulas de retención de entrada y salida.

El modelo considera un fluido de trabajo con una pequeña cantidad de aire encerrado.
En general esta cantidad de aire encerrado no permanece constante debido a que se generan
efectos de disolución del aire en el fluido [2]. Sin embargo, en este caso se asume que la
cantidad de aire encerrado en el fluido de trabajo se mantiene constante.

Al contener una cantidad de aire encerrado, el fluido de trabajo se modela como un fluido
politrópico de flujo compresible, en el cual la presión del aire y la presión del lı́quido son
idénticas. Para el modelo se asume un proceso politrópico de ı́ndice igual 1, es decir, el fluido
de trabajo se considera isotérmico1.

1En el flujo isotérmico, la densidad del fluido varı́a con la presión mientras que la temperatura se mantiene
constante.
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Figura 4.3: Esquema del sistema del émbolo.
(Fuente: Elaboración Propia.)

La densidad de una mezcla isotérmica de lı́quido-aire a una presión de referencia se define
como la masa total del lı́quido y del aire encerrado sobre el volumen total del lı́quido y del
aire encerrado a dicha presión. Mientras que la masa total de la mezcla se conserva al variar
la presión, el volumen de la mezcla no permanece constante. El volumen que ocupa el aire
encerrado en la mezcla viene dado por una fracción volumétrica:

α0 =
Vg0

Vg0 + VL0

(4.16)

donde:

α0 es la relación volumétrica aire/lı́quido a la presión de referencia (atmosférica)
Vg0 es el volumen de aire a la presión de referencia
VL0 es el volumen de lı́quido puro a la presión de referencia

Luego, el volumen que ocupa el aire encerrado en la mezcla Vg a una presión dada p se
obtiene según la ecuación de los gases politrópicos:

Vg = Vg0 ·
(
p0
p

)1/n

(4.17)

donde:

p0 es la presión de referencia (atmosférica)
n es el coeficiente politrópico del aire (1 cuando se considera proceso isotérmico)
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Al considerar al lı́quido puro como un fluido incompresible, se asume que su módulo de
volumen 2 es constante. Por lo tanto, bajo este supuesto la densidad de la mezcla lı́quido-aire
se expresa como:

ρmix =
ρL0 +

(
α0

1−α0

)
· ρg0

e−(p−p0)/βL +
(

α0

1−α0

)
·
(

p0
p

)1/n (4.18)

donde:

ρL0 es la densidad del lı́quido puro a la presión de referencia p0

ρg0 es la densidad del aire a la presión de referencia p0

βL es el módulo de volumen del lı́quido puro

Luego el módulo de volumen de la mezcla se define como:

βmix = βL ·
e−(p−p0)/βL +

(
α0

1−α0

)
·
(

p0
p

)1/n
e−(p−p0)/βL + βL · 1

n
·
(

α0

1−α0

)
·
(

p
1/n
0

p1/n+1

) (4.19)

Finalmente la derivada parcial de la densidad de la mezcla en función de la presión p se
define como[27]:

∂ρmix

∂p
=

(
ρL0 +

(
α0

1−α0

)
· ρg0

)
·
(

1
βL

· e−(p−p0)/βL + 1
n
·
(

α0

1−α0

)
·
(

p
1/n
0

p1/n+1

))
(
e−(p−p0)/βL +

(
α0

1−α0

)
·
(

p0
p

)1/n)2 (4.20)

Por otro lado, en la Figura 4.3, se muestra la interacción cilindro-émbolo como un conver-
tidor mecánico-traslacional. Un convertidor mecánico-traslacional modela la interfaz entre un
fluido isotérmico y la mecánica traslacional al convertir la presión que ejerce el fluido al inte-
rior de la cámara del cilindro en fuerza mecánica y viceversa. Las ecuaciones de conservación
de la masa en el volumen del convertidor mecánico son:

ṁ = ε · ρcyl · S · v + 1

βcyl

· dpcyl
dt

· ρcyl · V (4.21)

2El módulo de volumen es una medida de la resistencia de una sustancia a la compresión volumétrica y
se define como la relación entre el aumento infinitesimal de la presión y la disminución relativa del volumen
resultante.
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v =
dx

dt
(4.22)

V = Vdead + ε · S · x (4.23)

donde:

ṁ es el flujo de masa que entra o sale del cilindro
ε es la orientación mecánica del convertidor (1 si el aumento de la presión del fluido
provoca un desplazamiento positivo del émbolo, -1 si el aumento de la presión del
fluido provoca un desplazamiento negativo del émbolo)
ρcyl es la densidad del fluido al interior del cilindro
βcyl es el módulo de volumen del fluido interior del cilindro
S es el área de la sección transversal del émbolo
v es la velocidad traslacional del émbolo
x es el desplazamiento relativo del émbolo
V es el volumen del fluido al interior del cilindro
Vdead es el volumen muerto, es decir, el volumen del fluido cuando el desplazamiento
es igual al cero
pcyl es la presión del fluido al interior del cilindro

Tanto la velocidad como el desplazamiento del émbolo dependen directamente del movi-
miento rotacional del eje cigüeñal de la bomba, por lo que es posible escribir las ecuaciones
de desplazamiento x(t) y de velocidad relativa v(t) del émbolo de la siguiente forma:

x(t) =
c

2
− c

2
· cos (θbomba) (4.24)

v(t) =
c

2
· ωbomba · sin (θbomba) (4.25)

donde c es la carrera del émbolo 3.

Al reordenar de la ecuación 4.21 se obtiene la ecuación diferencial que describe el com-
portamiento de la presión al interior del cilindro para un fluido compresible.

3La carrera de un émbolo se refiere a la distancia recorrida por el émbolo entre el punto muerto superior y
el punto muerto inferior, es decir, es la longitud del camino que el émbolo recorre dentro del cilindro.
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dpcyl
dt

= (ṁ− ε · ρcyl · S · v) · βcyl

ρcyl · V
(4.26)

Luego la ecuación de la conservación de momento al interior del volumen del convertidor
mecánico es:

Fcyl = ε · (patm − pcyl) · S (4.27)

donde Fcyl es la fuerza que ejerce el lı́quido sobre el émbolo y patm es la presión am-
biental fuera del cilindro. En la expresión anterior se considera que las paredes del cilindro
son perfectamente rı́gidas y que tanto la resistencia al flujo entre la entrada y el interior del
cilindro como la energı́a cinética del fluido al interior del cilindro son despreciables [27].

La fuerza de fricción como consecuencia del contacto entre cuerpos en movimiento de-
bido al desplazamiento del émbolo al interior del cilindro, se simula como función de la
velocidad relativa del émbolo, y se asume como la suma de las fuerzas de fricción de Stri-
beck, de Coulomb y los componentes viscosos, como se muestra en la siguiente figura:

Figura 4.4: Representación de la fuerza de fricción como suma de las fuerzas de fricción de
Stribeck, de Coulomb y los componentes viscosos.

(Fuente: Armstrong, B. and C.C. de Wit (1995). Friction Modelling and Compensation, The Control
Handbook. [8])

La fricción de Stribeck FS es la caracterı́stica de inclinación negativa que se produce
a velocidades bajas [8]. Por su parte, la fricción de Coulomb FC tiene como resultado una
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fuerza constante a cualquier velocidad y la fricción viscosa FV es aquella que se opone al
movimiento con una fuerza directamente proporcional a la velocidad relativa de los cuerpos
en contacto. Se suele referir a la suma de las fricciones de Coulomb y Stribeck cerca de
la velocidad cero como fricción de arranque Fbrk. La fuerza de fricción Ffric se aproxima
mediante las siguientes ecuaciones:

Ffric =
√
2 · e · (Fbrk − FC) · e

−
(

v
vSt

)2

· v

vSt
+ FC · tanh

(
v

vCoul

)
+ f · v (4.28)

vSt = vbrk ·
√
2 (4.29)

vCoul = vbrk/10 (4.30)

donde:

Ffric es la fuerza de fricción
FC es la fricción de Coulomb
Fbrk es la fricción de arranque
vbrk es la velocidad de fricción de arranque
vSt es el umbral de velocidad de Stribeck
vCoul es el umbral de velocidad de Coulomb
v es la velocidad relativa
f es el coeficiente de fricción viscosa

La función exponencial utilizada en la parte de Stribeck de la ecuación de fuerza es con-
tinua y cae a magnitudes de velocidad superiores a la velocidad de fricción de arranque. La
función tangente hiperbólica utilizada en la parte de Coulomb de la ecuación de fuerza garan-
tiza que la ecuación sea fluida y continua en v = 0, pero alcanza rápidamente su valor total a
velocidades distintas de cero [8].

Luego el torque que debe superar el eje de la bomba para desplazar el fluido dentro y fuera
de los cilindros se expresa en función de las fuerzas que el lı́quido ejerce sobre el émbolo Fcyl

y la fuerza de fricción Ffric de la siguiente manera:

τcyl = (Fcyl + Ffric) · r · sin(θbomba) (4.31)
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donde r es la longitud del brazo donde se aplica la fuerza en el eje cigüeñal, el cual
corresponde a la distancia de excentricidad entre el eje de rotación del cigüeñal y el eje del
muñón de biela (Figura 4.5). La función de seno que aparece en la expresión se debe a que la
longitud del brazo r varia según la rotación del eje cigüeñal.

Figura 4.5: Eje cigüeñal de la bomba CAT 1051.
(Fuente: Steve Miller (2024). Predictive Maintenance in a Hydraulic Pump [62])

La variable τcarga presente en el sistema de ecuaciones 4.15 se calcula como la suma de
los torques asociados a los tres convertidores mecánicos obtenidos según la ecuación 4.31,
pero agregando el desfase correspondiente a cada ecuación de modo que:

τcarga = τcyl1 + τcyl2 + τcyl3 (4.32)

donde:
τcyl1 = (Fcyl1 + Ffric1) · r · sin(θbomba)

τcyl2 = (Fcyl2 + Ffric2) · r · sin(θbomba −
2π

3
)

τcyl3 = (Fcyl3 + Ffric3) · r · sin(θbomba −
4π

3
)

(4.33)

Según la Figura 4.3 la entrada y salida del fluido de trabajo en los cilindros se controla
mediante las válvulas de retención. Estas válvulas permiten el flujo de fluido en una direc-
ción y lo bloquean en la dirección opuesta. El área de apertura de la válvula Avalve se modela
como una parametrización lineal en función de la diferencia de presión ∆p en los terminales
de la válvula. La apertura de la válvula comienza cuando ∆p alcanza o supera el valor de la
presión de apertura pcrak, momento en el cual el área de apertura de la válvula crece lineal-
mente hasta alcanzar su máximo valor Amax cuando la diferencia de presión ∆p alcanza el
valor de la presión de apertura máxima pmax.
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Avalve = p̂ · (Amax − Aleak) + Aleak (4.34)

donde la presión normalizada p̂ es:

p̂ =
∆p− pcrak
pmax − pcrak

(4.35)

Como se puede apreciar en la ecuación 4.34, el área de apertura de la válvula nunca es
cero, puesto que su lı́mite inferior es igual a Aleak. Esto implica que, aún cuando la válvula de
retención se considere “cerrada”, siempre existirá un flujo de fluido que atraviesa la válvula
de un lado al otro, cuya dirección dependerá de la diferencia de presión entre los terminales
de la válvula. El flujo másico a través de la válvula en función del área de apertura se expresa
de la siguiente manera:

ṁvalve =
Cd · Avalve ·

√
2 · ρ̄ ·∆p

(∆p2 + p2crit)
1/4

(4.36)

donde:
Cd es el coeficiente de descarga
Avalve es el área de apertura instantánea de la válvula
ρ̄ es la densidad promedio del fluido
∆p es la diferencia de presión entre los terminales de la válvula

La diferencia de presión crı́tica, pcrit, es la diferencia de presión asociada al número de
Reynolds crı́tico, Recrit, y corresponde al punto de transición del régimen de flujo entre flujo
laminar y turbulento:

pcrit =
π · ρ̄

8 · Avalve

·
(
ν ·Recrit

Cd

)2

(4.37)

Las válvulas de retención de salida y entrada para todos los cilindros se consideran idénticas
y se modelan con las mismas ecuaciones. La única diferencia que existe entre las válvulas de
retención de entrada y salida es valor de la diferencia de presión ∆p considerado para cada
caso, ya que la válvula de retención de entrada compara la presión del fluido a la entrada de
la bomba con la presión al interior del cilindro (∆pin = pin − pcyl), mientras que la válvula
de retención de salida compara la presión al interior del cilindro con la presión a la salida de
la bomba o presión de trabajo (∆pout = pcyl − pout).
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El flujo másico a través de la válvula de la ecuación 4.36 corresponde al mismo flujo
másico que entra o sale del cilindro en la ecuación 4.26. Si se calcula el flujo másico que
atraviesa una válvula de retención de entrada, entonces, en la práctica se obtiene el flujo
másico que entra al cilindro. Lo mismo aplica si se calcula el flujo másico que atraviesa
alguna válvula de retención de salida. Por lo tanto, dado que la razón entre el flujo másico a
través de alguna válvula de retención y la densidad promedio del fluido que atraviesa dicha
válvula corresponde al flujo volumétrico, entonces caudal de entrada y salida de cada cilindro
se puede obtener a partir de las siguientes expresiones:

Qin,cyl1 =
ṁin,cyl1

ρ̄in,cyl1
∧ Qout,cyl1 =

ṁout,cyl1

ρ̄out,cyl1

Qin,cyl2 =
ṁin,cyl2

ρ̄in,cyl2
∧ Qout,cyl2 =

ṁout,cyl2

ρ̄out,cyl2

Qin,cyl3 =
ṁin,cyl3

ρ̄in,cyl3
∧ Qout,cyl3 =

ṁout,cyl3

ρ̄out,cyl3

(4.38)

Bloque Carga/Descarga
El diagrama de la Figura 4.1 establece que el bloque de carga y descarga presenta tuberı́as

tanto a la entrada como a la salida de la bomba. Dichas tuberı́as se consideran idénticas y se
asume que su presencia genera pérdidas o caı́das de presión en tuberı́as según la ecuación de
Darcy-Weisbach (4.39).

ploss = f · 8 · Le · ρ ·Q2

π2 ·D5
(4.39)

donde:

f es factor de fricción de Darcy-Weisbach
Le es la longitud equivalente de la tuberı́a
ρ es la densidad del fluido que atraviesa la tuberı́a
Q es el caudal que atraviesa la tuberı́a
D es el diámetro interior de la tuberı́a

El caudal que aparece en la expresión anterior corresponde al caudal que entra o sale de
la bomba según se calculan las pérdidas en la tuberı́a de entrada o de salida. En la tuberı́a
de entrada, el caudal corresponde a la suma de los caudales individuales que entran a los
cilindros de la ecuación 4.38. Lo mismo aplica para el caudal en la tuberı́a de salida.
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Qin = Qin,cyl1 +Qin,cyl2 +Qin,cyl3

Qout = Qout,cyl1 +Qout,cyl2 +Qout,cyl3

(4.40)

El coeficiente de fricción de Darcy-Weisbach f puede variar dependiendo de si el flujo
dentro de la tuberı́a sigue un régimen laminar o turbulento. Según el diagrama de Moody [9],
es posible definir cuatro regiones diferenciadas: región laminar, donde la rugosidad relativa
de las paredes de la tuberı́a no tienen efectos apreciables; la zona de transición que repre-
senta una región intermedia donde el factor de fricción depende de la rugosidad relativa y el
número de Reynolds; el régimen de flujo hidráulico liso conocido por el grado moderado de
rugosidad relativa, donde la tuberı́a actúa como una tuberı́a lisa; y la región de turbulencia
completamente desarrollada, donde el factor f es independiente del número de Reynolds.
Para la región laminar, es decir, para 0 ≤ Re < 2300, el coeficiente de fricción f depende
únicamente del número de Reynolds.

f =
64

Re
(4.41)

donde el Número de Reynolds representa la razón entre los esfuerzos inerciales y viscosos
presentes en un fluido. Un número de Reynolds pequeño indica que las fuerzas viscosas son
dominantes y un número de Reynolds grande indica que las fuerzas de inercia son dominantes
[80].

Re =
4 ·Q

π · ν ·D
(4.42)

Según las investigaciones de Nikuradse sobre flujo turbulento en tuberı́as, el coeficiente
de fricción n la región de turbulencia completamente desarrollada depende únicamente de la
rugosidad relativa [109].

f =

(
−2 · log

(
ε/D

3,7

))−2

(4.43)

donde:

ε es la altura media de la rugosidad
D es el diámetro interno de la tuberı́a

Antes de 1939, cuando se publicó la ecuación implı́cita de Colebrook-White para el régi-
men turbulento en tuberı́as lisas, se utilizaba ampliamente la ecuación implı́cita de Prandtl, en
la cual derivó una fórmula a partir del perfil logarı́tmico de velocidad y datos experimentales
disponibles sobre tuberı́as lisas [22].
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f =

(
−2 · log

(
2,51

Re ·
√
f

))−2

(4.44)

La fórmula más conocida a dı́a de hoy para describir el factor de fricción en la zona de
transición es la ecuación implı́cita de Colebrook-White [20], la cual considera los términos
presentados por Nikuradse y Prandtl.

f =

(
−2 · log

(
ε/D

3,7
+

2,51

Re ·
√
f

))−2

(4.45)

El problema con la ecuación de Colebrook-White radica en que calcular el factor de
fricción f no es una tarea sencilla debido a que dicho término aparece a ambos lados de la
ecuación, es decir, la ecuación de Colebrook-White es implı́cita. La resolución de este tipo
de ecuaciones requiere un método de resolución iterativo que puede ser costoso en términos
computacionales y que, de no ser manejado apropiadamente, puede acumular grandes errores.
Por esta razón, se han propuesto varias soluciones explı́citas aproximadas a la ecuación de
Colebrook-White, ya que una solución explı́cita no requiere de un cálculo iterativo y por
ende su impacto en el coste computacional es mı́nimo. En [110], los autores describen más
de 30 ecuaciones que plantean una solución explı́cita a la ecuación de Colebrook-White,
donde además realizan un estudio y un análisis comparativo de todas las aproximaciones
en comparación con la solución de la ecuación de Colebrook-White para todo el rango del
diagrama de Moody (2300 ≤ Re ≤ 108 y 0 ≤ ε/D ≤ 5·10 -2). En el estudio, la mejor
aproximación corresponde a la ecuación propuesta por Vatankhah et al [99]:

f =

(
2,51/Re+ 1,1513 · δ

δ − (ε/D)/3,71− 2,3026 · δ · log(δ)

)2

(4.46)

donde:
δ =

6,0173

Re · (0,07 · (ε/D) +Re−0,885)0,109
+

ε/D

3,71
(4.47)

En su trabajo, Vatankhah et al [99] obtiene un error relativo de su aproximación menor al
0.008 %, por lo que su solución explı́cita de dos pasos a la ecuación de Colebrook-White se
puede considerar casi exacta.

Con lo anterior, las presiones a la salida y entrada de la bomba se pueden expresar de la
siguiente manera:

pin = patm − plossin (4.48)

67



pout = (patm +∆p) + plossout (4.49)

donde las pérdidas en tuberı́as plossin y plossout se obtiene según la ecuación 4.39 y el factor
de fricción se calcula según las ecuaciones de Vatankhah et al 4.46 o con 4.41 dependiendo
si el régimen es laminar o turbulento. (0 ≤ Re < 2300 para laminar y 2300 ≤ Re ≤ 108 para
régimen turbulento).

4.1.2. Modos de Falla

Como se mencionó anteriormente, el modelo simulado de la bomba desarrollado en el
entorno Simulink de MATLAB, usado como referencia [62], incluye los efectos de compo-
nentes defectuosos al simular el comportamiento degradado de la bomba debido al desgaste
de los rodamientos del eje del cigüeñal, la fuga de fluido en los cilindros debido al dete-
rioro de los sellos de la junta, y el bloqueo en las válvulas de retención en la entrada de
los cilindros. Estos defectos representan los modos de falla considerados para el modelo. La
condición de desgaste en los rodamientos en el eje cigüeñal de la bomba se puede inducir
al variar el valor del parámetro Bbomba en el sistema de ecuaciones 4.15. Dicho parámetro
representa el coeficiente de amortiguación capaz de explicar la disipación de energı́a debida
a las fricciones viscosas que frenan el movimiento rotacional del eje. Mientras mayor sea el
valor de este parámetro, mayores serán los efectos del roce y, por ende, mayor será el efecto
de desgaste o deterioro en los rodamientos.

Para simular la fuga de fluido en los cilindros, se considera un pequeño orificio como
punto de fuga en lugar de modelar la degradación detallada de los sellos de la junta. Esta
simplificación es práctica, ya que el efecto principal de este tipo de fallo es una disminución
en el caudal de salida de la bomba. Al colocar este pequeño orificio entre la salida de cada
cilindro y su respectiva válvula de retención, se produce como resultado que una fracción del
flujo másico que sale del cilindro no llegue a la válvula. Por lo tanto, cuando se alcanza la
presión de apertura de la válvula, el flujo másico que la atraviesa es menor que el flujo que
originalmente salió del cilindro. Dicho orificio se puede modelar según la siguiente expresión:

ṁorifice =
Cd · Aorifice ·

√
2 · ρ̄ · (pA − pB)

((pA − pB)2 + p2crit)
1/4

(4.50)
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donde:

Cd es el coeficiente de descarga
Aorifice es el área de apertura instantánea del orificio
ρ̄ es la densidad promedio del fluido

Si el área transversal del orificio Aorifice aumenta, mayor será el efecto de fuga de fluido
en cada cilindro, por lo que, de forma análoga, mayor será el efecto de desgaste o deterioro
en los sellos de la junta.

Los términos pA y pB en la ecuación 4.50 representan las presiones en los terminales del
orificio, las cuales corresponden a la presión interior del cilindro y a la presión atmosférica
respectivamente. Es posible notar que, cuando la presión interior del cilindro (pA) es menor
que la presión de referencia o atmosférica (pB), el valor del flujo másico del orificio ṁorifice

se vuelve negativo. Esto sugiere que, debido al gradiente de presión, deberı́a entrar fluido al
cilindro en lugar de salir. Sin embargo, ya que el orificio representa una fuga de fluido hacia
el ambiente y no hacia algún reservorio que permita la re circulación del fluido, es necesario
limitar el valor del flujo másico ṁorifice a cero cuando pB > pA.

El término de diferencia de presión crı́tica, pcrit, corresponde la diferencia de presión
asociada al número de Reynolds crı́tico, Recrit, y se obtiene de igual manera que en caso del
cálculo para las válvulas de retención (ecuación 4.37), pero reemplazando el término del área
de apertura de la válvula Avalve por el área del orificio Aorifice.

Finalmente, el efecto del bloqueo de las válvulas de retención de entrada se modela al
variar el valor de Amax en la ecuación 4.34. Dicho valor representa la máxima apertura que
puede alcanzar la válvula cuando el diferencial de presión al que está sometida es igual a
la presión de apertura máxima, pmax. Al disminuir el valor de Amax, se induce el efecto de
bloqueo en las válvula de retención de entrada.

4.1.3. Modelo de Degradación

Para desarrollar y evaluar modelos basados en datos para la estimación del RUL, los con-
juntos de datos generados por el modelo simulado descrito en las secciones anteriores deben
incluir trayectorias de degradación que representen el comportamiento del sistema a lo largo
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del tiempo. En [7], se define que la degradación puede ser modelada como una combinación
de tres términos contribuidores: una degradación inicial, una degradación normal y una de-
gradación anormal.

Degradación inicial. Este término asume que, debido a las tolerancias en los procesos de
manufactura y montaje, cada unidad presentará desgastes iniciales ligeramente diferentes en
sus componentes. La degradación debida a estos desgastes iniciales no se considera anormal,
pero puede marcar la diferencia en la vida útil de un componente. Este desgaste inicial se
modela al generar variaciones en los valores iniciales de los parámetros Bbomba, Amax (para
la válvula de retención de entrada) y Aorifice. Para cada uno de estos parámetros se asume una
distribución uniforme U(0, 0·05), es decir, se impone una variación aleatoria del 5 % respecto
a los valores nominales. La degradación inicial se denota como δ0.

Degradación Normal. Además del desgaste inicial, se asume que los componentes del
sistema también están sujetos a experimentar un proceso de degradación por desgaste debido
al uso continuado. Este tipo de degradación se considera normal y se puede modelar como
una tendencia lineal decreciente, dada por la siguiente expresión:

δn(t) = an · t+ δ0 ∀ t ≤ ts (4.51)

donde an es la pendiente de la curva de degradación. Al imponer una degradación máxima
del 10 % (m = 0·1) respecto del valor de la degradación inicial para los parámetros Bbomba,
Amax y Aorifice, cuando t = ts, la pendiente an se puede definir de la siguiente manera:

an = ε · m · δ0
ts

(4.52)

donde ε es igual a 1 si la pendiente es positiva y -1 si la pendiente es negativa.

Por otra parte, durante el ciclo de vida operativo de los equipos, en algún momento, el
estado de salud puede cambiar hacia un comportamiento anormal debido a la presencia de
algún modo de falla especı́fico. Este momento se conoce como el tiempo de transición ts.
Posteriormente, la falla correspondiente genera una degradación paulatina hasta que final-
mente ocurre la falla en el tiempo tEOL (end-of-life).
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La aparición de una condición anormal como resultado de un modo de falla especı́fico
puede ser modelada al asumir un proceso estocástico con una distribución de probabilidad
Weibull4. Si X es una variable aleatoria continua, entonces se dice que dicha variable tiene
una distribución Weibull con parámetros β, η > 0 si su función de densidad de probabilidad
es:

f(x) =

(
βxβ−1

ηβ

)
· e(−

x
η )

β

(4.53)

donde β es el parámetro de forma y η es el parámetro de escala de la distribución. Si
se asume que la tasa de falla es proporcional a una potencia de tiempo, entonces es posible
caracterizar los modos de falla de la siguiente manera:

Un valor de β < 1 indica que la tasa de falla decrece con el tiempo
Cuando β = 0, la tasa de falla es constante en el tiempo
Un valor de β > 1 indica que la tasa de falla crece con el tiempo

El parámetro de escala η estira o comprime la curva de la distribución. Este parámetro
proporciona una estimación de la vida caracterı́stica del activo, es decir, el tiempo en el que
aproximadamente el 63.2 % de los activos habrán presentado la falla [3].

Luego, la función de distribución acumulada de una variable aleatoria X ∼ Weibull(β, η)
es:

F (x) = 1− e(−
x
η )

β

(4.54)

En ausencia de datos históricos sobre el historial de funcionamiento del sistema, se es-
tablece de manera arbitraria que el tiempo hasta la falla tEOL corresponde a 55 dı́as (1320
horas) de operación continua, y que el factor de forma β de la función de distribución de
probabilidad Weibull es igual a 2. Considerando que la función de distribución acumulada de
fallas F (t) de Weibull es 0 para t = 0 horas (es decir, la confiabilidad R es igual a 1 al inicio
de la operación), y que F (t) se aproxima a 1 para t = 1320 horas (R se aproxima a 0), se
puede ajustar la curva de la ecuación 4.54, obteniendo un parámetro de escala η de aproxi-
madamente 521 horas. Por lo tanto, bajo las suposiciones anteriores, después de 521 horas de
operación continua, la probabilidad de que el sistema presente una condición anormal debido
a algún modo de falla es aproximadamente del 63.21 %.

4Se refiere a un proceso completamente aleatorio, en el que la variable aleatoria sigue una distribución
Weibull [103], principalmente usada en análisis de supervivencia ya que puede describir cómo cambia la pro-
babilidad de fallo de un sistema.
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Luego, se propone utilizar el valor del parámetro de escala η igual a 521 horas como el
tiempo de transición ts. Para tener en cuenta la variabilidad en la aparición del comporta-
miento anormal entre diferentes bombas y para diferentes modos de falla, se sugiere usar el
valor del tiempo de transición ts como la mediana de una distribución normal con una des-
viación estándar de 72 horas. Del mismo modo, se sugiere utilizar el valor del tiempo hasta
la falla tEOL como la mediana de una distribución normal con una desviación estándar de 72
horas para representar la variabilidad en el tiempo de vida para diferentes bombas.

Degradación Anormal. En [85], se menciona que los modelos de degradación más
comúnmente utilizados en diferentes dominios de aplicación incluyen al modelo de Arrhe-
nius, el modelo de Coffin-Manson para el crecimiento de grietas y el modelo de Eyring.

El modelo de Arrhenius se ha utilizado ampliamente para modelar una gran variedad de
fallas, especialmente en aquellos que dependen de reacciones quı́micas, procesos de difusión
o procesos de migración. Lo anterior cubre la mayorı́a de los modos de falla no mecánicos
(o que no se relacionan con la fatiga del material) en equipos electrónicos. La ecuación de
Arhhenius es:

tf = A · e
∆H
kT (4.55)

donde:

tf es el tiempo hasta la falla
T es la temperatura en el punto cuando el proceso de falla está ocurriendo
k es la constante de Boltzmann
A es un factor de escala
∆H es la energı́a de activación

El modelo modificado de Coffin-Mason ha sido más tı́picamente aplicado para el modela-
miento de las fallas mecánicas, la fatiga de materiales y la deformación de lo materiales. Este
modelo se ha utilizado para modelar el crecimiento de grietas en soldaduras y otros metales
debido a los ciclos de temperatura repetitivos a los que se someten los equipo. La ecuación
operativa del modelo es:

Nf = A · f−α ·∆T−β ·G(Tmax) (4.56)

donde:

Nf es el número de ciclos hasta la falla
A es un factor de escala
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f es la frecuencia de ciclado
∆T es el rango de temperatura durante un ciclo
G(Tmax) es un término de Arrhenius evaluado en la temperatura máxima alcanzada en
cada ciclo
α es el exponente de frecuencia de ciclado
β es el exponente de rango de temperatura

Por otro lado, el modelo de Eyring tiene su origen en la teorı́a de la velocidad de reacción
quı́mica5 y su base teórica en la quı́mica y la mecánica cuántica. El modelo describe cómo
varı́a el tiempo hasta el fallo en función de la tensión. El modelo básico incluye los efectos
de la temperatura y puede ampliarse para incluir otras tensiones relevantes. El término de
temperatura por sı́ mismo es muy similar al del modelo empı́rico de Arrhenius, lo cual explica
el éxito de ese modelo a la hora de establecer la conexión entre el parámetro ∆H y el concepto
de la teorı́a cuántica de ”energı́a de activación necesaria para cruzar una barrera de energı́a
e iniciar una reacción”. El modelo de Eyring para los efectos de temperatura y tensiones
relevantes adicionales tiene la siguiente expresión general:

tf = A · Tα · e(
∆H
kT

+(B+C
T )·S1+(D+E

T )·S2) (4.57)

donde,

tf es el tiempo hasta la falla
α, β, A, B, C, D y E son constantes que determinan la aceleración entre combinacio-
nes de tensión
S1 y S2 son los esfuerzos relevantes (por ejemplo, alguna función del voltaje o la co-
rriente)
T es la temperatura en grados Kelvin
k es la constante de Boltzmann

Un factor en común entre todos los modelos mencionados anteriormente, es que compar-
ten un comportamiento exponencial para describir la evolución de las fallas. Según lo ante-
rior, para mantener el modelo de degradación relativamente simple, se propone abstraer todo
el proceso de desgaste al nivel macro sin poner énfasis el nivel micro al adoptar el enfoque

5La teorı́a de la velocidad de reacción quı́mica se ocupa de cómo la velocidad de una reacción quı́mica
cambia en función de las condiciones del sistema, como la concentración de los reactivos, la temperatura, y la
presencia de catalizadores.
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usado en [85] y [7] basado en el uso de término exponencial con una ecuación generalizada
para modelar la degradación del sistema.

w = AeB(t) (4.58)

Si además se asume un umbral superior de desgaste thw, el cual denota un lı́mite ope-
rativo más allá del cual el componente o subsistema no puede seguir siendo utilizado, la
ecuación de desgaste generalizada (4.58) puede reescribirse como un ı́ndice de degradación
anormal variable en el tiempo δa(t) al restar el término del umbral superior de desgaste thw

y normalizar la expresión con respecto a dicho umbral, obteniendo que:

δa(t) = 1− AeB(t)

thw

(4.59)

Si se asume que A/thw = ea y al expresar B(t) = tb, entonces la expresión para la
degradación anormal puede ser reescrita como:

δa(t) = 1− eat
b

(4.60)

Luego, al considerar que al momento de la aparición de un comportamiento anormal en
la degradación del sistema, ya existe cierto nivel previo de degradación dado por el estado
de degradación inicial y posteriormente la evolución de la degradación normal del sistema,
el modelo de degradación anormal que se asume para modelar el comportamiento de los
parámetros Bbomba, Amax y Aorifice es el siguiente:

δa(t) = 1− eat
b

+ δn(ts) (4.61)

La degradación inicial en la ecuación de degradación anormal (4.61) corresponde al nivel
de degradación normal evaluado en ts. Para poder definir los parámetros a y b del término
exponencial en la ecuación de degradación anormal, es necesario considerar el tiempo tEOL

y un valor de degradación máxima o umbral superior de desgaste thw. Al asumir un valor
arbitrario para el parámetro b igual a una distribución uniforme aleatoria U(2·0, 3·0), el valor
del parámetro a se puede despeja según la siguiente expresión:

a =
ln(1 + δn(ts)− thw)

(tEOL − ts)b
(4.62)

En el caso particular del modelo de la bomba trı́plex, se considera que la falla del sistema
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se logra cuando se produce un bloqueo total de alguna de las válvulas de retención de entra-
da, cuando el área de fuga en alguno de los cilindros es la máxima posible, o bien cuando
el desgaste en los rodamientos del cigüeñal de la bomba es tal que el caudal de salida cae
por debajo del 66 % del caudal nominal. Bajo estas condiciones, la bomba no se alcanza los
requerimientos nominales de caudal, y por ende se considera que la bomba ha fallado. Por lo
tanto, los umbrales de máxima degradación thw definidos para los parámetros Bbomba, Amax

y Aorifice, son los siguientes:

thw(Bbomba) = 0,067780
[

N ·m
rad/s

]
thw(Amax) = 1× 10−12 [m2]

thw(Aorifice) = 1× 10−4 [m2]

Estos valores se determinaron considerando las condiciones especı́ficas de falla de la
bomba. El umbral thw(Amax) refleja una válvula de retención completamente cerrada, cu-
yo valor es igual a área de fuga mı́nima inevitable Aleak de la ecuación (4.34). El umbral
thw(Aorifice) se establece igual al área de máxima apertura de las válvulas de retención de la
ecuación (4.34), ya que, el flujo desplazado por un émbolo no sea efectivo, el flujo a través
del orificio de fuga, y por ende el área del orificio de fuga, debe ser igual al de la válvu-
la de retención de salida. Finalmente, el valor del umbral thw(Bbomba) se obtuvo simulando
una bomba con una eficiencia de desplazamiento volumétrica del 66 %, a causa del desgaste
crı́tico de los rodamientos del eje cigüeñal de la bomba.

4.2. Generación de Datos Sintéticos Simulados

4.2.1. Ruido de Sensores

El ruido en las mediciones es una fuente importante de variabilidad presente en los sis-
temas reales. Un enfoque tı́pico para modelar el ruido de sensores consiste en añadir ruido
blanco a la respuesta simulada del sistema. Dado que para este trabajo no se dispone de datos
reales para caracterizar los niveles reales de ruido, se propone agregar ruido Gaussiano a las
señales de salida xs del sistema simulado.
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La potencia de la señal de salida xs se calcula de la siguiente manera:

PxS
=

1

N
·

N∑
i=1

|xS(t)|2 (4.63)

Por otro lado, la potencia de la salida PxS
se puede expresar en decibeles por medio de la

siguiente ecuación:
PxS ,db = 10 · log10(PxS

) (4.64)

Si se conoce el valor de la razón señal-ruido (SNR), el ruido en la señal se puede modelar
según:

Pnoise,db = PxS ,db − SNRdb (4.65)

Luego, la magnitud del ruido se obtiene a partir de la operación inversa al valor de la
potencia del ruido en decibeles Pnoise,db, y al aplicar un distribución uniforme aleatoria:

noise = U(0,
√
10(Pnoise,db/10)) (4.66)

4.2.2. Discretización de Señales

Además de la presencia de ruido en las mediciones reales de sensores, un factor importan-
te es la consideración de que las señales registradas son de carácter discreto, es decir, los sen-
sores capturan valores puntuales a intervalos fijos de tiempo, los cuales se usan para conocer
posteriormente la señal de entrada. Por lo tanto, para considerar la discretización de la señal
continua de la simulación se usa el zero-order-hold (ZOH). El ZOH es un modelo matemático
de la reconstrucción práctica de la señal realizada por un convertidor digital-analógico (DAC)
convencional. Es decir, describe el efecto de convertir una señal de tiempo discreto en una
señal de tiempo continuo manteniendo cada valor de muestra durante un intervalo de muestra.

El ZOH reconstruye la siguiente forma de onda en tiempo continuo a partir de una se-
cuencia de muestras x[n], suponiendo una muestra por intervalo de tiempo T:

xZOH(t) =
∞∑

n=−∞

x[n] · rect
(
t− T/2− nT

T

)
(4.67)

donde la función rect (·) es la función rectangular, la cual se define como:

76



rect
(
t

a

)
=


0, si |t| > a

2

1
2
, si |t| = a

2

1, si |t| < a
2

(4.68)

4.2.3. Construcción del Conjunto de Datos

A partir de todas las ecuaciones y consideraciones descritas en la sección 4.1.1, se gene-
raron 14 escenarios distintos que representan la simulación de la operación hasta el fallo de
14 bombas trı́plex con presencia de distintos modos de falla. Dado que el modelo describe
3 tipos de degradación: 1) desgaste de los rodamientos del eje del cigüeñal de la bomba, 2)
fuga de fluido en los cilindros debido al deterioro de los sellos de la junta, y 3) bloqueo en las
válvulas de retención en la entrada de los cilindros, se consideran las 7 posibles combinacio-
nes de estos 3 tipos de degradación distintos para formar los 7 modos de falla considerados.
De esta manera, para cada modo de falla definido, se generaron 2 simulaciones de operación
hasta el fallo de las bombas trı́plex.

Para cada simulación se usaron condiciones iniciales en régimen estacionario pero distin-
tas entre sı́, y los valores iniciales de los parámetros de desgaste también se establecieron de
manera aleatoria según lo descrito en el modelo de degradación de la sección 4.1.3.

La resolución temporal utilizada para el ejercicio de simulación de las 14 bombas fue
igual a 0.0001 segundos, el cual demostró ser un paso de tiempo suficiente para que el sistema
de ecuaciones desarrollado convergiera (Ver Apéndice 1). Luego, las variables consideradas
para la construcción del conjunto de datos que representa la operación hasta el fallo de cada
bomba trı́plex son las que se muestran en la Tabla 4.1. Para cada variable se eligió de manera
arbitraria los siguientes valores de SNR (signal-to-noise-ratio): 80, 86, 42, 56 y 76 decibeles
para los sensores de corriente, velocidad angular, caudal, presión de entrada y presión de
salida respectivamente. Finalmente, se aplicó el ZOH para generar las señales simuladas de
sensores, con una tasa de muestreo de 1000 Hertz (0.001s).

4.3. Preprocesamiento de los Datos

El preprocesamiento de los datos de entrada constituye una etapa fundamental en el desa-
rrollo de modelos predictivos, ya sean estos de naturaleza estadı́stica, matemática o basados
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Tabla 4.1: Variables medibles del sistema simulado de la bomba trı́plex.

# Simbolo Descripción Unidades
1 iMotor meas Corriente demandada por el motor eléctrico A
2 wMotor meas Velocidad angular del rotor del motor eléctrico rpm
3 Q in meas Caudal de entrada de fluido a la bomba lpm
4 Q out meas Caudal de salida de fluido a la bomba lpm
5 P in meas Presión a la entrada de la bomba bar
6 P out meas Presión a la salida de la bomba bar

en inteligencia artificial. Esta fase inicial es crucial para garantizar la calidad y la relevancia
de los datos que alimentarán cada modelo, optimizando ası́ su rendimiento y fiabilidad. En
este trabajo, dado que se utilizan datos simulados, se ha implementado una serie de técnicas
de preprocesamiento especı́ficamente diseñadas para abordar las caracterı́sticas particulares
de estos datos. El proceso comienza con el suavizado de las señales para eliminar el ruido
inherente, seguido de una generación de caracterı́sticas tanto en el dominio del tiempo como
en el de la frecuencia. Posteriormente, se lleva a cabo una cuidadosa selección de las carac-
terı́sticas más significativas, se aplican técnicas de normalización y remuestreo para asegurar
la consistencia y representatividad de los datos, y finalmente se redefine la variable objetivo
(RUL) para que represente de mejor manera la naturaleza de los datos.

4.3.1. Suavizado de las Señales de Entrada

Al simular las condiciones de sensores reales, se introdujo deliberadamente un compo-
nente de ruido en los datos para emular las variaciones e incertidumbres inherentes a las me-
diciones en entornos reales, lo que permite trabajar con un conjunto de datos que se aproxima
más fielmente a las situaciones que se encuentran en aplicaciones prácticas. Sin embargo, es-
te mismo ruido puede perjudicar tremendamente el proceso de entrenamiento de modelos
predictivos si no se trata correctamente.

En este trabajo se eligió la función de suavizado exponencial (4.69), el cual asigna pesos
decrecientes exponencialmente a los datos pasados. Los datos más recientes son los que tie-
nen un peso mayor en el promedio suavizado. La fórmula tı́pica para el suavizado exponencial
simple es:

St = α · Yt + (1− α) · St−1 (4.69)

Donde St es el valor suavizado en el tiempo t, Xt es el valor original en el tiempo t, y α
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es el factor de suavizado (0 < α < 1). Este método introduce menos retraso en la serie tem-
poral que la media móvil y es lo suficientemente flexible como para ajustarse para capturar
tendencias y patrones en los datos, pero es más adecuado para datos sin una tendencia clara
o un patrón estacional fuerte. Por otro lado, el método es bastante sensible al valor del factor
de suavizado α, lo cual puede afectar en gran medida la calidad del suavizado. .

Para la función de suavizado exponencial se utiliza un valor de α igual a 0.3, ya que
la inspección visual indicó un buen nivel de suavizado con eliminación del ruido, pero sin
pérdida de la información más relevante.

4.3.2. Generación de Caracterı́sticas

Los datos provenientes de los 6 sensores de la Tabla 4.1 para cada bomba trı́plex simu-
lada, representan muestras de 1 segundo de duración con una tasa de muestreo de 1000 Hz,
por lo que cada muestra contiene 1000 valores para cada sensor. Adicionalmente, las mues-
tras fueron tomadas a intervalos de una hora durante la operación simulada de los equipos,
por lo que los datos de entrada poseen una alta dimensionalidad (6000 valores por hora de
operación), lo que representa desafı́os significativos para el procesamiento directo mediante
algoritmos de deep learning. En este contexto, el proceso de la generación o extracción de
caracterı́sticas es fundamental, ya que este enfoque transforma los datos brutos de entrada en
representaciones más informativas y manejables para los algoritmos de aprendizaje [65] en
forma de caracterı́sticas estadı́sticas en el dominios del tiempo como las mostradas en la Tabla
4.2, o en el dominio de la frecuencia como las mostradas en la Tabla 4.3. La importancia de
este proceso radica en su capacidad para reducir la dimensionalidad, eliminar redundancias
y resaltar patrones significativos, por lo que, en el contexto del deep learning, estas técnicas
mejoran la eficiencia y precisión de los modelos, facilitando la generalización y mitigando el
sobreajuste [30].

La aplicación de técnicas de extracción de caracterı́sticas en los dominios del tiempo, y de
la frecuencia, permite condensar la información en un conjunto más compacto de caracterı́sti-
cas representativas. Este proceso no solo reduce la dimensionalidad, sino que también puede
revelar patrones y anomalı́as ocultos en los datos, por lo que, en última instancia, este enfoque
facilita la detección de patrones, la identificación de anomalı́as y la predicción de fallos en
el equipo monitoreado, transformando datos de alta dimensionalidad en una representación
más informativa y eficiente.
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Tabla 4.2: Caracterı́sticas del dominio del tiempo.

No. Caracterı́stica Definición

1 Media Tm = 1
n
·
∑n

i=1 xi

2 Mediana Tmed =

x(n+1
2 ) si n es impar

x(n2 )
+x(n2 +1)

2
si n es par

3 Desviación Estándar Tstd =
√

1
n−1

·
∑n

i=1(xi − x)2

4 Varianza Tvar =
1

n−1

∑n
i=1(xi − x)2

5 Máximo Tmax = max(x)

6 Mı́nimo Tmin = min(x)

7 Valor Peak Tpeak = max(|x|)

8 Valor RMS Trms =
√

1
n
·
∑n

i=1 x
2
i

9 Curtosis Tkur =
∑n

i=1(xi−x)4

(n−1)·T 4
std

10 Asimetrı́a Tskew =
∑n

i=1(xi−x)3

(n−1)·T 3
std

11 Crest factor Tcf =
Tpeak

Trms

12 Shape factor Tsf = Trms

|x|

13 Impulse factor Tif =
Tpeak

|x|

14 Clearence factor Tclf =
Tpeak

( 1
n
·
∑n

i=1 |xi|1/2)
2
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En la Tabla 4.2, xi es una serie temporal de señales para i = 1, 2, . . . , n, donde n es el
número de puntos de datos, y x = 1

n
·
∑n

i=1 xi es el promedio de la distribución de datos.

Adicionalmente se considera la pendiente (Slope), y las primera y segunda derivadas de
las distribución de datos en el dominio del tiempo, ya que estas caracterı́sticas adicionales
aportan información sobre tendencias, tasas de cambio y aceleraciones en las señales de los
sensores, enriqueciendo el conjunto de caracterı́sticas y potencialmente mejorando la capaci-
dad de los modelos para capturar patrones complejos y eventos significativos en la operación
del equipo.

Tabla 4.3: Caracterı́sticas del dominio de la frecuencia.

No. Caracterı́stica Definición

1 Centro de frecuencia Ffc =
∑N

i=1 fi·pi∑N
i=1 pi

2 RMS de frecuencia Frms =

√∑N
i=1 p

2
i ·f2

i∑N
i=1 p

2
i

3 Desv. estándar de frecuencia Fstd =

√∑N
i=1 pi·(fi−Ffc)2∑N

i=1 pi

4 Relación RSPPB RSPPB = max(|pi|)
p

5 Curtosis espectral Pkur =
∑N

i=1(pi−p)4

(N−1)·
(√

1
N−1

·
∑N

i=1(pi−p)2
)4

6 Asimetrı́a espectral Pskew =
∑N

i=1(pi−p)3

(N−1)·
(√

1
N−1

·
∑N

i=1(pi−p)2
)3

En la Tabla 4.3, pi es el espectro de potencia de xi(t), i = 1, 2, . . . , N , N es el núme-
ro de lı́neas del espectro, y fi es el valor de frecuencia de la i-ésima lı́nea del espectro.
p = 1

N
·
∑N

i=1 pi puede indicar la energı́a de vibración en el dominio de la frecuencia, Ffc

y Frms describen el cambio de posición de la frecuencia principal, y Fstd puede mostrar el
grado de centralización o descentralización de la energı́a del espectro de potencia.
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Por lo tanto, a partir de cada muestra obtenido de los 6 sensores iniciales, se generan 23
caracterı́sticas por sensor, transformando una muestra de 1000×6, en una de 1×(23×6).

4.3.3. Selección de Caracterı́sticas

No todas las caracterı́sticas generadas en la sección 4.3.2 aportan igual cantidad de infor-
mación o guardan relación con la variable objetivo RUL, por lo que es necesario hacer una
selección de las caracterı́sticas generadas más importantes y relevantes.

Entre los métodos más efectivos para la selección de caracterı́sticas se encuentran los ba-
sados en árboles, como Random Forest, ExtraTrees y Gradient Boosting. Estos métodos se
destacan por varias razones. Son robustos y manejan bien datos no lineales y con interaccio-
nes complejas. Al ser no paramétricos, no asumen una distribución especı́fica de los datos,
lo que los hace versátiles en diversos escenarios. Tienen la capacidad de capturar interaccio-
nes importantes entre caracterı́sticas, lo que es crucial en muchos problemas del mundo real.
Además, son menos sensibles a outliers y ruido en los datos, proporcionando ası́ una mayor
estabilidad en sus resultados.

Para este trabajo la selección de caracterı́sticas se realizó en base a los métodos Random
Forest, ExtraTreesRegressor y Gradient Boosting. Para cada método se utilizaron 100 estima-
dores, y luego se seleccionaron sólo las caracterı́sticas que explican el 95 % de la importancia
para cada método. Luego, se eligen sólo las caracterı́sticas que aparecen en al menos dos de
las tres listas de caracterı́sticas generadas (una por cada método), para obtener una lista de 16
caracterı́sticas. Finalmente se seleccionan las primeras 10 caracterı́sticas de la lista obtenida
a partir de los métodos Random Forest, ExtraTreesRegressor y Gradient Boosting.

4.3.4. Normalización

La normalización de datos es un paso crı́tico en el preprocesamiento, especialmente cuan-
do se trabaja con modelos basados en redes neuronales. Su importancia radica en dos aspectos
fundamentales que afectan el rendimiento y la eficacia del modelo. En primer lugar, la nor-
malización aborda el problema de la disparidad de escalas entre las diferentes caracterı́sticas
de entrada. Esta disparidad puede tener un impacto significativo en el comportamiento de las
funciones de activación dentro de las redes neuronales. En segundo lugar, la normalización
mejora el proceso de optimización del modelo, ya que cuando las caracterı́sticas tienen es-
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calas diversas, la función de costo a minimizar también reflejará estas diferencias de escala.
Esto puede afectar negativamente el algoritmo de gradiente descendiente, haciendo que con-
verja más lentamente o incluso que tenga dificultades para encontrar el mı́nimo global. Por
lo tanto, al normalizar los datos, se reduce la variabilidad en las distancias dentro del espacio
de caracterı́sticas, lo que generalmente resulta en una optimización más eficiente y efectiva.

Para abordar estos desafı́os, en este trabajo se utilizó la normalización MinMax. Esta
técnica realiza una transformación lineal de cada caracterı́stica, mapeando sus valores a un
rango especı́fico, tı́picamente [0, 1]. La fórmula utilizada para esta normalización es:

x′ =
x− min(x)

max(x)− min(x)
· (max(x′)− min(x′)) + min(x′) (4.70)

Donde x’ es el valor normalizado, x es el valor original, y min(x) y max(x) son los
valores mı́nimo y máximo de la caracterı́stica respectivamente.

Luego, al considerar el rango de [min(x′), max(x′)] = [0, 1], la ecuación anterior queda
expresada como:

x′ =
x− min(x)

max(x)− min(x)
(4.71)

4.3.5. Remuestreo con Ventana Deslizante

Los conjuntos de datos generados según lo descrito en la sección 4.2.3 tienen la forma
(N° Muestras, N° Caracterı́sticas), dónde N° Muestras corresponde a las filas y N° Carac-
terı́sticas corresponde a las columnas del conjunto de datos generado. Luego en las secciones
4.3.2 y 4.3.3 se generan y seleccionan nuevas caracterı́sticas a partir de los datos de sensores
inicialmente considerados respectivamente. Pero luego de estos pasos los conjuntos de datos
mantienen esencialmente la forma (N° Muestras, N° Caracterı́sticas). Se requiere modificar
la forma de los datos debido a que a menudo los modelos de deep utilizan capas cuya entrada
debe estar en un formato de mayor dimensión, como por ejemplo las capas LSTM y Convo-
lucionales 1D, donde su entrada debe estar en la forma (batch, timesteps, features) [35].

Para abordar esta discrepancia de formato, se puede implementar la técnica de venta-
nas deslizantes (sliding windows) para el remuestreo de los datos en la forma requerida. El
enfoque de ventanas deslizantes consiste en segmentar la serie temporal en intervalos super-
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puestos, donde cada segmento representa una muestra de entrada para el modelo. La técnica
de ventanas deslizantes es ampliamente utilizada en el análisis de series temporales y deep
learning debido a su capacidad para capturar patrones temporales y reducir la dimensionali-
dad de los datos [59]. La ecuación que describe la creación de una ventana temporal se puede
expresar como:

Wi = [Xt−w+1, Xt−w+2, ..., Xt] (4.72)

donde Wi representa la i-ésima ventana, Xt es el vector de caracterı́sticas en el tiempo t,
y w es el tamaño de la ventana. Este proceso se repite para cada punto temporal, generando
un conjunto de datos remuestreado que preserva la estructura temporal de la serie original
mientras se adapta a los requerimientos de entrada de los modelos de deep learning mencio-
nados anteriormente.

Ahora bien, luego del proceso de generación de caracterı́sticas (sec. 4.3.2), cada muestra
representa las condiciones de los equipos para cada hora de su ciclo de vida, de modo que,
al seleccionar una ventana temporal de tamaño 5, se agrupan 5 muestras que representan el
estado de salud de cada bomba durante 5 horas de operación. En este trabajo se utiliza un
tamaño de ventana deslizante igual a 24, de modo que cada ventana recoge y extrae patrones
en un marco temporal de 24 horas para cada bomba.

4.3.6. Definición de Función Objetivo

Los conjuntos de datos generados según lo descrito en la sección 4.2.3 consideran que la
variable objetivo RUL decrece de manera lineal con el tiempo, de modo que todas las filas
que corresponden a una misma muestra tienen el mismo valor de RUL = RULi, pero los datos
de la siguiente muestra tienen un valor de RUL = RULi − 1, ya que la configuración de la
simulación considera la toma de una muestra cada 1 hora de operación. Sin embargo, según
Li et al. [53], en aplicaciones prácticas, la degradación de los equipos durante las etapas
iniciales de operación suele ser poco evidente. En la Figura 4.6(a) se ve como las señales
que no muestran una tendencia significativa dentro de un rango considerado saludable para
el equipo. Para abordar esta discrepancia, en [53], los autores propusieron un enfoque más
refinado utilizando una función lineal por partes (Fig. 4.6(b)).
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(a)

(b)

Figura 4.6: Unidad B002 del conjunto de datos simulado: (a) Datos de los 6 sensores nor-
malizados, y (b)Función lineal por partes del RUL.

Esta representación más precisa del RUL permite una mejor planificación del manteni-
miento y una gestión más eficiente de la vida útil del equipo, superando las limitaciones de
la simple aproximación lineal comúnmente utilizada.

4.4. División de Datos y Definición de Escenarios Experi-
mentales

Para entrenar modelos predictivos que sean capaces de estimar el RUL de los activos
de manera precisa y confiable, es necesario separar los datos disponibles en conjuntos de
entrenamiento, validación y prueba. En la sección 4.3 se le aplicó un preprocesamiento a
los datos sintéticos generados en la sección 4.2, los cuales representan las trayectorias de
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degradación hasta el fallo de un grupo simulado de 14 bombas trı́plex. Como se menciona
en la sección 4.2.3, entre las 14 bombas simuladas existen 7 modos de falla distintos, donde
cada modo de falla está representado por dos bombas diferentes en el conjunto de datos
simulados. Considerando lo anterior, se propone la generación de dos escenarios distintos,
para entrenar y evaluar el desempeño de los distintos modelos de deep learning. La separación
de los datos en dos escenarios distintos en lugar de usar las 14 bombas en un único escenario
se fundamenta en la intención de evaluar de manera más rigurosa y exhaustiva la capacidad
de generalización y la robustez de los distintos modelos.

4.4.1. Justificación de la Estrategia de División de los Datos

Al separar los datos en dos escenarios distintos, los modelos predictivos pueden ser
evaluados en diferentes condiciones, asegurando que se pruebe tanto su capacidad para
generalizar dentro de modos de falla conocidos, como su capacidad para adaptarse a
modos de falla completamente nuevos y no vistos durante el proceso de entrenamiento.

Entrenar y evaluar en un único escenario podrı́a conducir a una evaluación sesgada,
donde los modelos predictivos pueden estar sobre ajustado a los datos especı́ficos de
dicho escenario. La separación en dos escenarios distintos mitiga este riesgo al incluir
múltiples condiciones y configuraciones de falla.

4.4.2. Definición de Escenarios Experimentales

Escenario 1: Generalización a Modos de Falla No Vistos

En el caso del escenario 1, se propone una generalización a nuevos modos de falla no
vistos durante el entrenamiento, por lo que para el conjunto de datos de entrenamiento se se-
leccionan 8 bombas, representando 4 modos de falla diferentes (2 bombas por modo de falla),
mientras que para el conjunto de datos de validación se seleccionan 2 bombas, representan-
do un único modo de falla, y para el conjunto de datos de prueba se seleccionan 4 bombas,
representando 2 modos de falla diferentes (2 bombas por modo de falla). Por lo tanto, en el
escenario 1, las bombas B001, B003, B004, B006, B007, B010, B012 y B013 se usaron como
el conjunto de datos de entrenamiento, mientras que las bombas B002 y B011 se usaron como
el conjunto de datos de validación, y las bombas B005, B008, B009 y B014 se usaron como
el conjunto de datos de prueba. En este escenario se evalúa la capacidad de los modelos para
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generalizar a modos de falla completamente nuevos, donde el conjunto de datos validación
ayuda para que los modelos no se sobre ajusten a los modos de falla especı́ficos del conjunto
de datos entrenamiento. El conjunto de prueba evalúa cómo los modelos se comportan con
modos de falla que no estuvieron presentes en el proceso de entrenamiento.

Escenario 2: Generalización dentro de Modos de Falla Conocidos

Para el escenario 2 se propone una generalización dentro de todos los modos de falla co-
nocidos, por lo que para el conjunto de datos de entrenamiento se seleccionan 7 bombas, cada
una representando uno de los modos de falla descritos, mientras que para el conjunto de datos
de validación se seleccionan 3 bombas que representen 3 de los 7 modos de falla diferentes.
Por último, el conjunto de datos de prueba se configura con 4 bombas representando los 4
modos de falla restantes. Por lo tanto, en el escenario 2, las bombas B001, B002, B003, B004,
B005, B006 y B009 se usaron como el conjunto de datos de entrenamiento, mientras que las
bombas B010, B011 y B012 se usaron como el conjunto de datos de validación, y las bombas
B007, B008, B013 y B014 se usaron como el conjunto de datos de prueba. Esta separación
permite que los modelos vean ejemplos de todos los modos de falla durante el entrenamiento,
donde el conjunto de datos de validación ayuda a ajustar los modelos para generalizar entre
diferentes bombas con el mismo modo de falla y el conjunto de datos de prueba evalúa cómo
los modelos generalizan a datos de bombas no vistas durante el entrenamiento, pero que pre-
sentan modos de falla conocidos.

La Tabla 4.4 muestra la separación de las distintas bombas en los conjuntos de datos de
entrenamiento, validación y prueba para cada uno de los escenarios descritos en los párrafos
anteriores.

Tabla 4.4: Configuración de unidades en los conjuntos de entrenamiento, validación y prueba
en los escenarios 1 y 2.

Escenario Entrenamiento Validación Prueba Escenario Entrenamiento Validación Prueba

1

B001, B003 B002 B005

2

B001, B002 B010 B007
B004, B006 B011 B008 B003, B004 B011 B008
B007, B010 B009 B005, B006 B012 B013
B012, B013 B014 B009 B014
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4.5. Desarrollo de los Modelos Predictivos

Como se mencionó en el Estado del Arte y en el Marco Teórico, las redes neuronales con-
volucionales (CNN) y las redes de memoria a corto y largo plazo (LSTM) presentan ventajas
especı́ficas en el manejo de diferentes tipos de datos. Las CNN son especialmente efectivas
para el reconocimiento de patrones espaciales en datos estructurados debido a su capacidad
para detectar caracterı́sticas locales y su invariancia a traslaciones y escalas [48] [77]. Por
otro lado, las LSTM sobresalen en la modelación de datos secuenciales y series temporales,
ya que su arquitectura les permite capturar dependencias a largo plazo y mitigar problemas
de gradientes desvanecientes y explosivos [35] [29]. Cada una de estas arquitecturas tiene sus
propios puntos fuertes y débiles: mientras que las CNN pueden tener dificultades para mane-
jar datos secuenciales debido a su naturaleza estática, las LSTM pueden ser menos eficientes
en la extracción de caracterı́sticas locales detalladas. Por lo tanto, dada la complementariedad
en el enfoque individual de estas arquitecturas, en este trabajo se propone un análisis compa-
rativo de cuatro configuraciones diferentes de redes neuronales.

La primera configuración es una red CNN simple, diseñada principalmente para la ex-
tracción de caracterı́sticas locales a partir de datos secuenciales como series temporales. La
segunda configuración presenta una red LSTM diseñada para para procesar y capturar depen-
dencias a largo plazo en series temporales. La tercera configuración es una combinación de
las redes CNN y LSTM en serie, tomando como inspiración los trabajos de Niu et al. [67]
y Zhang et al. [111], pero simplificando las configuraciones al usar redes CNN y LSTM de
manera secuencial. La última es una configuración más compleja basada principalmente en
la arquitectura propuesta por Li et al. [53], donde los datos se analizan en caminos paralelos
por las redes CNN y LSTM. Todos estos modelos se desarrollaron utilizando la API de Keras
debido a su gran flexibilidad y facilidad de uso [19].

4.5.1. Modelo CNN

El modelo CNN, cuya representación esquemática se observa en la Figura 4.7, correspon-
de a una red convolucional simple, cuya configuración comienza con una capa de entrada que
acepta datos con una forma especı́fica definida por “input shape”. A continuación, se aplican
tres capas convolucionales consecutivas: la primera capa convolucional tiene 32 filtros con
un tamaño de kernel de 3, función de activación ReLU y un padding “causal”, lo que resulta
en convoluciones causales (dilatadas) donde la salida[t] no depende de la entrada[t+1:]. Esto
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es útil para modelar datos temporales donde no se debe violar el orden temporal [97]. La se-
gunda capa convolucional tiene 64 filtros con un tamaño de kernel de 3, función de activación
ReLU y un padding causal; y la tercera capa convolucional tiene 128 filtros con un tamaño
de kernel de 5, función de activación ReLU y un padding causal. Estas capas convolucio-
nales son responsables de la extracción de caracterı́sticas locales de la secuencia de entrada,
permitiendo la detección de patrones relevantes a diferentes escalas. La salida de estas capas
se aplanan mediante una capa flatten, que convierte las salidas bidimensionales en una única
dimensión. Luego, se incluye una capa de regularización Dropout con una tasa del 50 %, que
se utiliza para prevenir el sobreajuste al desactivar aleatoriamente un porcentaje de neuronas
durante el entrenamiento. Finalmente, el modelo culmina con una capa densa que tiene una
única neurona con una función de activación lineal, proporcionando una única predicción
continua adecuada para problemas de regresión como la estimación del RUL.

Figura 4.7: Diagrama esquemático de la arquitectura del modelo CNN.

4.5.2. Modelo LSTM

El modelo LSTM cuya representación esquemática se observa en la Figura 4.5.2, pre-
senta una red neuronal de memoria a corto y largo plazo, cuya configuración comienza con
una capa de entrada que acepta datos con una forma especı́fica definida por “input shape”. A
continuación, se aplican dos capas LSTM consecutivas: la primera capa LSTM tiene 64 uni-
dades, mientras que la segunda tiene 128 unidades. Ambas capas LSTM utilizan la función de
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activación tangente hiperbólica (tanh) para la salida y la función de activación sigmoide para
las puertas recurrentes. Además, ambas capas LSTM están configuradas para que devuelvan
la secuencia completa de salidas en cada paso de tiempo, permitiendo que la siguiente capa
LSTM procese toda la secuencia de datos. Después de las capas LSTM, se aplica una capa
de aplanamiento flatten para convertir la salida bidimensional de la última capa LSTM en un
vector unidimensional. Luego, se incluye una capa de regularización Dropout con una tasa
del 50 %, que se utiliza para prevenir el sobreajuste al desactivar aleatoriamente la mitad de
las neuronas durante el entrenamiento, mejorando ası́ la capacidad de generalización del mo-
delo. Finalmente, el modelo culmina con una capa densa que tiene una única neurona con
una función de activación lineal, proporcionando una única predicción continua.

Figura 4.8: Diagrama esquemático de la arquitectura del modelo LSTM.

4.5.3. Modelo CNN-LSTM

La tercera configuración, cuya representación esquemática se observa en la Figura 4.9,
presenta una red neuronal hı́brida que combina capas CNN y capas LSTM, diseñada para
aprovechar las ventajas de ambas arquitecturas en el procesamiento de datos secuenciales y
temporales. Esta configuración en principio, es capaz de extraer caracterı́sticas locales y cap-
turar dependencias a largo plazo en series temporales, lo que la hace adecuada para tareas
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como la predicción del RUL.

La arquitectura comienza con una capa de entrada que acepta datos con una forma es-
pecı́fica definida por “input shape”. A continuación, se aplican tres capas convolucionales
consecutivas: la primera capa convolucional tiene 32 filtros con un tamaño de kernel de 3, la
segunda tiene 64 filtros con un tamaño de kernel de 3, y la tercera tiene 128 filtros con un
tamaño de kernel de 5. Todas estas capas convolucionales utilizan la función de activación
ReLU y un padding causal. Estas capas convolucionales son responsables de la extracción
de caracterı́sticas locales de la secuencia de entrada. Después de las capas convolucionales,
se aplican dos capas LSTM consecutivas: la primera capa LSTM tiene 64 unidades, mien-
tras que la segunda tiene 128 unidades. Ambas capas LSTM utilizan la función de activación
tanh para la salida y la función de activación sigmoide para las puertas recurrentes. Además,
ambas capas LSTM están configuradas para que devuelvan la secuencia completa de sali-
das en cada paso de tiempo. Estas capas LSTM permiten al modelo capturar dependencias
a largo plazo en los datos procesados por las capas convolucionales. Tras las capas LSTM,
se aplica una capa de aplanamiento (flatten) para convertir la salida multidimensional en un
vector unidimensional. Luego, se incluye una capa de regularización Dropout con una tasa
del 50 %, que se utiliza para prevenir el sobreajuste al desactivar aleatoriamente la mitad de
las neuronas durante el entrenamiento, mejorando ası́ la capacidad de generalización del mo-
delo. Finalmente, el modelo culmina con una capa densa que tiene una única neurona con
una función de activación lineal, proporcionando una única predicción continua.

Figura 4.9: Diagrama esquemático de la arquitectura del modelo CNN-LSTM.
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4.5.4. Modelo CNN-LSTM-p

La cuarta configuración, cuya representación esquemática se observa en la Figura 4.10,
es la más compleja de todas, ya que presenta una red neuronal hı́brida paralela que combina
capas CNN y capas LSTM en rutas separadas, diseñada para aprovechar las fortalezas de
ambas arquitecturas en el procesamiento de datos secuenciales y temporales.

Al igual que en el resto de configuraciones, esta arquitectura comienza con una capa de
entrada que acepta datos con una forma especı́fica definida por “input shape‘. A partir de esta
entrada, la red se divide en dos rutas paralelas: La primera ruta, denominada ruta CNN, aplica
tres capas convolucionales consecutivas: la primera capa convolucional tiene 32 filtros con un
tamaño de kernel de 3, la segunda tiene 64 filtros con un tamaño de kernel de 3, y la tercera
tiene 128 filtros con un tamaño de kernel de 5. Todas estas capas convolucionales utilizan la
función de activación ReLU y un padding causal. Estas capas convolucionales son responsa-
bles de la extracción de caracterı́sticas locales de la secuencia de entrada. La segunda ruta,
denominada ruta LSTM, aplica dos capas LSTM consecutivas directamente a la entrada: la
primera capa LSTM tiene 64 unidades, mientras que la segunda tiene 128 unidades. Ambas
capas LSTM utilizan la función de activación tanh para la salida y la función de activación
sigmoide para las puertas recurrentes. Además, ambas capas LSTM están configuradas para
que devuelvan la secuencia completa de salidas en cada paso de tiempo. Estas capas LSTM
permiten al modelo capturar dependencias a largo plazo en los datos de entrada.

Después de estas rutas paralelas, las salidas de ambas rutas se combinan mediante una ca-
pa de suma (Add), fusionando ası́ las caracterı́sticas extraı́das por las capas convolucionales
y las capas LSTM. Esta salida combinada se procesa a través de una capa LSTM adicional
con 64 unidades, que ayuda a integrar la información de ambas rutas. Tras esta capa LSTM
final, se aplica una capa flatten para convertir la salida multidimensional en un vector unidi-
mensional. Luego, se incluye una capa de regularización Dropout con una tasa del 50 %, que
se utiliza para prevenir el sobreajuste al desactivar aleatoriamente la mitad de las neuronas
durante el entrenamiento, mejorando ası́ la capacidad de generalización del modelo. Final-
mente, el modelo culmina con una capa densa que tiene una única neurona con una función
de activación lineal, proporcionando una única predicción continua.

Esta arquitectura paralela CNN-LSTM permite al modelo beneficiarse simultáneamen-
te de la capacidad de las CNNs para extraer caracterı́sticas locales y de la habilidad de las
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LSTMs para capturar dependencias a largo plazo, potencialmente mejorando su rendimiento
en tareas complejas de procesamiento de series temporales.

Figura 4.10: Diagrama esquemático de la arquitectura del modelo CNN-LSTM-p.

4.5.5. Dropout

El dropout es una técnica de regularización que consiste en desactivar aleatoriamente una
fracción de las unidades (neuronas) de una capa durante el proceso de entrenamiento. Esto
fuerza al modelo a no depender de unidades especı́ficas, promoviendo una representación
más robusta y generalizable de los datos.

En las arquitecturas presentadas, se aplicó un dropout con una tasa p = 0.5 después de la
capa de Flatten en cada modelo. La elección de este valor se basa en su efectividad compro-
bada en la literatura para reducir el sobreajuste en tareas de predicción de series temporales y
en modelos con múltiples capas profundas [94]. Esta implementación asegura que cada uni-
dad tiene una probabilidad del 50 % de ser desactivada en cada iteración del entrenamiento,
lo que contribuye significativamente a la robustez del modelo.
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4.5.6. Optimizadores

El proceso de optimización de los modelos se centra en la selección de optimizadores,
funciones de pérdida y esquemas de ajuste de la tasa de aprendizaje para asegurar una con-
vergencia eficiente y efectiva.

Los optimizadores constituyen el mecanismo por el cual las redes neuronales ajustan sus
parámetros para minimizar la función de pérdida. Para la optimización de los modelos, se
empleó el optimizador Adam, el cual combina las ventajas de dos métodos de optimización
populares: AdaGrad y RMSProp, ajustando los parámetros de aprendizaje adaptativamente
para cada parámetro. Este optimizador es especialmente efectivo en problemas de aprendizaje
profundo debido a su capacidad para manejar grandes cantidades de datos y altos niveles de
ruido [43].

4.5.7. Funciones de Pérdida

Las funciones de pérdida cuantifican la discrepancia entre las predicciones de los mo-
delos y los valores reales, guiando ası́ el proceso de optimización. La función de pérdida
seleccionada para entrenar los modelos es el Mean Squared Error (MSE). Esta función mide
el promedio de los errores al cuadrado entre las predicciones del modelo y los valores reales,
penalizando fuertemente los errores grandes. El MSE es adecuado para tareas de regresión
como la predicción del RUL debido a su interpretación clara y su relación directa con el
rendimiento del modelo [15].

4.5.8. Learning Rate Scheduling

Se implementó el callback ReduceLROnPlateau para ajustar la tasa de aprendizaje du-
rante el entrenamiento. Este callback reduce la tasa de aprendizaje en un factor de 0.2 si no
se observa una mejora en la métrica de validación (val loss) durante 25 épocas consecutivas,
con una tasa de aprendizaje mı́nima establecida en 1×10−6. Esta técnica es fundamental para
evitar que el modelo se estanque en mı́nimos locales y asegurar una convergencia más suave
y efectiva.
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4.6. Entrenamiento de los Modelos Predictivos

El proceso de entrenamiento de los modelos se diseñó para maximizar la eficiencia y la
efectividad, incorporando diversas técnicas para monitorear y mejorar el rendimiento durante
el entrenamiento.

4.6.1. Tamaño de Lote

Se utilizó un tamaño de lote de 128. La elección de este valor se basa en un balance entre
la estabilidad del gradiente y la eficiencia computacional[60]. Un tamaño de lote moderado
permite aprovechar las capacidades de paralelización de los procesadores modernos, a la vez
que proporciona una estimación más estable del gradiente, lo que puede conducir a una mejor
convergencia del modelo.

4.6.2. Número de Épocas

Una época representa una iteración o pasada completa a través de todo el conjunto de da-
tos de entrenamiento. El número de épocas influye directamente en cuánto tiempo se entrena
el modelo y puede afectar su capacidad de generalización [28]. El número de épocas se fijó
en 250, permitiendo al modelo iterar suficientemente sobre los datos de entrenamiento para
aprender patrones complejos sin riesgo significativo de sobreajuste, especialmente conside-
rando la regularización aplicada. La monitorización continua del rendimiento de validación
garantiza que el proceso de entrenamiento se detenga antes si se alcanza una convergencia
adecuada antes del lı́mite de épocas.

4.6.3. Callbacks

Se utilizaron varios callbacks durante el entrenamiento:

ModelCheckpoint: Este callback guarda el mejor modelo basado en la métrica de va-
lidación (val loss), asegurando que siempre se retiene la versión del modelo con mejor
desempeño en el conjunto de datos de validación [96].

CSVLogger: Registra las métricas de entrenamiento y validación en un archivo CSV
para facilitar el análisis posterior.
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ReduceLROnPlateau: Ajusta la tasa de aprendizaje en respuesta a la falta de mejora
en la métrica de validación. Esto permite que el modelo ajuste sus pesos de manera
más fina a medida que se acerca a un óptimo [91].

4.7. Evaluación de los Modelos Predictivos

4.7.1. Métricas de Evaluación

Para cuantificar el desempeño y la precisión de la estimación del RUL de los distintos
modelos de deep learning, se definen las siguientes métricas:

1. Error Absoluto Medio (MAE): Corresponde a la media de la diferencia absoluta entre
los valores predichos y los valores reales. El MAE es útil porque proporciona una
medida directa de la magnitud media del error en las predicciones, sin considerar la
dirección del error. En la ecuación 4.73, un menor valor indica un mejor desempeño en
la predicción del RUL.

(MAE)RUL =
1

N
·

N∑
i=1

∣∣∣RULi − R̂ULi

∣∣∣ (4.73)

El valor del MAE se encuentra en la misma magnitud de la variable objetivo, y su valor
se puede interpretar como la distancia absoluta promedio entre el valor real y el valor
predicho.

2. Raı́z del Error Cuadrático Medio (RMSE): Corresponde a la raı́z cuadrada del error
cuadrático medio o MSE. EL RMSE es útil para interpretar el error de predicción en las
mismas unidades que la variable objetivo. En la ecuación 4.74, un menor valor indica
un desempeño superior en la predicción del RUL.

(RMSE)RUL =

√√√√ 1

N
·

N∑
i=1

(
RULi − R̂ULi

)2
(4.74)

La diferencia principal entre el MAE y el RMSE radica en cómo tratan a los errores de
diferente magnitud; el MAE trata a todos los errores de manera lineal, sin importar su
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magnitud, mientras que el RMSE penaliza más los errores grandes debido al término
cuadrático en su cálculo. Debido a lo anterior, el valor del RMSE siempre es igual o
mayor que el MAE para el mismo conjunto de predicciones. Además, la diferencia en-
tre MAE y RMSE sirve como indicador de la variabilidad en la magnitud de los errores,
ya que una gran diferencia sugiere que hay presencia de algunos valores extremos muy
grandes en las predicciones, y una pequeña diferencia indica que los errores son más
consistentes en magnitud en toda la distribución.

3. Error Porcentual Absoluto Medio (MAPE): El error porcentual absoluto medio pro-
porciona una forma significativa de evaluar la precisión de la predicción, sobre todo
cuando es crucial comprender el error relativo, ya que esto permite comparar el des-
empeño de modelos en diferentes conjuntos de datos o escalas, lo que no siempre es
posible con el MAE o el RMSE. En la ecuación 4.75, un menor valor indica un desem-
peño superior en la predicción del RUL.

(MAPE)RUL =
1

N
·
∑∣∣∣∣∣RULi − R̂ULi

RULi

∣∣∣∣∣× 100% (4.75)

El MAPE es fácilmente interpretable, ya que expresa el error como un porcentaje del
valor real. Sin embargo, el MAPE puede ser problemático cuando los valores reales
son cercanos a cero, ya que puede resultar en porcentajes de error muy grandes o inde-
finidos.

4. Coeficiente de Determinación (R2): El coeficiente de determinación es una medida
estadı́stica que indica la proporción de la variabilidad en la variable dependiente que es
explicada por el modelo. En la ecuación 4.76, un valor de R2 más cercano a 1 indica un
desempeño superior en el ajuste del modelo para la predicción del RUL.

(
R2)

RUL = 1−

∑N
i=1

(
RULi − R̂ULi

)2
∑N

i=1

(
RULi − RUL

)2 (4.76)

donde RUL es la media de los valores reales.

Las métricas de las ecuaciones 4.73 hasta 4.76 son usadas de manera frecuente para eva-
luar el rendimiento y la precisión de modelos predictivos en tareas de regresión. En estas
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ecuaciones, N representa el tamaño de los datos, R̂ULi es la vida útil remanente predicha por
los modelos, y RULi es la vida útil remanente real.

4.7.2. Tablas y Figuras

Para cada uno de los escenarios definidos en la sección 4.4, se realizaron las siguientes
evaluaciones:

Tabulación de Resultados:
Se presentan tablas que muestran los resultados de predicción utilizando las métricas
de evaluación definidas en la sección anterior (MAE, RMSE, MAPE y R2). Estas tablas
comparan el desempeño de los modelos en los conjuntos de entrenamiento y prueba.
Esta comparación permite observar cómo varı́a el desempeño de los modelos al pasar
de datos de entrenamiento a datos de prueba, proporcionando información sobre la ca-
pacidad de generalización y la presencia de sobre-ajuste.

Gráficos de Dispersión:
Se incluyen gráficos de dispersión que muestran la relación entre el RUL predicho y el
RUL real para cada modelo en el conjunto de datos de prueba. Estos gráficos facilitan
la visualización de la precisión de las predicciones y la identificación de posibles ten-
dencias o discrepancias entre los valores predichos y reales.
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Capı́tulo 5

Resultados y Discusión

5.1. Resultados de la Simulación

En la sección 4.1 se definieron todas las ecuaciones y supuestos que describen la evolu-
ción en el tiempo y el comportamiento del sistema de la bomba trı́plex. La Figura 5.1 muestra
los resultados de la simulación del comportamiento normal tanto del caudal como de la velo-
cidad angular de la bomba. Estos resultados de simulación ofrecen una confirmación visual
del funcionamiento esperado del sistema bajo condiciones operacionales normales, respal-
dando de esta manera el modelo desarrollado.

Figura 5.1: Caudal volumétrico a la salida de cada émbolo y caudal total de la bomba. No se
han habilitado fallas.
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Además del comportamiento normal sin fallas, según lo descrito en la sección 4.1.2, el
modelo simulado considera condiciones de deterioro debido a la presencia de tres modos de
falla: WornBearing, LeakSeal, y BlockedIn. Las Figuras 5.2 y 5.3 muestran el efecto en el
caudal y la velocidad angular de la bomba debido a los modos de falla LeakSeal y BlockedIn
respectivamente.

Figura 5.2: Caudal y la velocidad angular de la bomba cuando el fallo de fuga de fluido por
desgaste en los sellos está activado en el émbolo 1.

Figura 5.3: Caudal y la velocidad angular de la bomba cuando el fallo de entrada bloqueada
está activado en la válvula de retención correspondiente al émbolo 1.
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En ambos casos se observa que estas condiciones afectan significativamente el perfil del
caudal de salida, provocando una disminución en la eficiencia de bombeo del cilindro afec-
tado, lo que conlleva a una reducción del caudal total de salida y a un perfil de caudal más
irregular. Esto de debe a que la presencia de una fuga de fluido en uno de los cilindros per-
turba el equilibrio entre los émbolos, resultando en un caudal de salida más pulsante y menos
estable, mientras que el bloqueo en la válvula de retención de entrada de uno de los cilindros
causa perı́odos de flujo reducido ya que el cilindro afectado no es capaz de aspirar fluido
correctamente durante su ciclo de bombeo.

Por otro lado, dado que el modelo simulado considera que los componentes del sistema
están sujetos a un proceso de degradación según lo definido en la sección 4.1.3, las Figuras
5.4, 5.5 y 5.6 muestran el efecto en el caudal de la bomba y la corriente eléctrica del motor
debido a un incremento paulatino en el deterioro de los sellos en las juntas, el bloqueo progre-
sivo en las válvulas de retención de entrada, y el aumento en el desgaste de los rodamientos
del eje cigüeñal de la bomba. En cada caso se observa un empeoramiento en el perfil del
caudal de salida y una disminución adicional en la eficiencia de bombeo. Se observa cómo el
desgaste de los rodamientos del eje cigüeñal de la bomba (WornBearing) es el modo de falla
que mayores efectos genera en el perfil de la corriente eléctrica consumida por el motor.

Figura 5.4: Efecto en el caudal de la bomba y en la corriente demandada debido al incre-
mento del área de fuga de fluido en la junta debido al desgaste de los sellos en el émbolo 1.
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Figura 5.5: Efecto en el caudal de la bomba y en la corriente demandada debido al incre-
mento en el bloqueo en la válvula de retención de entrada del émbolo 1.

Figura 5.6: Efecto en el caudal de la bomba y en la corriente demandada debido al incre-
mento en el desgaste de los rodamientos del eje cigüeñal de la bomba.
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Luego, como se definió en la sección 4.1.3, el momento de aparición de las fallas (ts) y
el tiempo de fin de la vida útil (tEOL) fueron generados de manera aleatoria para cada bomba
simulada, según un proceso estocástico considerando distribuciones de probabilidad normal
y Weibull. El cambio de estado de salud desde una condición de operación normal hasta la
aparición de la falla para las 14 bombas simuladas se muestra en la Figura 5.1.

Figura 5.7: cambio de estado.

Según lo establecido en la sección 4.2.3, el sistema simulado de la bomba genera X varia-
bles en total, de las cuales sólo la corriente del motor iMotor, la velocidad angular del motor
wMotor, los caudales de entrada y salida de la bomba Qin y Qout, y las presiones de entrada
y salida de la bomba Pin y Pout corresponden a variables medibles del sistema, representando
las mediciones de los sensores reales del sistema. El resto de las variables representan senso-
res virtuales cuya información es usada por el modelo para obtener los perfiles de operación.

Luego, la Figura 5.8 muestra una comparación entre una porción de la señal de corriente
eléctrica del motor obtenida por la simulación (señal continua), luego haberle agregado ruido
de sensores (señal con ruido), y finalmente, luego haber discretizado la señal mediante un
ZOH (señal discreta).
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Figura 5.8: Comparación de la señal continua simulada de la corriente eléctrica del motor
vs. la señal con ruido y la señal discretizada mediante ZOH.

Finalmente, la Figura 5.9 presenta una muestra de 0.3 segundos de duración del com-
portamiento normal sin fallas y estacionario de una bomba trı́plex, dónde las señales de los
sensores son discretas y presentan ruido.

Figura 5.9: Comportamiento normal sin fallas de una bomba trı́plex, con señales de sensores
discretas y con ruido.
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Por su parte, la Tabla 5.1 muestra el momento de aparición de las fallas (ts), el tiempo de
fin de la vida útil (tEOL), el modo de falla, y la cantidad de muestras de sensores generadas
para cada una de las unidades simuladas.

Tabla 5.1: Tabla resumen de unidades simuladas.

Unidad ts [horas] tEOL [horas] Modo de Falla N° Muestras

B001 479 1279 WornBearing 1279
B002 370 1169 LeakSeal 1169
B003 619 1418 BlockedIn 1418
B004 401 1200 WornBearing BlockedIn 1200
B005 493 1292 WornBearing LeakSeal 1292
B006 663 1462 BlockedIn LeakSeal 1462
B007 632 1431 WornBearing BlockedIn 1431
B008 335 1135 WornBearing LeakSeal 1135
B009 453 1252 WornBearing LeakSeal BlockedIn 1252
B010 519 1318 WornBearing 1318
B011 719 1519 LeakSeal 1519
B012 632 1431 BlockedIn 1431
B013 676 1475 BlockedIn LeakSeal 1475
B014 510 1309 WornBearing LeakSeal BlockedIn 1309

5.2. Desempeño de los Modelos Predictivos

Las tablas y figuras que se presentan a continuación muestran los resultados en el des-
empeño de los cuatro modelos de deep learning basados en diferentes arquitecturas (CNN,
LSTM, CNN-LSTM, y CNN-LSTM-p) definidos en la sección 4.5, en la estimación del RUL,
evaluando aspectos como la precisión en las predicciones, la capacidad de generalización y
la robustez frente a diferentes conjuntos de datos.

La Tabla 5.2 muestra la precisión de las predicciones de los cuatro modelos de deep
learning en los datos del conjunto de entrenamiento del escenario 1, según las métricas de
evaluación definidas en la sección 4.7.1. El MAE para el modelo CNN fue de 18.72 horas,
mientras que el RMSE fue de 28.98 horas, el MAPE fue del 16.38 %, y el coeficiente de deter-
minación R2 fue igual a 0.9961. Para el modelo LSTM, el MAE fue de 33.24 horas, el RMSE
fue de 42.34 horas, el MAPE obtenido fue del 33.97 % y el coeficiente de determinación R2
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fue igual a 0.9918. El modelo CNN-LSTM obtuvo un MAE de 50.66 horas, un RMSE de
65.45 horas, un MAPE del 22.34 % y un coeficiente de determinación R2 de 0.9809. Por últi-
mo, el modelo CNN-LSTM-p obtuvo un MAE de 28.43 horas, mientras que el RMSE fue de
41.35 horas, el MAPE fue del 9.45 %, y el coeficiente de determinación R2 fue igual a 0.9921.

Tabla 5.2: Comparación de precisión de la predicción de los modelos en el set de entrena-
miento en el escenario 1.

Conjunto de Entrenamiento

Escenario Modelos MAE RMSE MAPE R2

1

CNN 18.72 28.98 16.38 0.9961
LSTM 33.24 42.34 33.97 0.9918
CNN-LSTM 50.66 64.45 22.34 0.9809
CNN-LSTM-p 28.43 41.35 9.45 0.9921

A partir de estos resultados, se aprecia como el modelo con mejor desempeño general en
el conjunto de datos de entrenamiento del escenario 1 fue el modelo CNN, ya que presenta
los menores valores para las métricas MAE y RMSE, y además, posee el mayor valor para el
coeficiente de determinación R2. Sin embargo, el modelo CNN-LSTM-p obtuvo un MAPE
menor al del modelo CNN, por lo que este último tiene un peor desempeño en términos re-
lativos que el modelo CNN-LSTM-p, lo que significa que en promedio, las predicciones del
modelo CNN están más alejadas de los valores reales en términos porcentuales que las pre-
dicciones hechas por el modelo CNN-LSTM-p. De todos modos, el modelo CNN demuestra
ser superior que el resto de los modelos en términos absolutos, donde además, junto con el
modelo LSTM, presenta la menor diferencia entre los valores obtenidos de las métricas MAE
y RMSE. Esto es importante ya que una diferencia pequeña entre RMSE y MAE, significa
que los errores grandes no están influyendo significativamente en los valores de la métrica
RMSE, lo que indica una distribución de errores relativamente uniforme. Si la diferencia es
grande, esto indica la presencia de errores grandes u outliers que están teniendo un impacto
considerable en el valor del RMSE. Por lo tanto, en términos prácticos, un modelo con una
menor diferencia entre los valores obtenidos de las métricas MAE y RMSE es un modelo con
errores más estables, consistentes y relativamente más pequeños.
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En la Tabla 5.3 se muestra la comparación del desempeño en términos de la precisión de
la predicción de los cuatro modelos de deep learning evaluados en el conjunto de datos de
prueba del escenario 1. El MAE para el modelo CNN fue de 57.76 horas, con un RMSE de
83.88 horas, un MAPE del 47.34 %, y un coeficiente de determinación R2 igual a 0.9604. Pa-
ra el modelo LSTM, el MAE fue de 98.51 horas, el RMSE de 117.43 horas, el MAPE fue de
un 70.91 %, y su coeficiente de determinación R2 fue igual a 0.9225. El modelo CNN-LSTM
obtuvo un MAE de 84.18 horas, un RMSE de 103.33 horas, con un MAPE del 35.90 %, y
un coeficiente de determinación R2 igual a 0.9400. Finalmente, el modelo CNN-LSTM-p
obtuvo un MAE de 60.25 horas, un RMSE de 87.82 horas, con un MAPE del 22.49 % y un
coeficiente de determinación R2 igual a 0.9566.

Tabla 5.3: Comparación de precisión de la predicción de los modelos en el set de prueba en
el escenario 1.

Conjunto de Prueba

Escenario Modelos MAE RMSE MAPE R2

1

CNN 57.76 83.88 47.34 0.9604
LSTM 98.51 117.43 70.91 0.9225
CNN-LSTM 84.18 103.33 35.90 0.9400
CNN-LSTM-p 60.25 87.82 22.49 0.9566

Ahora bien, al evaluar los mismos modelos con el conjunto de prueba del escenario 1, es
decir, con datos que fueron vistos durante el entrenamiento, se observa como se mantiene la
tendencia mostrada en la Tabla 5.2, es decir, el modelo CNN nuevamente es el que obtuvo el
mejor rendimiento general, pues sus valores para las métricas MAE y RMSE son las meno-
res, y su valor para el coeficiente de determinación R2 es el mayor. Sin embargo, el modelo
CNN también presenta el mismo problema mostrado en su desempeño en el conjunto de da-
tos de entrenamiento del escenario 1, pues el valor del MAPE obtenido no es el más bajo de
entre los modelos evaluados, lo que significa que en promedio, las predicciones del modelo
CNN están más alejadas de los valores reales en términos porcentuales que las predicciones
hechas por los modelos CNN-LSTM y CNN-LSTM-p. Por otro lado, en este caso, el modelo
CNN presenta la segunda mayor diferencia absoluta entre los valores obtenidos de las métri-
cas MAE y RMSE, es decir, junto con el modelo CNN-LSTM-p, el modelo CNN es uno del
modelos con errores menos estables y relativamente más grandes en el conjunto de datos de
prueba del escenario 1.
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Al comparar las tablas 5.2 y 5.3, se puede extraer información sobre la degradación del
rendimiento que presentan los modelos al pasar desde los datos de entrenamiento hasta el
conjunto de datos de prueba. En este contexto, la Tabla 5.4 muestra como el modelo CNN-
LSTM presenta la menor degradación en su rendimiento al comparar su desempeño sobre los
datos de entrenamiento y los datos de prueba, tanto en términos absolutos como en términos
relativos. Esto significa que, aún cuando el modelo CNN muestra un mejor rendimiento en
ambos conjuntos de datos, su robustez y capacidad de generalización es inferior al modelo
CNN-LSTM bajo las mismas condiciones de entrenamiento definidas y consideradas para el
escenario 1.

Tabla 5.4: Degradación de la precisión de predicción de los modelos entre los conjuntos de
entrenamiento y prueba en el escenario 1.

Degradación del Rendimiento

Escenario Modelos MAE RMSE MAPE R2

1

CNN +39.04 (209 %) +54.90 (189 %) +30.96 (189 %) -0.0357 (-4 %)
LSTM +65.27 (196 %) +75.09 (177 %) +36.94 (109 %) -0.0693 (-7 %)
CNN-LSTM +33.52 (66 %) +38.88 (60 %) +13.56 (61 %) -0.0409 (-4 %)
CNN-LSTM-p +31.82 (112 %) +46.47 (112 %) +13.04 (138 %) -0.0355 (-4 %)

Por otro lado, los gráficos de la Figura 5.10 entregan una comparación visual del desem-
peño predictivo de los cuatro modelos evaluados en las distintas unidades del conjunto de
datos de prueba del escenario 1. En los gráficos, el eje horizontal muestra las horas de ope-
ración de las bombas, mientras que el eje vertical representa los valores del RUL en horas.
La curva de color naranja corresponde al modelo CNN, mientras que la curva de color verde
corresponde al modelo LSTM, la de color rojo al modelo CNN-LSTM, y la curva de color
púrpura representa las predicciones del modelo CNN-LSTM-p. La linea segmentada de color
azul representa los valores “Reales” del RUL.

Al examinar los gráficos de las cuatro unidades pertenecientes al conjunto de datos de
prueba del escenario 1 (B005, B008, B009 y B014), se observa que los cuatro modelos pre-
dictivos evaluados muestran una capacidad general relativamente buena para seguir la ten-
dencia del RUL real. Esto refuerza el hecho de que todos los modelos obtuvieron valores
bastante altos para el coeficiente de determinación R2 (Tabla 5.3), pues en general, un valor
por encima de R2 superior a 0.8 es considerado aceptable para modelos de regresión [31]
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[39]. Por otro lado, en todas las unidades, se observa que prácticamente todos los modelos
logran captar el cambio de pendiente presente en la curva del RUL real, el cual indica la
aparición de algún modo de falla subyacente.

(a) (b)

(c) (d)

Figura 5.10: Resultados de la predicción en las unidades de prueba en el escenario 1: (a)
Modelo CNN, (b) Modelo LSTM, (c) Modelo CNN-LSTM, (d) Modelo CNN-LSTM-p.

Ahora bien, respecto a la precisión apreciable de los distintos modelos predictivos en las
diferentes fases de vida de las unidades del conjunto de datos de prueba del escenario 1, se
observa como en la fase inicial, donde el RUL se mantiene constante debido a lo discutido
en la sección 4.3.6, los modelos muestran un buen ajuste en general. Sin embargo, se ob-
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servan algunas fluctuaciones menores, especialmente en las unidades B009 y B014. Por otro
lado, en las unidades B005 y B008 todos los modelos a excepción del modelo CNN-LSTM
tienden a sobrestimar los valores predichos para el RUL. Luego en la fase de transición, el
punto de inflexión donde comienza el deterioro o la propagación de la falla es capturado por
todos los modelos, aunque con variaciones en la precisión. En la unidad B005, por ejemplo,
el modelo CNN-LSTM-p parece detectar este cambio más temprano que los demás modelos,
mientras que el modelo CNN-LSTM tiende a reconocer el cambio de pendiente de manera
más tardı́a. Durante la fase de pendiente negativa pronunciada, se observan diferencias más
notables entre los modelos. En general, el modelo CNN-LSTM-p parece seguir más de cerca
la curva real en la mayorı́a de las unidades, especialmente en B008 y B014. Sin embargo,
hacia el final de la vida de todas las unidades, se observan cambios rápidos y pronunciados
en las predicciones de RUL, especialmente en las últimas 200-300 horas de operación.

La Tabla 5.5 muestra la precisión de las predicciones de los cuatro modelos de deep
learning en los datos del conjunto de entrenamiento del escenario 2, según las métricas de
evaluación definidas en la sección 4.7.1. El MAE para el modelo CNN fue de 29.52 horas,
mientras que el RMSE fue de 39.25 horas, el MAPE fue del 24.24 %, y el coeficiente de
determinación R2 fue igual a 0.9922. Para el modelo LSTM, el MAE fue de 33.43 horas,
el RMSE fue de 46.60 horas, el MAPE obtenido fue del 31.81 % y el coeficiente de deter-
minación R2 fue igual a 0.9890. El modelo CNN-LSTM obtuvo un MAE de 23.50 horas,
un RMSE de 40.19 horas, un MAPE del 56.59 % y un coeficiente de determinación R2 de
0.9918. Por último, el modelo CNN-LSTM-p obtuvo un MAE de 21.38 horas, mientras que
el RMSE fue de 27.39 horas, el MAPE fue del 18.65 %, y el coeficiente de determinación R2

fue igual a 0.9962.

Tabla 5.5: Comparación de precisión de la predicción de los modelos en el set de entrena-
miento en el escenario 2.

Conjunto de Entrenamiento

Escenario Modelos MAE RMSE MAPE R2

2

CNN 29.52 39.25 24.24 0.9922
LSTM 33.43 46.60 31.81 0.9890
CNN-LSTM 23.50 40.19 56.59 0.9918
CNN-LSTM-p 21.38 27.39 18.65 0.9962
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A partir de estos resultados, se aprecia como el modelo con mejor desempeño general
en el conjunto de datos de entrenamiento del escenario 2 fue el modelo CNN-LSTM-p, ya
que presenta los menores valores para las métricas MAE, RMSE y MAPE, y además, posee
el mayor valor para el coeficiente de determinación R2. En modelo CNN-LSTM-p también
presenta la menor diferencia entre los valores obtenidos de las métricas MAE y RMSE, lo
que significa que los errores grandes no están influyendo tan significativamente en los valores
de la métrica RMSE como en los demás modelos, por lo que el modelo CNN-LSTM-p es el
que presenta errores más estables, consistentes y relativamente más pequeños.

En la Tabla 5.6 se muestra la comparación del desempeño en términos de la precisión
de la predicción de los cuatro modelos de deep learning evaluados en el conjunto de datos
de prueba del escenario 2. El MAE para el modelo CNN fue de 50.54 horas, con un RMSE
de 70.33 horas, un MAPE del 37.07 %, y un coeficiente de determinación R2 igual a 0.9772.
Para el modelo LSTM, el MAE fue de 42.44 horas, el RMSE de 60.62 horas, el MAPE fue de
un 36.38 %, y su coeficiente de determinación R2 fue igual a 0.9755. El modelo CNN-LSTM
obtuvo un MAE de 45.89 horas, un RMSE de 72.84 horas, con un MAPE del 46.80 %, y un
coeficiente de determinación R2 igual a 0.9755. Finalmente, el modelo CNN-LSTM-p ob-
tuvo un MAE de 40.71 horas, un RMSE de 59.51 horas, con un MAPE del 24.67 % y un
coeficiente de determinación R2 igual a 0.9755.

Tabla 5.6: Comparación de precisión de la predicción de los modelos en el set de prueba en
el escenario 2.

Conjunto de Prueba

Escenario Modelos MAE RMSE MAPE R2

2

CNN 50.54 70.33 37.07 0.9772
LSTM 42.44 60.62 36.38 0.9831
CNN-LSTM 45.89 72.84 46.80 0.9755
CNN-LSTM-p 40.71 59.51 24.67 0.9837

Al evaluar los mismos modelos con el conjunto de prueba del escenario 2, es decir, con
datos que fueron vistos durante el entrenamiento, se observa como se mantiene la tendencia
mostrada en la Tabla 5.5, es decir, el modelo CNN-LSTM-p nuevamente es el que obtuvo
el mejor rendimiento general, pues sus valores para las métricas MAE, RMSE y MAPE son
las menores, y su valor para el coeficiente de determinación R2 es el mayor. Sin embargo,
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en este caso, el modelo CNN-LSTM-p presenta la segunda menor diferencia absoluta entre
los valores obtenidos de las métricas MAE y RMSE, ya que, el modelo LSTM presenta una
diferencia ligeramente inferior.

Al comparar las tablas 5.5 y 5.6, se puede extraer información sobre la degradación del
rendimiento que presentan los modelos al pasar desde los datos de entrenamiento hasta el
conjunto de datos de prueba. En este contexto, la Tabla 5.7 muestra como el modelo LSTM
presenta la menor degradación en su rendimiento al comparar su desempeño sobre los datos
de entrenamiento y los datos de prueba, tanto en términos absolutos como en términos relati-
vos. Esto significa que, aún cuando el modelo CNN-LSTM-p muestra un mejor rendimiento
en ambos conjuntos de datos, su robustez y capacidad de generalización es inferior al mo-
delo LSTM bajo las mismas condiciones de entrenamiento definidas y consideradas para el
escenario 2. Adicionalmente, cabe destacar que, aún cuando el modelo CNN-LSTM presentó
la mayor degradación tanto absoluta como relativa en las métricas, MAE, RMSE y R2, el
MAPE se redujo al pasar del modelo de entrenamiento al de prueba.

Tabla 5.7: Degradación de la precisión de predicción de los modelos entre los conjuntos de
entrenamiento y prueba en el escenario 2.

Degradación del Rendimiento

Escenario Modelos MAE RMSE MAPE R2

2

CNN +21.02 (71 %) +31.08 (79 %) +12.83 (53 %) -0.0150 (-2 %)
LSTM +9.01 (27 %) +14.02 (30 %) +4.57 (14 %) -0.0059 (-1 %)
CNN-LSTM +22.39 (95 %) +32.65 (81 %) -9.79 (-17 %) -0.0163 (-2 %)
CNN-LSTM-p +19.33 (90 %) +32.12 (117 %) +6.02 (32 %) -0.0125 (-1 %)

Los gráficos de la Figura 5.11 entregan una comparación visual del desempeño predictivo
de los cuatro modelos evaluados en las distintas unidades del conjunto de datos de prueba del
escenario 2. En los gráficos, el eje horizontal muestra las horas de operación de las bombas,
mientras que el eje vertical representa los valores del RUL en horas. La curva de color naranja
corresponde al modelo CNN, mientras que la curva de color verde corresponde al modelo
LSTM, la de color rojo al modelo CNN-LSTM, y la curva de color púrpura representa las
predicciones del modelo CNN-LSTM-p. La linea segmentada de color azul representa los
valores “Reales” del RUL.
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(a) (b)

(c) (d)

Figura 5.11: Resultados de la predicción en las unidades de prueba en el escenario 2: (a)
Modelo CNN, (b) Modelo LSTM, (c) Modelo CNN-LSTM, (d) Modelo CNN-LSTM-p.

Al examinar los gráficos de las cuatro unidades pertenecientes al conjunto de datos de
prueba del escenario 2 (B007, B008, B013 y B014), se observa que los cuatro modelos pre-
dictivos evaluados muestran una capacidad general relativamente buena para seguir la tenden-
cia del RUL real, aunque el desempeño de estos modelos es notoriamente pero en la unidad
B013, en especial en la zona de deterioro. Por otro lado, en todas las unidades, se observa que
prácticamente todos los modelos logran captar el cambio de pendiente presente en la curva
del RUL real, aunque nuevamente, este cambio de pendiente es más tardı́o para todos los
modelos en la unidad B013.
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Ahora bien, respecto a la precisión apreciable de los distintos modelos predictivos en las
diferentes fases de vida de las unidades del conjunto de datos de prueba del escenario 2, se
observa como en la fase inicial, los modelos muestran un buen ajuste en general, aunque hay
presencia de ligeras fluctuaciones, las cuales son más marcadas en la unidad B014. Por otro
lado, en la unidades B013,todos los modelos tienden a sobrestimar los valores predichos para
el RUL, mientras que en las unidades B007 y B014 los modelos LSTM y CNN-LSTM-p tien-
den a subestimar predichos para el RUL. Luego en la fase de transición, el punto de inflexión
donde comienza el deterioro o la propagación de la falla es capturado por todos los modelos,
aunque con variaciones en la precisión. En la unidad B007, por ejemplo, el modelo CNN-
LSTM-p parece detectar este cambio más temprano que los demás modelos, mientras que el
modelo CNN-LSTM tiende a reconocer el cambio de pendiente de manera más tardı́a. Luego,
en la unidad B013 los cuatro modelos reconocen el cambio de pendiente prácticamente en
el mismo instante. Finalmente, durante la fase de pendiente negativa pronunciada, el ajuste
a la curva original de RUL de todos los modelos en la unidad B008 es casi perfecto, aunque
es evidente que las predicciones tienden a sobrestimar los valores del RUL. Lo anterior se
repite en las unidades B007 y B014, aunque el ajuste no es tan bueno como en el caso de la
unidad B008. Las diferencias más notables entre las predicciones de los distintos modelos y
los valores reales del RUL son apreciables en la unidad B013, donde en general, el modelo
LSTM parece seguir más de cerca la curva real la mayor parte del tiempo. Sin embargo, ha-
cia el final de la vida de la unidad B013, se observan cambios rápidos y pronunciados en las
predicciones de RUL, especialmente en las últimas 50-100 horas de operación. Estas fluctua-
ciones también se aprecian en las demás unidades, aunque en menor medida en las unidades
B007 y B014.

5.3. Discusión de Resultados

El estudio se centró en la evaluación y comparación del desempeño en la estimación del
RUL de cuatro modelos de deep learning (CNN, LSTM, CNN-LSTM, y CNN-LSTM-p) en
un conjunto de datos sintéticos generados a partir de la simulación de la operación hasta el
fallo de una pequeña flota de 14 bombas trı́plex, las cuales contaron con la implementación
de tres modos de falla principales: WornBearing, LeakSeal y BlockedIn, y la combinación de
estos, para generar un total de 7 escenarios de falla distintos. Además, se utilizó un modelo
de degradación exponencial basado en [85] y [7], para la propagación de las fallas, y la gene-
ración de trayectorias de degradación hasta el fallo.
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Respecto al desempeño de los modelos predictivos, los principales hallazgos fueron:

1. En el escenario 1: El modelo CNN mostró el mejor desempeño general en los conjuntos
de datos de entrenamiento y prueba, mientras que el modelo CNN-LSTM fue el que
presentó la menor degradación de su rendimiento entre los conjuntos de entrenamiento
y prueba.

2. En el escenario 2: El modelo CNN-LSTM-p obtuvo el mejor rendimiento general en
ambos conjuntos de datos, mientras que el modelo LSTM mostró la menor degradación
de rendimiento entre ambos conjuntos.

3. Se observaron diferencias en el desempeño predictivo y la precisión de las modelos en
distintas fases de vida de las unidades, dónde destacan las fluctuaciones pronunciadas
hacia el final de la vida de las unidades.

4. Todos los modelos mostraron una capacidad general bastante elevada para seguir la
tendencia real de los valores del RUL en ambos escenarios, aunque en el escenario
1, dónde los datos de prueba estaba compuestos por datos y modos de falla no vistos
durante la fase de entrenamiento de los modelos, existieron desviaciones evidentes en
las predicciones, especialmente en la fase de deterioro del ciclo de vida de las unidades.

Los resultados muestran que los modelos son capaces de capturar la tendencia general
del RUL bajo diferentes condiciones operativas (diferentes modos de falla), dónde destaca
el hecho de que en ambos escenarios los modelos lograron captar el cambio de pendiente
del RUL, lo cual indica la capacidad de los modelos de detectar la desviación del compor-
tamiento normal de las distintas unidades, reconociendo en mayor o menor medida el punto
de inflexión donde comienza el deterioro. Esto sugiere que los modelos han sido capaces de
aprender e identificar patrones sutiles en los datos de entrenamiento, que indican el inicio
del proceso de degradación. Lo anterior resulta aún más sorprendente al considerar que los
resultados del escenario 1 mostrados en los gráficos de la Figura 5.10 corresponden a las
predicciones sobre modos de falla no vistos durante el entrenamiento, ya que el hecho de
que los modelos detecten el comienzo del proceso de degradación anormal, implica que estos
modelos aprendieron de manera precisa los patrones propios del comportamiento normal en
ausencia de fallas, otorgándoles buenas capacidades para la detección temprana de de fallas
en las bombas. Además, la variabilidad en el desempeño de los modelos entre las diferentes
fases de vida de las bombas indica que existen patrones distintivos en los datos en cada una
de estas fase, lo que a su vez sugiere que las caracterı́sticas propias de los datos cambian
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a medida que la bomba se deteriora. Esto es coherente con la evolución de la degradación
esperada de los fallos mecánicos, ya que el modelo simulado de las bombas considera un
deterioro con dos fases diferenciadas: una fase de degradación normal lineal, y una fase de
degradación anormal exponencial.

Un resultado inesperado fue el alto MAPE del modelo CNN-LSTM en el escenario 2 pa-
ra el conjunto de datos de entrenamiento, a pesar de tener un buen desempeño en las demás
métricas de evaluación. Esto podrı́a deberse a que el modelo es más sensible a errores re-
lativos en ciertos rangos del RUL, posiblemente en valores bajos donde un pequeño error
absoluto puede resultar en un gran error porcentual. Además, la mejora del MAPE del mode-
lo CNN-LSTM al pasar del conjunto de entrenamiento al de prueba en el escenario 2 también
representa un resultado inesperado. Esto podrı́a indicar que el modelo se adaptó mejor a
ciertas caracterı́sticas presentes en el conjunto de prueba, o que hubo una distribución más
favorable de los valores de RUL en dicho conjunto.

Por otro lado, además de las diferencias en la complejidad y naturaleza de los distintos
modelos predictivos evaluados, una posible explicación para las diferencias de desempeño
entre estos modelos podrı́a ser la sensibilidad a la inicialización de los pesos o parámetros
de la redes neuronales, o a la secuencia especı́fica de datos usada durante las fases de en-
trenamiento. Repetir el entrenamiento con diferentes semillas aleatorias y además repetir el
entrenamiento de los distintos modelos en cada escenario varias veces, podrı́a proporcionar
una visión más robusta del desempeño relativo de los modelos, al generar una distribución de
los valores predichos del RUL en cada paso de tiempo en lugar de sólo valores puntuales, lo
que incluso da la opción de evaluar el desempeño de los modelos en términos probabilı́sticos.
Luego, las diferencias en el desempeño entre los escenarios 1 y 2 podrı́an deberse no solo a
la cantidad de datos de entrenamiento, sino también a la distribución especı́fica de los modos
de falla en cada conjunto. Un análisis más detallado de la composición de los conjuntos de
datos podrı́a arrojar luz sobre este aspecto.

Sin embargo, los resultados obtenidos cumplen con lo esperado, ya que en ambos esce-
narios los modelos de deep learning mostraron una buena capacidad para aprender y predecir
patrones complejos en datos de series temporales. En particular, como se definió en la sección
4.4, el escenario 1 fue diseñado para simular una configuración realista, en donde los datos
históricos de fallas de equipos no están del todo balanceados en el sentido de que contienen
muchos más datos de condiciones normales sin fallo y pocos ejemplos de datos con fallas. En
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este contexto, lo esperado es que los distintos modelos al menos fueran capaces de detectar el
cambio de comportamiento en los equipos al pasar de un estado normal a uno con presencia
de una falla. Sin embargo, además de lograr lo anterior, todos los modelos evaluados en el es-
cenario 1 muestran una aproximación relativamente aceptable del RUL, sobre todo cerca del
final de la vida las bombas, justo antes de la aparición de las marcadas fluctuaciones finales.
De lo anterior se desprende que la capacidad de los modelos para generalizar del conjunto de
entrenamiento al conjunto de prueba fue mayor de lo esperado.

Por su parte, para el escenario 2 se planteó la evaluación de todos los modos de falla al
usar el argumento del conocimiento experto y el valor de aumentar la calidad de los conjuntos
de datos al agregar datos simulados. En este contexto, además de la detección de la aparición
de la falla, se esperaba un rendimiento superior de los modelos, sobre todo en el ajuste du-
rante la fase de deterioro. Aunque esto fue ası́, en general, los resultados del desempeño de
los distintos modelos predictivos en la unidad B013 mostraron una evidente diferencia con el
resto de unidades, lo que podrı́a indicar que hay diferencias significativas entre los patrones
de deterioro de dicha bomba en especı́fico aún cuando su modo de falla subyacente estuvo
presente en los datos de entrenamiento de los distintos modelos predictivos, lo que en defini-
tiva dificulta su generalización.

Los resultados de este trabajo tienen implicaciones significativas para la implementación
de sistemas de mantenimiento predictivo en bombas trı́plex y potencialmente en otros equi-
pos industriales similares. La capacidad de los modelos para predecir el RUL con un alto
grado de precisión podrı́a conducir a:

Mejoras en la planificación del mantenimiento, reduciendo el tiempo de inactividad no
programado.
Optimización de la vida útil de los equipos, evitando tanto el reemplazo prematuro
como las fallas catastróficas.
Reducción de costos operativos y de mantenimiento en industrias que dependen de
bombas trı́plex.

Estos hallazgos contribuyen a la literatura existente sobre el uso de técnicas de deep lear-
ning en el pronóstico de RUL, ya que confirman la efectividad de las arquitecturas CNN y
LSTM en este dominio, como se ha visto en estudios previos. Sin embargo, también destacan
la importancia de considerar arquitecturas hı́bridas como CNN-LSTM y CNN-LSTM-p, que
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pueden ofrecer ventajas en ciertos escenarios. Por lo tanto, este trabajo aporta nuevas pers-
pectivas en aspectos como la comparación directa de múltiples arquitecturas de deep learning
en el contexto especı́fico de la estimación del RUL de bombas trı́plex, la evaluación del des-
empeño de los modelos en diferentes fases de la vida útil de las bombas, proporcionando
una comprensión más matizada de sus fortalezas y debilidades, y la identificación de la va-
riabilidad en la degradación del rendimiento entre los conjuntos de entrenamiento y prueba,
lo que subraya la importancia de considerar la robustez y la capacidad de generalización en
la selección del modelo. Sin embargo, las conclusiones de este trabajo se limitan principal-
mente al contexto de las bombas trı́plex y a los escenarios especı́ficos evaluados. Aunque
los resultados son prometedores, se debe tener precaución al generalizar estas conclusiones a
otros tipos de equipos o condiciones operativas significativamente diferentes. Algunas de las
limitaciones que podrı́an haber impactado los resultados incluyen:

1. Tamaño del conjunto de datos: Aunque se utilizaron múltiples bombas, un conjunto de
datos más grande podrı́a proporcionar resultados más robustos y generalizables.

2. Variabilidad en los modos de falla: La distribución especı́fica de los modos de falla en
los conjuntos de datos podrı́a influir en el desempeño relativo de los modelos.

3. Simplificaciones en la simulación: Cualquier simplificación en el modelo de simula-
ción podrı́a limitar la representatividad de los datos con respecto a las condiciones del
mundo real.

A pesar de estas limitaciones, los resultados siguen siendo válidos y valiosos para respon-
der a la pregunta de investigación sobre la efectividad comparativa de diferentes arquitecturas
de deep learning en la predicción del RUL de bombas trı́plex. La consistencia general en el
desempeño de los modelos y su capacidad para capturar tendencias importantes del RUL res-
paldan la validez de los hallazgos.
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Capı́tulo 6

Conclusiones

El presente trabajo de titulación ha logrado abordar de manera efectiva el desafı́o de
predecir la vida útil remanente (RUL) de activos crı́ticos, especı́ficamente bombas trı́plex,
mediante el uso de arquitecturas de redes neuronales profundas aplicadas a datos sintéticos.
Estos datos fueron generados a partir de un modelo de ecuaciones diferenciales que simula
trayectorias de degradación hasta el fallo. A través de la investigación y el desarrollo de mo-
delos basados en CNN, LSTM, y combinaciones hı́bridas (CNN-LSTM y CNN-LSTM-p), se
ha demostrado que estas técnicas pueden proporcionar predicciones precisas y confiables en
el contexto del mantenimiento predictivo.

El modelado y la simulación de la degradación de las bombas trı́plex permitieron crear
un conjunto de datos sintético robusto y representativo, esencial para la evaluación de los
modelos predictivos. Sin embargo, es importante destacar que cualquier simplificación en
el modelo de simulación podrı́a limitar la representatividad de los datos respecto a las con-
diciones del mundo real. Los resultados obtenidos indican que las arquitecturas hı́bridas,
particularmente CNN-LSTM y CNN-LSTM-p, ofrecieron un desempeño superior en ciertos
escenarios, capturando de manera efectiva las tendencias de degradación y proporcionando
estimaciones precisas del RUL. No obstante, se observó que la calidad y cantidad de datos de
entrenamiento son factores crı́ticos que pueden afectar significativamente el rendimiento de
los modelos. Un conjunto de datos más extenso y variado podrı́a mejorar aún más la robustez
y precisión de las predicciones.

Las técnicas de preprocesamiento de datos, como la normalización y la selección de ca-
racterı́sticas en los dominios del tiempo y la frecuencia, fueron fundamentales para mejorar
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la calidad de los datos y, por ende, la precisión de los modelos. A pesar de esto, el impacto
de diferentes enfoques de preprocesamiento en el rendimiento de los modelos sugiere que
futuras investigaciones podrı́an beneficiarse de la exploración de metodologı́as más avanza-
das o alternativas para optimizar este proceso. La implementación de técnicas de validación
cruzada en la evaluación de los modelos es una limitación que debe ser abordada en futuros
estudios para obtener una estimación más robusta y confiable del rendimiento de los modelos.

Una limitación significativa de este estudio es la generalización de los resultados obteni-
dos exclusivamente con datos sintéticos. La aplicación de estos modelos a datos reales podrı́a
presentar desafı́os adicionales, lo que sugiere la necesidad de una validación exhaustiva en
entornos operativos reales. Además, la variabilidad en los modos de falla y las condiciones
operativas podrı́an influir en el rendimiento de los modelos, subrayando la importancia de
incluir una mayor diversidad de escenarios en futuros estudios.

Basándonos en los hallazgos y limitaciones identificadas en este trabajo, se proponen las
siguientes recomendaciones y direcciones para el trabajo futuro:

1. Validación con datos reales:
Implementar los modelos desarrollados en entornos industriales reales para eva-
luar su desempeño con datos operativos de bombas trı́plex.
Colaborar con empresas del sector para obtener conjuntos de datos históricos que
permitan una validación más robusta de los modelos.

2. Mejora de la simulación:
Refinar el modelo de simulación para incluir una mayor variedad de condiciones
operativas y modos de falla.
Incorporar factores ambientales y de mantenimiento en el modelo de degradación
para aumentar su realismo.

3. Exploración de arquitecturas avanzadas:
Investigar el uso de arquitecturas como Transformers y otras variantes de RNN
para capturar relaciones temporales más complejas.
Desarrollar modelos hı́bridos que combinen las fortalezas de diferentes arquitec-
turas de deep learning.
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4. Optimización de hiperparámetros y preprocesamiento:
Implementar técnicas avanzadas de búsqueda, como la optimización bayesiana,
para la selección óptima de hiperparámetros.
Explorar técnicas de preprocesamiento más sofisticadas, incluyendo métodos de
selección de caracterı́sticas basados en aprendizaje automático.

5. Extensión a otros activos crı́ticos:
Adaptar y validar los modelos para su uso en otros tipos de equipos industriales
crı́ticos.
Investigar la transferibilidad de los modelos entre diferentes tipos de activos.

6. Incorporación de técnicas de explicabilidad:
Implementar métodos de interpretación de modelos para aumentar la confianza
en las predicciones y facilitar su adopción en la industria.
Desarrollar visualizaciones que ayuden a comprender los factores que influyen en
las predicciones de RUL.

La implementación de estas recomendaciones y lı́neas de trabajo futuro no solo abordarı́a
las limitaciones identificadas en el presente estudio, sino que también ampliarı́a significativa-
mente el alcance y la aplicabilidad de los modelos de predicción de RUL en el mantenimiento
predictivo.

En conclusión, este trabajo ha demostrado el potencial de las redes neuronales profun-
das para la predicción de la vida útil remanente en el contexto del mantenimiento predictivo,
proporcionando una base sólida para futuras investigaciones y aplicaciones prácticas en la in-
dustria. Los resultados obtenidos son prometedores, pero es necesario continuar explorando
y refinando estas técnicas para asegurar su efectividad y aplicabilidad en una amplia varie-
dad de escenarios y condiciones operativas. La investigación ha cumplido con sus objetivos
principales, ofreciendo insights valiosos sobre el rendimiento comparativo de diferentes ar-
quitecturas de deep learning en la predicción del RUL para bombas trı́plex, y estableciendo
una metodologı́a sólida para futuros estudios en este campo crı́tico del mantenimiento pre-
dictivo. La implementación de las recomendaciones propuestas y la continuación del trabajo
en las direcciones sugeridas permitirán avanzar significativamente en la aplicación práctica y
efectiva de estas tecnologı́as en entornos industriales reales.
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Basto, and Symone GS Alcalá. A systematic literature review of machine learning
methods applied to predictive maintenance. Computers & Industrial Engineering,
137:106024, 2019.

[15] Tianfeng Chai and Roland R Draxler. Root mean square error (rmse) or mean absolute
error (mae)?–arguments against avoiding rmse in the literature. Geoscientific model

development, 7(3):1247–1250, 2014.

[16] Junfei Chen, Qian Li, Huimin Wang, and Menghua Deng. A machine learning en-
semble approach based on random forest and radial basis function neural network for
risk evaluation of regional flood disaster: a case study of the yangtze river delta, china.
International journal of environmental research and public health, 17(1):49, 2020.

[17] Xiaowu Chen and Zhen Liu. A long short-term memory neural network based wiener
process model for remaining useful life prediction. Reliability Engineering System

Safety, 226:108651, 2022.

[18] Kyunghyun Cho. Learning phrase representations using rnn encoder-decoder for sta-
tistical machine translation. arXiv preprint arXiv:1406.1078, 2014.

[19] François Chollet. Keras. https://github.com/keras-team/keras, 2015.

[20] Cyril F Colebrook and Curt M White. Experiments with fluid friction in roughened pi-
pes. Proceedings of the Royal Society of London. Series A-Mathematical and Physical

Sciences, 161(906):367–381, 1937.

123

https://github.com/keras-team/keras


[21] George Cybenko. Approximation by superpositions of a sigmoidal function. Mathe-

matics of control, signals and systems, 2(4):303–314, 1989.

[22] Mirko Dobrnjac. Determination of friction coefficient in transition flow region for wa-
terworks and pipelines calculation. Annals of the Faculty of Engineering Hunedoara,
10(3):137, 2012.

[23] John Duchi, Elad Hazan, and Yoram Singer. Adaptive subgradient methods for online
learning and stochastic optimization. Journal of machine learning research, 12(7),
2011.

[24] Vincent Dumoulin and Francesco Visin. A guide to convolution arithmetic for deep
learning. arXiv preprint arXiv:1603.07285, 2016.

[25] Jeffrey L Elman. Finding structure in time. Cognitive science, 14(2):179–211, 1990.

[26] Felix A Gers, Jürgen Schmidhuber, and Fred Cummins. Learning to forget: Continual
prediction with lstm. Neural computation, 12(10):2451–2471, 2000.

[27] Hossein Gholizadeh, Richard Burton, and Greg Schoenau. Fluid bulk modulus: Com-
parison of low pressure models. International Journal of Fluid Power, 13(1):7–16,
January 2012.

[28] Ian Goodfellow, Yoshua Bengio, and Aaron Courville. Deep learning. MIT press,
2016. http://www.deeplearningbook.org.

[29] Klaus Greff, Rupesh K Srivastava, Jan Koutnı́k, Bas R Steunebrink, and Jürgen Sch-
midhuber. Lstm: A search space odyssey. IEEE transactions on neural networks and

learning systems, 28(10):2222–2232, 2016.

[30] Sebastian Günther, Jonathan Brandt, Astrid Bensmann, and Richard Hanke-
Rauschenbach. Estss—energy system time series suite: a declustered, application-
independent, semi-artificial load profile benchmark set. Energy Informatics, 7(1):3,
2024.

[31] Trevor Hastie, Robert Tibshirani, Jerome H Friedman, and Jerome H Friedman. The

elements of statistical learning: data mining, inference, and prediction, volume 2.
Springer, 2009.

124

http://www.deeplearningbook.org


[32] Simon S. Haykin. Neural Networks and Learning Machines. Pearson International
Edition. Pearson, 2009.

[33] Ahmed Hinchi and Mohamed Tkiouat. Rolling element bearing remaining useful li-
fe estimation based on a convolutional long-short-term memory network. Procedia

Computer Science, 127:123–132, 01 2018.

[34] Geoffrey Hinton, Nitish Srivastava, and Kevin Swersky. Neural networks for machine
learning lecture 6a overview of mini-batch gradient descent. Cited on, 14(8):2, 2012.

[35] Sepp Hochreiter and Jürgen Schmidhuber. Long short-term memory. Neural compu-

tation, 9(8):1735–1780, 1997.

[36] Chang Woo Hong, Changmin Lee, Kwangsuk Lee, Min-Seung Ko, Dae Eun Kim, and
Kyeon Hur. Remaining useful life prognosis for turbofan engine using explainable
deep neural networks with dimensionality reduction. Sensors, 20(22):6626, 2020.

[37] Kurt Hornik. Approximation capabilities of multilayer feedforward networks. Neural

networks, 4(2):251–257, 1991.

[38] Sadiqa Jafari and Yungcheol Byun. A cnn-gru approach to the accurate prediction of
batteries’ remaining useful life from charging profiles. Computers, 12:219, 10 2023.

[39] Gareth James, Daniela Witten, Trevor Hastie, Robert Tibshirani, et al. An introduction

to statistical learning, volume 112. Springer, 2013.

[40] Andrew KS Jardine, Daming Lin, and Dragan Banjevic. A review on machinery diag-
nostics and prognostics implementing condition-based maintenance. Mechanical sys-

tems and signal processing, 20(7):1483–1510, 2006.
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Capı́tulo 7

Anexos

En el desarrollo de este trabajo de titulación, la implementación y posterior resolución
del sistema de ecuaciones que simula la operación y degradación del sistema de las bombas
trı́plex se realizó utilizando el lenguaje de programación Python en una serie de notebooks
de Jupyter. Todos los notebooks utilizados para la simulación del activo, además de los note-
books utilizados tanto en el preprocesamiento de los datos como en el desarrollo y posterior
entrenamiento de los modelos predictivos basados en redes CNN y LSTM se encuentran en
el siguiente repositorio de Github:

https://github.com/ignaciopablo357/Triplex_Pump_R2F_pred
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