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RESUMEN

La nueva Guia de Disefio de Pavimentos Empirico Mecanicista ASHTOO, utiliza el
Médulo Dindmico (|E*|) como variable de entrada para el disefio de pavimentos
asfalticos. Esta variable, permite conocer la respuesta del pavimento, en términos de
esfuerzos y deformaciones, bajo distintas frecuencias de carga y temperatura.

Se presentaran los modelos de prediccién de |E*| basados en métodos de regresion mas
utilizados. Estos son: Andrei, Witczak y Mirza (Witczak Original), Hirsch, y Witczak-
Bari (Witczak Modificado). Estos métodos predicen |E*| en funcién de: propiedades
granulométricas del agregado, propiedades volumétricas de la mezcla, la viscosidad, y
la frecuencia de carga, entre otros.

En este trabajo, se presentard un modelo de predicciéon para el Mdodulo Dindmico,
mediante la utilizacién de Redes Neuronales Artificiales (RNA). Las RNA son un tipo
de inteligencia artificial que intenta imitar la forma en la que el cerebro procesa,
clasifica y respalda informacién. Esta aproximacion parte de una base de datos de
entrada y su objetivo principal es que aprenda las propiedades que relacionan las
variables de entrada y de salida. Uno de los métodos mas populares de entrenamiento
es el método de Retro-Propagacion (BPM de sus siglas en inglés) y es el escogido para
desarrollar este trabajo.

Los modelos de prediccién de |E*| basados en RNA serdn desarrollados utilizando una
base de datos extraida del NCHRP REPORT 547 “Simple Performance Tests:
Summary of Recommended Methods and Database”. Esta base de datos contiene
caracteristicas de 7400 mezclas asfalticas, con datos como frecuencia de carga,
propiedades volumétricas y granulométricas de las mezclas, ademés de los pardmetros

A, VTS, |G*| y 8, del bitumen usado en cada mezcla.
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Se comparan los modelos en RNA con los modelos predictivos de |E*|, utilizando
criterios estadisticos, para determinar cudl de los dos enfoques tiene la mejor capacidad
de prediccion. Asi se concluird cudl de los dos enfoques realiza mejores predicciones.

Los resultados de este estudio seran utilizados para la creacién de un software
predictivo de |E*| basado en Visual Basic de Excel, incluyendo en él tanto los modelos

de regresion como los de RNA.
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ABSTRACT

The new Guide Mechanistic Empirical Pavement Design ASHTOO, use the Dynamic
Modulus (| E * |) as input variable for the design of asphalt pavements. This variable,
allows to know the response of the pavement, in terms of stress and strain under
different frequencies of load and temperature.

|E *| prediction models based on regression methods most commonly used will be
presented. These are: Andrei, Mirza and Witczak (Witczak Original), Hirsch, and
Witczak-Bari  (Witczak Modified). These methods predict |E*| according to:
granulometric properties of the aggregate, bulk properties of the mixture, viscosity,
load and frequency, among others.

In this paper, a prediction model for Dynamic Modulus, using Artificial Neural
Networks (ANN) will be presented. The RNA is a type of artificial intelligence that
tries to mimic the way the brain processes, classifies and supports information. This
approach of a database input and its main objective is to learn the properties that
relate the input variables and output. One of the most popular training methods, Back-
Propagation method (its acronym BPM) is chosen for this work.

The prediction models | E * | based RNA will be developed using a database extracted
from the NCHRP Report 547 "Simple Performance Tests: Summary of Methods and
Recommended Database". This database contains characteristics of asphalt mixtures
7400, with data such as load frequency, volumetric properties and particle size
mixtures, in addition to the parameters A, VTS, |G *| y 6, of bitumen used in each
mixture.

|[E *| RNA models are compared with predictive models using statistical criteria to
determine which of the two approaches has the best predictive power. In order to

conclude which of the two approaches makes better predictions.



The results of this study will be used to create a |E *| predictive software based on

Excel Visual Basic, including in it regression models such as RNA models.
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CAPITULO 1 INTRODUCCION

Actualmente, a pesar de que existe la intencién de predecir la respuesta del pavimento
a través de métodos basados en la mecanica clasica y la resistencia de materiales; en la
practica aun son ampliamente més utilizados los métodos empirico-mecanicistas.
En nuestro pais, el estado de la practica se enfoca més en los procedimientos empiricos.
Sin embargo, hoy la GDPEM posee una metodologia mucho méas cercana al estado del
arte en cuanto a la forma de obtener la respuesta del pavimento.
Hoy en dia, la GDPEM utiliza varias variables para caracterizar el material. Para ello
utiliza niveles jerarquicos de entrada. Este es un esquema de entrada que se utiliza para
categorizar el conocimiento del disefiador sobre la variable de entrada. Existen tres
niveles disponibles para determinar los valores de entrada para la mayoria de los
parametros del material y el transito. La filosofia detrds de cada nivel de entrada
jerarquica, se define a continuacién:
= Nivel Jerarquico 1: La variable se mide directamente, es especifica para el sitio
o proyecto. Este nivel representa el mayor conocimiento sobre el parametro de
entrada para un proyecto especifico, pero tiene los costos mds altos de pruebas
y recoleccion de datos para determinar el valor de entrada. El nivel 1 debe ser
usado para disefios de pavimentos, para los cuales el sitio del proyecto tiene
caracteristicas, y materiales o condiciones de trafico que estan fuera del espacio
de inferencia utilizado para desarrollar las correlaciones y valores por defecto
utilizados en los niveles de entrada 2 y 3.
= Nivel Jerarquico 2: En este nivel el pardmetro se calcula a partir de
correlaciones o ecuaciones de regresion. En otras palabras, la variable se calcula
a partir de otros datos especificos del sitio o pardmetros que son menos costosos
de medir. El nivel de entrada 2 también puede representar valores regionales

medidos que no son especificos del proyecto.



= Nivel Jerdrquico 3: Se basa en los valores “de mejor estimacién” o por defecto.
Las entradas de nivel 3 se basan en valores globales o regionales por defecto —
como la media de un grupo de datos con caracteristicas similares. Este nivel de
entrada tiene el mejor conocimiento sobre el pardmetro de entrada para el
proyecto especifico, pero tiene los costos méas bajos de pruebas y recoleccién de
datos [AASHTO, 2008].
En esencia, la GDPEM utiliza como variables de entrada pardmetros que requieren
mediciones en equipos de laboratorio, los que exigen equipos costosos, preparacién de
personal, instrumentaciéon adecuada, y tiempo invertido, los que generan costos
adicionales. Para solucionar esto, en el caso del Mddulo Dindmico, se han desarrollado
modelos de prediccién basados en andlisis de regresién no lineal [Witczak & Bari, 2006]
[Al-Khateeb et al., 2006]; otros han puesto su confianza en técnicas como las RNA para
estimar dichas variables de entrada [Ceylan, et al., 2009] [Far, et al., 2009] [Leiva, 2014].
Siempre con el foco de obtenerlas con una confiabilidad adecuada, y a un menor costo.
Kvasnak y su equipo [Kvasnak et al., 2007] identifica el interés de algunos investigadores
de incluir un ensayo adicional a utilizar en conjunto con el ensayo de Médulo Dindmico
para la GDPEM. Actualmente, con el interés de incorporar el Ntiimero de Flujo como
dicho ensayo adicional, es necesario desarrollar una ecuacion predictiva del Ntimero de
Flujo.
Las RNA son un andlogo computacional de lo que es el modelo de neurona biolégica
propuesto por Ramén y Cajal [Ramén y Cajal, 2008] hace més de 100 afios y constituyen
una herramienta poderosa, pues aprenden a partir de un set de datos conocidos,
reconocen y predicen sobre ellos, patrones de comportamiento. Permiten el uso de
operaciones computacionales simples (adicién, multiplicacién, y operaciones logicas)

para resolver problemas complejos, mateméaticamente mal condicionados, problemas no



lineales y estocasticos. Ademds, son capaz de auto-organizarse para dar solucién a
distintos tipos de problemas [Graupe, 2007].

Hojjat Adeli en su publicacién “Neural Networks in Civil Engineering” [Adeli, 2001]
presenta varias aplicaciones de las Redes Neuronales Artificiales a distintos campos de
aplicaciéon de la ingenieria civil, que van desde la ingenieria estructural, el control
estructural, caracterizaciéon del material estructural y su modelacién, gestion de la
construccién, ambiental y recursos hidricos, geotecnia e ingenieria vial.

Se ha demostrado que una Red Neuronal Artificial lo suficientemente grande, en cuanto
a cantidad de neuronas y capas paralelas, es capaz de aprender cualquier funcién
[Hornik et al., 1989]. Esto es importante cuando no existe modelo matemaético como
solucién a un problema, situacién que se da repetidamente en distintas dreas de la
ingenieria civil.

Las RNA se proponen para dar solucién a problemas diversos y complejos en el drea de
la vialidad, y como un complemento muy 1til a los métodos numéricos y estadisticos
més tradicionales [TRB-Cicular, 1999]. Estas han demostrado tener un mejor ajuste
estadistico que sus pares provenientes de regresiones no lineales multiples.

Dentro de los algoritmos de aprendizaje existentes de las RNA, el méas utilizado es el
MRP (o Back-Propagation Method), ésto debido a su simplicidad. Este método permite
encontrar los pesos de las conexiones sindpticas en cada una de las interconexiones de
la Red Neuronal Artificial. Estos pesos son los que traducen la senal de entrada en la

senal de salida en las interconexiones de las neuronas.

1.1 Objetivo General

Aplicar las Redes Neuronales Artificiales a la prediccién de pardmetros que influyan o
estén asociados al comportamiento estructural del pavimento asfaltico.

1.2 Objetivos Especificos

Aplicar las Redes Neuronales Artificiales a la estimacion del Médulo Dindmico.



Evaluar el niimero éptimo de capas de neuronas ocultas e identificar el ntimero de
neuronas en las capas ocultas que lleva a la disminucién del error cuadratico medio de
la red.

Evaluar la funcién de activacién que retorna el proceso de entrenamiento mas eficiente,
es decir aquel que logra la mayor disminucién en el error cuadratico medio de la red en
la menor cantidad de iteraciones.

Los resultados de este estudio son utilizados para la creacién de un software predictivo
de |E*| basado en Visual Basic de Excel, incluyendo en él tanto los modelos de regresién

como los de RNA.

1.3 Hipétesis de Trabajo
Los modelos basados en RNA aplicados a la estimacion de la rigidez en mezclas
asfilticas, poseen una bondad de ajuste estadistica mejor que los modelos de regresion

no lineal multiple, especificamente, en la estimacién del Médulo Dindmico (|E*]).

1.4 Alcance de este trabajo

Este trabajo incluye los resultados de una Red Neuronal Artificial Multicapa, obtenidos
a través del MRP.

Varias RNA son probadas hasta encontrar la arquitectura més eficiente en términos de
la cantidad de iteraciones. Esto es, configurando la cantidad de neuronas para las capas
ocultas, y el nimero de capas ocultas que se requieran para lograrlo.

Con lo anterior, se configuran redes con distintas funciones de activaciéon, con el fin de
probar su rendimiento, en cuanto al error obtenido a determinada cantidad de
iteraciones.

El resultado del entrenamiento es utilizado en un software creado en Visual Basic que
permite estimar el Modulo Dindmico en las mezclas asfilticas, en funcién de valores de

entrada tipicamente disponibles.



CAPITULO 2 REDES NEURONALES ARTIFICIALES

2.1 Introduccién

El anhelo de crear maquinas que realicen de una forma apropiada alguna tarea que les
corresponda a los seres humanos, ha existido desde mucho antes que las primeras
computadoras. También, la idea de crear seres pensantes que respondan a inquietudes
y requerimientos humanos estd plasmado en la literatura de ciencia ficcién. Con esa
reflexion Mary Shelley, en 1818, publica Frankenstein, donde se pone en juego la ética
por sobre crear seres de este tipo.

McCulloch y Pitts [McCulloch & Pitts, 1943], comienzan a sentar las bases de las redes
neuronales artificiales, describiendo un modelo de calculo légico que vendria a ser la
unién de los campos de la l6gica neurofisiolégica y matematica.

Vannevar Bush [Bush, 1945], presenta un imaginario de un futuro en el cual las
computadoras asistirian en las actividades mas basicas a los seres humanos.

Luego, el término Inteligencia Artificial es utilizado por primera vez por John McCarthy
[McCarthy et al., 1955] ddndole nacimiento a esta 4rea de la ciencia.

Posteriormente, Frank Rosenblatt [Rosenblatt, 1958] crea el primer perceptrén,
emulando el modelo neuronal descrito por Ramén y Cajal [Ramon y Cajal, 2008]. El
modelo perceptrdn es la neurona artificial mas bésica y antigua, cuya aplicacion era la
de aprender una serie de patrones y reconocer otros similares.

Maés tarde, Rumerhalt, Hinton, y Williams [Rumelhart et al., 1985] reportaron el
desarrollo del conocido MRP, situacién que se refuté méas tarde, pues Bryson y Ho
[Bryson & Ho, 1975] lo habian desarrollado primero.

Finalmente, Rumelhart publica el libro “Parallel Distributed Processing: Explorations
in the Microstructures of Cognition” el que hasta ahora ha tenido la mayor influencia
en el uso de este algoritmo (MRP); el mas popular para el entrenamiento de redes

multicapa [Russell & Norvig, 1995].



Hoy en dia, son numerosas las herramientas que realizan procesos que se podrian
encuadrar dentro de la llamada Inteligencia Artificial, y las RNA (ANN de sus siglas

en inglés) son s6lo una de ellas.

2.2 Neuronas, del modelo biolégico al andlogo computacional
La idea proviene del modelo biolégico de nuestro sistema nervioso, especificamente de
las relaciones que realizan millones y millones de neuronas que se interconectan en
nuestro cerebro para elaborar redes neuronales con distintas funciones, pero cuyo fin
principal es el de procesar informacién que proviene de estimulos externos.
Cada una, es como un procesador de informacién y las interconexiones entre ellas son
las que hacen posibles las distintas habilidades de los seres vivos.
De acuerdo a Gonzélez [Gonzalez, 2003] no solamente las neuronas son un sistema que
permite a los seres vivos computar y responder ante estimulos externos, sino que
ademas, el cerebro posee caracteristicas envidiables para un sistema de procesamiento
digital:
= Es redundante y tolerante a fallas, ya que pese a la muerte de las neuronas el
cerebro sigue funcionando sin afectar el desempeiio del mismo.
= Kl cerebro tiene una gran adaptabilidad, no se debe reprogramar para adaptarse
a las condiciones externas.
= Es muy tolerante a la informacién errada. La inconsistencia es algo con lo que el
cerebro lidia diariamente.
= Realiza actividades en paralelo.
Siendo el cerebro tan impresionante, por qué no emular el funcionamiento de su unidad
funcional y estructural, la neurona, para ejecutar tareas basicas. La estructura principal
de la neurona se muestra en la Figura 2.1 a continuacién, y se compone basicamente de

dendritas, el soma, el axén y sus botones terminales.
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Figura 2.1 Modelo Biolégico de la Neurona.

Las dendritas, son prolongaciones del soma neural. Ellas reciben impulsos de otras
neuronas y son las encargadas de enviarlas al soma. Segin Veelenturf [Veelenturf, 1995]
una neurona organica puede recibir alrededor de 10.000 entradas provenientes de otras
neuronas a la vez, a través de pulsos eléctricos.
El soma, corresponde al cuerpo de la neurona y donde se puede observar una estructura
llamada niucleo.
El axén, es una prolongacion tnica y larga. Su funcién es trasladar el impulso desde el
soma a otro lugar del sistema [ConocimientosWeb, 2011].
Béasicamente, una neurona es una estructura que recibe las sefiales provenientes de otras
neuronas, cada una de ellas con cierta relevancia. Finalmente, esas sehales son
procesadas y enviadas al resto de las neuronas.
El andlogo computacional seria el siguiente:

= Un set de datos de entrada, funcionando como las sefiales provenientes de otras

neuronas.



= Dichos datos son ponderados por pesos, asi como el modelo biolégico y dichos
pesos funcionarian con un caracter inhibitorio o excitatorio, tal y como las
dendritas tendrian més o menos importancia dentro de la sefial.

=  Una vez que los datos son ponderados y sumados junto a sus pares provenientes
de cada dendrita, estos deben ser procesados para ser convertidos en una
respuesta que serd enviada a través de nuestro analogo computacional del axén

a las dendritas de las demés neuronas.

2.3 Definicion de una Red Neuronal Artificial

Las Redes Neuronales Artificiales se clasifican como un tipo de inteligencia artificial
que intenta imitar la forma en la que el cerebro humano procesa, clasifica y respalda
informacién. Funciona mediante la conexién entre elementos de procesamiento
matemdatico denominadas neuronas. Estas se encuentran separadas en capas de
procesamiento paralelo que reciben sefales emitidas por neuronas de las capas
anteriores. En la Figura 2.2 se aprecia cémo las capas se pueden clasificar en capas no
ocultas y ocultas, dependiendo si estdn directamente relacionadas con las variables (no
ocultas) o si procesan informacién entre las capas de entrada y salidas (ocultas).

El aprendizaje y conocimiento dentro de estas neuronas esta codificado como el peso de
las conexiones entre cada una de ellas. El aprendizaje ocurre mediante un proceso donde
se ajustan los pesos de las conexiones, basdndose en una coleccién de datos que son
utilizados para el entrenamiento o aprendizaje de estas neuronas [Taylor, 2006].

En definitiva, una Red Neuronal Artificial se puede pensar como una funcién
multivariada la que responde a determinadas entradas, con una sefial de salida. Esta es
solo una aproximacién de la funcién real, y que responde solo en el dominio de los datos
de entrenamiento. Para obtener resultados fuera de este dominio es necesario aumentar
la base de datos utilizada para el entrenamiento, con el fin de conseguir datos en el

dominio en el que se quiere obtener resultados.



En la Figura 2.3, se puede apreciar cémo las entradas provenientes de otras neuronas,
entran a la unidad neuronal. Cada una de estas entradas es ponderada por uno de los
pesos que relacionan la neurona de llegada con la que provee la sehal, y que tienen el
caracter de ser excitatorios cuando el signo del peso es positivo e inhibitorios cuando
ocurre lo opuesto. Luego, las entradas son sumadas y procesadas en la funcién de
activacion ¢, otorgando una nueva sefial que serd transmitida a las capas posteriores,
a través de la multiplicacién de la sefial y el peso de transmisiéon entre la neurona i y la

neurona j de la capa siguiente w; ;.

CAPAS NO OCULTAS CAPAS OCULTAS CAPAS NO OCULTAS

Figura 2.2 Estructura de una Red Neuronal Artificial Multicapa.
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CAPITULO 3 ALGORITMO DE RNA CON EL METODO DE
RETRO-PROPAGACION

3.1 Introduccién

Anderson y Mcneill [Anderson & Mecneill, 1992] en 1992 clasificaron las redes neuronales
por aplicacién, clasificando al MRP como un algoritmo del tipo predictor, es decir, que
a partir de datos de entrada era capaz de predecir alguna sefial de salida. La idea central
del método es propagar el error total de la respuesta entre las capas anteriores,
ajustando de ese modo los pesos w; j de forma de disminuir el error total de la respuesta.
Para explicar el método de Retro-Propagaciéon se presenta la Figura 3.1, donde se
muestra una red neuronal de dos senales de entrada, dos neuronas en la capa oculta, y
una sefal de salida. Tres capas son las encargadas de convertir las sefiales de entrada
en una serial de salida. Sin embargo, si la red ain no ha sido entrenada, la sefial de
salida y; no corresponderé con el resultado deseado dy.

CAPA
DE

ENTRADAi CAPAOCULTA] CAPANO OCULTAK
—

v :Zyw' yl
1 i iWi1 =(Pj(171)

=Yy1 w11ty W

(p .
V1 . ]
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| - = @r(vy)

Uj =Y w1t Y2 Wy
Y2

2.1
Uy = Z)’iwi,z 3:2
- =@;(v2)

=Y w12 T Yy Wy

Figura 3.1 Red Neuronal Simplificada.
El error de la respuesta de la capa final k en la iteracién n viene dado por la Ecuacién
(3.1). Cuando el error de la respuesta es nulo, entonces la respuesta entregada por la

red es igual a la respuesta deseada.
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ex(n) = dg(n) — yr(n) (3.1)
Donde,

di(n): Valor de salida deseado para la red neuronal, en la iteracién n.
Yre(n): Valor de salida otorgado por la red neuronal, en la iteraciéon n.
Si se define el valor instantédneo del error de la neurona k como %e,% en la capa de salida,

de esta forma el valor instantaneo de error total se obtiene de la Ecuacion (3.2):

(32)

1
§(n) =5 ) eFm)
K

Con:

&(n): Valor instantaneo del error total en las neuronas de salida.

En todo proceso de aprendizaje, la idea es minimizar el valor de la Ecuacion (3.2) a su
valor minimo.

El algoritmo BPM aplica la correccién Awjx(n) a los pesos de las conexiones sindpticas

9§ (n)
dwj(m)’

wj k, la cual se considera proporcional a; —

Existen dos tipos de neuronas, las neuronas ocultas (no relacionadas con las variables),

y las neuronas que entregan la sefal final.

3.2 Neurona no Oculta
Aplicando la regla de la cadena podemos escribir la derivada parcial como se muestra

en la Ecuacion (3.5):

os(m) _ 9§(m) dex(n) dyx(n) 9v;(m) (3.3)
awj,k (m)  dex(n) dyk(n) dv(n) awj,k m)
Donde,

v (n): Es la sefial de entrada a la neurona k, dada por la siguiente expresion:
ve() = ) wj5(m) ¥ (m) @)
J

yj(n): Son las sefiales de entrada a la neurona k en la capa de salida.

Para obtener la senal de salida de la neurona k, se utiliza la expresion (3.5).
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v (M) = @i (ve(n)) (3-5)
Yr(n): Es la senal de salida de la neurona k, dada por la siguiente expresion:

Se define adicionalmente el gradiente local de la neurona k como:

er(n) -1 @' (ve) (3.6)
M) | 3E(m) de(m) Fyi(r) _
vy (n) dei(n) dy,(n) v (n)

9s(m)  dex(n) _ 9yx(n) . .
sec ayemy Y Fvk(m) fueron obtenidos de las Ecuaciones (3.2), (3.1), y

S (n) = ekfl"k(vk("))

Los valores de

(3.5), respectivamente.

Remplazando los valores de las derivadas parciales:

9§ (n)

Oa)j’k(n)

= e () —1- ¢’ (v () - y;() = —8;(m)y; (n) (31)

Finalmente, la actualizacién de los pesos de las conexiones sindpticas se obtiene de:

5 .
Aw; j(n) = —U% =16;(n)y;(n) Y

Donde,

n : Es una constante llamada tasa de aprendizaje, cuyo valor fluctia entre 0 y 1.

3.3 Neurona Oculta

Cuando se trata de una neurona en la capa oculta, no hay respuesta deseada para la
neurona. Asi, el error en la sefial para una neurona oculta, debe determinarse de forma
recursiva en términos de todas las neuronas para las cuales la neurona oculta estd
directamente conectada. Anteriormente se definié el gradiente local para la neurona j

como 6j(n), si utilizamos dicha definiciéon para la neurona oculta, resulta lo siguiente:

() _ 9éMm) dy;(n) _ 9§Mm) (v_ (n)) (3-9)
]

8;(n) = - vy dy;mav;(n)  ay;(n) g
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9g&(n) 0 (1 B de,(n) (3.10)
dy;(n) B dyj(n) (Ez ek (n)) a Z ex(n) - dyj(n)

k k

_ dex(n) dvy(n)
- Ze" ™ Fom 3y

El término j se refiere a la neurona oculta, y k a la neurona que le sigue.

deg(n)

3o () queda definido como la derivada de primer orden de la funcién
k

Luego, el término

de activaciéon evaluada en v, (n) y con signo negativo, esto es:

dei(n) , 3.11)
avi(n) =—9 k(vk(n))

Con,
v (n) = Z w;jr(M)y;(n) (3.12)

J

Luego,
v () _ (3.13)
FON wj e (n)

Finalmente,
af(n) — _2 ek(n) . QD' (Uk(n)) . w,k(n) — _Z 5k(n) . w,k(n) (3.14)
dyj(n) - ke 7 4 J,
§i(n) = </7'j (vj(n)) Z S (M) - wj(n) (3.15)

K

3.4 Tasa de Aprendizaje

El MRP provee una aproximacion para la funcién deseada, en funcién de los pesos w; j
por el método del paso Aw; ;. A medida que la tasa de aprendizaje n (Ecuacién (3.8))
disminuye, se tiene una mejor distribucién de pesos entre las neuronas. Sin embargo,
esta mejora requiere que el proceso demore mucho méas. De otra forma, si la tasa de
aprendizaje es muy grande, entonces las RNA se vuelven inestables [Haykin, 1999].
Segiin Haykin, todas las neuronas, idealmente, deben aprender al mismo ritmo. Las

ultimas capas tienen generalmente gradientes locales de mayor tamaio que las capas en
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el extremo frontal de la red. Por lo tanto, al parametro de tasa de aprendizaje se le
debe asignar un valor menor en las tltimas capas que en las capas frontales.

De acuerdo con LeCun y sus colaboradores [LeCun et al., 2012], las neuronas con
muchas entradas deben tener un pardametro de tasa de aprendizaje mas pequeno que las
neuronas con pocas entradas, a fin de mantener un tiempo de aprendizaje similar para
todas las neuronas en la red. Para esto, sugiere que, para una neurona, la tasa de
aprendizaje debe ser inversamente proporcional a la raiz cuadrada de las conexiones

sinapticas que llegan a ella.
3.5 Constante de Momentum

Rumelhart y otros [Rumelhart, Hinton, & Williams, 1985] sugiri6 incluir el término del

momentum a la regla delta, esto es:

Awj;(n) = adw;;(n — 1) + n6;(n)y;(n) (3.16)
Donde,
a: Es un ntmero positivo llamado constante de momentum.

Este término reduce variaciones de alta frecuencia en el valor instantaneo de error total
& y agiliza el proceso de entrenamiento. Afiadir una constante de momentum es analogo
a un aprendizaje con una tasa de aprendizaje 1 pequefia y con a = 0, pero con un
entrenamiento mas rdpido [Rumelhart, Hinton, & Williams, 1985].
La constante de momentum tiene los siguientes efectos [Nikolaev, 2015]:
=  Suaviza los cambios de las conexiones sindpticas, y suprime el efecto de
oscilaciones en la superficie de €.
=  Cuando la actualizacién de los pesos es en la misma direccion, la constante de
momentum amplifica la tasa de aprendizaje, causando una convergencia mas
rapida.

=  Permite escapar de minimos locales en la superficie de £.
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Lo anterior es vélido siempre que no existan problemas de minimos locales o de
convergencia, con lo cual una tasa de aprendizaje n = 1 retornard un entrenamiento
mucho més rapido.

Como se puede apreciar en la Figura 3.2, cuando la constante de momentum es menor,
la red neuronal tiende a zigzaguear a través de la superficie de error, y se tiene una
cantidad mayor de iteraciones para llegar al 6ptimo. En cambio, cuando la constante
de momentum es mayor la red neuronal tiende a seguir una trayectoria con una

direccion mas uniforme, y por consiguiente hay una menor cantidad de iteraciones.

Patrén de
Iteracion

L fa) L/ (b}

Figura 3.2 Influencia de la constante de momentum, (a) Aprendizaje con una constante de

momentum menor (b) Aprendizaje con una constante de momentum mayor [Rojas, 1996].

3.6 Formulacion Matricial

3.6.1 Producto matricial

Si A es una matriz de i x k y B una matriz de k x j, esto es:

All Alz Alk Bll BlZ Bl]
L G e T

El producto matricial AB es definido por la matriz i x j, como sigue:
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(AB);; (AB)y, .. (AB)U
AB = |(AB)21 (AB)ZZ (AB)Zj

e
\(,43)1.1 (AB)12 (Aé)ij /

Cada elemento i, j estd dado por la siguiente relacién.

[(A)(B)];j z A By (3.17)

3.6.2 Matriz transpuesta
Si A es una matriz de i x j, y AT su transpuesta, entonces el elemento i, j de su matriz
transpuesta viene dado por:

[AT];; = [Al; (3.18)

[(a7]", = [l (3.19)

ij
3.6.3 Conjetura: multiplicacién por matriz transpuesta
Si combinamos las Ecuaciones (3.17) y (3.18), podemos obtener una expresién para la

multiplicacién de una matriz por una matriz transpuesta (Ecuacién (3.20))

Si A es una matriz de i x k y B una matriz de j x k, entonces:

A(BT) EAlk(B Dij = ZA”‘ (3.20)

3.6.4 Formulacién Matricial del método Retro-Propagacion
Se definen los siguientes miembros de la red para la iteracién n.

l . . o .
WD(C J) (n): Matriz de pesos de las conexiones sindpticas que contiene a los elementos w; ;

en la capa . Donde j es neurona e i se refiere al indice del elemento de salida de la

neurona i de la capa I-1.

o)

1xj (n): Matriz de elementos de entrada a la neurona j para la serie n, en la capa I

Utilizando la Ecuacion (3.17) se puede obtener la siguiente expresién.

V1(9lc)] (n) = Y1(;l Y (n) - wd m) (3.21)

ixj

_ (Z Yo ) yimap® . Zyi(n)iwi,,-(n)>
k k k
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y®

xj (n): Matriz de elementos de salida de la neurona j de la capa I. Dada por la siguiente

operacion a los elementos de dicha matriz:

y© = (v].(” (n)) (3.22)
Agl)zj (n): Matriz de gradientes §j(l)de la Red Neuronal Artificial de la capa 1L
(L) (n)¢' ( 1 (n)) para la capa de salida (3.23)
5P () = ! ! !
1 v! )(n) Z 6( 1) (M) w; ( +1)(n) para capa oculta

Utilizando la Ecuacién (3.20), se define Ej,; como:

T
By = Agl;kl) (n) - (Vl/,';(clkﬂ) (n)) (3.24)

_ <Z B ) B . Zak(n)w,-,k(n)>
k k k

Luego:
NG () = (L) )’ ( Q) (n)) para la capa de salida (3.25)
! @ (Vj(l) (n)) E;(n) para capa oculta
Con ej(L) definido como sigue:
ef(n) = d;(n) -y () (326)

Finalmente, para actualizar los pesos de las conexiones sindpticas se deben utilizar las

Ecuaciones (3.27) y (3.28):

WOn+1) = wPm + a[awOn - 1] +1 (Y(z 9 (n))T A}gz) ) (3.27)

xj ixj ix ] txi

(l) jn+1)= w(l) n) + a[Aw(l) -]+ r)6j(l) n)y;(n) (3.28)
3.7 Funcién de Activacién
La eleccién de una funcién de activacion es basicamente tarea del disenador de las RNA,
escogiendo, por ejemplo, funciones que convierten entradas en salidas del tipo binarios,

o continuas cuando asi lo requiera la respuesta de las RNA. Aun asi, la eleccién de la
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funcién de activacién es una decision netamente del arquitecto de la red y un toque
personal del mismo [Bosque, 2002].

Hornik [Hornik K. , 1991] mostr6é que, bajo condiciones generales, las redes multicapa
eran aproximadores universales siempre que se contara con una cantidad suficiente de
unidades en la capa oculta, es decir, su habilidad se encontraba en su arquitectura en
si, mas que en la funcién de activacion. Sin embargo, recalcd, que eso no significaba que
un cambio en la funcién de activacién no aumentaria la eficiencia computacional, o que
se comportarian igualmente durante el proceso de aprendizaje.

Haykin [Haykin, 1999] sugiere que la red aprende mds rapidamente cuando la funcién
de activacién es anti-simétrica (¢(—v) = —¢@(v)). Condicién que no cumplen todas las
funciones de activaciéon

Los requisitos esenciales de la funcién de activaciéon en el método MRP son:

= Debe ser continua.

» Debe ser diferenciable (y en lo posible su derivada de facil célculo).
Adicionalmente, Hornik y sus colegas [Hornik et al., 1989], en el teorema comtinmente
llamado “el teorema de aproximacién universal”, establecié que la funcién de activacion
solo podia utilizarse como tal si estaba delimitada [Cséji, 2001] a valores distintos

cuando se calculaba el limite hacia el infinito positivo y negativo. Esto es:

lim ¢(x) =a y lim () =b con a#b
X—>—00

X—+00
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En la Tabla 3.1 se resumen las funciones de activacién mas comunes en la literatura.

Tabla 3.1 Funciones de activacién en Redes Neuronales Artificiales.

Funcion de Activacion Forma matemadtica
Funcion lineal y(x) = ax
Funcion escalon _ (0 x<0
ye) = {1 x>0
Funcion Logistica (Sigmoidea)
y(x) = 1t e-ar
+e
Sigmoidea Simétrica 1—e™
VO = T = T
l+e ™ 1+e™
Tangente Hiperbolica e — g7

y(x) = tanh(ax) = -

En las siguientes secciones se mostraran las funciones a utilizar y sus derivadas para ser
aplicadas en el MRP. Los alcances de este estudio probardn solamente tres de estas
funciones, de forma de encontrar cual de ellas se comporta de forma mas eficientemente
durante el proceso de aprendizaje. Las funciones de activacién que se probaran durante
el desarrollo de este trabajo son: funcién sigmoidea, sigmoidea simétrica, y tangente
hiperbdlica.

3.7.1 Funcién Sigmoidea

La funcién sigmoidea viene dada por la siguiente expresion:

1 (3.29)
yin) =g lv(n))=——F——= a>0
J k ( J ) 14 e(_av].(n))

La derivada de la sigmoidea se describe a continuacién:

9"k (1) = ay; )1 - y;(m)] (3.30)
En la Figura 3.3 se muestra cémo se comporta la funcion sigmoidea y su derivada frente

a distintos valores de entrada.
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Funcién Sigmoidea

1.2 = ————
o =
1 4“““““»»
.
;i 0.8 .0
S
- 06 *
— *
= 0.4
& Ao
@' i) =y;m[1-y;(1n)
’AAAA j J [ J ]
A
W“ty A“/
0 AAAAAAAAAAAAAA
-15 -10 -5 0 5 10 15

vj (?1)

Figura 3.3 Representacion grafica de la funcién Sigmoidea.
3.7.2 Funcién Sigmoidea Simétrica
La funcién sigmoidea simétrica viene dada por la siguiente expresion:
1— e(—avj(n)) 2 (3.31)

i) =g (vi(n) ) = = -1 a>0
Vj Pk ( J ) 1+ e(_av].(n)) 14+ e(_,w].(n))

La derivada de la sigmoidea simétrica se describe a continuacion:

' _a 3.32
¢ () = (1+y,m)[1-y,m)] (3.32)
En la Figura 3.4 se muestra como se comporta la funcién sigmoidea y su derivada frente

a distintos valores de entrada.
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Funcién Sigmoidea Simétrica
1

S Tem

0,(0) 8 ¢/)(0)

o
00000000000000% " o) = % (1 + y,-(n)) [1-y,()]

-1.5
v;(n)

Figura 3.4 Representacion grafica de la funcién Sigmoidea Simétrica.
3.7.3 Funcién Tangente Hiperbdlica
La funcién tangente hiperbdlica viene dada por la siguiente expresion:
Ok (vj (n)) = g tanh (bvj(n)) a>0 (3-33)
La derivada de la tangente hiperbdlica se describe a continuacién:

(3.34)

, b
¢ () == (a+ym)(a-ym)
LeCun y su equipo [LeCun et al., 2012] recomienda ¢ (vj (n)) = 1.7159 tanh G v (n))

porque a menudo converge de forma mas rapida que la correspondiente funcién
sigmoidea.
En la Figura 3.5 se muestra cémo se comporta la funcion sigmoidea y su derivada frente

a distintos valores de entrada.
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Funcion Tangente Hiperbdlica

2
$00060000000000
1.5 *°
PR
1a%ae 5
< A | A @;j(n) = 1,759 - tanh <§ vj(n)>
= at o
= AMAAAAAAAAAAAMMMG o o A
&=-15 -10 5 0 " .
i -0.5¢
£
o) = —— (1,759 1,759
’f‘lg) T 3- 1’759( ’ + }’j(n)) [ ) - yj(n)]
0000000000000
-2
v; (1)

Figura 3.5 Representacion grafica de la funcién Tangente Hiperbdlica.

3.8 Fenémeno de Sobre-Aprendizaje en una RNA

Segiin Requena y otros [Requena, et al., 2002], se considera que cuando, en un momento
dado, las iteraciones comienzan a provocar que disminuya el error de los patrones de
aprendizaje pero que aumente el error en los datos de validacion, entonces se considera
que hay sobre-aprendizaje, y el proceso de entrenamiento se detiene. Pasini [Pasini,
2015] también propone un criterio de detencién temprana, que indica que el proceso de
entrenamiento debe ser detenido cuando el desempeiio, representado por la disminucion
del error en los datos de validacién, comienza a disminuir, ain cuando el desemperio
del set de datos de entrenamiento siga aumentando. La Figura 3.6 muestra un esquema

de la evolucion del error en un proceso de entrenamiento con sobre-aprendizaje.
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()

>

Training steps
Figura 3.6 Criterio de detencién temprana. [Pasini, 2015]

€ representa el error en la estimacién, tanto en el set de entrenamiento (azul) como en
el de validacion (rojo) frente a un aumento en el nimero de iteraciones. [Pasini, 2015]

La Figura 3.7 muestra cémo se comporta un modelo de regresién en el tiempo cuando
hay sobre aprendizaje. Como se aprecia, el ajuste puede ser tan preciso que sea capaz
de pasar por todos los puntos del modelo. Aunque esto, desde el punto de vista de la
bondad de ajuste del set de entrenamiento pueda ser bueno, para el set de datos de

validacién puede generar malas estimaciones (ver Figura 3.8)

x K
Underfitting Just right! overfitting

Figura 3.7 Modelo con poco aprendizaje, buen aprendizaje, y sobre-aprendizaje (de izquierda a

derecha) [Srivastava, 2015].
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Figura 3.8 Error en la estimacién en el set de datos de Validacién y entrenamiento [Buduma, 2015].
3.9 Tratamiento de los datos

Como se observa en las Figuras 3.3, 3.4, y 3.5 , las funciones de activacién presentan
derivadas nulas a valores de entrada muy bajos (v; < 0), o muy altos (v; » 0). La
Figura 3.9, muestra cémo el valor de la funcién de activacién es constante para valores
altos o bajos. Ademés, como la actualizacién de los pesos sindpticos dependen del
gradiente local 5}_(1) de la neurona (Ecuacion (3.28)), y éste a su vez depende de la
derivada de la funcién de activacién ¢'(v;) (Ecuacién (3.25)), no habra actualizacién
de los pesos si esta tltima es nula.

En la Figura 3.1, podemos observar que los datos de entrada del modelo funcionaran
como una senial de entrada a la funcion de activacion, mientras que los de salida, seran
una senal de salida de la funcién de activacién. Como se debe evitar la saturacion
(derivadas nulas), se debe realizar una normalizacién de los datos de entrada. Asi
también, se deben normalizar los datos de salida, esto porque las sefiales de salida solo
pueden tomar valores en el dominio de salida. Esta situacién se muestra en la Figura

3.9.
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Zaoya sin saturacion

Dominio de salida

Figura 3.9 Representacién grafica de la funcién de activacion.

Desde el punto de vista tedrico, la normalizacién de los vectores de entrada no es
necesaria porque la entrada a la neurona no debe ser delimitada. Sin embargo, vectores
de entrada de gran magnitud pueden resultar en grandes entradas a la neurona y la
actualizacion de los pesos puede ser nula, esto porque el valor de la derivada de la
funcién de activacion es nula para los valores altos [Veelenturf, 1995]. Por lo tanto, se
debe realizar algtin tipo de normalizacién. Dentro de la normalizacién més comin esta:

x(n) — Xmin (3-35)

max — Xmin

x*(n)=< )(dz—d1)+d1

Con esta normalizacion se obtienen datos de entrenamiento que varian entre d; y d5.
Como las funciones de activaciéon mostradas no tienen derivadas nulas entre -2 y 2, se
elige normalizar las variables de entrada entre esos valores, ver las Figura 3.3, Figura
3.4, y Figura 3.5 . Para la variable de salida, se normaliza entre 0.1 y 0.9 porque con
dicha normalizacién se alcanzan sefiales de salida con valores dentro del dominio de la
funcién, cualquiera sea la funcién de activacion.

Se enfatiza que los datos utilizados en el proceso de entrenamiento de la red (datos de
entrada), son separados en dos grupos de forma totalmente aleatoria. El primer grupo,
correspondiente al 80% (grupo de entrenamiento) de los datos, son utilizados para que
la red neuronal aprenda sobre ellos, mientras el 20% (grupo de validacién) restante,

segln lo aconsejado por Swingler [Swingler, 1996], es utilizado para evaluar la capacidad
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predictiva de la red. Estos tltimos, son excluidos del proceso de entrenamiento, por lo
que no intervienen en el proceso de aprendizaje y resultan ttiles para verificar que no

haya sobre-aprendizaje.

3.10 Arquitectura de la Red Neuronal Artificial
Segin Taylor [Taylor, 2006] la arquitectura de las RNA debe ser elegida mediante
iteraciones, donde cada una, tiene por intenciéon mejorar la decisién anterior.
Anderson y Mcneill propusieron tres reglas que pueden ser una guia para el desarrollo
de la red [Anderson & Mcneill, 1992]:
= El nimero de neuronas en la capa oculta es consistente a la complejidad de las
relaciones entre las sefnales de entrada y las de respuesta. Es decir, si existe una
mayor complejidad en el sistema que integra las variables de entradas y las
transforma en salida (modelo), méds neuronas deberdn ser agregadas a la capa
oculta.
= Si el modelo a aproximar puede ser separado en méas funciones independientes
entre si, entonces cada una de las funciones debiera ser representada por una
capa oculta dedicada a la aproximacién de la misma.
= El nimero de neuronas en cada capa oculta esta relacionada a la cantidad de
datos disponibles para entrenamiento. La Ecuacién (3.36) describe una buena

receta de diseilo:

N, (3.36)

Numero de set de Datos de entrenamiento

"~ (Numero de sefiales de entrada + numero de sefiales de salida) - ayp

Donde,
N;:  Es el nimero de neuronas en la capa i
ayp: Un factor de 1 a 50, basado en la cantidad de ruido de los datos. Datos tipicos

rondan el valor 10, mientras que datos con mayor ruido alcanzaran un valor de 25 a 50.
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3.11 Virtudes y defectos del MRP
El MRP es, hasta el momento, uno de los algoritmos més populares de aprendizaje
supervisado (técnica de aprendizaje que busca deducir una funcién a partir de datos de
entrenamiento) en redes neuronales multicapa. Entre las virtudes y defectos que posee
el MRP podemos contar [Haykin, 1999]:
= Aproximadoras de funciones
Un perceptréon multicapa entrenado con el MRP, se puede mostrar como un esquema
sigmoideo anidado. Estos esquemas, tales como los de la Ecuaciéon (3.37), son

aproximadoras universales.

FX,W)=¢ Zwko(p ijMD ---w(Zwm)
3 7 i

En el contexto de la aproximacién, podria tener otra aplicacién 1til. Si la funcién de

(3.37)

activaciéon en las neuronas de salida es suave, entonces la derivada de la funcién de
salida también, y entonces puede aproximarse a la derivada de la funcién real [Hornik
et al., 1990].
= Eficiencia Computacional

La eficiencia computacional de un algoritmo se mide en funcién del ntmero de
multiplicaciones, sumas, y el almacenamiento relacionado a su implementacién. Un
algoritmo de aprendizaje se dice computacionalmente eficiente cuando su complejidad
es polinomial en relaciéon al niimero de parametros que son ajustados de una iteracién
a otra. En este sentido MRP cumple con esas caracteristicas. En el proceso de
aprendizaje de la red multicapa, la matriz de pesos sindpticos tiene una complejidad

lineal en el sentido en que el algoritmo actualiza dicha matriz.
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= Robustez
El algoritmo MRP es robusto en el sentido de que a pequeiias variaciones en la funcién
de optimizacién solo dan lugar a pequenos errores en la estimacién. Si el modelo
observado (funcién a aproximar) es lineal, entonces el algoritmo minimiza las
variaciones en el error de estimacién. Si el modelo en cuestién es no-lineal, entonces se
dice que el método realiza lo mismo localmente, siempre que los valores iniciales de los
pesos de las conexiones sindpticas estén lo suficientemente cerca de los valores 6ptimos.
Esto, para garantizar que el método no quede atrapado en una condicién de minimo
local de la funcién de optimizacion.
=  Convergencia

El MRP usa un estimador instantaneo del gradiente de la curva del error relacionada a
los pesos sindpticos. El algoritmo, es entonces, estocastico por naturaleza, esto significa,
que tiene tendencia a zigzaguear en direccién al minimo de la curva del error. En efecto,
es una aplicacién de un método estadistico conocido como “aproximacién estocastica”.
En consecuencia, su convergencia es lenta. Esto puede ocurrir porque la curva del error
es demasiado plana, y la derivada tiende a ser pequeia, por lo que el ajuste de los pesos
es casi nulo; por otro lado, si es demasiado curva, entonces la derivada puede tender a
dispararse, provocando que el algoritmo pase mas alla de su objetivo varias veces en el
aprendizaje (Figura 3.10). Otra de las razones para que la convergencia sea lenta ocurre
cuando el vector gradiente apunta muy lejos del minimo de la superficie de error, por

lo que los ajustes en las conexiones sinapticas avanzan en direcciones equivocas.
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Figura 3.10 Muestra de las diferencias en el entrenamiento para una curva de error plana (a) y

demasiado curva (b) [LeCun et al., 2012].

=  Minimo local
Una de las desventajas del MRP es la presencia de minimos locales en la superficie del
error, ademas del minimo global. Por esta razén, el método corre un fuerte riesgo de
quedar atrapado en uno de estos minimos locales (Figura 3.11), donde cualquier cambio
en las conexiones sinapticas implica un aumento en la funcién de optimizacién. En el
espacio de pesos sinapticos, puede existir otra combinacién de pesos donde la funcién
de optimizacién posee un valor menor (minimo global), y como esta situacién es més
deseable, es necesario buscar mas de una inicializacién a la matriz de conexiones

sinapticas o pesos.
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Figura 3.11 Superficie de Error [Sergiu, 2011]

3.12 Entrenamiento por Lote

En los capitulos anteriores fue presentado el método de propagacion hacia atras en su
modo secuencial. Sin embargo, existen dos formas de implementar el método del
gradiente descendente, el entrenamiento secuencial y por lote. En el primero, los pesos
sindpticos son ajustados una vez por cada set de datos de entrada utilizados en el
entrenamiento, mientras que, en el entrenamiento por lote, todos los sets de datos de
entrada son utilizados para ajustar los pesos sindpticos a la vez [Hagan, Demuth, &
Beale, 1996]. Asi, en el entrenamiento por lote, el valor instantdneo del error total se

obtiene de la siguiente formas:

T
1
gprom (n) = ﬁz z ejz (n)
t=1 7

Donde,

(3.38)

t Se refiere al set de datos de entrenamiento.
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Y la actualizacion de los pesos se aplica de la siguiente manera:

T
Aoy () = —7 0&prom(M) _ —EZ N de;(n) (3.39)
It a(ui'j(n) N ~ J Oa)”

dej(n

Para calcular la derivada parcial ) se procede de la misma forma que en el modo

ij

secuencial.

Aunque el modo secuencial requiere menos memoria local para cada conexién sinaptica,
le resulta mas facil quedar atrapado en un minimo local. En la misma linea, el modo
secuencial por su naturaleza estocastica (el set de entrenamiento se escoge al azar) es
mas dificil establecer condiciones de convergencia del algoritmo.

En contraste, el uso del entrenamiento por lote proporciona una estimacion precisa del
gradiente de &, por lo que la convergencia estd garantizada en términos simples.
Ademas, la composicion del entrenamiento por lote hace mas facil paralelizar que el

modo secuencial. Cuando los datos de entrenamiento son redundantes (sets de datos

repetidos), el modo de entrenamiento secuencial puede ser mas ventajoso. [Haykin, 1999]
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CAPITULO 4

4.1 Comparacion de modelos

ANALISIS ESTADISTICO

Al comparar modelos de prediccion con variables medidas, se debe considerar la

precisiéon, la exactitud y el sesgo. La dispersion de los datos refleja la precision. La

exactitud es la conformidad de la prediccién y el valor real observado. El sesgo es la

tendencia de los datos previstos a desviarse y realizar proyecciones sobre o bajo lo real,

es decir, un error sistematico entre lo predicho y lo observado. La precision, exactitud

y sesgo se ven influenciadas por los errores en la optimizacion, las variables omitidas en

el modelo, y la eleccién de la estructura del modelo [Witczak & Bari, 2006]. Estos

conceptos se ven graficamente en la Figura 4.1.
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Alta Precisién

[&]

Estimado

Linea de Igualdad

Medido
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Alta Precision

Linea de
Igualdad

Estimado

Datos

Medido

Estimado

Estimado

Bajo Sesgo

&

Baja Precision

Datos

Linea de Igualdad

Medido

Alto Sesgo

| D Baja Precision

Linea de
Igualdad

£t Datos
.

Medido

Figura 4.1 Diferencias entre precision, exactitud y sesgo [Witczak & Bari, 2006].
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4.2 Bondad de Ajuste Estadistica

Para la calificacién de la bondad de ajuste, se hara uso de los siguientes estimadores
estadisticos: coeficiente de determinacién R?, desviacién media absoluta (DMA), error
cuadratico medio (ECM), porcentaje de error absoluto (PEAM) y sesgo, ademas de la
relacién entre la desviacién estandar de los errores y la desviacion estandar de la
muestra. En la Tabla 4.1, se sefialan las variables relacionadas a la precisién exactitud,
y sesgo. El modelo que resulte en un mayor R? y en una menor magnitud de las variables
estadisticas, serda el escogido. Adicionalmente, la Tabla 4.2 presenta un criterio de
bondad de ajuste estadistica, propuesto por Pellinen, para los modelos predictores del

Médulo Dindmico [Pellinen, 2001].

Tabla 4.1 Medidas de dispersién estadistica.

Variable Formula
Coeficiente de determinacién (R*) m=p)(S.\*
-1 <5_>
Medidores de Sesgo
Sesgo 1
Mean Error (ME) ;Z (dj n) - yj(é) (Tl))
t=1
Medidores de Precision
Desviacion estindar N .
s = Yi(di(m) = d, ()
Y n
Desviacion estandar del error N o 2
w4 -y )
e = n
Desviacion estindar del error dividido por la Desviacion &
estdndar de la muestra. (S,/S, ) S,
Medidores de Exactitud
Desviacion media absoluta (DMA) 1 W
Mean Absolute Error (MAE) n Z |d;(n) = y;) ()]
t=1
Error cuadratico medio (ECM ) 1< w 2
Mean Square Error (MSE) ;Z(dj (n) -y’ ()
t=1
Porcentaje de error absoluto medio (PEAM ) 1 d;j(n) — }’-(? ()
Mean Absolute Percentage Error (MAPE) = Z ————~ "1x100
n L d;(n)
Tabla 4.2 Criterio estadistico para la correlacion entre valores predichos versus observados.
Criterio | R? | Se/Sy
Excelente =09 <0.35

Bueno 0.70 — 0.89 | 0.36 — 0.55
Aceptable | 0.40 —0.69 | 0.56 —0.75

Pobre 0.20—-0.39 | 0.76 — 0.90
Muy Pobre < 0.19 > 0.90
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CAPITULO 5 MODULO DINAMICO EN MEZCLAS ASFALTICAS

5.1 Introduccién

En la GDPEM, son varias las variables requeridas para la caracterizacion del material
en el disefio empirico-mecanicista. Dichas variables se determinan a partir de un sistema
de niveles jerarquicos (3 niveles). El enfoque se basa en la filosoffa de que el nivel de
esfuerzo ingenieril ejercido en el proceso de disefio del pavimento, debe ser consistente
con la importancia relativa, el tamafio vy el costo del proyecto. El nivel 1 necesita de los
procedimientos més actuales disponibles, normalmente pruebas completas de
laboratorio o de terreno. Por el contrario, el nivel 3 requiere que el disenador estime el
valor de entrada de diseflo més apropiado de la propiedad del material, basdndose en
la experiencia con poca o ninguna prueba de laboratorio. Las variables de entrada en el
nivel 2 se estiman mediante correlaciones con otras propiedades de materiales que se
miden en el laboratorio, o bien de pruebas en terreno [NCHRP Project 1-37A, 1999].
La propiedad mas importante de la MAC que influye en la respuesta de un pavimento
flexible es el médulo de la mezcla asféltica en caliente (Epac). En una MAC en
especifico, la temperatura y la velocidad de carga (frecuencia) influyen
significativamente en el Ey4c, asi también lo hace el envejecimiento de la mezcla.

La GDPEM ha seleccionado al Médulo Dindmico como un pardmetro requerido para
calcular esfuerzos y deformaciones en la mezcla asfiltica. Este pardmetro tiene la
ventaja de que puede utilizarse en modelos que determinan el desempefio de la mezcla
al ahuellamiento y el agrietamiento a fatiga [Garcia, 2007].

En el caso de |E*| el nivel 2 permite utilizar el modelo Witczak para predecir esta
variable. Son numerosos los investigadores que han evaluado la capacidad predictiva de
dicho modelo. Este modelo, ha sido revisado y refinado en orden de obtener mejores

predicciones para mezclas en los EEUU [Yu & Shen, 2012].
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Segun Yu & Shen [Yu & Shen, 2012], una calibracién local, para la prediccion del
Moédulo Dindmico, es necesaria para:

= Ayudar al disefiador a entender a fondo los materiales locales y seleccionar

soluciones lo més costo-efectivas segiin los propésitos de disefio.

= Ayudar en el andlisis esfuerzo-deformaciéon a través de una prediccién més

precisa, basado en una calibracion local.

»  Generar datos de entrada mas representativos de los materiales locales.
Existen otros modelos para estimar el Médulo Dindmico |E*|, adicionales al modelo
Witczak propuesto en la GDPEM, tales como: el Modelo Hirsch, Al Khateeb, y Witczak
modificado. Todos ellos seran tratados mas adelante, evaluando su potencialidad
predictiva.

En nuestro pais, el disefio de pavimentos flexibles esta lejos de esta nueva metodologia
haciéndose preciso la migracion desde el método actual (AASHTO 93) a la metodologia
propuesta en la nueva GDPEM, pues esta tltima ofrece beneficios potenciales por sobre
AASHTO 93, en relacién a obtener disefios y estrategias de rehabilitacién de pavimentos
més costo-efectivos. A pesar de estos beneficios, existe una gran barrera que ha detenido
la migracién, y estd en relacién a que la forma de obtener las variables de entrada para
el disefio es mas dificil y costosa. Es de interés encontrar metodologias que permitan
estimar estas variables en funcién de parametros que sean faciles y menos costosos de
obtener.

5.2  Definicion

El moédulo dinamico se define como funcién de la temperatura, la frecuencia, edad y de
caracteristicas propias de la mezcla como la granulometria, el contenido de asfalto y los
vacios de aire, entre otros.

Cuando se somete el material asfiltico a una carga ciclica, se produce una onda de

esfuerzo que puede ser descompuesta en dos ondas, una en fase con la deformacién y
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otra con un desfase a la misma [Garcia, 2014]. La primera puede ser caracterizada a

través del modulo elastico; la segunda con el médulo viscoso, como se muestra a

continuacion:
Op Op
E' = —cosé E" = —sené (5.1)
€o €o

Lo anterior se suele representar a través de un nimero complejo E*, esto es:
E*=E'+iE" (5.2)

Segun Garcia [Garcia, 2007], el Médulo Dindmico, se define como la proporcién entre

la amplitud del esfuerzo sinusoidal (haversine) y la amplitud de la deformacién

sinusoidal (a un mismo tiempo y frecuencia), lo que resulta en una respuesta

estacionaria
gl %0 elwt _ 00" sen(wt) (5.3)
€ g - el@t=8) g . sen(wt —§)
Donde,
E*: Moédulo Complejo;
0p: Amplitud del esfuerzo;
£t Amplitud de la deformacién;
é: Angulo de fase;
w: Velocidad angular;
t: Tiempo.

Entonces, el Médulo Dindmico se define como:

« _ 90 .
B == 5.4
€o

El angulo de fase representa el retraso en la deformacion debido a la aplicacion de un
esfuerzo compresivo (Figura 5.1). De esta forma se evidencia como el comportamiento

de la mezcla asféltica es dependiente de la frecuencia.
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Figura 5.1 Esfuerzo deformacién, ante cargas ciclicas [Garcia, 2014].

T=2mw

5.3 Variables influyentes en la magnitud del Médulo Dindmico

Segun Robbins [Robbins, 2009], el espécimen de prueba para el médulo dindmico posee
muchas variables que afectan su desempefio, sin embargo, existen dos que engloban las
demas caracteristicas: el agregado y el bitumen. Dentro de ambos componentes existen

numerosas propiedades que influencian la respuesta de la mezcla.

5.3.1 Dependencia de la frecuencia y de la temperatura

Estudios anteriores han demostrado la dependencia entre el Médulo Dindmico y la
frecuencia o temperatura. Por ejemplo, Tashman y Elangovan [Tashman & Elangovan,
2007] concluyeron que el M6dulo Dindmico de 7 muestras de mezcla JMF mostraba
gran variacién en dichas mezclas, y bajo un andlisis ANOVA mostraban ser
significativamente diferentes. Dicha variacién era menos significativa cuando la
frecuencia de carga era alta, pero que al bajar la frecuencia, la diferencia se hacia mucho
mas significativa. Cuando la variable en juego era la temperatura, ocurria exactamente
lo contrario, a altas temperaturas la variacién era significante mientras que a bajas
temperaturas era insignificante.

Mohammad y su equipo [Mohammad et al., 2007] también mostraron cémo el Médulo
Dinamico decrecia con un incremento en la temperatura y con un decaimiento en la

frecuencia (Ver Figura 5.2). Analizaron estos resultados para 13 mezclas, en cinco
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temperaturas (-10, 4, 25, 38, y 54 °C), y seis frecuencias distintas (0.1, 0.5, 1, 5, 10, y

25 Hz).

3500

Dynamic Madulus (Ksi)

1200

Dynamic Moduls (Kai)
Diynamic Modulus (Kai)

=
[
=
n

(=]
=
=
L
s
=

Frequency (Hz) Frequency (Hz)

Dymamic M

Frequency (Hz)

Figura 5.2 Médulo Dindmico a (-10, 4, 25, 38, y 54 °C) y (0.1, 0.5, 1, 5, 10, y 25 Hz) [Mohammad

et al., 2007].
5.3.2 Dependencia de las propiedades del agregado
Robbins, en base a las investigaciones de Bonnaure y su equipo [Bonnaure et al., 1977]
enfatiza que el porcentaje volumétrico del agregado, también influencia el modulo
dindmico de la mezcla [Robbins, 2009]. La variacién del volumen de vacios de aire (V)
también parecia incidir sobre la rigidez (E*) de la mezcla. Otros investigadores [Yu &
Shen, 2012], también indican al volumen de vacios de aire, y que en general las muestras

con mayor V, mostrardn un |E*| menor.
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Tashman y Elongovan [Tashman & Elangovan, 2007] concluyeron que una variacién de

un 2% en p,o (% del agregado que pasa por el tamiz N°200, respecto al peso) no

producia una diferencia significativa en el moédulo dindmico.

También se ha mostrado que el valor medido del Médulo Dindmico era sensible al

tamafo maximo nominal del agregado de una mezcla [Mohammad et al., 2007].

Segin Yu y Shen [Yu & Shen, 2012], la granulometria del agregado es uno de los

componentes claves de la mezcla, la manera en que se disefa tiene una influencia en las

caracteristicas de la mezcla y su desempenio. Ellos compararon las granulometrias

especificadas en la Tabla 5.1, para 3 contenidos de asfalto: 4%, 7%, y 9%.

Tabla 5.1 Porcentaje pasante por tamiz [Yu & Shen, 2012].

Tamiz P34 P1/2 P38 P4 Ps P16 P3o Pso P100 P200
19 125 9.5 475 2.36 1.18 0.6 0.3 0.15 0.075
mm mm mm mm mm mm mm mm mm mm
c8046 | 100 96 81 53 31 20 14 11 8 6.3
c8017 | 100 94 82 55 36 24 18 15 9 6.3
c8013 | 100 95 83 53 33 23 18 14 8 57
c8033 | 100 93 85 53 35 24 16 11 8 55
c8016 | 100 94 83 60 16 33 22 12 7 5.1
€7879 | 100 95 78 54 36 24 17 12 8 6
c7564 | 100 95 82 55 35 23 16 10 7 4.9
Con,
P3/4 : % del agregado retenido en el tamiz 3/4, respecto del peso total del
agregado;
P3/8: : % del agregado retenido en el tamiz 3/8, respecto del peso total del
agregado;
P3/a : % del agregado retenido en el tamiz N°4, respecto del peso total del
agregado;
0200 : % del agregado que pasa en el tamiz N°200, respecto del peso total del

agregado;
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Los resultados de dicho estudio se muestran en la Figura 5.3 y la Figura 5.4, donde se
puede ver los efectos del agregado en el médulo Dindmico. A pesar de que estos
resultados muestran que las propiedades tienen un efecto sobre el Médulo Dindamico, la
tendencia no es clara (ver mezcla C8033 para 7% de contenido de aire en Figura 5.4).
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C8013 8033 C8016 C7879

Figura 5.3 Efecto de la graduacién del agregado en el médulo Dindmico a 4°C/10Hz y a diferentes

Va[Yu & Shen, 2012].
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Figura 5.4 Efecto de la graduacién del agregado en el Médulo Dindmico a 54°C/0.1 Hz y a

diferentes V, [Yu & Shen, 2012|.
5.3.3 Dependencia de las propiedades del asfalto
En una mezcla asfiltica, el asfalto es uno de los componentes mads esenciales, su
desemperio estd directamente relacionado a las caracteristicas del bitumen. En ese
sentido, existe necesidad de evaluar las relaciones entre las propiedades del bitumen y

las propiedades de la mezcla asfaltica, porque un mejor entendimiento y seleccién del
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bitumen puede mejorar el rendimiento de la mezcla asféltica [Yu & Shen, 2012]. A
continuacién, se muestra la variacién en el médulo dindmico en distintos grados de
desempeiio (PG), mostrando que el grado PG también influye sobre el valor del Médulo
Dinamico. Las Figuras 5.5 y 5.6 muestran la influencia del grado PG en el Médulo
Dindmico.

Dynamic modulus at 130°F/0.1Hz
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(=)
[=]
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=
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PG76-28 PG70-28 PG64-28 PG64-22

Figura 5.5 M6dulo Dindmico para distintos grados de desempeiio 54°C/0.1 Hz y a diferentes V, [Yu
& Shen, 2012].
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Figura 5.6 Médulo Dindmico para distintos grados de desempeiio 4°C/0.1 Hz y a diferentes V, [Yu
& Shen, 2012].

5.4 Modelos de prediccion del médulo dinamico en mezclas asfalticas
La determinacién del Médulo Dindmico en el nivel jerdrquico més alto (Nivel 1) es a

través de una medicion en laboratorio. Sin embargo, este ensayo es dificil y costoso de
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realizar, entonces encontrar modelos que permitan predecir, con cierta certeza, el
moédulo dinamico se hace necesario y til.

Existen muchos modelos para predecir el Médulo Dinamico. Todos ellos basados en
propiedades del material que ya se conocen de los ensayos rutinarios. La mayoria de
ellos son empiricos o semi-empiricos y se basan en propiedades volumétricas de la mezcla
y de las caracteristicas del asfalto [Garcia, 2007]. Cuatro de ellos serdn mencionados en
este estudio, producto de su simplicidad y capacidad predictiva: El modelo Hirsch, Al
Khateeb, Witczak Original y Witczak Modificado. Este iltimo es una nueva versién del

modelo Witczak Original.
5.4.1 Revision de los Modelos de Prediccion del Modulo Dinamico
La publicacién de Witczak y Fonseca [Witczak & Fonseca, 1996], mostraba el siguiente

recopilatorio de ecuaciones utilizadas hasta ese momento para la prediccién del moédulo

dindmico.
Tabla 5.2 Modelos anteriores a 1999 [Witczak & Fonseca, 1996].
N Forma del Modelo Predictivo de E* Modelo
14 log|E"| = ag + aypae0 + a2Va + asnzg 06 + a4p:§tgs Shook Kallas
1967/69
1B 10g|E*| = bo + b1 paoo + b2V + bpae(logn,)*s Shook Kallas
1967/69
1 E=cy-c, 7 Witczak 1970/72
24 10g|E"| = do + dy (p200)f % + dVy + dinyo 106 + ds [¢577 797 e ] m;‘;;];;;’(;"’k
+ dg [tz(,d6+d7l0gf)pggfd10] + dllfd12
2B log|E™| = eq + €1V, + exM70106 + €3ty V. Witczak 1979/80
3 log|E™| = go + 91(P200)f 92 + g3Va + Gantz0,106 + gsf ¢ Witczak Miller
g
+ [g7tz(,gﬂ+g9l°gf) + glofgntz(]yswelagf)] [pac ~ Pope + 912] 13 Uzan 1982/83
44 log|E™| = ho + hyV, + hyp3)s + h3Nyg108 + haty + hslogf Witczak Akhter
h 1983/84
+ h 1og(f - £2) + By (Vooss — Voersopt + ) t2 + hyo(Vierrps) /
+ h11(P200Pabs)
4B | log|E*| = ko + kyVpess + koVo + K3pago + kaps + Kspaps + Koty + k7 f + kgtp + koViars Witczak Akhter
+ k100300 + ki11P3 /4 + k12058 + KizpZ + Kiaplps + KisNzo108 + ki6f? 1983/84
+ k1703/8Vhers + K18P3/4Voerr T K10P3/aPa + k20037804 + K21P3/8Pabs
54 log|E*| = Lo + LiViess + LVa + L3pago + Lapaps + Isty + Lef + Lt7 + lgViserr + lopFoo Witczak Leahy
2 C: U:
+ Lop3 s + 11p5s + Liaplps + Ls(Mr0108) + Liaf? + LisPs/8Vbesr j;;i-/g;n
+ LisP3/aVbesr t lizP3jaPa + LigP3/8Ps + LioP3/sPabs
5B log|E*| = mg + m V, + Myp3s + MaNyg106 + Myty + mslogf Witczak Leahy
m
+mg log(ftﬁ) + m7(Vbeff — Voeffope + ma) gté + mlO(Vbeffp4) Cj;;i_gg‘;n
+ my1 (P200Pabs)

Las variables de correlacion se pueden ver en la Tabla 5.3.
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Tabla 5.3 Constantes de Regresion de Modelos Previos a 1999 [Witczak & Fonseca, 1996].

K; 14 1B 1c 2A 2B 3 44 4B 54 5B
a; b; (5} d; L5} 9i h; ki L m;
K, 1.5436 31219 3.8 0.55383 | 1.52531 | 0.553833 | 1.45716 2.468 2.250053 1.457061
7 E+06 3
K, | 0.02010 | 0.0248 | 1.046 | 0.02882 - 0.028822 - -0.1155 | -0.091756 -0.02481
8 722 9 0.03476 9 0.025627
2
K, - - -1.45 - 0.07037 | -0.17033 | 0.012792 -0.0299 | -0.027949 0.012597
0.03186 | 0.0345 0.17033 7 1
7 87
K; | 006814 - - -0.0001 | -0.03476 | 0.062709 -0.0975 | -0.096881 0.060764
2 9.0259 0.03476 9
4
K, - 0.19 0.07037 | 1.79825 | 0.070377 - -0.00963 | 0.250094 | -0.0081771
0.00127 7 0.008373
5
Ks 0.4 -0.9 0.00000 0.5 0.931757 | 0.14306 0.359 -0.006447 | 0.146439
5
K 14 13 -0.02774 | 0.000019 | -0.00815 | 0.060612 | 0.0000018
32 44
K, 0.49825 0.000005 - 0.066 - -
0.000025 0.000074 | 0.0000255
41 04 9
Kg 0.5 1.3 8 - 0.001915 8
0.000061 39
8
Ky - 0.49825 0.5 0.00253 0.008281 0.5
0.00189 3
Kio -1.1 -0.00189 - 0.0083 - -0.0001522
0.000149 0.001022
2 5
K1y 0.93175 -1.1 0.005918 | -0.00164 | 0.000190 0.005006
7 9
K, -0.2774 4 0.000308 -
0.080115
5
K3 0.5 0.000204 | 0.014859
2
Ky, -0.105 -
0.002415
9
Kis 0.0171 0.000940
15
Kig -0.00268 | 0.000845
34
Ky, 0.00167 | 0.000496
5
Kig 0.000709 -
0.000343
28
Ko 0.000937 -
0.003162
97
Koo -0.00069
Ky, -0.0031
N, 29 29 29 41 41 131 131 131 149 149
ng 87 87 87 369 369 1179 1179 1179 1429 1429
R? 0.968 0.971 - 0.969 0.939 0.877 0.934 0.95 0.949 0.937
Se 0.0889 0.0849 - 0.0887 0.1525 015 0122 0.103 0.107 0118
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De acuerdo con Bari y Witczak [Witczak & Bari, 2006], estas ecuaciones que se han

desarrollado a lo largo de méas de 6 décadas son presentados a continuacién:

Tabla 5.4 Modelos Predictivos del Médulo Dindmico previos a 2006 [Witczak & Bari, 2006].

N°Modelo Modelo Predictivo de E* Afio de Base de Datos Original
Publicacion Numero de Numero de
Mezclas puntos
1 Van der Poel Model 1954 No Registra No Registra
2 Bonnaure Model 1977 9 93
3 Shook and Kallas’ Models 1969 29 87
4 Wiczak’s Early Model, 1972 1972 29 87
5 Witczak and Shook’s Model 1978 41 369
6 Witczak’s 1981 Model 1981 41 369
7 Witczak, Miller and Uzan’s Model 1983 131 1179
8 Witczak and Akhter’s Models 1984 131 1179
9 Witczak, Miller and Uzan’s Model 1989 149 1429
10 Witczak and Fosceca’s Model 1996 149 1429
11 Andrel, Witczak and Mirza’s Revised Model 1999 205 2750
12 Hirsch Model of Christensen, Pellinen and 2003 18 206
Bonaquist

5.4.2 Modelos de Prediccién de |E*| més promisorios.

Como se mostré en la secciéon anterior, desde la década del 50, se han desarrollado mas
de una docena de ecuaciones predictivas para estimar |E*| a partir de propiedades de
los materiales y volumétricas méas simples de obtener. En la Tabla 5.5, a continuacion,
se muestra una seleccién de los modelos de prediccién méas promisorios, y que mostraron

un mayor ntmero de investigaciones para probar su capacidad predictiva.

Tabla 5.5 Modelos Predictivos del Médulo Dindmico méas promisorios.

Modelo Predictivo de E* Afio de Publicacion
Modelo Witczak Fonseca 1996
Modelo Witczak Original (NCHRP Project 1-374, 1999) 1999
Modelo Hirsch 2003
Modelo Witczak Modificado (Witczak & Bari, 2006) 2006
Modelo de ley de mezclas paralelas Al-Khateeb 2006

Estos modelos, asi como las variables involucradas en ellos, se detallan en las secciones

que vienen a continuacion.

5.4.2.1 Modelo Witczak-Fonseca

Inicialmente se gasté mucho esfuerzo en tratar de determinar un modelo mejorado
usando modelos multivariables lineales, sin grandes beneficios. El estudio de Fonseca y

Witczak indicé que, una funcién de crecimiento sigmoidea se ajustaba mejor para
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describir la variacién del médulo dindmico con la viscosidad del bitumen y la frecuencia
de carga [Witczak & Fonseca, 1996]. La funcién Sigmoidea se presenta en la Ecuacién
(5.5):

a
L (5.5)
T e

y=§6
Proponiendo el siguiente modelo:
log |E™| (5.6)

= —0.261 + 0.008225p,0 — 0.00000101(p,00)? + 0.00196p, — 0.0315V,

V,
Vbeff + Va

1.87 + 0.002808p, + 0.0000404p; 5 — 0.0001786(p3/5)” + 0.0164p; 4
+ 1 + e(-0.716logf-0,7425logm)

Donde,

[E™| : Médulo Dindmico en las mezclas asfélticas, 10° psi;

f : Frecuencia de carga, Hz;

|74 : % de vacios de aire en la mezcla, por volumen;

Voesr : % efectivo de contenido de asfalto, por volumen;

P3/a : % del agregado retenido en el tamiz 3/4, respecto del peso total del
agregado;

P3/8: : % del agregado retenido en el tamiz 3/8, respecto del peso total del
agregado;

P3/4 : % del agregado retenido en el tamiz N°4, respecto del peso total del
agregado;

P200 : % del agregado que pasa en el tamiz N°200, respecto del peso total del
agregado;

n : Viscosidad del bitumen (a cualquier temperatura, o grado de

envejecimiento), 10° poise.
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Obteniendo los valores estadisticos de la Tabla 5.6.

Tabla 5.6 Ajuste estadistico Modelo Predictivo [Witczak & Fonseca, 1996].

R? 0.930

S, 012

S, 047
S./Sy 0225
Error -0.00
medio

5.4.2.2 Modelo Andrei, Witczak y Mirza (Witczak Original)

Este modelo es capaz de predecir la rigidez para distintos rangos de temperatura,
velocidad de carga, y envejecimiento, a partir de informacién tipicamente disponible en
las especificaciones del material o del disefio volumétrico de la mezcla [Garcia, 2007].

Witczak y Mirza [Andrei et al., 1999] ajustaron el modelo Witczak-Fonseca con una
base de datos mas extensa, ajustando cada uno de los términos constantes de la

regresion, obteniendo:

log|E*| = —1.249937 + 0.029232 - pyoo — 0.001767 - (py00)2 — 0.002841 - p, (5.7)

Vberr
(Viers + Va)

3.871977 — 0.0021 - p, + 0.003958 - p3 5 — 0.000017 - (ps/5)° + 0.005470 - p; 4
1 + ¢(-0.603313-0.313351-log(f)-0.393532-log (1))

— 0.058097 -V, — 0.802208 -

Donde,

|[E*| : Médulo Dindmico en las mezclas asfalticas, 10° psi;

f : Frecuencia de carga, Hz;

|74 : % de vacios de aire en la mezcla, por volumen;

Voesr : % efectivo de contenido de asfalto, por volumen;

P3/a : % del agregado retenido en el tamiz 3/4, respecto del peso total del
agregado;

P3/8: : % del agregado retenido en el tamiz 3/8, respecto del peso total del
agregado;

P3/a : % del agregado retenido en el tamiz N°4, respecto del peso total del
agregado;
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D200 : % del agregado que pasa en el tamiz N°200, respecto del peso total del
agregado;

n : Viscosidad del bitumen (a cualquier temperatura, o grado de
envejecimiento), 10° poise.

Se evaluaron 7400 datos de Médulo Dindmico con el modelo Witczak Original y se

compararon con los valores de |E*| medidos directamente en laboratorio. Dichos

resultados se pueden ver en las Figuras 5.7 y 5.8.

Witczak Original

100

R2=0.68, Se/Sy=0.56
901 DMA=2.6E-05, ECM=67 .
80 | PEAM=34%, Sesgo=2.51

20

Moédulo Dindmico Estimado, 10° psi

0 20 40 60 80 100

Médulo Dindmico Medido, 10° psi

O  Witczak Original +eseseeee Lineal (Witczak Original) «eesee- Lineal (LDI)

Figura 5.7 |[E¥*| estimado en base a Witczak Original, escala aritmética.
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Witczak Original

1000

g R2=0.88, Se/Sy=0.34
L; m DMA=1.2E-05, ECM=0.05
= PEAM=108%, Sesgo=0.08
T 10
7
=
g o1 o
A
o 001
= 0.001
0.001 0.01 0.1 l 10 100 1000
Moédulo Dindmico Medido, 10° psi
O  Witczak Original +eseeeeee Lineal (Witczak Original) «eeseee- Lineal (LDI)

Figura 5.8 |E*| estimado en base a Witczak Original, escala logaritmica.

5.4.2.3 Modelo Hirsch

Es un modelo semi-empirico basado en una ley de mezclas, la cual combina elementos
en serie y paralelo [Garcia et al., 2009]. Este modelo calcula |E*| en funcién del médulo
de corte dinamico del asfalto, los vacios del agregado mineral y los vacios llenos con
asfalto.

Las mezclas asfalticas en caliente tienden a comportarse como un compuesto en serie a
altas temperaturas, pero mas como un compuesto en paralelo a bajas temperaturas. Asi,
el modelo Hirsch deberia ser apropiado para estimar el Médulo Dindmico de las MAC.
Sin embargo, para que el Modelo Hirsch posea buena capacidad predictiva, las
proporciones relativas de las fases en serie y en paralelo deben ser dependientes del
tiempo y de la temperatura.

Los autores evaluaron varias alternativas del modelo Hirsch, siendo la més efectiva, la

més simple, donde |E™*| estd directamente relacionado al Moédulo de Corte Dinamico
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(1G™]), con los vacios en el agregado mineral (VMA), y con los vacios llenos de asfalto

(VFA) [Garcia, 2007], obteniéndose el siguiente modelo final (Ecuaciones (5.8) y (5.9)):

|E*| = P [4200000(1 VMA)+3|G*|(VFA'VMA)] (5-8)
- e 100 >'\" 10000
PR 1—(VMA/100)+ vMa 11
—rc
4200000 3VFA|G|

Donde:

3VFA|IG\*>® (5.9)

) (20+—VMA )

c =

0.58
3VFA|G;
sso (AL

VEA = 100(1;1\1\/1/;?4— V) (5.10)
[E™| : Moédulo Dindmico de las mezclas asfalticas, psi;
|Gyl : Moédulo de corte dindmico del asfalto, psi;
VMA : Vacios en el agregado mineral, %;
VFA : Vacios en agregado llenos con asfalto, %;
P, : Factor de contacto del agregado.

Se evaluaron 7400 datos de Modulo Dindmico con el modelo Hirsch y se compararon
con los valores de |E*| medidos directamente en laboratorio. Dichos resultados se

pueden ver en las Figuras 5.9 y 5.10.
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Médulo Dindmico Estimado, 10° psi

Moédulo Dindmico Estimado, 10° psi

Hirsch

100 Re=0.22, Se/Sy=0.87
90 | DMA=6.9E-05, ECM=164.62 Py
80 | PEAM=51%, Sesgo=7.41 =
70
60
50
40
30
20
10
0
0 20 40 60 80 100
Médulo Dindmico Medido, 10° psi
O  Hirsch = ceeeeeeee Lineal (Hirsch) — «eseeeees Lineal (LDI)
Figura 5.9 |E*| estimado en base a Hirsch, escala aritmética.
Hirsch
1000 Ra=q 61, Se/Sy=0.62
DMA=5.1E-05, ECM=0.16
001 PEAM=213%,  Sesgo=0.33 -
10
1
0.1 4
0.01
0.001

0.001 0.01 0.1 1 10 100 1000

Médulo Dindmico Medido, 10° psi

O Hirsch  eereeeees Lineal (Hirsch) — eeeeeeeee Lineal (LDI)

Figura 5.10 |E*| estimado en base a Hirsch, escala logaritmica.
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5.4.2.4 Modelo Witczak-Bari (Witczak Modificado)

Aunque la ecuacion predictiva de Witczak Original (Ecuacién (5.7)) fue incluida en la
GDPEM, Bari y Witczak [Witczak & Bari, 2006] desarrollan una nueva ecuacién. Para
ello, utilizaron una base de datos mucho mds amplia (7400 datos, incluyendo 346
mezclas de MAC) desarrollando el modelo Witczak Modificado (Ecuacion (5.11)). Esta
nueva base de datos agregando 176 mediciones de MAC, sumando 5820 puntos de datos
a la base original.

Para el desarrollo de esta ecuacién, se probaron varios modelos en términos de precision,
exactitud, sesgo, sensibilidad y desempefio [Witczak & Bari, 2006]. El mas prometedor
resulté ser el que incluia el médulo de corte dindmico |G| v el angulo de desfase §,. Se

presenta dicho modelo en la Ecuacién (5.11):
log |[E™| (5.11)
= —0.349

+ 0.754(| Gy [)~0-0052 <6.65 — 0.032p200 + 0,0027 - (pg00)? + 0,011 - p,

) 2 Voerr
—0.0001p2 + 0.006p55 — 0.00014p2 5 — 0.08 - V, — 1.06 - —— 21—
(Viers + Va)

v,
2.56 + 0.03V, + 0.71 - 72—~ 40,012 - p3 — 0,0001 - p3® — 0,01 - p3 5
(Vpess + Vi) 8 g

+ 1+ e(—o.7814—0.5785log|Gl’;|+o.8834log 8p)

|[E*| : Médulo Dindmico en las mezclas asfalticas, psi;

P200 : % del agregado que pasa en el tamiz N°200, respecto del peso total del
agregado;

D4 : % del agregado retenido en el tamiz N°4, respecto del peso total del
agregado;

P3/8: : % del agregado retenido en el tamiz 3/8, respecto del peso total del
agregado;

P3/4 : % del agregado retenido en el tamiz 3/4, respecto del peso total del
agregado;
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v, : % de vacios de aire en la mezcla, por volumen;

Voers : % efectivo de contenido de asfalto, por volumen;
|Gy : Moédulo de corte dinamico del asfalto, psi;
by . Angulo de fase del asfalto asociado a |G|, en grados.

Se evaluaron 7400 datos de Médulo Dindmico con el modelo Witczak Modificado y se
compararon con los valores de |E*| medidos directamente en laboratorio. Dichos

resultados se pueden ver en las Figuras 5.11 y 5.12.

Witczak Modificado

1001 Re=.74, Se/Sy=0.5
90 | DMA=2.6E-05, ECM=53.94 e
80 | PEAM=42%, Sesgo=-1.66
70

20

Moédulo Dindmico Estimado, 10° psi

0 20 40 60 80 100

Médulo Dindmico Medido, 10° psi

O  Witczak Modificado *+=++==* Lineal (Witczak Modificado) =++==+=++ Lineal (LDI)

Figura 5.11 |E*| estimado en base a Witczak Modificado, escala aritmética.
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Witczak Modificado

1000
g7 R2=0.89, Se/Sy=0.32
o 100 DMA=1.5E-05, ECM=0.04
- PEAM=157%, Sesgo=-0.02
T 10
7
€3]
g o1
A
o 001
= 0.001

0.001 0.01 0.1 l 10 100 1000
Moédulo Dindmico Medido, 10° psi
O  Witczak Modificado +«+=++-++ Lineal (Witczak Modificado) =++=++=++ Lineal (LDI)

Figura 5.12 |E*| estimado en base a Witczak Modificado, escala logaritmica.

En esa misma publicacién se compararon los modelos Witczak 1999, Hirsch 2003, y el
nuevo modelo Witczak 2006. En la Tabla 5.7 se pueden notar las diferencias en los

parametros estadisticos que miden la capacidad predictiva de cada modelo.

Tabla 5.7 Ajuste estadistico de los modelos Witczak, Hirsch y Witczak 2006 [Witczak & Bari,

2006].
Pardmetros Modelos de prediccion de E*
Witczak 1999 | Hirsch 2003 | Witczak 2006
Mezclas totales 346 346 346
Mezclas con asfalto modificado 17 17 17
Niimero de puntos 7400 7400 7400
Bondad de ajuste: Escala Aritmética
Se/Sy 0.60 0.88 0.45
R? 0.65 0.23 0.8
Bondad de ajuste: Escala Logaritmica
Se/Sy 0.35 0.62 0.32
R? 0.88 0.61 0.90
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5.4.2.5 Modelo de ley de mezclas en paralelo, Al-Khateeb

A partir del modelo Hirsch y derivado de la ley de mezclas, donde los materiales que
componen la mezcla son modelados en combinaciones de fase en serie y paralelo, se
desarroll6 el modelo Al-Khateeb. Para un sistema combinado solamente en fase paralela,
el comportamiento mecanico combinado es simplemente la suma de las respuestas de

cada una de las fases [Al-Khateeb et al., 2006].

[ (lGit) 6 ] (5-12)
|E*|_3<100_VMA <90+145 o
B 100 G | o6
l1100+ 0.13 <VMA> J
Donde,
[E™| : Moédulo Dindmico en las mezclas asfalticas, Pa;
|Gyl : Moédulo de corte dindmico del asfalto, Pa;
|Gyl g : Médulo de corte dindamico del asfalto en estado vitreo, Pa;
VMA : Vacios en el agregado mineral, %.
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CAPITULO 6 ESTIMACION DE |E*| UTILIZANDO RNA

Tres estructuras son escogidas para configurar la arquitectura de la red neuronal. Estas
se basan en las variables de entrada de los modelos Witczak Original, Witczak
Modificado y Hirsch. La seccion 6.1 muestra las variables involucradas en cada modelo
y el tipo de estructura de la red neuronal. Luego, en la seccién 6.2, se muestra
informaciéon respecto de la base de datos y cémo se calcularon las variables no
contenidas, pero que se estimaron indirectamente a partir del resto de las variables.
Finalmente, en la seccién 6.3, se muestran los resultados de optimizaciéon de la red
neuronal en cuanto al nimero de capas ocultas y nimero de neuronas en la capa oculta
para lograr el proceso de entrenamiento mas eficiente. En el mismo capitulo, se
encuentran los resultados de la capacidad predictiva de las RNA 6ptimas para cada

tipo de estructura definidos en la seccién 6.1.

6.1 Estructura de las RNA y variables de entrada utilizadas

Asi como se expuso en la seccibn 2.3 las RNA se definen como una estructura
programable que intenta imitar la red neuronal del cerebro humano, y cuyas unidades
funcionales responden a informacién de entrada o “inputs”, procesando en conjunto la
informacioén en forma paralela.

En la Figura 6.1 se aprecian las caracteristicas de esta estructura aplicada al calculo del

moédulo dindmico.
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\"t.n Y

Figura 6.1 Estructura RNA-Witczak Original para la estimacién del Médulo Dindmico.

Las variables de entrada a las RNA fueron escogidas como aquellas que fuesen mas
faciles de medir y que representaran influencia sobre el moédulo dindmico segin lo
presentado en la seccién 5.3. En este sentido, las utilizadas por la ecuacién de prediccion
del Médulo Dindmico de Witczak-Fonseca [Witczak & Fonseca, 1996] fueron las
escogidas. Se incorpora log(n) para disminuir los efectos de la variabilidad de la
viscosidad para las distintas muestras.

También se puede utilizar un modelo més simple para evaluar su capacidad predictiva,

como el que utiliza las variables del modelo Hirsch (Figura 6.2).
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Figura 6.2 Estructura RNA-Hirsch para la estimacién del Médulo Dindmico.

Un modelo RNA Witczak-Modificado también se propone para evaluar su capacidad

predictiva (Figura 6.3).

&
N

Figura 6.3 Estructura RNA-Witczak Modificado para la estimaciéon del Médulo Dindmico.
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6.2 DBase de Datos

La base de datos utilizada en este trabajo es extraida del NCHRP REPORT 547
“Simple Performance Tests: Summary of Recommended Methods and Database”. Esta
base de datos contiene caracteristicas de 7400 puntos correspondientes a 346 mezclas
asfdlticas, con datos como frecuencia de carga, propiedades volumétricas y
granulométricas de las mezclas, ademds de los parametros A, VTS, |G*| y §, del
bitumen usado en cada mezcla [Witczak M. W., 2005].

6.2.1 Parametros VMA y VFA

Adicionalmente, segtin Pellinen [Pellinen K. T, 2003] la obtencién de las variables VMA

v VFA, se puede realizar con el siguiente par de ecuaciones:

VMA = Vbeff + Va (6.1)

VMA -V, V, 6.2

VFA:(—a>-100= __belT ). 100 (6.2)
VMA Voers + Va

6.2.2 Relacién Viscosidad Temperatura

La obtencién de la viscosidad se realiza a través del modelo A-VTS (método de
susceptibilidad a la temperatura). El modelo expresado es usado para describir los
efectos de la temperatura y expresarlos como factores de ajuste. Para asfaltos no

envejecidos (en estado original) puede ser determinado a través de la Ecuacién (6.3).

log(log(m) = A + VTS[log(Tg)] (6.3)
Donde,
n : Viscosidad, centiPoise;
Tr : Temperatura, © Rankine;
A : Intercepto de la relacion Viscosidad-susceptibilidad temperatura;
VTS : Pendiente de la relacién Viscosidad-susceptibilidad temperatura.
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Esto permite una caracterizacién continua de la viscosidad en un rango amplio de
temperaturas. Sin embargo, s6lo es aplicable para asfaltos convencionales (no
modificados) tipo “S” [Garcia, 2007].

Pese a que en este trabajo se utiliz6 la Ecuacién (6.3), se debe tener presente que, en
base a la estructura quimica del asfalto, la méxima viscosidad esperada para un asfalto
es de 2.7 - 1012 ¢P. [Kim et al., 2011]. Por lo tanto la Ecuacién (6.4) expresa este limite

maximo de la siguiente manera:

g 12

k=

=

s 1

=

8

- 08

£

2 06

B

[=]

- 04 r

Viscosidad Observada
0z r -
— Modelo A-VTS
D 1 1 1 1 1 1
255 26 265 27 275 28 285 29
loa(Trl, °Rankine
Figura 6.4 Grafico Modelo A-VTS [Kim, et al., 2011].
log(log(n)) — {A + VTS[log(TR)] TR > Tcritica (6'4)
1.095 Tr < Teritica

Donde,
n : Viscosidad, centiPoise;
Tk : Temperatura, © Rankine;
Teritica : Temperatura en la cual la viscosidad es igual a 2.7 - 1012 ¢P, ° Rankine;
A : Intercepto de la relacién Viscosidad-susceptibilidad temperatura;
VTS : Pendiente de la relacién Viscosidad-susceptibilidad temperatura.
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6.2.3 Rango de variables utilizadas en el estudio
A continuacién, en la Tabla 6.1, se muestra un resumen respecto de las variables
utilizadas en los modelos de RNA, la base de datos se construye a partir de las variables

encontradas en el reporte NCHRP REPORT 547 [Witczak M. W., 2005.]

Tabla 6.1 Resumen de la base de datos.

Rango
Variable Min. Max. Promedio Desviacion Max. - Min.
Estindar
Graduacion del agregado
D3/ 0.0 29.3 4.4 7.1 293
P3/s 0.0 56.0 25.0 122 56,0
Da 3.0 74.0 482 13.3 71,0
Dano 0.4 11.8 5.0 17 114
Variables Volumétricas de la mezcla
A 0.1 18.1 6.7 25 180
Viers 6.1 25.1 10.8 2.8 190
VMA 10,33 34,64 17,50 3,74 24,31
VFA 3282 99,36 61,84 10,60 66,54
Asfalto
n 199x10° | 1.52x101 | 1.18x1022 | 954x102 | 1,52x10%
|G| 0.0145 7387 996 1406 7386,985
5 11.9 90.0 59.0 213 78,1
Frecuencia de carga
f 0.1 25.0 6.9 85 24,9
Temperatura
T,° 0 130 71 3914 130
Modulo Dinamico
|E*| 105x10¢ | 864x10° 1.31x10° 1.46x 10 863x10°
Con,
|[E*| : Médulo Dindmico en las mezclas asfalticas, psi;
D200 : % del agregado que pasa en el tamiz N°200, respecto del peso total del
agregado;
D4 : % del agregado retenido en el tamiz N°4, respecto del peso total del
agregado;
P3/s: : % del agregado retenido en el tamiz 3/8, respecto del peso total del
agregado;
P3/a : % del agregado retenido en el tamiz 3/4, respecto del peso total del
agregado;
v, : % de vacios de aire en la mezcla, por volumen;
Vbers : % efectivo de contenido de asfalto, por volumen;
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VMA : Vacios en el agregado mineral, %;
VFA : Vacios en agregado llenos con asfalto, %;
n : Viscosidad del bitumen (a cualquier temperatura, o grado de

envejecimiento), poise.

|Gy : Moédulo de corte dindmico del asfalto, psi;

Sy : Angulo de fase del asfalto asociado a |G|, en grados;
f : Frecuencia de carga, Hz;

Tg® : Temperatura de ensayo, °F.

6.3 Modelos de RNA para la estimaciéon del Médulo Dindmico

En esta seccion, se selecciona la arquitectura de la red neuronal de forma de obtener el
proceso de entrenamiento mas éptimo. Para esto, se evalia el niimero de iteraciones
necesarias para lograr cierto resultado, variando el nlimero de neuronas para 2 y 3 capas
ocultas. Especificamente, se prueban dos y tres capas ocultas, con un ntumero de
neuronas en la capa oculta, variando entre 1 y 110. Se escoge la arquitectura que
requiera la menor cantidad de iteraciones para alcanzar un cierto R?. También se evala
el tiempo de procesamiento, que depende de la cantidad de neuronas y capas ocultas.
Luego se contrastan los modelos Witczak Original, Hirsch y Witczak Modificado con

sus pares de RNA, con el objetivo de mostrar su capacidad predictiva.

6.3.1 Criterio de seleccion de cantidad de neuronas y capas ocultas.

Para elegir la estructura més eficiente, con el objeto de obtener resultados con una
determinada capacidad predictiva y a un menor tiempo de procesamiento
computacional, se debe definir un criterio de eleccién de la cantidad de neuronas y capas
ocultas. Para esto se presenta la Figura 6.5 que relaciona el tiempo de procesamiento,
requerido para procesar mil iteraciones del proceso de entrenamiento, con el nimero de

capas ocultas y unidades neuronales en cada una de ellas.
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Figura 6.5 Tiempo requerido para procesar 1000 iteraciones, en funcién del niimero de capas

ocultas y nimero de unidades neuronales en ellas.

Como se muestra en la Figura 6.5 el tiempo requerido para procesar esta cantidad de
iteraciones se relaciona de manera directamente proporcional con la cantidad de
unidades en la capa oculta, es decir, un aumento en la cantidad de unidades en la capa
oculta, resultard en un aumento lineal en la cantidad de segundos requeridos para llevar
acabo un entrenamiento de la RNA de mil iteraciones. Ademds, un aumento en la
cantidad de capas ocultas de dos a tres, inducird un aumento en el tiempo de
procesamiento para cualquiera sea la cantidad de unidades en la capa oculta.

Se debe mencionar que el ejercicio de relacionar el tiempo de procesamiento requerido,
con el nimero de neuronas en la capa oculta, y el nimero de capas, se realizé para una
estructura de 8 variables de entrada, y una salida. Sin embargo, modificar el niimero
de variables de entrada a 3 no significé una reduccién significativa de los tiempos de
procesamiento, tampoco se observaron cambios en las tendencias para dos o tres capas
ocultas.

Asumiendo la linealidad del proceso, se puede calcular el tiempo en realizar una

determinada cantidad de iteraciones, a través de la Ecuacién (6.5):
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t1000 (6.5)

= 1000
Donde:
ty : Tiempo de requerido para procesar X iteraciones;
t1000 : Tiempo de requerido para procesar 1000 iteraciones;
X : Cantidad de iteraciones necesarias.

6.3.2 Modelo RNA-Witczak Original
El modelo RNA-Witczak Original representado por la Figura 6.1 posee 8 variables de
entrada:

* 4 que guardan relacién con la granulometria de la mezcla (o200, 4> P3/8 Y P3/4),

= % de vacios de aire en la mezcla (1),

* % efectivo de contenido de asfalto (Vyess),

* la viscosidad del bitumen (n),

* vy la frecuencia de carga (f).
Una de las principales limitantes de este modelo, es encontrar el valor de 1, dado que
no fue medido de forma directa. Para esto se utiliza el modelo A-VTS (Ecuacion (6.3)),
que no es valido para asfaltos modificados, haciendo invélida la estimacién para un total
de 17 de las 346 mezclas. Sin embargo, en el estudio de Bari [Witczak & Bari, 2006]
también se estimé la viscosidad de la misma manera, por lo que se procede de la misma
forma para ser consistentes.

6.3.2.1 Optimizacién del Modelo RNA-Witczak Original

En esta seccién se evaluard la arquitectura éptima en el proceso de entrenamiento de
la red neuronal para el modelo RNA-Witczak Original, se busca la arquitectura éptima
que alcance un R? de 0,79 en la menos cantidad de iteraciones. Los resultados se

muestran en las Figuras 6.6 y 6.7.
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Figura 6.6 Ntimero de iteraciones para alcanzar R? = 0,79 en el modelo RNA-Witczak Original

(Dos Capas Ocultas).
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Figura 6.7 Ntimero de iteraciones para alcanzar R? = 0,79 en el modelo RNA-Witczak Original

(Tres Capas Ocultas).

De las Figuras 6.6 y 6.7 se observa que la menor cantidad de iteraciones, necesarias
para alcanzar el criterio del coeficiente de determinacién, corresponde a 290
correspondiente a la estructura de 50 neuronas en dos capas ocultas. Ahora con la
Figura 6.5 y la Ecuacién (6.5), se obtiene un tiempo de procesamiento de 18 segundos

para dicha estructura. Sin embargo, se puede verificar que una estructura de 30
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neuronas en dos capas ocultas, cuya cantidad de iteraciones necesarias para alcanzar el
criterio fue de 385, minimiza el tiempo de procesamiento a 14 segundos. Por lo tanto,
la arquitectura que optimiza el proceso de entrenamiento corresponde a la de 2 capas
ocultas con una cantidad de 30 unidades de neuronas en cada una de las capas ocultas.
Esto, porque es capaz de optimizar el proceso con una menor cantidad de iteraciones y
utilizando una menor cantidad de recursos de procesamiento (menos neuronas).

Otro punto de consideracién se puede observar de la Figura 6.7, una estructura de tres
capas ocultas y una cantidad de neuronas menor a 20 unidades no es capaz de cumplir
con el criterio del coeficiente de determinacion, por lo que la cantidad de iteraciones
tiende a infinito.

6.3.2.2 Funcion de Activacion éptima

Escogida la arquitectura de la red neuronal se procede a evaluar la funcién de activaciéon
que optimiza el proceso de entrenamiento de la red neuronal, evaluando el niimero de
iteraciones para lograr un coeficiente de determinacién igual a 0.79. Los resultados se

presentan en la Tabla 6.2.

Tabla 6.2 Comparacién de Funciones de Activacién, Modelo RNA-Witczak Original.

Funcion de Activacion ¢
Sigmoidea | Sigmoidea Tangente
Simétrica | Hiperbdlica
Numero de iteraciones 385 797 SA

SA: La red neuronal no genera ningtin resultado (Sin Aprendizaje)
Como se desprende de la tabla anterior, la funcién sigmoidea es la que optimiza el
proceso de entrenamiento. Cabe mencionar que la funcién Tangente Hiperbdlica no
generd ningin resultado.

6.3.2.3 Resultados Modelo RNA-Witczak Original

Los resultados del proceso de entrenamiento de la Red Neuronal, se muestran a
continuacién. Como se explicod en el capitulo 3.9, en la Figura 6.8 se puede notar que
los datos son separados en dos, un set de datos utilizado para el aprendizaje de la red,

y otro utilizado para validar la capacidad predictiva del mismo.
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Figura 6.8 Proceso de entrenamiento de la Red Neuronal, Modelo RNA-Witczak Original. (a)
Mediciones versus estimacién con modelo RNA (b) Evolucién del error instantdneo promedio del

error.

Como se ve en la Figura 6.8 (a), se obtiene una correlacién de 0.98 para los datos de
entrenamiento y 0.97 para los datos de validacién. Este tltimo, es mucho mas
representativo de la capacidad predictiva del modelo dado que, estos datos, no fueron
utilizados para el entrenamiento, y, por ende, la red no aprende sobre ellos.

La Figura 6.8 (b) muestra cémo evoluciona el valor instantdneo del error total (prom),
calculado en base a la Ecuacién (3.38). Dado que &ppom de los datos de validacion
disminuye progresivamente, a la par con el &y de los datos de entrenamiento, se
concluye que no hubo sobre-aprendizaje en la red.

En la Tabla 6.3, se muestra un resumen de las variables estadisticas obtenidas, se

contrastan los resultados con los obtenidos del Modelo Witczak Original.

67



Tabla 6.3 Comparacién Modelos de Estimacién de |E*|, Modelo RNA-Witczak Original.

Pardmetros Modelos de Estimacion de [E*/
RNA-Witczak 1999 | RNA-Witczak 1999 | Witczak 1999
Entrenamiento Validacion

Mezclas totales 346 346 346

Mezclas con astfalto modificado 17 17 17
Nimero de puntos 5012 2149 7400

Bondad de ajuste: Escala Aritmética

Se/Sy 0.14 0.18 0.57

R? 0.98 0.97 0.68

DMA 6.2E-04 7.8E-05 2.7E-05

PEAM 34% 41% 35%
ECM 419 6.88 69,23

Sesgo 0,02 0.06 2,6

Bondad de ajuste: Escala Logaritmica

Se/Sy 0.3 0.3 0,35

R? 0.91 0.91 0,88

DMA 6.6E-06 1.0E-04 1,2E-05

PEAM 115% 227% 111%

ECM 0.04 0.04 0,05

Sesgo 0.01 0 0,09

Como se desprende de la Tabla 6.3, las variables estadisticas presentan mejores
resultados para el modelo RNA (validacién) que el modelo Witczak-1999. Por otra
parte, el coeficiente de determinacién (R?) presenté un mayor valor en los datos de
Validacién de la RNA, en comparacién con el modelo Witczak-1999, justificando la

mayor capacidad predictiva del modelo de RNA.

6.3.3 Modelo RNA-Hirsch
El modelo RNA-Hirsch representado por la Figura 6.2, toma como variables de entrada:
* el porcentaje de vacios en el agregado mineral (VMA),
= ¢l porcentaje de vacios llenos con asfalto (VFA)
= y el modulo de corte dindmico del asfalto (|Gp]).
Este es el modelo con menos variables en juego. A pesar de que este modelo no posee
dependencia directa de la temperatura o frecuencia de carga, el médulo de corte
dindmico del asfalto si es funcién de la temperatura y frecuencia de carga [Harvey et
al., 2000]. Se debe tener en cuenta que el modelo Hirsch, fue desarrollado principalmente
para asfaltos no modificados. Segiin Al-Khateeb y sus colegas [Al-Khateeb et al., 2006]

indica que algunos autores no consideran esto como una limitacién, dado que el
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pardmetro |G| tiene cambios significativos entre asfaltos modificados y no modificados.
También indica, que otros si lo consideran una limitacién, dado que no considera el
comportamiento elasto-plastico de algunos asfaltos modificados, lo que no fue incluido
en el modelo.

6.3.3.1 Optimizaciéon del Modelo RNA-Hirsch

En esta seccién se evaluard la arquitectura éptima en el proceso de entrenamiento de
la red neuronal para el modelo RNA-Hirsch. A diferencia del criterio del coeficiente de
determinacién de la seccién 6.3.2.1 (fijado en 0.79), en esta seccién se busca la
arquitectura éptima que alcance un R? de 0.7 en la menor cantidad de iteraciones. Esto
se debe a que la cantidad de iteraciones para alcanzar un criterio mas estricto, resultaba
en un aumento considerable de los tiempos de procesamiento, haciendo imposible

realizar este andlisis en un tiempo adecuado. Los resultados se muestran en las Figuras

6.9 y 6.10.
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Figura 6.9 Numero de iteraciones para alcanzar R? = 0,7 en el modelo RNA-Hirsch (Dos Capas

Ocultas).
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Figura 6.10 Niimero de iteraciones para alcanzar R? = 0,7 en el modelo RNA-Hirsch (Tres Capas

Ocultas).

De las Figuras 6.9 y 6.10 se observa que la menor cantidad de iteraciones, necesarias
para alcanzar el criterio del coeficiente de determinacién, corresponde a 6340
correspondiente a la estructura de 90 neuronas en dos capas ocultas. Ahora con la
Figura 6.5 y la Ecuacion (6.5), se obtiene un tiempo de procesamiento de 819 segundos
para dicha estructura. Sin embargo, se puede verificar que una estructura de 50
neuronas en dos capas ocultas, cuya cantidad de iteraciones necesarias para alcanzar el
criterio fue de 8790, minimiza el tiempo de procesamiento a 553 segundos. Por lo tanto,
la arquitectura que optimiza el proceso de entrenamiento corresponde a la de 2 capas
ocultas con una cantidad de 50 unidades de neuronas en cada una de las capas ocultas.
Esto, porque es capaz de optimizar el proceso con una menor cantidad de iteraciones y
utilizando una menor cantidad de recursos de procesamiento (menos neuronas).

Otro punto de consideracién se puede observar de las Figuras 6.9 y 6.10, una estructura
de dos o tres capas ocultas y una cantidad de neuronas menor a 30 unidades no es capaz
de cumplir con el criterio del coeficiente de determinacién, por lo que la cantidad de

iteraciones tiende a infinito.
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6.3.3.2 Funcién de Activaciéon éptima

Escogida la arquitectura de la red neuronal se procede a evaluar la funcién de activacién
que optimiza el proceso de entrenamiento de la red neuronal, evaluando el nimero de
iteraciones para lograr un coeficiente de determinacién igual a 0,7. Los resultados se

presentan en la Tabla 6.4.

Tabla 6.4 Comparacién de Funciones de Activacién, Modelo RNA-Hirsch.

Funcion de Activacion ¢
Sigmoidea | Sigmoidea Tangente
Simétrica | Hiperbdlica
Numero de iteraciones 8789 23381 SA

SA: La red neuronal no genera ningiin resultado (Sin Aprendizaje)
Como se desprende de la tabla anterior, la funcién sigmoidea es la que optimiza el
proceso de entrenamiento. Cabe mencionar que la funcion Tangente Hiperbdlica no
genero ningin resultado.

6.3.3.3 Resultados Modelo RNA-Hirsch

Los resultados del proceso de entrenamiento de la Red Neuronal, se muestran a
continuacién. Como se explicé en el capitulo 3.9, en la Figura 6.11 se puede notar que
los datos son separados en dos, un set de datos utilizado para el aprendizaje de la red,

y otro utilizado para validar la capacidad predictiva del mismo.
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Figura 6.11 Proceso de entrenamiento de la Red Neuronal, Modelo RNA-Hirsch. (a) Mediciones

versus estimacién con modelo RNA (b) Evolucién del error instantdneo promedio del error.

Como se ve en la Figura 6.11 (a), se obtiene una correlaciéon de 0.87 para los datos de
entrenamiento y 0.74 para los datos de validacién. Este tltimo, es mucho mas
representativo de la capacidad predictiva del modelo dado que, estos datos, no fueron
utilizados para el entrenamiento y, por ende, la red no aprende sobre ellos.
La Figura 6.11 (b) muestra como evoluciona el valor instantaneo del error total (&prom),
calculado en base a la Ecuacién (3.38). Entre la iteracion 2.5E06 y la iteracién 4.0E06
el $prom de los datos de validacion comenzé a aumentar y disminuir de forma alternada,
mientra el §prom de los datos de entrenamiento disminuyé durante todo el
entrenamiento. Se concluye que si hubo sobre-aprendizaje en la red, pero este no fue
significativo dado que se aplicd un criterio de parada en la iteracion 4E06 para impedir
que el error siguiera creciendo de forma indefinida.
En la Tabla 6.5, se muestra un resumen de las variables estadisticas obtenidas, ademés

se contrastan los resultados con los obtenidos del Modelo Hirsch.
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Tabla 6.5 Comparacién Modelos de Estimacién de |E*|, Modelo RNA-Hirsch.

Pardmetros Modelos de Estimacion de [E*|
RNA-Hirsch RNA-Hirsch | Hirsch 2003
Entrenamiento Validacion
Mezclas totales 346 346 346
Mezclas con asfalto modificado 17 17 17
Niumero de puntos 5012 2149 7400
Bondad de ajuste: Escala Aritmética
Se/Sy 0.36 0.51 0.89
R? 0.87 0.74 0.21
DMA 9.0E-05 3.6E-04 7.1E-05
PEAM 61% 66% 50%
ECM 27.65 54.25 170,08
Sesgo 0.02 -0.37 7,63
Bondad de ajuste: Escala Logaritmica
Se/Sy 0.43 0.43 0.62
R? 0.81 0.81 0.62
DMA 4.7E-05 1.2E-04 5.3E-05
PEAM 253% 123% 213%
ECM 0.08 0.08 017
Sesgo -0.04 -0.04 0,34

Como se desprende de la Tabla 6.5,

predictiva del modelo de RNA.

6.3.4 Modelo RNA-Witczak Modificado

El modelo RNA-Witczak Modificado representado por la Figura 6.3 posee 8 variables

de entrada:

* 4 que guardan relacién con la granulometria de la mezcla (p200, Pas P3/8 Y P3/4);

» % de vacios de aire en la mezcla (V,),
* % efectivo de contenido de asfalto (Vpesys),
» el Modulo de corte dindmico del asfalto (|Gpl),

» vy el dngulo de fase (6p) asociado a |Gjp|.
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las variables estadisticas presentan mejores
resultados para el modelo RNA (validacién) que el modelo Hirsch. Por otra parte, el
coeficiente de determinacién (R?) presenté un mayor valor en los datos de Validacién

de la RNA, en comparacion con el modelo Hirsch, justificando la mayor capacidad



6.3.4.1

Optimizaciéon del Modelo RNA-Witczak Modificado

En esta seccién se evaluard la arquitectura éptima en el proceso de entrenamiento de

la red neuronal para el modelo RNA-Witczak Modificado, se busca la arquitectura

6ptima que alcance un R? de 0,79 en la menos cantidad de iteraciones. Los resultados

se muestran en la Figura 6.12 y 6.13.
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Figura 6.12 Ntmero de iteraciones para alcanzar R? = 0,79 en el modelo RNA-Witczak Modificado
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Figura 6.13 Numero de iteraciones para alcanzar R? = 0,79 en el modelo RNA-Witczak Modificado

(Tres Capas Ocultas).
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De las Figura 6.12 y 6.13 se observa que la menor cantidad de iteraciones, necesarias
para alcanzar el criterio del coeficiente de determinacién, corresponde a 1549
correspondiente a la estructura de 110 neuronas en dos capas ocultas. Ahora con la
Figura 6.5 y la Ecuacion (6.5), se obtiene un tiempo de procesamiento de 228 segundos
para dicha estructura. Sin embargo, se puede verificar que una estructura de 35
neuronas en dos capas ocultas, cuya cantidad de iteraciones necesarias para alcanzar el
criterio fue de 2918, minimiza el tiempo de procesamiento a 125 segundos. Por lo tanto,
la arquitectura que optimiza el proceso de entrenamiento corresponde a la de 2 capas
ocultas con una cantidad de 40 unidades de neuronas en cada una de las capas ocultas.
Esto, porque es capaz de optimizar el proceso con una menor cantidad de iteraciones y
utilizando una menor cantidad de recursos de procesamiento (menos neuronas).

Otro punto de consideracién se puede observar de la Figura 6.13, una estructura de tres
capas ocultas y una cantidad de neuronas menor a 35 unidades no es capaz de cumplir
con el criterio del coeficiente de determinacién, por lo que la cantidad de iteraciones
tiende a infinito.

6.3.4.2 Funcién de Activaciéon éptima

Escogida la arquitectura de la red neuronal se procede a evaluar la funcién de activacién
que optimiza el proceso de entrenamiento de la red neuronal, evaluando el niimero de
iteraciones para lograr un coeficiente de determinaciéon igual a 0,79. Los resultados se

presentan en la Tabla 6.6.

Tabla 6.6 Comparacién de Funciones de Activaciéon, Modelo RNA-Witczak Modificado.

Funcion de Activacion ¢
Sigmoidea | Sigmoidea Tangente
Simétrica | Hiperbdlica
Numero de iteraciones 2918 3000 SA

SA: La red neuronal no genera ningtin resultado (Sin Aprendizaje)

Como se desprende de la tabla anterior la funcién sigmoidea es la que optimiza el

proceso de entrenamiento, aunque la funcién sigmoidea simétrica también ofrece buenos
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resultados. Cabe mencionar que la funciéon Tangente Hiperbdlica no generdé ningtn

resultado.

6.3.4.3 Resultados Modelo RNA-Witczak Modificado

Los resultados del proceso de entrenamiento de la Red Neuronal, se muestran a
continuacién. Como se explico en el capitulo 3.9, en la Figura 6.14 se puede notar que
los datos son separados en dos, un set de datos utilizado para el aprendizaje de la red,

y otro utilizado para validar la capacidad predictiva del mismo.
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Figura 6.14 Proceso de entrenamiento de la Red Neuronal., Modelo RNA-Witczak Modificado. (a)
Mediciones versus estimacién con modelo RNA (b) Evolucién del error instantidneo promedio del

€rror.

Como se ve en la Figura 6.14 (a) se obtiene una correlacién de 0.92 para los datos de
entrenamiento y una de 0.90 para los datos de testeo. Este ltimo, es mucho mas
representativo de la capacidad predictiva del modelo dado que, estos datos, no fueron
utilizados para el entrenamiento y por ende la red no aprende sobre ellos.

La Figura 6.14 (b) muestra cémo evoluciona el valor instantdneo del error total (prom),

calculado en base a la Ecuacién (3.38). Dado que &prom de los datos de validacion
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disminuye progresivamente, a la par con el &y de los datos de entrenamiento, se
concluye que no hubo sobre-aprendizaje en la red.

Como se desprende de la Tabla 6.7, el coeficiente de determinacién (R?), para el caso
de escala aritmética, presenté un mayor valor para los datos de Validacién de la RNA
en comparaciéon con el modelo Witczak-2006. Sin embargo, en el caso de contrastar los
datos en escala logaritmica se obtiene un menor R? para el caso RNA-Witczak

Modificado. Para explicar esta situacion, a continuacién, se presenta la Figura 6.15.

Modelo RNA-Witczak Modificado

1000
Z R>=0.84, Se/Sy=0.39
S 100 DMA=3417E-08, ECM=0.07
- PEAM=185%, Sesgo=-0.03
S 10
= O Modelo RNA-Witczak
= 1 Modificado
= e LDI
201
DA """"" Lineal (Modelo RNA-
::: 0.01 Witczak Modificado)
=

0.001

0.001 0.01 0.1 1 10 100 1000

Médulo Dindmico Medido, 10° psi

Figura 6.15 Modelo RNA-Witczak Modificado (Validacién), escala logaritmica.

La Figura 6.15 muestra una dispersién mucho mayor para los datos mas pequefios de

la muestra, lo que indica que el modelo RNA-Witczak modificado posee una peor

capacidad predictiva para valores menores a 0.1 msi (10° psi), en comparacién con el

modelo Witczak-2006.

7



Tabla 6.7 Comparacién Modelos de Estimacién de |E*|, Modelo RNA-Witczak Modificado.

Pardmetros Modelos de Estimacion de [E*|
RNA-Witczak 2006 | RNA-Witczak 2006 | Witczak Modificado 2006
Entrenamiento Validacion
Mezclas totales 346 346 346
Mezclas con asfalto modificado 17 17 17
Nimero de puntos 5012 2149 7400
Bondad de ajuste: Escala Aritmética
Se/Sy 0.28 0.31 05
R? 0.92 0.9 0,74
DMA 8.2E-04 1.6E-03 2.7E-05
PEAM 53% 59% 42%
ECM 16.93 21.58 55.7
Sesgo 0.01 011 -1.69
Bondad de ajuste: Escala Logaritmica
Se/Sy 0.38 0.39 0.32
R? 0.86 0.84 0.90
DMA 7.4E-05 3.4E-05 1.5E-05
PEAM 270% 185% 161%
ECM 0.06 0.07 0.05
Sesgo -0.03 -0.03 -0.02

6.4 Comparacion entre los Modelos de RNA

A continuacién, en la Tabla 6.8, se muestran los valores obtenidos del anélisis
estadistico de los modelos de RNA.

Tabla 6.8 Comparacién estadistica de modelos de RNA para la predicciéon del Médulo Dindmico.

Pardmetros Modelos de Estimacion de [E*/
RNA-Witczak RNA- RNA-Hirsch RNA- RNA-Witczak RNA-
1999 Witczak Entrenamiento Hirsch 2006 Witczak
Entrenamiento 1999 Validacion | Entrenamiento 2006
Validacion Validacion
Mezclas totales 346 346 346 346 346 346
Mezclas con 17 17 17 17 17 17
asfalto
modificado
Niimero de 5012 2149 5012 2149 5012 2149
puntos
Bondad de ajuste: Escala Aritmética
Se/Sy 0.14 018 0.36 0.51 0.28 0.31
R? 0.98 0.97 0.87 0.74 0.92 0.9
DMA 6.2E-04 7.8E-05 9.0E-05 3.6E-04 8.2F-04 1.6E-03
PEAM 34% 41% 61% 66% 53% 59%
ECM 4,19 6.88 27.65 54.25 16.93 21.58
Sesgo 0,02 0.06 0.02 -0.37 0.01 011
Bondad de ajuste: Escala Logaritmica
Se/Sy 0.3 0.3 043 043 0.38 0.39
R? 0.91 0.91 0.81 0.81 0.86 0.84
DMA 6.6E-06 1.0E-04 4.7E-05 1.2E-04 7.4E-05 3.4E-05
PEAM 115% 227% 253% 123% 270% 185%
ECM 0.04 0.04 0.08 0.08 0.06 0.07
Sesgo 0.01 0 -0.04 -0.04 -0.03 -0.03
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Como se observa, el modelo que presentd la mejor bondad de ajuste estadistica
corresponde al modelo RNA-Witczak Original. Esto, ya que presenta un mayor R?, y
un S./S,, DMA, PEAM, ECM y SESGO menor.

Mirando el criterio subjetivo de evaluaciéon presentado en la Tabla 4.2, indica que la
capacidad predictiva del Modelo RNA-Witczak Original clasifica como excelente.
Como se menciond en secciones anteriores, el Modelo RNA-Hirsch presenté sobre-
aprendizaje. Se cree que este fendmeno se debid, principalmente, a que el niimero de
variables consideradas no aportaba informacién suficiente para darle una base sélida de
aprendizaje. De acuerdo a May y su equipo [May et al., 2011], una de las suposiciones
mas relevantes es que al menos una de las variables candidatas sea capaz de describir
alguna parte, si no toda, el comportamiento de las variables de salida. Si las variables
candidatas no representasen fielmente el comportamiento de la respuesta, entonces seria
necesario reconsiderar la eleccién del modelo. Si bien en este modelo se produjo el
problema del sobre-aprendizaje, se tomaron acciones preventivas en el desarrollo de este
trabajo, ejecutando modelos adicionales (RNA-Witczak Original y Modificado) que no
presentaron el fenémeno de sobre-aprendizaje en la red neuronal.

De los resultados obtenidos para el modelo RNA-Witczak Modificado y de su
comparacion con el modelo Witczak 2006, es posible decir que el modelo RNA presentd
una menor capacidad predictiva para los datos menores a 0.1 msi. La Figura 6.15,
muestra como los datos mas pequenos de la muestra presentan una mayor dispersién

que los datos mayores.
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6.5 Software RNAModDin

El programa RNAModDin es uno de los resultados de este trabajo. Es un software
capaz de estimar el valor del Médulo Dindmico de una mezcla asfaltica a partir de un
set de datos de entrada, y que utiliza en su procesamiento interno los modelos RNA-
Witczak Original, RNA-Hirsch, RNA-Witczak Modificado. Este, al ser un software
basado en inteligencia artificial, no necesita ser reprogramado, la actualizaciéon de esta
aplicacion puede ser realizada al actualizar la matriz de conexiones sinapticas de cada
modelo, la que estd contenida dentro de la base de datos del software. Como se menciona
en el capitulo 3, los valores de la matriz de conexiones sinapticas corresponden a la
intensidad de sefial con que se transmite informacién, especificamente, entre una
neurona de una capa anterior y una neurona de la capa siguiente.

Su estructura cuenta con una interfaz grafica que interactiia con el usuario a través de
un conjunto de imégenes, botones y ventanas desplegables, que representan las acciones
que es capaz de ejecutar. Esta interfaz es programada en el lenguaje Visual Basic © del
programa Microsoft Excel © por lo que su ejecucién no necesita instalacion mas que la
instalacion de Microsoft Office. Aunque esta interfaz no puede utilizarse con otro tipo
de modelos de RNA, su cédigo de programaciéon contiene todas las funciones necesarias

para crear otro tipo de software de estimacion.

6.5.1 Interfaz grafica

En las Figuras 6.16, 6.17, v 6.18 se muestra la interfaz de usuario de cada uno de los
médulos de prediccién del Médulo Dindmico. En ella existen atributos de textos
asociados a las variables de entrada de los modelos de RNA. Ademés, se encuentran los

botones de informacién “i”, “Agregar Datos”, “Eliminar Datos”, y “Realizar

Estimacién”.
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Figura

Modelo de RNA para la Prediccion del Médulo Dindmico - Simén Arriaza Sdez mail: simen.arriaza@alumnos.usm.cl X

Universidad Técnica Federico Santa Maria
Departamento de Obras Civiles

| ODEIG NN AWITCAAIC1999] MODELO ANN-HIRSCH | MODELO ANN-WITCZAK 2006 |

Granulometria Propiedades Volumétricas Frecuencia
Psss | Pyss | P | P | v, | Ve £ef i

Propiedades del asfalto

M ‘ T ‘ A ‘ VTS‘ j Agregar Datos Elminar Datos
[ TS -

NDato [ r3/4 [r3/8 [r4 [ r200 [Va [vbeff [f [loaflogh=10~8) | TR [
1 1] 23 50 57 5,785 51 1 0,956263303

2 1] 23 50 57 5,785 51 1,5 0,956263303

3 1] 23 50 57 5,785 51 2 0,956263303

4 1] 23 50 57 5,785 51 2,5 0,956263303

5 1] 23 50 57 5,785 51 3 0,956263303

6 1] 23 50 57 5,785 51 35 0,956263303

7 1] 23 50 57 5,785 51 4 0,956263303 =
8 1] 23 50 57 5,785 51 4,5 0,956263303

9 1] 23 50 57 5,785 51 5 0,956263303

10 1] 23 50 57 5,785 51 5,5 0,956263303

11 1] 23 50 57 5,785 51 6 0,956263303

12 1] 23 50 57 5,785 51 6,5 0,956263303

13 1] 23 50 57 5,785 51 7 0,956263303

14 1] 23 50 57 5,785 51 7.5 0,956263303

15 1] 23 50 57 5,785 51 8 0,956263303

16 1] 23 50 57 5,785 51 8,5 0,956263303

17 1] 23 50 57 5,785 51 9 0,956263303

18 1] 23 50 57 5,785 51 9,5 0,956263303

19 1] 23 50 57 5,785 51 1 0,956263303

20 1] 17 66 1i 2,84 6,8 1 0,976916924

21 1] 17 66 10 2,84 6,8 1,5 0,976916924

22 1] 17 66 10 2,84 6,8 2 0,976916924 r

i Realizar Estimacion

6.16 Interfaz de Usuario Software RNADinMod, Modelo ANN-Witcza.

k 1999.

Modelo de RMA para |a Prediccién del Médulo Dindmico - Simén Arriaza Sdez mail: simon.arriaza@alumnos.usm.cl x

Universidad Técnica Federico Santa Maria
Departamento de Obras Civiles

e ) eerpe )y

MODELO ANN-WITCZAK 1999

| MODELOANNHIRSCH| MODELO ANN-WITCZAK 2006

Propiedades Volumétricas

VMA VEA

Propiedades del asfalto

|G| 1 Agregar Datos Eliminar Datos

N°Dato | VMA [ vEa [[i6b=1

1 15,4 9,615 334,8276376 —
2 15,4 9,615 445,2002308

3 15,4 9,615 542,5615152

4 15,4 9,615 630,333885

5 15,4 9,615 712,4116809

& 15,4 9,615 788,5587755

7 15,4 9,615 860,292711 &
8 15,4 9,615 928,3129971

g 15,4 9,615 993, 1463624

10 15,4 9,615 1055,202087

11 15,4 9,615 1114,306245

2 15,4 9,615 1172,223979

13 15,4 9,615 1227,674577

14 15,4 9,615 1281,342025

15 15,4 9,615 1333,382603

16 15,4 9,615 1383,33048

17 15,4 9,615 1433,101921

13 15,4 9,615 1480,398512

1 15,4 9,615 1527,709654

20 17 14,16 171,9775628

21 7 14,16 223,0627292

2 17 14,16 267,5932126 hd

1 Realizar Estimacion

Figura 6.17 Interfaz de Usuario Software RNADinMod, Modelo ANN-Hirsch.
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Universidad Técnica Federico Santa Maria
Departamento de Obras Civiles
MODELO ANN-WITCZAK 1999 | MODELO ANN-HIRSCH || {ODELOMNNATCAR 20061
Granulometria Propiedades Volumétricas
- -
Pyss | Pyss | Py | Pao | Vo | Ve
Propiedades del asfaito
G¥ | E’b| i Agregar Datos Elminar Datos
WeDato[ r3/4 [r38 [ra [r200 [ va [ wbeff | T [ db =
1 [ 23 50 57 5,785 5,1 3348276375 5417829686 i
2 0 23 50 57 5,785 5,1 445,2092308 52,64005135
3 0 23 50 57 5,785 5,1 542,5615152 51,52113542
4 0 23 50 57 5,785 5,1 530,383835 50,63747335
5 0 23 50 57 5,785 5,1 712,4116809 55,90524302
5 0 23 50 57 5,785 5,1 788,5587755 59,27895717 =
7 0 23 50 57 5,785 5,1 860,252711 53,73111347
] 0 23 50 57 5,785 5,1 528,3129571 53,24377033
s 0 23 50 57 5,785 5,1 593,1463624 57,80455955
10 0 23 50 57 5,785 5,1 1055,202087 57,40453515
11 0 23 50 57 5,785 5,1 1114,806245 57,03722952
12 0 23 50 57 5,785 5,1 1172,223979 56,65743332
13 0 23 50 57 5,785 5,1 1227,674577 56,33123976
14 0 23 50 57 5,785 5,1 1281,342025 56,08549453
15 0 23 50 57 5,785 5,1 1333,382603 5580754181
16 0 23 50 57 5,785 5,1 1333,93048 55,5455308
17 0 23 50 57 5,785 5,1 1433,101521 55,25756366
18 0 23 50 57 5,785 5,1 1480,998512 55,06212008
19 0 23 50 57 5,785 5,1 1527, 709664 54,8380013
20 0 17 6 10 2,34 6,8 171,5775628 59,67123439
21 0 17 6 10 2,34 6,8 223,0627292 58,65426631
2 i 17 6 10 2,84 68 267,5932125 57,94356403 2
i Realizar Estimacion

Figura 6.18 Interfaz de Usuario Software RNADinMod, Modelo ANN-Witczak 2006.
6.6 Estimaciéon mediante RNA del Médulo Dinamico de MAC utilizadas
en Chile

Con datos recuperados del estudio “Medicién y Estimacién del Médulo Dindmico de
Mezclas Asfalticas en Caliente Utilizadas en Chile” [Garcia et al., 2013] se prueba la
capacidad de prediccién del algoritmo RNA y se contrasta con la obtenida de los
modelos Witczak, Hirsch y Witczak Modificado.

Numerosos estudios ([Witczak & Bari, 2006], [Singh, Zaman, & Commuri, 2011]), entre
otros, han investigado el desempetio de los modelos de regresién disponibles, mostrando
su variacion en condiciones locales, y calibrdndolos para lograr mejores ajustes. Lo
anterior, indica que la capacidad predictiva de estos modelos debe ser evaluada para
mezclas locales [Georgouli, Loizos, & Plati, 2016]. La misma filosofia debe ser utilizada
para validar la utilizacién de RNA en escenarios locales, realizando calibraciones si es

necesario.
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6.6.1

Materiales Utilizados

Este trabajo, comprende la evaluacién de cinco MAC utilizadas en Chile. Estas

corresponden a una mezcla (IV-A-12-C) con betiin convencional, una mezcla IV-A-12

con bettin modificado (IV-A-12 M), Microaglomerado (M-10), y una SMA con dos tipos

de fibras, pellet de celulosa con asfalto (SMA-P) y con fibras de celulosa (SMA-F). De

las mezclas utilizadas todas ellas menos la mezcla M10, posee parametros dentro del

dominio de entrenamiento de la RNA. En consecuencia, los modelos de regresién no-

lineal (Witczak, Hirsch y Witczak Modificado) y sus andlogos de RNA se probaran en

su dominio de calibracién o entrenamiento.

La Tabla 6.9 muestra el contenido de asfalto, ademéas de variables granulométricas y

volumétricas de las mezclas. También, variables relacionadas al proceso de ensayo de

las probetas de asfalto, como temperatura y frecuencia de carga.

Tabla 6.9 Mezclas utilizadas para evaluar la capacidad predictiva de los modelos.

Tipo de Mezcla 1V-4-12-C 1V-4-12-M M10 SMA-P SMA-F
Graduacion del
agregado
P3/4 0 0 0 0 0
P38 23 23 19 17 17
Pa 50 50 76 66 66
D200 5.7 57 6 10 10
Variables Volumétricas
de la mezcla
Va 5.785 5.785 13 2.84 4.64
Viers 9.615 10.995 15.39 14.16 1346
VMA 154 154 28.39 17.00 1810
VFA 62.435 71.396 54.20 83.294 74.37
Asfalto
n, poise 4847 x 10° 52.40x 106 52.40x 106 116.97x 10° 116.97 x 106
|G5l 202.4-1527.7 109.3-709.2 109.3-709.2 109.3-709.2 109.3-709.2
[ 54.83-66.7 52.97-61.1 52.97-61.1 52.97-61.1 52.97-61.1
Frecuencia de carga
f 0.5-10 0.5-10 0.5-10 0.5-10 0.5-10
Temperatura
Tc° 21 21 21 21 21
Mddulo Dindmico
|E*| 247-7.56x105 227-6.70x105 | 2.11-592x105 2.82-807x105 2.98-7.78x 105
Con,
[E™| : Médulo Dindmico en las mezclas asfdlticas, psi;
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P200

agregado;

Pa
agregado;
P3/s:
agregado;

P3/a

Vberr
VMA

VFA

U]

: % del agregado que pasa en el tamiz N°200, respecto del peso total del

: % del agregado retenido en el tamiz N°4, respecto del peso total del

: % del agregado retenido en el tamiz 3/8, respecto del peso total del

: % del agregado retenido en el tamiz 3/4, respecto del peso total del
agregado;

: % de vacios de aire en la mezcla, por volumen;

: % efectivo de contenido de asfalto, por volumen;

: Vacios en el agregado mineral, %;

: Vacios en agregado llenos con asfalto, %;

Viscosidad del bitumen (a cualquier temperatura, o grado de

envejecimiento), poise.

|G|

: Moédulo de corte dindmico del asfalto, psi;
: Angulo de fase del asfalto asociado a |G|, en grados;
: Frecuencia de carga, Hz;

: Temperatura de ensayo, °C.

6.6.2 Resultados de Estimacién del Médulo Dindmico de MAC utilizadas en Chile

Utilizando los resultados del entrenamiento presentados en la seccién 6.3, se realiza una

estimacién a través del Software RNAModDin. Esta herramienta permite ingresar las

variables de entrada, almacenarlas en una base de datos y a su vez estimar |E*| a través

de los distintos modelos de RNA. La Figura 6.19 muestra el entorno de la interfaz,

mientras que la Figura 6.20 muestra cémo se obtienen los resultados.
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Modelo de RNA para la Prediccién del Médulo Dindmico - Simén Arriaza Sdez mail: simon.arriaza@alumnos.usm.cl X

Universidad Técnica Federico Santa Maria
A Departamento de Obras Civiles
| AfODEIO ANNWITCZAI 198 MODELO ANN-HIRSCH | MODELO ANN-WITCZAK 2006 |
Granulometria Propiedades Volumétricas Frecuencia

‘ i

Ps/a | Pass ‘ Py | P2sg | EA | Vben‘

Propiedades del asfalto

M | Ty ‘ A | VTS| J Agregar Datos Eliminar Datos

neDato ] r3a 138 [ ra | rao0 | ve [ vbeff | [ Jogloah=10-8)) T TR [ [Ls N
1 i S I - T 095626380 —
2 [} 23 s sy s si 15 0.356263803
3 0 22 50 57 5785 51 2 0.956263803
4 [ 23 % 57 5785 51 25 0.956263803
5 0 23 s 57 5785 51 3 0.956263803
5 0 23 s 57 5785 51 35 0.956263803
7 0 22 0 57 5785 51 4 0.956263803 =
8 0 22 0 57 5785 51 4.5 0.956263803
E] 0 22 50 57 5785 51 5 0.956263803
10 0 33 % 57 5785 51 5.5 0.956263803
11 0 23 s 57 5785 51 6 0.956263803
12 0 23 s 57 5785 51 6.5 0.956263803
13 0 22 0 57 5785 51 7 0.956263803
14 0 22 0 57 5785 51 7.5 0.956263803
15 0 22 50 57 5785 51 3 0.956263803
16 0 33 % 57 5785 51 8.5 0.956263803
7 0 23 s 57 5785 51 3 0.956263803
18 0 23 s 57 5785 51 9.5 0.956263803
19 0 22 s 57 5785 51 10 0.956263803
0 0 17 &6 0 284 6.8 1 0.976916924
21 0 i7 66 0 284 6.8 15 0976916924
2 0 17 66 0 284 6.8 2 0976916924 =

Realizar Estimacion

Figura 6.19 Interfaz de Usuario de Software RNA para la estimaciéon del Médulo Dindmico.

Modelo de RNA para la Prediccién del Médulo Dinagmico - Simon Arriaza Saez mail: simon.arriaza@alumnos.usm.cl X

Universidad Técnica Federico Santa Maria

Departamento de Obras Civiles

| e )

MODELO ANN-WITCZAK 1999 | MODELO ANN-HIRSCH | MODELO ANN-WITCZAK 2006 | |[RESULTADOSI

Exportar Dat

weDato ] raa [ rae T ra | roo0 | va |vbeff | F [ Joglogh 10780 | E=witczak 9] E*RNA -
1 i G N I - A T 035546803 Be0a3al0.. - 1993585, 438 i
2 [} 237 s s s el 15 0956263803 725878.0813 2118081606
3 0 23 s 57 5785 51 2 0956263803 774935.2664  2241178.074
4 0 23 s 57 5785 51 2.5 0956263803 814543.2101 2321592095
5 0 23 s 57 5785 51 3 0956263803 847916935 2378984305
5 0 23 s 57 5785 51 3.5 0956263803 §76843.9799 2426835508
7 0 23 s 57 5785 51 4 0956263803 9024270015 2472926.766 =
8 0 23 s 57 5785 51 4.5 0956263803 9253958599  2520838.418
9 0 23 s 57 5785 51 5 0956263803 946264.2821 2571518.568
10 0 23 s 57 5785 51 5.5 0956263803 9654009696  2624519.001
11 0 23 s 57 5785 51 6 0956263803 993086.2837 2678822203
12 0 23 s 57 5785 51 6.5 0956263803 999535.805% 2733324823
13 0 23 s 57 5785 51 7 0956263803 1014919.522 2787078.911
4 0 23 s 57 5785 51 7.5 0956263803 1029373.957 2839381938
15 0 23 s 57 5785 51 8 0956263803 1043010.542 2889782733
16 0 23 s 57 5785 51 8.5 0956263803 1055921.378  2938047.313
7 0 23 s 57 5785 51 3 0956263803 1068183.592 2984110.795
18 0 23 s 57 5785 51 9.5 0956263803 1079862,385  3028029.375
13 0 23 % 57 5785 51 1 0956263803 1091013.962  3069938.805
0 0 7 & 0 284 6.8 1 0.976916924 §99045.657  2187006.558
21 0 7 & 0 284 6.8 L5 0.976916924 755720024 2419051638
2 0 17 66 0 284 6.8 2 0.976916924 801533.331 2595775442 =

Figura 6.20 Resultados de Estimacién.

Haciendo uso del software anterior, se obtienen los siguientes resultados y se contrastan
con los obtenidos a través de la ecuacién de Witczak, Hirsch, y Witczak Modificado.

Las Figuras 6.21, 6.22, 6.23, 6.24, 6.25 y 6.26 que se muestran a continuacién, muestran
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cémo se relacionan los modelos de estimacién de |E*| y los resultados medidos

directamente en laboratorio.

100
R?=0,4054

|E*|e=1,5085 x |E*|m

10

0110 dad

ey TV -A-12-C
O IV-Ar12M

e \[-1()

e SNTALD

=@ S\[A-F

e [ jincal

Médulo Dlnamlco Medldo 1075 Psi

Moédulo Dindmico Estimado, 1075 Psi

100

Figura 6.21 Resultados Comparativos Ecuacién de Witczak y mediciones de laboratorio.
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Figura 6.22 Resultados Comparativos RNA Witczak y mediciones de laboratorio.
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Figura 6.23 Resultados Comparativos Ecuacién de Hirsch y mediciones de laboratorio.
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Figura 6.24 Resultados Comparativos RNA Hirsch y mediciones de laboratorio.
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Figura 6.25 Resultados Comparativos Ecuaciéon de Witczak Modificado y mediciones de laboratorio.
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Figura 6.26 Resultados Comparativos RNA-Witczak Modificado y mediciones de laboratorio.

Como se puede notar de las Figuras 6.21, 6.22, 6.23, 6.24, 6.25 y 6.26 las mezclas poseen

comportamientos distintos a los predichos por los modelos, existe un error sistematico



de los modelos que parecen indicar que existe una mayor sensibilidad de estos a ciertos
parametros de entrada, y que estos no reaccionan de la misma forma ante mezclas de
EEUU o chilenas. Tanto modelos de RNA como los modelos de regresiéon no-lineal
sobreestiman el valor real del Médulo Dindmico, para la mayoria de las mezclas
analizadas. Lo anterior indica que los modelos deben ser recalibrados para la realidad
local, asi mismo se debe entrenar una RNA con datos de mezclas tipicas chilenas. En el
caso de los modelos de RNA caen sobre rectas méas separadas que para los modelos de
regresiéon no-lineal, de esto se desprende que los modelos de RNA responden més
sensiblemente ante cambios de las variables de entrada que los modelos de regresién no-
lineal.

Para cuantificar la capacidad predictiva de los modelos RNA en comparacién con los
modelos de regresion no-lineal, se debe proveer una base de datos cuya nube de puntos
permita realizar los procedimientos de entrenamiento o calibracién, segin corresponda,
para evaluarla en el contexto local chileno. Los resultados mostrados hasta ahora no

son suficientes para cuantificar que herramienta predictiva es mejor.
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CAPITULO 7  OTRAS APLICACIONES DE RNA EN INGENIERIA
DE PAVIMENTOS
Como menciona Ceylan y otros [Ceylan et al. 2014] el uso de RNA ha crecido
vertiginosamente en varias areas de la ingenieria. Especificamente, en el area de la
ingenieria de pavimentos se han estado utilizando en:

= Prediccién de la condiciéon y desempeno,

= [Estrategias de manejo y mantenimiento,

= Prondstico de deterioro,

= Evaluacién estructural,

=  Anaélisis y clasificaciéon de iméagenes,

= Modelacion de materiales,

= FEntre otros.
Este trabajo, se centrard en la modelacién de materiales y la evaluacién estructural del
sistema de pavimento. Especificamente, se abordara el entrenamiento de una red
neuronal para la prediccién del Nimero de Flujo, y se mostrard un potencial uso

asociado al retro-calculo del moédulo elastico de un tipo de pavimento.
7.1 Estimaciéon del Numero de Flujo en Mezclas Asfalticas

7.1.1 Introduccién

El reporte NCHRP 465 [Witczak et al, 2007] muestra la seleccién de una prueba simple
de desempeno que permite medir de forma precisa y fiable, en una mezcla, un parametro
de respuesta que estd altamente correlacionado con la ocurrencia de la falla de
deformacién plastica (ahuellamiento) bajo diversas de condiciones de carga vy
temperatura.

Una de las metodologias propuestas para medir las caracteristicas de la deformacién

permanente, es realizar cientos de repeticiones de un ensayo de carga y registrar la

90



deformacién plastica acumulada como funcién del nimero de ciclos (repeticiones)

(Figura 7.1).
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Figura 7.1 Deformacién permanente en funcién de niimero de ciclos de carga. [Rodezno et al., 2010]

En la Figura 7.1 se muestra como la deformacién permanente acumulada, puede
dividirse en tres etapas distintas: primaria, secundaria y terciaria (como en los ensayos
de fluencia lenta o creep en inglés). En la etapa primaria, la acumulacién de la
deformacién permanente es rapida. Luego, en la zona secundaria, el incremento de la
deformacién permanente decrece hasta alcanzar un valor constante. Finalmente, en la
zona terciaria, el incremento de la deformacién permanente acumulada nuevamente
crece rapidamente.

El punto de inicio, o el nimero de ciclos, al cual el flujo terciario ocurre, se le denomina
Nimero de Flujo (Fy del inglés) [Witczak M. W., 2005].

Diferentes modelos han sido desarrollados y mejorados a lo largo de los afios para
predecir la deformacién pldstica acumulada en funcién del ntimero de aplicaciones de
carga [Ameri et al., 2014], la temperatura, y otras propiedades de la mezcla. Sin
embargo, se han realizado esfuerzos muy limitados para predecir el Numero de Flujo

[Rodezno et al., 2010].
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7.1.2 Determinacién del Numero de Flujo

El concepto fue desarrollado a partir de ensayos de compresion uniaxial. Investigadores
conducidos por Witczak usaron temperaturas desde 40°C a 56°C, con niveles de esfuerzo
desviador correspondientes a 70, 140, y 210 KPa. El ciclo de carga consiste en un pulso
de duracién 0.1 s seguido de 0.9 s de descanso (Figura 7.2 (a)), que tipicamente se
ensaya con una duraciéon de 3 horas o 10,000 ciclos de carga.

Como se aprecia en la Figura 7.2 (¢) (o Figura 7.1), Fy puede calcularse como el ntimero
de aplicaciones de carga necesarios para que la deformacién permanente comience a
crecer dramdticamente [Ameri et al, 2014]. También, como el punto en que la tasa de
cambio en la deformacién permanente decrece hasta un nivel critico y comienza a crecer

nuevamente, como se ve en la Figura 7.2 (b) [Williams et al., 2007].
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Figura 7.2 (a) Ciclo carga-descarga con recuperacién (b) Tasa de cambio en la deformacién plistica

(¢) Deformacién plistica acumulada. [Williams et al., 2007].
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7.1.3 Variables influyentes en la magnitud del Ndmero de Flujo
Segin Williams y sus colegas [Williams et al., 2007], se espera que se cumplan las
siguientes relaciones al observar ensayos de Fy:

= Mientras los vacios de aire (V) se incrementan, el nimero de flujo disminuir4.

= Mientras el contenido de asfalto se incremente (AC), el ntmero de flujo

disminuira.

= Mientras la angularidad en el agregado aumente, el niimero de flujo aumentara.
Segun Bonaquist [Bonaquist, 2012], un andlisis estadistico, efectuado en datos
recolectados por el Departamento de Transporte del estado de Wisconsin (EE.UU.),
mostré que el Nimero de Flujo es afectado significativamente por:

=  Tamaino miximo nominal del agregado

= Vacios de aire.

= Kl grado del bitumen.

= Angularidad de los agregados finos.

= Vacios en el agregado mineral (VMA).
También mostrdé que Fy no era afectado por un incremento de un 0.3 por ciento en el

contenido de asfalto.

7.1.4 Modelos de prediccién del Namero de Flujo

Como menciona Rodezno y su equipo [Rodezno et al., 2010], los esfuerzos para
determinar el pardametro Fy han sido limitados. Esto quizas, por la adopciéon tan reciente
de los ensayos de Numero de Flujo dentro de la comunidad vial. La mayoria de los
trabajos basados en RLPD se enfocan en el desarrollo de modelos de prediccién de la
deformacién permanente .

Uno de los primeros en desarrollar un modelo predicitivo de Fy de una MAC, basado
en propiedades volumétricas de la mezcla, el tipo de bitumen, y la temperatura del

ensayo, fue Kamil Kaloush [Kaloush, 2001]. Otro trabajo, fue desarrollado por Kvasnak
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y su equipo de investigacién [Kvasnak et al., 2007]. Dicho modelo adopta como variables
de entrada el niimero de giros del compactador giratorio para la preparacién de la
probeta, la viscosidad del bitumen, los vacios en el agregado mineral, y otras
propiedades granulométricas. Finalmente, uno de los trabajos mas recientes fue
desarrollado por Rodezno y sus colegas [Rodezno et al., 2010], con un modelo que incluye
la viscosidad del bitumen a la temperatura de ensayo, el porcentaje de vacios de aire,
tres variables de granulometria, los esfuerzos normales y de corte.

7.1.4.1 Modelo Kaloush

Este modelo se presenta en la Ecuacién (7.1):

Fy = (432367000)T %215 . Visc0312 .y, 22004 . |/ m0-1525 (7.1)
Donde,
T : Temperatura de ensayo, °F;
Visc : Viscosidad del bitumen a 70°F, 10° poise;
|74 : % de vacios de aire en la mezcla, por volumen;
Voers : % efectivo de contenido de asfalto, por volumen.

Dicho modelo presenté las variables estadisticas mostradas en la Tabla 7.1:

Tabla 7.1 Ajuste estadistico Modelo Predictivo Kaloush [Kaloush, 2001].

R? 0.72
Se/Sy 0.534
N°de 135
Datos

La base de datos utilizada para ajustar dicho modelo se resume en la Tabla 7.2:

Tabla 7.2 Resumen de la base de datos.

Rango
Variable Min. | Max.
Graduacion del agregado
Graduacion agregado nominal | 125 | 37.5
Variables Volumétricas de la mezcla
A 25 12
Viess 7.4 14
Visc 0.92 26.7
Nivel de esfuerzo no confinado
S, psi | 20 | 20
Temperatura de ensayo
Tr° [ 100 ] 130
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El modelo Kaloush, también cuenta con una variante que incluye el esfuerzo utilizado

en el ensayo, y se presenta en la Ecuacién (7.2):

Fy = (20408400)T 20799 . §0.5565 . /503680 . Vb—e?;ns . 01658 (7.2)
Donde,
T : Temperatura de ensayo, °F;
S : Esfuerzo desviador, psi;
Visc : Viscosidad del bitumen a 70°F, 10° poise;
|74 : % de vacios de aire en la mezcla, por volumen;
Voers : % efectivo de contenido de asfalto, por volumen.

Dicho modelo presenté las variables estadisticas presentadas en la Tabla 7.3.

Tabla 7.3 Ajuste estadistico Modelo Predictivo Kaloush [Kaloush, 2001].

R? 0.66
Se/Sy 0.585
N°de 135
Datos

7.1.4.2 Modelo Kvasnak

Kvasnak y su equipo [Kvasnak, et al., 2007], presentaron la Ecuacién (7.3) para predecir

el Nimero de Flujo:

logFy = 2.866 + 0.00613 Gyr + 3.86 Visc — 0.072VMA + 0.282 P, (7.3)

- 0051 P16 + 0075 P200

Donde,

Gyr : Ntimero de giros necesitados para compactar la muestra hasta 170 mm;

Visc : Viscosidad del Bitumen, 10° poise;

VMA : Vacios en el agregado mineral, %;

P, : % del agregado que pasa el tamiz N°4, respecto del peso total del
agregado;

Pig : % del agregado que pasa en el tamiz N°16, respecto del peso total del
agregado;
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P00 : % del agregado que pasa en el tamiz N°200, respecto del peso total del
agregado.

Los valores estadisticos de la Ecuacién (7.3) son presentados en la Tabla 7.4. En la

Tabla 7.5 se presenta un resumen de la base de datos utilizada para desarrollar el

modelo propuesto por Kvasnak.

Tabla 7.4 Ajuste estadistico Modelo Predictivo Kvasnak [Kvasnak et al. , 2007].

R? 0.91
Se/Sy -
N°de 17

Mezclas

Tabla 7.5 Resumen de la base de datos.

Rango
Variable Min. | Max.
Graduacion del agregado
P, 52.7 76.5
Pi¢ 29.1 47.9
Py 3.0 6.0
Variables Volumétricas de la mezcla
VMA 124 214
Visc 0.020 0.286
Giros
Gyr 4 209
Niumero de Flujo
Fy 29 8688

7.1.4.3 Modelo Rodezno

Rodezno y otros [Rodezno et al. , 2010] desarrollaron una base de datos del Ntimero de
Flujo, y recomienda el modelo mostrado en la Ecuacién (7.4) para la prediccién del

nimero de flujo.

logFy = 2.174 + 0.649 logV; + 0.101 P,y + 18.465 log p + 0.0140 Ry, (7.4)
—0.084V, — 18901 log q —0.872 R3,, + 0.182¢q
—0.193p—-0871logT

Donde,
p : Esfuerzo cortante maximo, psi;
: Esfuerzo normal, psi;
V : % de vacios de aire en la mezcla, por volumen;
a bl b)
Vi : Viscosidad del bitumen a la temperatura de ensayo, 10° poise;
T : Temperatura de ensayo, °F;
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R3;4

Ro4

PZOO

: % del agregado retenido en el tamiz 3/4, respecto del peso total del

agregado;

: % del agregado retenido en el tamiz n° 4, respecto del peso total del

agregado;

: % del agregado que pasa en el tamiz N°200, respecto del peso total del

agregado.

El modelo presenta los valores estadisticos de la Tabla 7.6.

R? 0.62
Se/Sy 0.6
N°de 1759
Datos

Tabla 7.6 Ajuste estadistico Modelo Predictivo Rodezno [Rodezno et al., 2010].

En la Tabla 7.7 se presenta un resumen de la base de datos utilizada para desarrollar

el modelo propuesto por Rodezno.

Tabla 7.7 Resumen de la base de datos.

Rango
Variable Min. Max. Promedio
Graduacion del agregado
Ry/s 0 26.1 24
Ros 14.4 77.7 234
P, 0.4 11.8 4.9
Variables Volumétricas de la mezcla
v, 0.5 185 185
A 1.0x10° 4.6x10° 32x10°
Cargas
p 2 235 57.1
q 2.0 225.0 535
Temperatura
T 90 150 117
Nimero de Flujo
Fy 13 100000 3973
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7.1.5 Estimacién del Nimero de Flujo utilizando RNA

7.1.5.1 Estructura de las RNA vy variables de entrada utilizadas

La estructura de la RNA que se utilizard, para la estimacién del Nimero de Flujo, se

muestra en la Figura 7.3.
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Figura 7.3 Estructura RNA-Kaloush para la estimacién del Médulo Dindmico.

Como se observa en la Figura 7.3, las variables de entrada utilizadas corresponden al
Modelo Kaloush. Las variables de entrada fueron extraidas del trabajo de Kaloush, y
por lo tanto son las inicas disponibles para desarrollar un modelo de RNA.

7.1.5.2 Base de Datos

La base de datos utilizada en este trabajo es extraida del documento “Simple
Performance Test for Permanent Deformation of Asphal Mixtures” [Kaloush, 2001].
Esta base de datos, contiene las caracteristicas correspondientes a 52 mediciones en
mezclas asfélticas, con propiedades como % de vacios de aire y de asfalto efectivo,

viscosidad de la mezcla y temperatura de ensayo.
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7.1.5.2.1

Rango de variables utilizadas en el estudio

A continuacién, en la Tabla 7.8, se muestra un resumen respecto de las variables

utilizadas en el modelo de RNA. La base de datos se construye a partir de las variables

encontradas en el documento “Simple Performance Test for Permanent Deformation of

Asphal Mixtures” [Kaloush, 2001].

Tabla 7.8 Resumen de la base de datos.

Rango
Variable Min. Max. Promedio Desviacion Max. - Min.
Estindar
Variables Volumétricas de la mezcla
v, 4.7 119 7.35 162 7.2
v, 7.7 14.8 11.2 2.2 7.1
Asfalto
n 2691 91350 20752.4 28826.9 88659
Temperatura
Tp° 100 130 124.2 11.9 30
Esfuerzo Desviador
S 10 30 16.7 7.85 20
Flow Number
Fy 121 9081 2040 2066 8960
Con,
Fy : Nimero de Flujo;
S : Esfuerzo desviador, psi;
V. : % de vacios de aire en la mezcla, por volumen;
Vp : % efectivo de contenido de asfalto, por volumen;
n : Viscosidad del bitumen a 70° F, 10° poise.
Tg° : Temperatura de ensayo, °F
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7.1.5.3 Modelo de RNA para la estimaciéon del Nimero de Flujo

El modelo RNA-Kaloush representado por la Figura 7.3 posee 5 variables de entrada:
» % de vacios de aire en la mezcla (V,), %;
= % efectivo de contenido de asfalto (Vpess), %;
* la viscosidad del bitumen a 70°F (Visc), 10° poise;
» esfuerzo desviador (S), psi;
» vy la temperatura del ensayo (T), °F.

7.1.5.3.1 Optimizacion del Modelo

En las secciones anteriores (capitulos 6.3.2.1, 6.3.3.1 y 6.3.4.1), se evalué la optimizacion
del Modelo de RNA desde el enfoque de la arquitectura de la red. Sin embargo, este
enfoque pierde sentido al tener pocos datos para el entrenamiento, lo que genera que
sean necesarias pocas iteraciones para lograr un resultado.

Para optimizar los resultados del Modelo RNA-Kaloush, se evaluaran los modelos que
contienen como variables de entrada las mismas que las Ecuaciones (7.1) y (7.2). De
ellos se escogerda como modelo final, aquél que tenga un mejor comportamiento en
cuanto a su proceso de entrenamiento. Las variables de cada modelo se resumen en la

Tabla 7.9.

Tabla 7.9 Resumen de variables de entrada, Modelo RNA-Kaloush.

Kaloush-1 | Kaloush-2
Va v v
Viers v Vv
Visc v
log(Visc) v
T Vv Vv
N v

Se incorpora log(Visc) para disminuir los efectos de la variabilidad de la viscosidad para
las distintas muestras.
En la Figura 7.4, se muestra la evolucién del error durante el proceso de entrenamiento,

para ambos modelos.
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Segun Requena y su equipo [Requena, et al., 2002], se considera que no hay sobre-
aprendizaje, cuando el error asociado a los patrones seleccionados para el aprendizaje
es igual al asociado a los patrones seleccionados para la verificacién cruzada
(validacién). Por esto, el modelo que mantiene una menor brecha entre la curva de
entrenamiento y la de validacién es el escogido, en este caso RNA-Kaloush-1.

En lo que respecta a las secciones siguientes el modelo escogido serd referido como RNA-

Kaloush.

7.1.5.3.2 Resultados Modelo RNA-Kaloush

Los resultados del proceso de entrenamiento se muestran en la Figura 7.5. Los datos
fueron separados en dos, un set de datos es utilizado para el aprendizaje de la red, y

otro para validar su capacidad predictiva.
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Figura 7.5 Proceso de entrenamiento de la Red Neuronal., Modelo RNA-Kaloush.

La muestra que se obtiene una correlaciéon de 0.76 para los datos de entrenamiento y
0.63 para los datos de testeo. Como estos tltimos son los encargados de evaluar la
capacidad predictiva del modelo, son mucho mas representativos en cuanto a ello.

Como se aprecia en la Figura 7.5, el &y de los datos de validacion comienza a
aumentar en vez de disminuir, por lo que se puede inferir que esta ocurriendo un sobre-

aprendizaje y, por lo tanto, se opta por interrumpir el aprendizaje cuando esto ocurrié.
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Como se desprende de la Tabla 7.10, el coeficiente de determinacién y la desviacion
estandar normalizada del error (R? y Se/Sy), para el caso de escala aritmética,
presentaron mejores resultados para los datos de Validacién de la RNA en comparacién
con el modelo Kaloush. Sin embargo, en el caso de contrastar los datos en escala

logaritmica se obtiene un menor R? y un mayor S, /Sy para el caso de RNA-Kaloush.

Tabla 7.10 Comparacién Modelos de Estimacion de FN, Modelo RNA-Kaloush.

Pardmetros Modelos de Estimacion de FN
RNA-Kaloush | RNA-Kaloush | Kaloush
Entrenamiento
Validacion
Nimero de puntos 52 52 52
Bondad de ajuste: Escala Aritmética
Se/Sy 0.503 0.627 0.97
R? 0.759 0.627 0.08
DMA 15718 30177 3.14
PEAM 70% 115% 11%
ECM 1260616 1360959 220472
Sesgo 43.150 -473.42624 | 118.613
Bondad de ajuste: Escala Logaritmica
Se/Sy 0.795 0.954 0.74
R? 0.399 0.274 047
DMA 0.0033 0.005 0.002
PEAM 8% 13% 9%
ECM 0127 0.223 0116
Sesgo -0.019 -0.064 -0.015

7.2 Retro-Célculo de Médulos Elasticos en pavimentos.

El Deflectémetro de Impacto (FWD de sus siglas en inglés) es un dispositivo utilizado
para evaluar la condicién del pavimento y la rigidez de sus capas. Es un dispositivo
movil que opera al dejar caer una carga sobre el pavimento y que mide las deflexiones
superficiales resultantes en él (ver Figura 7.6). Luego, se deben ejecutar operaciones
computacionales con los datos de deflectometria en orden a obtener la condicién del

pavimento y la rigidez de sus capas constitutivas [Mn-DOT, 2017].
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Figura 7.6 Esquema conceptual del Deflectémetro de Impacto [ICE, 2017].

El retro-calculo es un mecanismo de evaluacion del cuenco de deflexiones generado por
la utilizacién de dispositivos de medicién de estas deflexiones superficiales. Esta
metodologia, toma en cuenta las mediciones superficiales e intenta reproducirlas (con
cierta tolerancia) calculando las deflexiones generadas por una estructura de pavimento
idéntica asumiendo la rigidez de la capa que compone el pavimento (a través del
modulo) y a determinado espesor de cada capa. El proceso se detiene cuando el cuenco
estimado se ajusta al obtenido mediante mediciones. La combinacién de rigidez de cada
una de las capas resultante, se asume como la condicién real, obteniendo la condicién
actual del pavimento. Este proceso es usualmente iterativo y normalmente se ejecuta
con un software computacional [Pavement-Interactive, 2017]. En la Figura 7.7 se
muestra el algoritmo de cdlculo mas utilizados para evaluar la rigidez del sistema

estructural.
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Figura 7.7 Algoritmo de cdlculo del médulo de capa, basado en retro-cilculo [Pavement-Interactive,

2017).

La mayoria de los programas de retro-cdlculo, utilizan como base modelos lineales
elasticos o modelos de elementos finitos. Estos emplean el método del gradiente para
ajustar iterativamente los médulos eldsticos hasta que el cuenco de deflexiones tedrico
se asimila al experimental, bajo un cierto nivel de tolerancia [Meier & Rix, 1994]. El
enfoque iterativo de este tipo de soluciones, hace a estas metodologias poco eficientes
desde el punto de vista de los recursos computacionales que requiere, mientras que un
enfoque basado en RNA reduciria el tiempo de procesamiento significativamente [Saltan
et al. , 2002].

Los modelos utilizados para el andlisis de capas de pavimentos bajo cargas de transito,
implican que las capas del pavimento son consideradas homogéneas, lineales elasticas,
isotrépicas y su carga es considerada estatica. Por consiguiente, su bondad de ajuste
estd limitada. Por otra parte, estos métodos ignoran particularidades de otro tipo de
pavimentos como, por ejemplo, la discontinuidad caracteristica de los bloques en

pavimentos del tipo articulado [Shafabakhsh et al., 2014]. Sin embargo, ain teniendo
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en cuenta dichas limitaciones, es comun en la literatura encontrar andlisis del
desempefio estructural de sistemas pavimentos de bloques de concreto, mediante el uso
computacional de programas eldsticos multicapa como CIRCLY o ELSYM [Abate,
1993].

Atun cuando el retro-calculo basado en las hipdtesis de un modelo lineal multi-capa se
usa con recurrencia, existe un elevado ntimero de autores que identifican la necesidad
de generar una metodologia tedrica de disefio para el andlisis de estructuras
discontinuas, como lo son los pavimentos articulados. Hoy en dia, el uso de metodologias
como el método de elementos finitos ha aumentado, y ejemplos de ello se pueden
encontrar en la Tabla 7.11. En dicha serie de documentos se pueden apreciar los

resultados de la utilizacion de esta metodologia en la prediccién del desempeno

estructural de pavimentos articulados.

Tabla 7.11 Uso de elementos Finitos para la prediccién del desempefio de pavimentos articulados.

Ao Nombre del Articulo Autor
1984 Analysis of interlocking block pavements by finite element Nishizawa, T.; Matsuno, S.; Komura,
method. M.
1984 Structural Model For Concrete Block Pavement Molenaar, A. A. A, Moll, H. 0, &
Houben, L. J. M.
BLOCK PULL-OUT AND THE MODELLING OF INTERLOCKING
1986 CONCRETE BLOCK T PAVEMENTS Eser, F, & Eng D. C.
71992 Development of a three-dimensional finite element model for Huurman, My Houben, L; Kok A.
concrete block pavements
2003 Finite Element Analysis of Concrete Block Paving. Nejad, F.M.
2003 A tool for structural analysis of block pavements based on Nishizawa, T
3DFEM
2006 Modeling and structural design of a concrete block pavement Hassani, A, & jamshidi, A.
system
2006 A study on behavior of block pavement using 3D finite Moghadas Nejad, F; Shadravan, M. R
element method
2009 Optimized Numerical Tool for the Analysis of Segmented Oeser, M, & Chandra, H.
Concrete Block Pavements
2010 Finite-element model approach to determine support Mampearachchi, W. K; & Gunarathna,
conditions and effective layout for concrete block paving W.P.H
2014 DEVELOPMENT OF A FINITE ELEMENT MODEL FOR Gunatilake, M. M. D. V, &
CONCRETE BLOCK PAVING Mampearachchi, W. K.
Numena%l] analy.ﬂs of concrete b.lock pavements and Shafabakhsh, G, Family, A, &
2014 comparison of its settlement with asphalt concrete ;
i ] Pourzand Hossein Abad, B.
pavements using finite element method.
2015 Modelling of campqsﬂ'e Concre.'te block pavement systems Skar, Asmus & Poulsen, Peter Now
applying a cohesive zone model
2016 Numerical simulation tool for paving block structures Fiissl, J, Hengl, H, Eberhardsteiner, L.,
assessed by means of full-scale accelerated pavement tests & Kluger-Eigl W.
Development of Deflection Prediction Model for Concrete
2016 Block Pavement Considering the Block Shapes and Lin, W, Cho, Y. H, & Kim, . T.
Construction Patterns
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7.2.1 Utilizacién de RNA para el retro-calculo de médulos de capa en pavimentos.
Se identifican dos necesidades en el ambito del retro-calculo:

e La primera tiene relacién con subsanar la necesidad de un modelamiento més
preciso en la prediccién de la respuesta critica en los modelos mecanicistas,
incluyendo la incursiéon no-lineal de los materiales y su dependencia del nivel de
esfuerzo [Kim & Tutumluer, 2006]. Segiun Li y Wang [Li & Wang, 2017] un
enfoque de analisis dindamico, para simular el impulso de carga y la propagacién
de la onda de carga en la estructura de pavimento, demuestra tener mejores
resultados al relacionar el cuenco de deflexiones medido por el Deflectémetro de
Impacto con las deflexiones tedricas, en comparacién con aquellos calculados
mediante analisis no dindmicos o basado en la teoria elastica de capas. Ambas
deficiencias pueden abordarse mediante el uso de elementos finitos.

e La segunda necesidad, es poder establecer una metodologia de retro-calculo para
pavimentos articulados que permita obtener los médulos de capa, considerando
las hipotesis de desempeno de este tipo de pavimentos, y que aborde la
discontinuidad presente en los pavimentos de esta clase.

Por otro lado, el complejizar los modelos para subsanar las deficiencias del retro-calculo
(tanto en pavimentos convencionales, como articulados), tiene como consecuencia
aumentar ain mas el esfuerzo computacional requerido para encontrar iterativamente
los médulos de capa que generan el cuenco de deflexiones medido. Es conveniente
entonces, encontrar alguna metodologia de retro-célculo no iterativo que permita
evaluar la condicién del pavimento con un adecuado nivel de precisiéon.

Se propone una metodologia de retro-cdlculo basada en Redes Neuronales Artificiales y
la metodologia de Elementos Finitos para hallar solucién a este problema. Dicha

metodologia serfa no-iterativa, en contraste a la presentada en la Figura 7.7.
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La Figura 7.8 muestra una metodologia no-iterativa para el retro-célculo de los médulos

de capa en estructuras de pavimento.
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Figura 7.8 Algoritmo de Céalculo del Médulo de Capa, basado en RNA.
Como se muestra en la figura anterior, esta metodologia no requiere de un proceso
iterativo para el calculo de los médulos de capa. Sin embargo, se ha incluido una etapa
de validaciéon de resultados, donde se calculard el cuenco de deflexiones a través de
alguna herramienta de cdlculo de deformaciones, como por ejemplo CIRCLY o ELSYM.
Esto, con el fin de validar la herramienta de calculo basada en RNA. Si los resultados
no se validan en dicho proceso, entonces se deben recoger los datos del cuenco de
deflexiones calculados con el programa de andlisis estructural, con el fin de ampliar la

cantidad de datos y realizar nuevamente el proceso de entrenamiento.

A continuacién, en la Tabla 7.12, se muestra un esquema de una RNA prototipo con

las variables de entrada necesarias para el cdlculo de los médulos de capa.
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Tabla 7.12 Variables de entrada para el modelo de RNA.

Variable de entrada Definicion
P Carga Aplicada durante la medicion
Dy Deflexion bajo el centro del plato de carga, en direccion del sentido del trdnsito
D, Deflexion a 15 cm del plato de carga, en direccion del sentido del transito
D, Deflexion a 30 cm del plato de carga, en direccion del sentido del trdnsito
D, Deflexion a 45 cm del plato de carga, en direccion del sentido del trdnsito
D, Deflexion a 60 cm del plato de carga, en direccion del sentido del trdnsito
D Deflexion a 90 cm del plato de carga, en direccion del sentido del transito
Dg Deflexion a 120 cm del plato de carga, en direccion del sentido del trdnsito
D, Deflexion a 180 cm del plato de carga, en direccion del sentido del trdnsito
hy Espesor del pavimento
h, Espesor de la Base
hs Espesor de la Sub-base
2 Relacion de Poisson del pavimento
v, Relacion de Poisson de la Base
Vg Relacion de Poisson de la Sub-base
Uy Relacion de Poisson de la Subrasante

Variables de Salida
E; Mddulo Eldstico del pavimento
E, Mddulo Eldstico de la Base
E, Modulo Elistico de la Sub-base
E, Modulo Eldstico de la Subrasante

Para representar adecuadamente las condiciones de carga, la estructura de pavimento
y el tipo de material, se integran las variables P, D,,, h,, y v,. Para integrar el tipo de
pavimento y la inclusién de sus discontinuidades, el proceso se debe realizar de forma
independiente, segin el tipo de pavimento que se requiera evaluar. De esta forma, se
debe realizar el entrenamiento de la Red Neuronal para cada tipo de pavimento (flexible,
rigido, o articulado) incluyendo variables adicionales que permitan caracterizar de mejor
forma el tipo de pavimento, por ejemplo, en el caso de los pavimentos rigidos se debe
agregar una variable que indique la presencia de las barras de traspaso de carga, o en
el caso de los pavimentos articulados, incluir una variable asociada a la capacidad de
transferir carga entre los bloques adyacentes.

En la Tabla 7.12, se debe aclarar que la cantidad de capas de pavimento corresponde a
un ejemplo de una configuraciéon normal. Sin embargo, el ntimero de capas puede
aumentar o disminuir segin la aplicacién que se le quiera dar a la herramienta de retro-

cdlculo basado en RNA.
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7.2.1.1 Base de Datos

Como se mencioné en el CAPITULO 2 y CAPITULO 3, el proceso de entrenamiento
de una RNA requiere de una base de datos para que el algoritmo pueda aprender el
comportamiento de la aplicacién a reproducir. Mas atn, dicha base debe tener una
suficiente cantidad de datos en el rango de utilizacién de las variables de entrada, como
para obtener buenas predicciones. Esta base, puede obtenerse a través de una
recoleccién de datos de deflectometria en terreno, aunque el proceso de toma de datos
puede consumir bastante tiempo y recursos. Como alternativa se propone el método de
elementos finitos para modelar los pavimentos méas cominmente utilizados (Asfalticos,
Losas de Hormigén, y Pavimentos de Bloques de Concreto), recolectando datos de la
deformaciéon superficial para distintos espesores de pavimento y moédulos elasticos para
los distintos tipos de pavimento. Los rangos de los espesores y materialidad, deben ser
acordes a los rangos utilizados en la practica.

La modelacién estructural, y su posterior recoleccién de datos corresponden a un trabajo
fuera de los alcances de este estudio, y su realizacién se recomienda como una futura
investigacion.

7.2.1.2 Experiencias previas en la utilizacién del retro-cilculo

El uso de RNA en el retro-cilculo del médulo de capa es una aplicacién que se ha
explorado con bastante éxito y por muchos autores. Abordando tanto entrenamiento,
con datos medidos en terreno, o estimados a través de software de andlisis estructural.
En cualquier caso, los resultados demuestran un buen ajuste y permiten eliminar el
proceso iterativo para encontrar los moédulos de capa. Utilizando una metodologia de
calculo no-iterativa como son las RNA.

La Tabla 7.13 muestra algunos de los trabajos que han validado la utilizacién de
modelos de RNA en la prediccion de los médulos de capa de distintos tipos de

pavimento.
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Tabla 7.13 Uso de RNA para la prediccién de Médulos Eldsticos en Estructuras de Pavimentos.

Ao Nombre del Articulo Autor
7994 Backcalculation of flexible pavement moduli using artificial Meier, R. W, & Rix, G. J.
neural networks
1997 DIPLOBACK: Neural-n etwork-.based backcalculation Khazanovich, L., & Roesler, J.
program for composite pavements
Application of artificial neural networks in the back-
2004 calculation of flexible pavement layer moduli from deflection Bredenhann, S. /., ? Van de Ven, M. F.
measurements )
Backcalculation of airport flexible pavement non-linear Gopalakrishnan, K, & Thompson, M.
2004 L. i
moduli using artificial neural networks R
2004 Use of artificial neural networks for ba.ckcalcula tion of Ceylan, H, & Guclu, A.
pavement layer moduli
Role of learning algorithm in neural network-based
2006 backcalculation of flexible pavements Goktepe, A. B, Agar; £, & Lav, A. H.
2006 Artificial neural networks—genetic algorithm based model Rakesh, N, Jain, A. K, Reddy, M. A, &
for backcalculation of pavement layer moduli. Reddy, K. S.
2006 Nondestructive Flexible pavement evaluation using ILLI- Pekcan, O, Tutumluer, E, &
PAVE based artificial neural network models Thompson, M. R.
Backcalculation of pavement layer moduli from falling
2008 weight deflectometer data using an artificial neural network Sharma, S, & Das, A.
2008 Backcalculation of Layered Elastic Moduli of Asphalt Guo-liang, Y. A. N. G, & Kuang-huai, W.
Pavement Using BP Neural Network U
Estimacion de modulos eldsticos en pavimentos usando Gloria, I, Beltran, C, Miguel, P, &
2011 o
redes neuronales artificiales Romo, O.
2013 Artificial neural networks-based backcalculation of the Saltan, M, Uz, V. E, & Aktas, B

structural properties of a typical flexible pavement.
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CAPITULO 8 CONCLUSIONES Y RECOMENDACIONES

En este capitulo, se encuentran las conclusiones y recomendaciones generadas a partir
de este trabajo de investigacién. Por claridad, sera subdividido en acapites con las
conclusiones de la utilizacién de las RNA como herramienta de prediccion, ademaés de

las conclusiones para los modelos de |E*| y de FN de forma separada.
8.1 Conclusiones

8.1.1 Utilizacién de las RNA como herramienta en ingenieria de pavimentos

En base a los resultados mostrados en este estudio, las RNA mostraron tener un gran
potencial en el reconocimiento de patrones. Esto se mostrd, a través de los modelos de
RNA estudiados, donde se obtuvieron modelos que predicen tanto o mejor que los
modelos de regresién no-lineales.

En este estudio, se mostré una formulacion matricial del Método de Retro-Propagacion,
el que fue utilizado en este estudio. Esta metodologia, permite aumentar la eficiencia
computacional (tiempo de procesamiento) intercambiando las sumatorias presentes en
la metodologia, por productos matriciales.

Desde el punto de vista de la eficiencia computacional, las RNA son capaces de generar
resultados eficaces en base a operaciones sencillas. Si bien el proceso de entrenamiento,
requiere de tiempo (por ser iterativo), el modelo de prediccién que se obtiene como
resultado entrega resultados de forma inmediata. Esto tiene la ventaja, entre otras, que
permite a partir de modelos iterativos aprender patrones para generar modelos no-
iterativos.

Uno de los puntos mas importantes en la creacién de una red neuronal artificial, estd
relacionado con su arquitectura. Aunque algunas arquitecturas utilizadas, no fueron
capaces de representar el comportamiento de las variables estudiadas (no son capaces
superar determinado coeficiente de determinacién), las demds si fueron capaces de

generar los resultados deseados. En este sentido, se debe destacar que la arquitectura



de la red neuronal artificial tiene directa relacién con el tiempo de procesamiento y
cantidad de iteraciones. En este estudio, se mostré como al variar la arquitectura de las
RNA estudiadas es posible optimizar el proceso de entrenamiento, disminuyendo
sustancialmente los tiempos del entrenamiento de las RNA. También, se mostré como
la eleccion de la funcién de activaciéon de la unidad neuronal, también permite la
optimizacién del proceso.

La eleccién de las variables, también mostrd ser importante. Los distintos modelos
estudiados, presentaron resultados distintos en su capacidad predictiva. Esto, porque
las variables deben ser capaces de representar las diferencias entre un resultado y otro,

lo que fue determinante en los modelos de RNA estudiados.

8.1.2 Evaluacion de los modelos predictivos de |E*|

Analizando el proceso de eleccién de la arquitectura de la red neuronal. Es destacable
que una arquitectura de dos capas ocultas optimiza el proceso de entrenamiento para
cualquiera sea el modelo de prediccién de Médulo Dindmico. Respecto a la cantidad de
neuronas en cada una de estas capas, los resultados indican que para el modelo RNA-
Witczak Original se requieren 30 unidades, para el modelo RNA-Hirsch se requieren 50,
y para el modelo RNA-Witczak Modificado se requieren de 35 unidades, esto para lograr
la mayor eficiencia computacional (tiempo de procesamiento y cantidad de iteraciones).
Respecto a la funcién de activaciéon que aumenta la eficiencia computacional, los
resultados mostraron que la funcién Sigmoidea es mejor para lograr resultados en menor
tiempo. Para esto se evaluaron tres funciones: Sigmoidea, Sigmoidea Simétrica, y
Tangente Hiperbdlica. Esta tiltima no generd ningtn resultado en el aprendizaje.

El modelo RNA-Witczak Original presenta un coeficiente de determinacién de 0.96 y
un valor de S, /S, igual a 0.18. Considerando los criterios de la Tabla 4.2, éste clasifica
con una excelente bondad de ajuste estadistica, y bajo los resultados estadisticos

obtenidos, es el mejor candidato de los modelos RNA. Observando el modelo Witczak
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Original, éste presenta un R? de 0.68 y un S, /Sy de 0.57, por lo que clasifica como un
modelo aceptable seglin el mismo criterio.

El modelo RNA-Witczak Modificado, también clasifica como un modelo con excelente
bondad de ajuste (R? =0.90 y S, /Sy = 0.31), presentando mejores resultados que los
obtenidos mediante la ecuacién Witczak Modificado (R? = 0.74 y S, /Sy = 0.5) cuya
clasificacién es buena, bajo el mismo criterio. A pesar de ello, al contrastar la
informacién en escala logaritmica, se identificé una mayor dispersion de los resultados
para los valores mas pequenos de la muestra (E* < 0.1 msi), que el modelo Witczak
modificado.

Dentro del grupo de RNA, el modelo RNA-Hirsch es el que presenta peores resultados
en su ajuste (R? =0.74 y Se/Sy = 0.51). Sin embargo, al igual que los otros modelos de
RNA posee una mejor bondad de ajuste estadistica que los de regresién (R? =0.21 y
Se/Sy = 0.89). La clasificacién obtenida para el modelo RNA-Hirsch es buena, mientras
la clasificacién obtenida para el modelo Hirsch es pobre. Este modelo estuvo sujeto al
fenémeno de sobre-aprendizaje durante el proceso de entrenamiento, lo que podria
explicar su bajo desempefio predictivo.

Los resultados anteriores demuestran que las RNA poseen un excelente ajuste
estadistico que, en todos los modelos analizados, es mejor que su andlogo de regresion
multiple. Esto se concluye en base a los resultados obtenidos de la base de datos del
“NCHRP Report 547" [Witczak , 2005].

8.1.3 Evaluacién de los modelos predictivos de |E*|, utilizando mezclas chilenas
Los valores de |E*| obtenidos del estudio “Medicién y Estimacién del Médulo Dindmico
de Mezclas Asfélticas en Caliente Utilizadas en Chile” [Garcia et al., 2013] son
comparados con la estimacién de los modelos de RNA. Como resultado principal se
obtiene que tanto para los modelos de regresién como para los modelos de RNA, los

resultados poseen un error sistemético en la prediccién, por lo que los puntos caen sobre
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distintas rectas segiin la mezcla estudiada, lo que hace suponer que las propiedades de
estas mezclas asfalticas no se ven representadas por las incluidas en este modelo. Es
decir, los modelos no son representativos de las realidades locales, y en su mayoria
sobreestiman el valor del Médulo Dindmico.

Una verificaciéon visual indica que los modelos de RNA responden de manera més
sensible ante cambios en los pardmetros de entrada que los modelos de regresion.

Los resultados presentan diferencias respecto de los obtenidos de la base de datos de
Witczak [Witczak , 2005]. Esto se puede deber a varias razones, en primer lugar, las
propiedades constitutivas de los materiales analizados son diferentes, la base de datos
con la cudl se realiz6 el entrenamiento de las RNA corresponde a mezclas con
propiedades medidas en EE.UU., especificamente en los estados de Arizona, Minnesota,
v Nevada. Estas localidades constituyen la matriz completa para las mezclas analizadas
en ese estudio. Es aceptado por la comunidad cientifica que las propiedades descritas
por estos modelos no son suficientes para extrapolar estos resultados a otras localidades
([Witczak & Bari, 2006], [Singh, Zaman, & Commuri, 2011]), debiendo ser calibrados
para ser utilizados. Como una segunda explicacién, se puede deber a que recién en 2012,
la UTFSM particip6é en la primera experiencia nacional para la medicién de mezclas
locales. Sin embargo, estos datos (los mismos utilizados en este estudio) son los primeros
en ser medidos. Por esto, no estdn excentos de presentar diferencias respecto de la forma
de medir el Médulo Dindmico. Més aun, considerando que no han sido contrastados con
mediciones de investigadores externos, por lo que su medicién podria contener
incertidumbres que inducen errores en la estimaciéon del Médulo Dindmico mediante
estas RNA.

En cuanto a la capacidad predictiva sobre mezclas chilenas, no es posible identificar
que herramienta es capaz de entregar resultados con mayor precision. Futuras

investigaciones deben proveer una nube de datos que permita la calibracién de los
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modelos de regresion, y la realizacion de un nuevo entrenamiento de la red neuronal.
Esto, con el objeto de mejorar las predicciones bajo el contexto de la realidad local.
8.1.4 Otras Aplicaciones de RNA en ingenieria de pavimentos

8.1.4.1 Evaluacién del modelo predictivos de FN

El modelo RNA-Kaloush arrojé un valor de 0.63 en su coeficiente de determinacion,
mientras que con la ecuacion de Kaloush se obtuvo un valor de 0.08. Esto significa que
el modelo de RNA explica bastante mejor el comportamiento del Numero de Flujo
frente a la variacién de las variables utilizadas. Segin los criterios de la Tabla 4.2 el
modelo RNA-Kaloush posee una bondad de ajuste estadistica aceptable, mientras que
la ecuacién de Kaloush posee una bondad de ajuste muy pobre.

Con estos resultados, se ha generado una RNA para la prediccién del Numero de Flujo
cuya capacidad predictiva mejora significativamente en relacién a las correlaciones de
regresion multiple.

La cantidad de datos debe ser aumentada, y la eleccion de estos datos debe ser re-
evaluada, con el fin de eliminar el sobre-aprendizaje que estuvo presente en el desarrollo
del estudio y conseguir una RNA que sea capaz de captar el comportamiento del FN

frente a variaciones en las propiedades de la mezcla.

8.2 Recomendaciones y Futuras Investigaciones

En este estudio se demostré la potencialidad de los modelos de RNA. Sin embargo, para
lograr una prediccidén mas exacta y precisa, es necesario generar una base de datos mas
consistente que permita generar un modelo de RNA con datos obtenidos de Mezclas
Asfalticas chilenas. Esto permitird adaptar las RNA a las condiciones locales.

La inteligencia artificial ha tomado gran protagonismo en los tltimos afios. Muchas de
las aplicaciones y softwares que se utilizan con mayor frecuencia ocupan tecnologias
como ésta, para interactuar con sus usuarios optimizando al maximo su potencial. Hoy,

empresas como Google estdn abriendo esta tecnologia a la comunidad on-line a través
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del Software de codigo abierto Tensor-Flow. También, la misma empresa ha
desarrollado un entorno de programacioén on-line (Google Apps Script), que funciona a
través de los servidores de Google, y que no necesita un computador para ejecutarse, si
no que su propia ejecucién se puede programar. Ambas ideas funcionan bajo el concepto
de entorno colaborativo, es decir, pueden interactuar varios usuarios en su elaboracion.
A través de estas tecnologias la UTFSM podria ser pionera en el desarrollo de la primera
RNA para la prediccién del Médulo Dindmico (u otra propiedad de interés), cuyo
entrenamiento ocurra de forma on-line. De esta forma, la colaboracién de investigadores
de todo el pafs permitiria generar una base de datos consistente para las Mezclas
Asfalticas chilenas. Esto generaria una Red Neuronal con un entrenamiento constante
e ininterrumpido que permita aumentar la base de datos de forma progresiva y
colaborativa, generando un espectro bastante amplio de las condiciones locales de cada
region.

Las RNA han demostrado gran utilidad en la simplificacion de metodologias iterativas,
especificamente, han mostrado ser muy utiles en el retro-calculo de médulos de capas.
Esta investigacion entregd una metodologia general para el entrenamiento de una RNA
para la evaluacién de la condicién del pavimento, para lo cual se propone una
metodologia combinada entre las RNA y los métodos de elementos finitos para generar
una base de datos sélida que considere todo el espectro de soluciones mas utilizadas en
la practica. Asi, generar una metodologia de retro-célculo no iterativa y con buenas
predicciones para su uso en la evaluacion de pavimentos asfalticos, de hormigén y

pavimentos articulados.
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ANEXOS

Anexo A Manual de Uso Software RNAModDin

A.1 Agregar, Editar y Eliminar Datos

Para agregar un dato se deben rellenar los campos de atributos mostrados en la Figura
8.1, estos campos estdn en blanco y admiten entrada de datos. Para el caso particular
del “Modelo ANN-Witczak 1999” sélo deben ser llenados los campos remarcados en
rojo. Adicionalmente, este moédulo es capaz de calcular la viscosidad del bitumen a
través del modelo A-VTS, por lo que al llenar los campos de texto remarcados en azul
se calcula automaticamente el valor de la viscosidad. Para agregar un dato se debe

presionar el botén “Agregar Datos”

Meodelo de RNA para la Prediccién del Madulo Dinamice - Simén Arriaza Saez mail: simon.arriaza@alumnos.usm.cl X
= Universidad Técnica Federico Santa Maria
6. Departamento de Obras Civiles
e e )
| SiGDELO NN ITCZAI998] MODELO ANN-HIRSCH | MODELO ANN-WITCZAK 2006 |
Granulometria Propiedades Volumétricas Frecuencia

p”lo Ip3:.3|23 Ip4l 50 Ipml 5,7 I \" v IS,I I fj 15 Ij

Propiedades del asfalto
n T I IA I I VTSI I 1 Agregar Datos Elrmnar Datos

NeDato [ r3/4 [r3/8 [ra [re00 [ va [ vbeff [f [ loafoath*10~8) [ TR [a [v1s a
1 [ 23 s 57 5785 51 1 3803 —
z 0 23 s 57 5785 51 1,5 0,956263803
3 i 23 s 57 575 51 H 0,956263803
4 i 23 s 57 5785 51 2,5 0,956263803
5 0 23 50 57 5,785 51 3 0,956263803
5 i 23 s 57 5785 51 3,5 0,956263803
7 0 23 s 57 575 51 4 0,956263803 =
8 i 23 s 57 575 51 4,5 0,956263803
g i 23 s 57 5785 51 5 0,956263803
10 i 23 50 57 575 51 5,5 0,356263803
11 0 23 s 57 5785 51 5 0,956263803
12 0 23 s 57 575 51 8,5 0,956263803
13 i 23 s 57 5785 51 7 0,956263803
14 0 23 s 57 5785 51 7.5 0,956263803
15 i 23 s 57 575 51 8 0,956263803
16 i 23 s 57 5785 51 8,5 0,956263803
17 0 23 50 57 5,785 51 9 0,956263803
18 i 23 s 57 5785 51 5,5 0,956263803
19 0 23 s 57 575 51 10 0,956263803
20 i 17 66 10 2,84 5,8 1 0,976916924
21 i 17 66 10 2,84 6,8 1,5 0,976916924
2 i 17 66 10 284 5,8 2 0,976916924 hd

i Rezlizar Estimacidn

Figura 8.1 Agregar una mezcla.

Si al presionar “Agregar Datos” uno de los campos requeridos no ha sido completado se
mostrard un mensaje de error como el mostrado en la Figura 8.2. Como se muestra en

la misma figura, se puede obtener informacién adicional (como el nombre de la variable
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o su unidad) si se posiciona el ratén del ordenador por sobre el atributo de texto a

completar.

Modele de RNA para la Prediccién del Médulo Dindmico - Simén Arriaza Sdez mail: simon.arriaza@alumnos.usm.cl *

it Universidad Técnica Federico Santa Maria
- Departamento de Obras Civiles
e £ e |

| SiGPEIO BNNITCANI 998 MODELO ANN-HIRSCH | MODELO ANN-WITCZAK 2006 |

Granulometria Propiedades Volumétricas Frecuencia
Psss | © Pys | 2 p. | = Pao | Y

iedades del asfalto

Pro
% acumulade (por peso) retenide por tamiz 3/4" (19 mm Hay un campo
n 11,0156 e pu)l portam i { )| prepar Datos | sim compleras | Elimumar Datos
[ v1s .

5,785 Vierr| 51 feo| 15 i

NeDato [ r3/4 [r3/8 [ra [ ro00 [ va [vbeff [ £ [loafoath*107a) | TR [a
1 [ 23 50 57 5785 51 1 1,956253803
2 0 22 50 57 575 51 L5 0,956263803
3 i 23 50 57 5785 51 2 0,956253803
4 0 3 50 57 575 51 2,5 0,956263803
5 i 23 50 57 575 51 3 0,356263803
& o 3 50 57 575 51 3,5 0,956263803
7 i 23 50 57 575 51 2 0,356263803 b
] 0 3 50 57 575 51 4,5 0,956263803
9 0 23 50 5.7 5,785 51 5 0,956253803
10 o 23 50 57 575 51 5,5 0,956253803
1 0 22 50 57 575 51 6 0,956263803
12 i 23 50 57 5785 51 6,5 0,956253803
13 0 22 50 57 575 51 7 0,956263803
14 i 23 50 57 575 51 7,5 0,356263803
15 o 3 50 57 575 51 ] 0,956263803
16 i 23 50 57 575 51 8,5 0,356263803
17 0 3 50 57 575 51 g 0,956263803
18 0 23 50 5.7 5,785 51 9,5 0,956253803
19 o 3 50 57 575 51 10 0,956253803
20 0 17 86 10 2,84 6,8 1 0,976916924
21 i 7 86 1w 2,84 6,8 1,5 0,976916924
2 0 17 86 10 284 6,8 2 0,976916924

i Realizar Estimacion

Figura 8.2 Campos sin Completar e Informacién del campo.

Para editar o eliminar un dato se debe seleccionar el dato en la lista de datos como se
ve en la Figura 8.3, y luego editar el campo que se quiere modificar en el caso de que
se quiera realizar una modificacién a un dato previamente escrito o presionar el botén

“Eliminar Datos” para eliminar ese dato de la base de datos creada.
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Modele de RNA para la Prediccién del Médulo Dindmico - Simén Arriaza 5dez mail: simon.arriaza@alumnos.usm.cl X

3 Universidad Técnica Federico Santa Maria
:‘ Departamento de Obras Civiles
rinirEs o) serrs Iy

e
| SIGDELO MNNTCZAR 998 MODELO ANN-HIRSCH | MODELO ANN-WITCZAK 2006 |
Granulometria Propiedades Volumétricas Frecuencia
Py | O Pys | 3 IES Pao | 57 V. [ sms Vi 51 fe| 2 :

Propiedades del asfalto

M | 11,0150 Tic | A | VI‘S‘ j Agpregar Datos Eliminar Datos

[neDato [ r3/4 Tr38 [r4 [ ro00 [va [vbeff ¢ [loafloah*10~80) [ TR [a [vrs -
1 0 23 50 57 5785 51 1 0,956253803 =1
2 0 23 50 J 5735 51 1,5 0,956263803

F5 0 7 5,1 3
E) 0 23 50 57 5785 5,1 2,5 0,956263803
5 0 23 50 5,7 5,785 51 3 0,956253803
5 0 23 50 57 5785 51 3,5 0,956263803
7 0 23 50 5.7 5,785 51 4 0,956253803 )
8 0 23 50 57 5785 51 4,5 0,956253803
E] 0 23 50 57 5785 51 5 0,956263803
10 0 23 50 57 5785 51 5,5 0,956263803
11 0 23 50 57 5785 51 [ 0,956263803
12 0 23 50 57 5785 51 6,5 0,956253803
13 0 23 50 57 5785 51 7 0,956263803
14 0 23 50 57 5785 51 7,5 0,956253803
15 0 23 50 57 5785 51 ] 0,956263803
16 0 23 50 5.7 5,785 51 8,5 0,956253803
17 0 23 50 57 5785 51 3 0,956253803
18 0 23 50 57 5785 51 9,5 0,956263803
15 0 23 50 57 5785 51 10 0,956253803
20 0 17 66 10 2,84 6,3 1 0,976916924
21 0 17 &6 10 2,84 6,3 1,5 0,976316324
22 0 17 &6 10 2,84 6,3 2 0,576916924 <

1 Reahzar Estmacon

Figura 8.3 Editar y Eliminar Datos.

De forma adicional, y para aumentar la rapidez de trabajo se permite duplicar un dato.
Para realizar esta operacién se debe seleccionar el dato a duplicar y luego presionar el

botén “Agregar Datos”. De esta forma se duplicard el dato seleccionado.

A.2 Obtener y Exportar Resultados

Una vez que se requiera obtener resultados, asociados a la base de datos del modelo
seleccionado, se debe presionar el botén “Realizar Estimacion”. Al presionar este botén
se mostrard una nueva pestafia de resultados. Como se aprecia en la Figura 8.4 esta

pestana tiene un botén denominado “Exportar Resultados”.
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Universidad Técnica Federico Santa Maria
Departamento de Obras Civiles

MODELO ANN-WITCZAK 1999 | MODELO ANN-HIRSCH | MODELO ANN-WITCZAK 2006 | [ RESULTADOSI

Exportar Datos

NeDato [ r3/4 [ 138 [ ra ] r200 [ va [ vbeff 1 f [ logflogh=10-8)) | E=Witczak 39 E*RNA N
1 a 23 50 3.7 5,785 5.1 1 0,956263303 660547,2315 1928583,239 i
2 0 23 50 57 5785 51 1,5 0,956263803 725878,0813  2118081,806
3 0 23 S0 57 5785 51 2 0,956263803 774935,2664  2241178,074
4 0 23 50 57 5785 51 2,5 0,956263303 314543,2101  2321592,096
5 0 23 S0 57 5785 51 3 0,956263803 847916,936  2378984,305
6 0 23 S0 57 5785 51 3,5 0,956263803 376843,9799  2426835,509
7 0 23 S0 57 575 51 4 0,956263803 902427,0015  2472925,766 =
8 0 23 S0 57 575 51 4,5 0,956263303 925336,8599  2520838,419
9 0 23 50 57 5785 51 5 0,956263303 946264,2821  2571518,568
10 a 23 50 57 5,785 51 5.5 0,956263803 965400,9646  2624519,001
11 0 23 S0 57 5785 51 [ 0,956263803 983086,2837  2673822,203
12 0 23 S0 57 575 51 6,5 0,956263803 999535,8059  2733324,823
13 0 23 S0 57 5785 51 7 0,956263803 1014919,522  2787078,911
14 0 23 50 57 5785 51 7,5 0,956263303 1029373,967  2839381,939
15 a 23 50 57 5,785 51 8 0,956263803 1043010,542 2889782,733
16 0 23 S0 57 5785 51 8,5 0,956263303 1055921,378  2933047,313
17 0 23 S0 57 5785 51 5 0,956263303 1068183,592  2984110,795
18 0 23 S0 57 5785 51 5,5 0,956263803 1079862,395  3028029,375
19 0 23 50 57 5785 51 1 0,956263303 1091013,462  3069938,306
2 0 17 86 1 2,84 6,8 1 0,976916924 694045,657  2187005,559
21 0 17 86 10 2,84 6,8 1,5 0,976916924 755720,024  2419051,633
22 i 17 86 10 2,84 6,8 2 0,976916924 801533,331  2595775,442 2

Figura 8.4 Pestafia de Resultados.

Al presionar el botén “Exportar Resultados” se abrird un cuadro de didlogo como el de
la Figura 8.5, el que permite al usuario elegir dénde quiere guardar la hoja de Excel con

los resultados obtenidos de la estimacién.

Guardar como =

« v <« 3-PL.. » Prediccién Médulo Dinamic... v O

ion Mddulo ... @

Organizar « MNueva carpeta = - o

Ll

7 Acceso répido Minguin elemento coincide con el criterio de bisqueda.

VERSIOMES
5-PLANILLAF
Gl
7l
{ Descargas
|| Documentos
[ Este equipo

= ImAnenes

Mombre de archiveo: ~

Tipo: |xlsx Files (*xlsx) ~

Autores:  Simdn Arriaza Sdez Etiquetas: Agregar una etiqueta

A Ocultar carpetas Herramientas Guardar Cancelar

Figura 8.5 Guardar Archivo de Resultados.
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Al volver a presionar nuevamente sobre un modelo de estimacién de RNA la pestana

resultados desaparecera.

A.3 Cuadros de Informacion

Como se observo en las Figuras 6.16, 6.17, y 6.18 existen botones de informacién “i”.
Estos botones entregan informacion relevante acerca del pardmetro que estda a la
izquierda del botén “i”, o también entrega informacion respecto de los modelos de

correlacién andlogo al modelo de RNA en el boton “i” a la izquierda del botén “Realizar

Estimacién”. Los cuadros informativos se presentan en las Figuras 8.6 a 8.12.

loglE*| = —1.249937 + 0.029232 - 00 — 0.001767 - (p500)

Voers
—0.002841- p, —0.058097 - V, — 0.802208 - ————— +
(Vbeff2+ V)
3.871977 — 0.0021 - p, + 0.003958 - p3 5 — 0.000017 - (pg/s) +0.005470- psy
1+ ¢(-0.603313-0.313351-log(f) -0.393532 -log(n))

|E*| Moédulo Dinamico en las mezclas asfalticas, 10 psi.
P
f Frecuencia de carga, Hz.
Vo % de vacios de aire en la mezcla, por volumen.
v, % efectivo de contenido de asfalto, por volumen.
beff P
P3/a Y% del agregado retenido en el tamiz 3/4, para el peso total del agregado.
P3ss Y% del agregado retenido en el tamiz 3/8, para el peso total del agregado.
P4 % del agregado retenido en el tamiz N°4, para el peso total del agregado.
P200 % del agregado que pasa en el tamiz N°200, para el peso total del agregado.

n Viscosidad del bitumen (a cualquier temperatura, o grado de envejecimiento), 10 poise.

Figura 8.6 Informacién: Modelo Witczak 99.

VMA VFA-VMA
|E*| = Pc|4200000( 1 ——— | + 3|6}l | ———n
100 10000

3 [L=(Ma/100) vma |7t
=Pl 550000 — + 3vFalG)

0.58

3VFAIG;|
(20 t"vma ) 100(VMA — V)
= 0.58 A= VMA VMA = Vg + Viers
650 4 (3VFA|G;|)
VMA
|E”| Médulo Dindmico en las mezclas asfalticas, psi.
|Gyl Modulo de corte dinimico del asfalto, psi.
VMA Vacios en el agregado mineral, %.
VFA Vacios en agregado llenos con asfalto, %.

P

A Factor de contacto del agregado.

Figura 8.7 Informacién: Modelo Hirsch.
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0.754(|G ) 00052

+

loglE*| = —0.349 +
6.65— 0.032 - pyoo— 0.0027- (py00)% +0.011-p,

Viers
—0.0001p2 + 0.06p3 — 0.00014p% —0.08 -V, — 1.06 - ———
* B 3 “ (Voesr + Va)

v,
2.5+0.03V, + 0.71—’”L5 +0.012- py/g —0.0001 - (p3/8)2 +0.01ps4
(Vbeff + Va

1E*|
163l
8y
Vu
Vbers
P3/a
P38t
P34
P200

14 E(—0.7814—0.5785 ‘log| G}|—0.8834-10g(6p))
Moédulo Dindmico en las mezclas asflticas, 10° psi.
Médulo de Corte Dinamico, psi.
Angulo de fase del asfalto asociado a | G}l en grados.
% de vacios de aire en la mezcla, por volumen.
% efectivo de contenido de asfalto, por volumen.
Y% del agregado retenido en el tamiz 3/4, para el peso total del agregado.
% del agregado retenido en el tamiz 3/8, para el peso total del agregado.
% del agregado retenido en el tamiz N°4, para el peso total del agregado.

% del agregado que pasa en el tamiz N°200, para el peso total del agregado.

Figura 8.8 Informacién: Modelo Witczak 2006.

fe:
fs:

fe = 2nfs
Frecuencia de carga dindmica en compresion, en H.
Frecuencia de carga dinimica en corte, en Hz

Figura 8.9 Informacién: Frecuencia.
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log1o(logso (1)) = {A FYI paroUt) T 2 feridco
n Viscosidad del Bitumen en CPoise

A: Intercepto de la relacién de susceptabilidad térmica
VTS: Pendiente dela relacién de susceptabilidad térmica
Tg: Temperatura del Bitumen, en © Rankine

Teritico: Temperatura en ® Rankine a la cudl la viscosidad es
igual 2 2.7 - 102 Cpoise.

G#ad() del A VTS Gr'ad() del A VTS
Bitumen Bitumen

PG 46-34 | 11,5040 —3,9010{PG 70-28 9,7150| —3,2170

PG 46-40 | 10,1010] —3,3930|PG 70-34 8,9650| —2,9480

PG 46-46 8,7550] —2,9050|PG 70-40 8,1290[ —2,6480

PG 52-10 | 13,3860] —4,5700{PG 76-10 10,0590 —3,3310

PG 52-16 | 13,3050 —4,5410|PG 76-16 10,0150 —3,3150

PG 52-22 | 12,7550 —4,3420|PG 76-22 9,7150| —3,2080

PG 52-28 | 11,8400 —4,0120|PG 76-28 9,2000| —3,0240

PG 52-34 | 10,7070| —3,6020|PG 76-34 8,5320[ —2,7850

PG 52-40 9,4960] —3,1640|PG 82-10 9,5140] —3,1280,

PG 52-46 8,3100] —2,7360{PG 82-16 9,4750| —3,1140

PG 58-10 | 12,3160 —4,1720|PG 82-22 9,2090| —3,0190

PG 58-16 | 12,2480 —4,1470|PG 82-28 8,7500 —2,8560

PG 58-22 | 11,7870| —3,9810|PG 82-34 8,1510 —2,6420

PG 58-28 | 11,0100] —3,7010]AC-2,5 11,5167 —3,8900
PG 58-34 | 10,0350] —3,3500|{AC-5 11,2614 —3,7914
PG 58-40 8,9760| —2,9680|AC-10 11,0134 —3,6954
PG 64-10 | 11,4320] —3,8420|AC-20 10,7709] —3,6017
PG 64-16 | 11,3750 —3,8220|AC-3 10,6316] —3,5480
PG 64-22 | 10,9800] —3,6800]AC-40 10,5338| —3,5104

PG 64-28 | 10,3120] —3,4400|PEN 40-50 | 10,5254 —3,5047

PG 64-34 9,4610{ —3,1340[PEN 60-70 | 10,6508 —3,5537

PG 64-40 8,5240 —2,7980[PEN 85-100| 11,8232 —3,6210

PG 70-10 | 10,6900 —3,5660{PEN 120- 11,0897| -3,7252

PG 70-16 | 10,6410] —3,5480|PEN 200- 11,8107 —4,0068

PG 70-22 | 10,2990| -3,4260]— — —

— Indica que no existen una relacién como la indicada.
Fuente: LTPP Computed Parameter: Dynamic Modulus. Appendix
A: Processing Asphalt Biden Viscosity Data

Figura 8.10 Informacién: Modelo A-VTS.

VMA = Vbeff+ Va

VMA -V, Voofs
VFA = < T3 ) 100 = <Vbeff+ ) 100

VMA:  Vacios en el agregado mineral, %

VFA:  Vacios en agregado llenos con asfalto, %

Va: % de vacios de aire en la mezcla, por volumen
Vperr: %o efectivo de contenido de asfalto, por volumen

Figura 8.11 Informacién: Equivalencia de variables.
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Viscous Axis
A
Total Complex
Shear Modulus (G*)
1
1
) 1
Viscous |
Portion 1
1
Phase Angle 1
- ,I B Elastic Axis
Elastic Portion
T max
+
[
I
I
I
I
Applied | )
Shear T - Lime
Stress : .
- I I‘
[ 5
I
I
I
I
+
.

Resulting :
Shear - time
Strain
Fuente: Pavement Interactive - Dynamic Shear Rheometer

http:/ / www.pavementinteractive.org/ article/ dynamic-shear-

rheometer/

Figura 8.12 Informacién: Angulo de Fase y Médulo de Corte Dindmico.
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