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RESUMEN

Resumen— En este trabajo se estudia la deteccién de posibles exoplanetas utilizando
modelos de Deep Learning sobre los datos de la mision BRITE, una constelacién de 5
nanosatélites. Se crea un dataset de curvas de luz con sefales sintéticas mediante la
aplicacion de un pre-procesamiento a los datos de BRITE y una inyeccioén de transitos segln
el modelo Mandel y Agol con una restriccion de radio estelar < 3.08 [Rs,,,] y radio planetario
entre 0.95y 2.1 [R;,,]. Aplicando un criterio de calidad se obtienen 597 ejemplos Planet
Candidate (PC) y 3126 ejemplos no candidato, los cuales se utilizan para entrenar un modelo
modificado de Red Neuronal Convolucional AstroNet, obteniendo sobre un conjunto de
testing las métricas 100 % de precision y 96.72 % recall para la clase PC, y AUC-ROC de
98.36 %. Finalmente se buscan posibles exoplanetas en los datos pre-procesados de BRITE,
encontrando senales similares a transitos en los objetivos HD 039060, HD 218396, HD
022049 y HD 036861. Estas senales debe ser investigadas en un trabajo futuro.

Palabras Clave— exoplanetas, deep learning, nanosatélites, BRITE.

ABSTRACT

Abstract— In this work, the detection of possible exoplanets using Deep Learning models
is studied on data from the BRITE mission, a constellation of 5 nanosatellites. A dataset of
light curves with synthetic signals is created by applying a pre-processing to the BRITE data
and an injection of transits according to the Mandel and Agol model with a constraint of
stellar radius < 3.08 [Rs,,] and planetary radius between 0.95 and 2.1 [R;,,]|. Applying a
quality criteria, 597 Planet Candidate(PC) examples and 3126 non candidate examples are
obtained, which are used to train a modified AstroNet Convolutional Neural Network model,
obtaining over a testing set the metrics 100 % precision and 96.72 % recall for the PC class,
and AUC-ROC of 98.36 %. Finally, possible exoplanets are searched in the pre-processed
data from BRITE, finding signals similar to exoplanetary transits in the targets HD 039060,
HD 218396, HD 022049 and HD 036861. These signals should be investigated in future
work.

Keywords— exoplanets, deep learning, nanosatellites, BRITE.



GLOSARIO

ANN: Artificial Neural Network.

ASTERIA: Arcsecond Space Telescope Enabling Research in Astrophysics.
AUC-ROC: Area Under the Curve Receiver Operating Characteristics.
BAb: BRITE-Austria b.

BHr: BRITE-Heweliusz .

BMb: BRITE-Montreal b.

BRITE: BRIght-star Target Explorer.

BTr: BRITE-Toronto r.

CADARS: Catalogue of Stellar Diameters.

CCD: Charge Coupled Device.

CNN: Convolutional Neural Network.

CTL: Candidate Target List.

CUTE: Colorado Ultraviolet Transit Experiment.
DR: Data Release.

FoV: Field of View.

GESD: Generalized Extreme Studentized Deviate.
GRB: Gamma-ray burst.

HJD: Heliocentric Julian Date.

KIC: Kepler Input Catalog.

LSP: Lomb-Scargle Periodogram.

LSTM: Long short-term memory.

MAST: Mikulski Archive for Space Telescopes.
MLP: Multi-layer Perceptron.

MP: Megapixel.

NASA: National Aeronautics and Space Administration.
PC: Planet Candidate.

PDCSAP: Pre-search Data Conditioning SAP.

PSF: Point-Spread Function.

SPARCS:Star-Planet Activity Research CubeSat.
TCE: Threshold Crossing Event.

TESS: Transiting Exoplanet Survey Satellite.

TIC: Tess Input Catalog.

UBr: UniBRITE .
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DETECCION DE POSIBLES EXOPLANETAS MEDIANTE DEEP LEARNING EN DATOS DE MISIONES ESPACIALES CON
NANOSATELITES

INTRODUCCION

La astronomia antes de la carrera espacial estaba limitada al estudio de la radiacién electro-
magnética que es capaz de cruzar la atmoésfera que nos separa del espacio exterior. Con los
avances de la tecnologia satelital se abrieron las puertas al estudio astronémico de frecuen-
cias mas altas, observaciones que no son posibles por la rotacién de la Tierra y el estudio
de luz menos distorsionada al no cruzar nuestra densa atmésfera. De esta forma, multiples
misiones espaciales astronémicas observan diversos fenbmenos fisicos a través de distintas
longitudes de onda para complementar las observaciones terrestres.

Entre los fendmenos estudiados desde el espacio que han llevado a miles de descubrimientos
se encuentra la deteccién de exoplanetas: planetas que orbitan estrellas diferentes al Sol.
Un verdadero logro cientifico e ingenieril ya que son dificiles de detectar debido a sus tenues
brillos respecto a las brillantes estrellas que orbitan. En este contexto, por lo general, se
utilizan técnicas de deteccién indirecta para descubrir exoplanetas.

Entre estas técnicas se encuentra el método del transito, el cual consiste en estudiar varia-
ciones de luz de una estrella en el tiempo para encontrar una sefal caracteristica que indique
un planeta pasando entre la estrella y un telescopio observador, evento que es periédico.
Un aspecto relevante es que se desconoce a-priori el periodo del evento, el instante tempo-
ral en que sucede y las caracteristicas del planeta, lo que dificulta su deteccién por criterio
experto sobre una gran cantidad de datos.

Otro aspecto relevante son los altos costos de diseno, desarrollo, lanzamiento y operacién de
los telescopios espaciales. En este contexto, durante los Ultimos anos se ha explorado el uso
de nanosatélites para misiones astronémicas debido a su rapido desarrollo y bajos costos
respecto a grandes misiones.

Considerando estos aspectos, el tema de esta memoria es la tarea de deteccion de posibles
exoplanetas en datos de misiones astronémicas que utilizan tecnologia nanosatelital, en par-
ticular con técnicas y modelos de Deep Learning, las cuales permiten una blsqueda entre
gran cantidad de datos.

El contenido del documento se estructura en un capitulo de Marco Conceptual que describe
el método del transito, las técnicas de andlisis de curvas de luz y su representacién para ser
la entrada de un modelo de deteccién. Luego se dedica un subcapitulo a la comparacién
de distintas misiones espaciales relacionadas a transitos exoplanetarios junto a una revisiéon
de las misiones astrondmicas con nanosatélites destacando la constelacion de nanosatélites
BRITE: la principal fuente de datos de este trabajo. El Marco Conceptual finaliza detallando
los conceptos, terminologia y aplicaciones de Deep Learning en el contexto, destacando el
uso de Redes Neuronales Convolucionales (CNN) por [Yehy Jiang, 2020] y [Yu et al., 2019]
(modelo AstroNet).
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NANOSATELITES

Posteriormente se presenta un capitulo de Propuesta de Solucion, en el cual se listan las
librerias de interés en Python, los datos disponibles de la mision BRITE (curvas de luz), el pre-
procesamiento que debe aplicarse y la creacion de un dataset de curvas de luz con sefiales
sintéticas de exoplanetas, inyectados sobre de los datos de BRITE.

La Gltima seccion de la Propuesta de Solucién es la aplicacion de modelos de Deep Learning
sobre el dataset creado, lo que incluye la seleccion de modelos y entrenamiento del modelo
final, finalizando con la bisqueda de posibles exoplanetas en los datos pre-procesados de
BRITE.

En el siguiente capitulo se presenta la Validacion de Solucién, donde se valida el pre-
procesamiento y el dataset creado bajo un criterio de calidad utilizando el modelo AstroNet
y finalmente se validan los modelos implementados a través de la obtencién de valores al-
tos en métricas. El documento finaliza con un capitulo de Conclusién donde se recopilan los
procedimientos y resultados mas relevantes, junto a una lista de trabajo futuro.
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NANOSATELITES

CAPITULO 1
DEFINICION DEL PROBLEMA

1.1. LA BUSQUEDA DE EXOPLANETAS

Entre las investigaciones que mas han proliferado durante los Ultimos anos gracias a telesco-
pios espaciales estan los descubrimientos de miles de exoplanetas, los cuales son planetas
que orbitan una estrella diferente al Sol, y que por lo tanto no pertenecen al sistema solar.
Al igual que nuestro planeta, algunos exoplanetas descubiertos no se encuentran solos, sino
qgue existen otros exoplanetas orbitando una misma estrella. Hasta la fecha (17/07/2023)
NASA ha informado 5470 exoplanetas confirmados con datos de observatorios espaciales y
terrestres [NASA, 2023]. Misiones espaciales como Kepler y su extension K2 durante sus fun-
cionamientos utilizaron la popular técnica del transito para la deteccién de exoplanetas. Esta
técnica consiste en detectar cdmo varia la luz llega de una estrella debido a que un exoplane-
ta pasa entre ella y el observatorio. El estudio del brillo de la estrella en el tiempo (curvas de
luz), junto a junto a datos como el tamano y la distancia a su estrella permiten caracterizar
dicho exoplaneta. En la Figura se presenta una llustracion del funcionamiento de este
método utilizando una curva de luz.

light curve

[%2]
wv
]
c
-
e
(®)]
=
QO

Figura 1.1: llustracién de una deteccidn de transito. Fuente: NASA.

1.2. EL COSTO DE LAS MISIONES DE GRAN ENVERGADURA Y EL USO DE
NANOSATELITES

A pesar de los beneficios cientificos del estudio con misiones espaciales, una gran desventaja
que poseen respecto a observatorios terrestres son sus altos costos de disefo, desarrollo,
lanzamiento y mantenimiento. Por ejemplo, “el costo del ciclo de vida de la mision Kepler, in-
cluyendo 3.5 anos de operacion y excluyendo el lanzamiento fue de aproximadamente $600
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NANOSATELITES

millones (de ddlares)” [Serjeant et al., 2020]. En este contexto, durante los Gltimos afios se
ha explorado el uso de nanosatélites para investigacion cientifica en las areas de astrono-
mia y astrofisica. Por ejemplo, el estdndar CubeSat es un tipo de nanosatélite que ha ganado
popularidad en agencias espaciales y centros de investigacion debido a su rapido desarro-
llo y bajos costos respecto a misiones de gran envergadura. El tamano estandar de estos
nanosatélites esta construido en unidades de 10x10x10[cm?] llamado 1U, manteniendo un
peso normalmente menor a 2 [Kg]. Figura [L.2 se presenta una comparaciéon de tamaiios
del CubeSat 2U LUME 1 usado para monitorizacion de incendios forestales y el satélite de
comunicaciones Hispasat 36W-1, el cual posee un tamano similar a Kepler.

A

25 kg 32t
0.5mE 240 mE
LUME1 HISPASAT 36 W-I1

Figura 1.2: Comparacion de tamanos de un CubeSat 2U (LUME 1) y el satélite de comu-
nicaciones Hispasat 36W-1 (paneles solares removidos por elaboracion propia). Fuente:

[Alen, 2021]

La estandarizacion de CubeSat ha permitido la venta comercial de componentes estructura-
les, electrénicos, sistemas de energia y médulos de comunicacién a un costo mas accesible.
A diferencia de los observatorios de gran envergadura que requieren una distribucion del
tiempo de observacion entre muchos proyectos, un nanosatélite puede monitorear fuentes

durante semanas o meses [Shkolnik, 2018], lo cual es beneficioso para investigaciones que
busquen estudiar fendmenos particulares de gran interés.

Es por esto por lo que se busca estudiar el problema de deteccién de exoplanetas utilizando
tecnologia nanosatelital, en particular analizar la tarea de deteccién de posibles exoplanetas
utilizando modelos y técnicas de Deep Learning. Las causas y efectos que motivan el uso
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modelos de aprendizaje automatico y nanosatélites se encuentran en la Figura [L.3. Entre las
motivaciones de esta investigacion se encuentran:

= Una gran cantidad de datos provenientes de observatorios futuros, tanto tradicionales
como nanosatélites.

m La diversidad de fenédmenos astrondmicos que producen sefales confundibles con
transitos exoplanetarios como estrellas variables cefeidas, sistemas estelares binarios
y estrellas pulsantes.

m Desconocimiento a priori del periodo de transito de los exoplanetas, lo que dificulta
su deteccidn por criterio experto sobre una gran cantidad de datos.

= Apoyar el trabajo sobre datos de las misiones astronédmicas en curso y futuras que
busquen exoplanetas con nanosatélites.

Dificultad de encontrar el periodo de

Pocas misiones de busqueda transito con criterio experto para gran
Efectos cantidad de datos.
ry
Pocas
organizaciones

Tiempo de observacion
compartida para muchos
proyectos

La deteccion de
falsos positivos

pueden realizar
investigaciones
dedicadas a objetos
de interés

Problema principal Dificultad en la deteccion de exoplanetas.
F

h

Gran cantidad de datos | | Diversidad de fenémenos | |Desconocimiento del
en bruto, que fisicos que producen periodo de transito

ademas poseen ruido sefiales similares a de los exoplanetas
transitos exoplanetarios

Causas Altos costos de telescopios espaciales

Figura 1.3: Arbol del problema de causa-problema principal-efecto. Fuente: elaboracién pro-
pia
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1.3. OBIJETIVOS

1.3.1. OBIJETIVO GENERAL

Analizar técnicas y modelos de Deep Learning en la tarea de deteccién de posibles exopla-
netas en datos de misiones astronémicas que utilizan tecnologia nanosatelital.

1.3.2. OBJETIVOS ESPECIFICOS
s Comparar conjuntos de datos de curvas de luz provenientes de catalogos y surveys
relacionados a transitos exoplanetarios.
» Investigar técnicas de representacién de curvas de luz de transitos.

» Elegir modelos para representar curvas de luz que sirvan de entrada para la tarea de
deteccion.

m Seleccionar modelos de Deep Learning para la tarea de deteccion de posibles exopla-
netas sobre los datos seleccionados.

m Evaluar resultados de los modelos en la tarea de deteccion.
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CAPITULO 2
MARCO CONCEPTUAL

2.1. DETECCION DE EXOPLANETAS

2.1.1. METODO DEL TRANSITO

Para enfrentar el problema de deteccién de exoplanetas se empieza definiendo el fenédmeno
y su naturaleza que los hace dificiles de encontrar: un exoplaneta es un planeta que orbita
una estrella distinta a nuestro sol y, al igual que los planetas de nuestro sistema solar, su luz
reflejada es mucho menor en comparacion a la luz que emite la estrella que lo ilumina. Es
por esto por lo que en la mayoria de exoplanetas su luz reflejada es demasiado tenue para su
deteccion a través de su luz directa [Lang, 2013]. En este contexto han surgido las técnicas de
deteccién indirecta de exoplanetas, entre los cuales se encuentra la prolifica técnica o méto-
do del transito, la cual considera variaciones temporales en el flux del sistema estudiando. El
flux se define como la cantidad total de energia que cruza una unidad de area por unidad de
tiempo, y esta dada por la Ecuacion (2.1), donde L es la luminosidad® de la estrella fuente y
r es la distancia entre el observador y la estrella fuente [D. Andresic, 2021].

L
F =

42 21

La técnica del transito detecta un posible exoplaneta considerando que su presencia acompa-
nando una estrella genera variaciones temporales del flux del sistema respecto a un sistema
sin el exoplaneta. Para detectar este fenédmeno debe ocurrir una alineacién entre el paso del
exoplaneta frente a su estrellay el instrumento que lo observa [Wright y Gaudi, 2012], lo que
se conoce como transito. Esta variacion temporal es detectable a través de atenuaciones pe-
riddicas de la sefial detectada. En este contexto, se estudian los datos desde observaciones
secuenciales a través del tiempo, lo que se conoce como Time Series o series de tiempo. En
Astronomia es comun el estudio de estas series a través de las curvas de luz consistentes en
valores de flux o magnitud de un objeto astrondmico en cierto periodo de tiempo regular o
irregular.

Los fotones que entran en la apertura de un telescopio viajan por un conjunto de lentes y/o
espejos hasta concentrarse en pixeles CCD de una camara digital. En este proceso no todos
los fotones son detectados debido a que los elementos 6pticos nunca transmiten o reflejan
el 100 % de la luz, ni los pixeles CCD tienen una eficiencia del 100 % para detectar los fotones.
Los fotones que si logran interactuar en la cAmara liberan un electrén que es capturado den-

!La luminosidad de un objeto es una medida de su brillo intrinseco, definida como la energia total emitida
en un tiempo fijo.
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tro del pozo de potencial del pixel, luego los electrones se convierten con un conteo digital
o ADUs (Analogue-to-Digital conversion Units) [AstroLab, 2003]. Tras almacenar esta senal
por segundo, se descargan los datos para aplicar técnicas de procesamiento para obtener
una curva de flux o magnitud que permita su posterior analisis cientifico. En la Figura 2.1
se muestra un ejemplo de curva de luz generada por el pipeline de procesamiento de datos
de la mision espacial TESS (Transiting Exoplanet Survey Satellite), donde PDCSAP correspon-
den a valores de flux nominalmente corregidos para variaciones instrumentales, medido en
electrones/segundo.

WASP-126 b Light Curve - Sector 1 WASP-126 b Transit close up
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Figura 2.1: (izquierda) una curva de luz del sistema WASP-126 por la mision TESS. Los pun-
tos de PDCSAP Flux que descienden periddicamente corresponden al transito del exoplaneta
WASP 126-b. (derecha) acercamiento del transito centrado en el tiempo 1327.520678 [days].
Fuente: Scott W. Fleming, STScl:https://spacetelescope.github.io/notebooks/
notebooks/MAST/TESS/beginner_how_to_use_lc/beginner how_to_use lc.html

2.1.2. ANALISIS DE CURVAS DE LUZ

Entre las dificultades de la deteccion de exoplanetas en curvas de luz se encuentra la va-
riedad de clases estelares con luminosidad variable en el tiempo, cuyas curvas pueden ser
confundibles con transitos exoplanetarios. Ejemplos de estas clases son binarias eclipsan-
tes y estrellas variables. A esto hay que sumar la presencia de ruido en las sefales y errores
instrumentales producidos durante el apuntamiento del objetivo o fallos en las cAmaras pro-
ducto de las condiciones espaciales. En este escenario, descubrir el periodo del transito y una
senal caracteristica del fenbmeno es esencial para la deteccion de exoplanetas.

La busqueda de periodos ocultos en datos de series de tiempo se encuentra dentro del es-
tudio de Spectral Analysis, el cual provee herramientas para descubrir periodicidades de
sefales de distintos fendomenos acusticos, comunicacionales, biomédicos, cientificos, etc.
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[Cryer y Chan, 2008]. Dependiendo de las caracteristicas de los datos existen multiples téc-
nicas para analizar series de tiempos. En este contexto las caracteristicas son resultado de la
adquisicion de datos por parte de un instrumento a bordo de un satélite, donde se espera
heterocedasticidad en los datos.

Los autores del libro Modern Statistical Methods for Astronomy With R Applications lo
describen de la siguiente forma: “Algunos estudios observacionales en astronomia produ-
cen variables aleatorias i.i.d. (...) Pero las condiciones i.i.d pueden no cumplirse. La mues-
tra puede ser heterogénea con objetos extraidos de diferentes distribuciones subyacentes.
Las observaciones pueden haber sido tomadas bajo diferentes condiciones de modo que
los errores de medicion difieren. Esto lleva a una condicion llamada heterocedasticidad.”
[Feigelson y Babu, 2012]. Respecto a las observaciones, los autores precisan lo siguiente:

1. Para observaciones espaciales, estas se encuentran reguladas por las 6rbitas de los sa-
télites y los tiempos de asignacidon de telescopio, los cuales son limitados para adqui-
rir suficientes datos optimizados para su analisis estadistico posterior. Ambos factores
hacen que los datos sean adquiridos en tiempos irregularmente espaciados.

2. Las mediciones individuales estan sujetas a errores heterocedasticos, donde la varian-
za de los errores se obtienen desde mediciones independientes de condiciones instru-
mentales como la relacién senal/ruido y calibracion.

3. Variaciones de las fuentes astronémicas y el ruido de fondo que debe ser sustraido
suelen presentar estructura de correlacion.

Los datos irregularmente espaciados, errores instrumentales heterocedasticos y comporta-
miento temporal cambiante dificultan el uso de técnicas clasicas de andlisis espectral como el
Analisis de Fourier. Afortunadamente se han desarrollado diversos métodos en astronomia
para enfrentar estas dificultades.

Una herramienta Gtil del Analisis de Fourier clasico son los periodogramas, los cuales son
valores que dependen de pardmetros ajustados sobre una sefal discreta y que son propor-
cionales ala suma de cuadrados de los coeficientes de la regresién asociados con las frecuen-
cias que componen la sefnal, donde “la altura del periodograma muestra la fuerza relativa
de los pares coseno-seno en varias frecuencias en el comportamiento general de la serie.”
[Cryer y Chan, 2008]. Los periodogramas se han aplicado en astronomia sobre curvas de luz
de estrellas, por ejemplo, en la Figura se observa una curva de luz de una estrella varia-
ble durante 600 noches consecutivas y en la Figura P.3 los periodogramas calculados sobre
la curva que muestran dos alturas significativas en dos frecuencias.

El andlisis clasico de periodogramas requiere datos regularmente espaciados, por lo que en
astronomia se han aplicado técnicas para enfrentar esta limitante, por ejemplo, el perio-
dograma Lomb-Scargle (LSP) es una generalizacion formulada como una modificaciéon del
Andlisis de Fourier o una regresion de minimos cuadrados que permite encontrar periodos
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Figura 2.2: Curva de luz de una estrella variable durante 600 noches consecutivas. Fuente:
[Cryer y Chan, 2008]
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Figura 2.3: Periodogramas calculados sobre la curva de luz de la estrella variable. Fuente:
[Cryer y Chan, 2008]

en datos irregularmente espaciados [Feigelson y Babu, 2012]. El uso de periodogramas en
curvas de luz ha sido reportado por [D. Andresi¢, 2021] para pre-procesar datos de curvas
de luz y clasificar tipos de estrellas variables.

Finalmente, al trabajar con curvas de luz hay que tener en cuenta las tendencias (trends).
”Incluso con procesamiento post-instrumental, las caidas del trdnsito a menudo se ver eclip-
sados por tendencias estelares. El ruido estelar es muy especifico de una estrella y ocurre con
diversas caracteristicas en todas las escalas temporales. Ciclos de actividad estelar, como el
ciclo de actividad solar de 11 afos (...) Otras estrellas exhiben variaciones de brillo en muchas
escalas temporales diferentes y con un rango de amplitudes” [Hippke et al., 2019]. Las téc-
nicas utilizadas para remover el trend se conocen como detrending, con distintos métodos
segln el contexto de aplicacion. En la Figura 2.4 se muestra un ejemplo de detrending.
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Figura 2.4: Ejemplo de detrending. (superior) Curva original. (inferior) Detrending aplicado
sobre la curva con método biweight. Fuente: [Hippke et al., 2019]
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2.1.3. REPRESENTACION DE CURVAS DE LUZ DE TRANSITOS

La representacién de una curva de luz es importante para su efectivo uso como entrada de
un modelo de deteccion. Una técnica muy utilizada en curvas de luz es el folding time series,
que consiste en plegar los datos en un periodo de prueba o trial period, y aplicar métodos
estadisticos sobre los datos plegados como flux o magnitud en funcion de la fase.

Asumiendo que lafase se mide en ciclos que empiezan en 0y terminan en 1, se puede calcular
la fase ¢ en funcién del tiempo ¢ segln la ecuacion (2.2), donde ¢, es el tiempo donde inicia
el ciclo (llamado epoch) y p es un periodo dado. De esta forma, ¢ € [0, 1]. Graficando la curva
de luz, ahora como flux en funcion de fase (en vez de flux en funcion de tiempo) se obtiene
una curva de luz phase-folded o phase diagram [AAVSO, 2010].

t—to t—to
] =

$=1— 5

ymod1 (2.2)

Una utilidad de este método es que si el periodo de prueba corresponde con una periodicidad
de un patrén presente en la curva o es cercano a ella y el epoch es correcto, la curva phase-
folded con ¢ € [—1, 1] (equivalente a concatenar el ciclo previo) puede revelar dicho patrén
centrado en la mitad. En este contexto, el patréon de interés es el transito exoplanetario,
similar al presentado en la Figura 2.5 (izquierda), cuyo periodo verdadero corresponde a
3.288776 [days]. En la curva derecha se puede observar que usando un periodo incorrecto
se puede perder la sefal caracteristica correspondiente al transito.

Algunos métodos que utilizan el phase-folding son apropiados para variaciones debido a
eclipses orbitales o rotacionales con la forma caracteristica flat-bottom U-shape, ademas son
insensibles a la duracién y espaciado irregular de los datos y permiten errores de medicion
heterocedasticos [Feigelson y Babu, 2012].

En la bisqueda de exoplanetas en curvas de la misién espacial Kepler, Shallue y Vander-
burg [Shallue y Vanderburg, 2018] utilizan curvas phase-folded centradas en eventos TCE
(Threshold Crossing Event). Estos eventos corresponden a secuencias presentes en las curvas
de luz que se asemejan a la senal de un exoplaneta en transito con un grado suficiente para
justificar un analisis posterior [Christiansen, 2012], pudiendo ser un transito real o un falso
positivo. Estas curvas son utilizadas para generar dos representaciones de curvas de luz al
dividirlas en intervalos (bins) y formar vectores 1D segln el siguiente el procedimiento:

1. Definir una secuencia uniforme de intervalos (bins) en el eje del tiempo con ancho & y
distancia A entre los centros de los intervalos.

2. Por cada intervalo, calcular la mediana de flux de los puntos que caen dentro del in-
tervalo. El resultado es un vector 1D por curva (input del modelo de deteccion).
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Figura 2.5: (izquierda) curva phase-folded del sistema WASP-126 utilizando el periodo de
transito del exoplaneta WASP-126 b, usando los mismos datos de la Figura 2.1. (derecha)
curva phase-folded usando un periodo distinto del transito. El valor de epoch es el mismo
para ambas curvas (1327.520678 [days]). Fuente: Elaboracion propia.

Dependiendo de los valores de & y A se producen distintas representaciones. Si & = A cada
dato cae exactamente en un intervalo. Por otro lado, 6 >\ presenta superposicion de datos en
los intervalos. Los autores utilizan dos valores de A\ para generar dos vistas (view) de la curva
para usar como input del modelo de deteccién. La primera de ellas, la global view, considera
un valor de A como una fraccion del periodo del TCE, lo que genera una representacion de
tamano fijo de la curva entera. La segunda vista, la local view, considera un valor de A como
una fraccion de la duraciéon del TCE, lo que genera una representacién de tamano fijo de una
ventana alrededor del transito. Ambas representaciones son utilizadas como entrada para
entrenar una red neuronal con capas convolucionales. En la Figura P.§4 se muestran ambas
vistas para una curva procesada por [Yu et al., 2019] proveniente de la misién espacial TESS,
siendo ambas representaciones 1D de largo 201 y 61 respectivamente.
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Figura 2.6: Vista global y local de la curva phase-folded centrada en un TCE del objetivo
TESS Input Catalog (TIC) 25155310. En esta curva hay un exoplaneta confirmado. Fuente:
elaboracion propia utilizando los datos ya procesados de [Yu et al., 2019].

Por ultimo, para generar curvas de luz con transito de forma sintética es necesario un mo-
delo que considere las caracteristicas de la estrella, del exoplaneta y su érbita respectiva. Un
aspecto relevante de las estrellas es el oscurecimiento en el borde o limb darkening. Este
fendmeno es apreciable en nuestro propio sol tal como se muestra en la Figura R.7, donde
la luz del borde del disco solar es menos intensa y rojiza que el centro. La razén de este os-
curecimiento es el gradiente de temperatura de la fotosfera solar, que hace que los rayos de
luz que escapan del sol cerca del borde tengan menor temperatura respecto a los rayos que
escapan del centro.

El autor [Claret, 2003] reafirma que el limb darkening no es un fenémeno lineal y recopila
leyes de su modelado con comportamiento lineal, cuadratico, raiz cuadrada y logaritmico.
Los comportamientos lineal y cuadratico se expresan con las ecuaciones (2.3) y (2.4), res-
pectivamente, donde (1) es la intensidad especifica en el centro del disco estelar, a 'y b son
coeficientes y el angulo y es entre la linea de visidn y el emergente de intensidad?. Luego
presenta una nueva ley de limb darkening basada en el método de minimos cuadrados con
4 coeficientes que se expresa en la ecuacion (2.5).

La ley cuadratica anteriormente presentada es utilizada por los autores Mandel y Agol
para proponer una férmula analitica para el eclipse de una estrella por un transito exo-
planetario explicando que el efecto de limb darkening es significante durante un eclipse.
[Mandel y Agol, 2002]. Un ejemplo de curva de luz computada por este algoritmo se mues-
tra en la Figura R.8, cuyos parametros son los mismos usados por [Aigrain y Favata, 2002] en
su propuesta de método bayesiano para la deteccién de periodos. La simulacién considera
un planeta tipo Jupiter con una érbita corta alrededor de una estrella similar al sol con las

2Angulo entre la normal a la superficie estelar y la linea de visién al observador [Mandel y Agol, 2002]
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Figura 2.7: Efecto de limb darkening en nuestro sol. Fuente: http://spiff.rit.edu/
classes/phys440/lectures/limb/1imb.html.

caracteristicas presentes en la Tabla 2.7

p = cos(7), % =1—p(l—p) (2.3)
%zl—a(l—u)—b(l—u)z (2.4)
0 (1= 1) — a1 — ) — a1 ) — aa(1 — 12) (2.5)

Pagina 15 de B7


http://spiff.rit.edu/classes/phys440/lectures/limb/limb.html
http://spiff.rit.edu/classes/phys440/lectures/limb/limb.html

DETECCION DE POSIBLES EXOPLANETAS MEDIANTE DEEP LEARNING EN DATOS DE MISIONES ESPACIALES CON

NANOSATELITES

Quadratic Model for Jovian like transit, period of 1 month
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Figura 2.8: Simulacién de curva de luz usando el algoritmo de Mandel y Agol. A la senal se le
aplica ruido gaussiano con media cero y desviacién estandar 1. Fuente: elaboracién propia.

Time [days]

Caracteristica de entrada

Valor

Time step

15 minutos

Radio estelar (R,,,,)

1 (Radio solar)

Luminosidad estelar (L,,,)

1 (Luminosidad solar)

Radio planetario (R;,,)

1 (Radio jupiter)

Periodo de transito (P)

2880 minutos (1 mes)

Excentricidad (e) 1
Argumento del periastro 0
Inclinacién 0,57 [rad]
Duracién total de curva 3P
Distancia estrella-planeta 15,3 Rgun

Tabla 2.1: Parametros de entrada del algoritmo Mandel y Agol para producir la curva de la

Figura 2.8. Fuente: elaboracion propia.
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2.2. MISIONES DE BUSQUEDA DE EXOPLANETAS

2.2.1. MISIONES TRADICIONALES

Discoveries by Facility (Top 10, only Transit)

2500 4 B Space-based
Ground-based

2000 ~

Count

Kepler

TESS
HATNet -
CoRoT -

SuperWASP
HATSouth
SuperWASP-South -
Paranal Observatory -
Multiple Observatories

Facility

Figura 2.9: Descubrimientos de exoplanetas confirmados por misién/instalacion usando el

método del transito (23/07/2022)). Fuente: elaboracion propia usando datos de NASA Exo-
planet Archive.

Distintos telescopios de gran envergadura han sido lanzados al espacio para realizar fotome-
tria estelar en la blsqueda de exoplanetas. Pese a que los instrumentos a bordo de estos
satélites actualmente superan la precisién de un instrumento a bordo de un nanosatélite,
al igual que son capaces de generar mayor cantidad de datos, es de interés estudiar estas
misiones por la amplia literatura existente en relacién a sus pipelines de procesamiento de
datosy modelos de deteccion. En la Figura 2.9 se presentan las 10 misiones/instalaciones con
mayor nimero de exoplanetas descubiertos usando el método de transito. A continuacién
se describen los 3 proyectos espaciales con mayor nimero de descubrimientos.

La principal mision en la blsqueda de exoplanetas por nimero de exoplanetas descubiertos
y confirmados (2680 exoplanetas a la fecha 23/07/2022) es la Kepler Mission o Kepler, cuyo
lanzamiento fue el 9 de marzo de 2009 en una orbita heliocéntrica (periodo de 372.5 dias).
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Esta fue disefiada "para determinar la frecuencia de exoplanetas del tamaro de la Tierra o
mayor en la zona habitablel en estrellas similares al sol y para caracterizar la diversidad de
sistemas planetarios” [Borucki, 2016].

El campo de vision (field of view, FoV) de la misién Kepler es fijo, cercano al ecuador galactico,
rico en nimero de estrellas y lejos de estrellas muy brillantes que saturen sus detectores. El
FoV seleccionado permite la observacion de 170.000 estrellas simultdneamente.

La seleccion de estrellas objetivos para el proyecto resulta en la creacién del Kepler Input Ca-
talog o KIC, formado principalmente por estrellas enanas en secuencia principal lo suficiente-
mente brillantes y pequefias para presentar transitos detectables de exoplanetas pequefios
en la zona habitable.

Los datos cientificos de las 170.000 estrellas son recolectados en un tiempo de integracién
de 6.02 segundos con tiempos de lectura? de 0.52 segundos, luego, los datos estan dispo-
nibles en dos cadencias: la Long Cadence (LC) integra 270 exposiciones para generar 29.4
minutos de observacion, mientras que en la Short Cadence (SC) se integra 9 exposiciones, lo
gue equivale a un punto de dato cada 58.9 segundos. [Murphy, 2012].

Los datos descargados del satélite se convierten en fluxes usando un pipeline que calibra
los datos pixeles, realiza aperture photometry y corrige errores sistematicos. Los datos ge-
nerados son almacenados publicamente en MAST (Mikulski Archive for Space Telescopes),
y pueden ser descargado desde su portalf, sitio que aloja curvas de luz LC, SC y target pi-
xel files. Adicionalmente se pueden acceder a los datos desde NASA Exoplanet Archivef. El
identificador utilizado en el KIC es kepid y el identificador usado para los objetos de interés
o Kepler Object of Interest (KOI) es koi_name, los cuales son objetivos identificados con una
secuencia similar a un transito.

En mayo de 2013, la habilidad de Kepler de monitorizar un gran campo con alta precision es
comprometida debido a un fallo en la segunda rueda de reaccion (de un total de cuatro). En
consecuencia se ejecuté una mision extendida llamada K2 con menor precision fotométrica
[Vanderburg y Johnson, 2014]]. Esta extension fue prolifica con 537 exoplanetas confirmados
a la fecha 23/07/2022.

Siguiendo a Kepler y K2 en nimero de exoplanetas descubiertos y por confirmar se encuentra
el Transiting Exoplanet Survey Satellite o TESS. El disefo de la mision previo a su lanzamiento
es descrito por [Ricker et al., 2016] con las siguientes caracteristicas:

Su objetivo primario es descubrir cientos de transitos de planetas de tamafo menor a Nep-
tuno y cuyas estrellas son lo suficientemente brillantes como para realizar estudios espec-

3La zona habitable es el area alrededor de una estrella donde el agua liquida puede existir en la superficie
de un planeta orbitando.

“Tiempo requerido para digitalizar.

*https://archive.stsci.edu/

®https://exoplanetarchive.ipac.caltech.edu/

Pagina 18 de B7


https://archive.stsci.edu/
https://exoplanetarchive.ipac.caltech.edu/

DETECCION DE POSIBLES EXOPLANETAS MEDIANTE DEEP LEARNING EN DATOS DE MISIONES ESPACIALES CON
NANOSATELITES

troscopicos que permitan conocer la masa y composicién atmosférica del exoplaneta. Para
ello se diseidé un survey de 2 afnos de todo el cielo (all-sky), considerando periodos orbita-
les desde las pocas horas cercanas al limite de Roche, hasta un afio o mas, considerando un
bias de periodo con un maximo de 10 [days] tomando en cuenta la eficiencia de deteccién
y ocurrencia de transitos.

El disefio considera una 6rbita cercana a la tierra que ofrezca observaciones por semanas
con perturbaciones de actitud que permitan precision fotométrica estable, sumado a una
estabilidad frente a la radiacion para reducir la degradacién de las cAmaras CCDs e instru-
mentacion, ademas de facilitar la telemetria. Dicha érbita fue determinada como eliptica
alrededor de la Tierra, con un periodo orbital de 13.7 [days].

La carga util del satélite o payload incluye cuatro cdmaras idénticas, cada una con un lente
ensamblado con siete piezas 6pticas y un detector con 4 CCDs, los cuales producen un stream
de imagenes con tiempo de exposicidn de 2 segundos, los cuales pueden sumarse para obte-
ner una exposicion efectiva de 2 minutos. Las 4 cAmaras funcionan como un array que provee
un campo de visién (FoV) de 24°296°, lo que permite observar un hemisferio celeste en un
ano en multiples sectores. El detalle de las caracteristicas de los lentes se encuentran en la

TablaR.2.

El principal producto son colecciones de subarrays, tipicamente de 10 x 10 pixeles, centra-
das en estrellas objetivo preseleccionadas. Estos productos son los que posteriormente se
post-procesan en la Tierra. Esta seleccion de estrellas incluye un catalogo ideal de 200.000
estrellas en secuencia principal que son lo suficientemente brillantes y pequenas para permi-
tir la deteccion de exoplanetas méas pequefios que Neptuno. El pipeline de procesamiento de
datos esta basado en el desarrollado para la misién Kepler, lo que incluye calibracion a nivel
de pixel, background subtraction, aperture photometry, detrending y blsqueda de transitos.

Field of view of each lens 24° x 24°
Combined field of view 24° x 96°
Entrance pupil diameter 10.5 [cm]
Focal ratio f/1.46
Wavelength range 600-1000 [nm]

Tabla 2.2: caracteristicas de los lentes de TESS. Fuente: [Ricker et al., 2016]

Adicionalmente a las observaciones cada 2 minutos, la mision contempla observaciones full
frame images con una cadencia efectiva de 30 minutos, las cuales capturan todo el campo de
vision. Una vez cumplidos los dos anos de misién primaria, se espera una misién extendida.

De forma anéaloga a Kepler, el TESS Input Catalog o TIC es usado para seleccionar los ob-
jetivos de la mision y calcular las propiedades fisicas y observacionales de los candidatos
a exoplaneta. Su versién 8 utiliza el catalogo GAIA DR2 como base y fusiona un gran nu-
mero de otros catalogos fotométricos tales como 2MASS, UCAC4, APASS, SDSS, WISE, etc.
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[de Données astronomiques de Strasbourg, 2022]. Adicionalmente a este catalogo existe el
Candidate Target List o CTL, cuyo proposito es "proporcionar un subconjunto de objetos TIC
para seleccionar las estrellas objetivo para observaciones de cadencia de 2 minutos en ser-
vicio de los requisitos cientificos primarios de TESS”[Stassun et al., 2018].

La mision TESS fue lanzada al espacio el 18 de abril de 2018 e inici6 sus operaciones cientifi-
cas el 25 de julio del mismo afo. Ya finalizada su misién primaria, ha observado decenas de
millones de estrellas [Kunimoto et al., 2022] , con 6025 exoplanetas confirmados o por con-
firmar (20/07/2022). Los datos publicos de TESS, al igual que la mision Kepler, se encuentran
en MAST y NASA Exoplanet Archive.

2.2.2. ASTRONOMIA CON NANOSATELITES

El profesor de astrofisica Evgenya Shkolnik [Shkolnik, 2018], Serjeant, S et al.
[Serjeant et al., 2020] y Douglas E. [Douglas et al., 2019] exponen un estado del arte
las diversas posibilidades del uso de nanosatélites para estudiar fenbmenos astrono-
micos. Describen las misiones pasadas, existentes y futuras especificando los objetivos,
oportunidades tecnolégicas y espectro electromagnético a estudiar. A grandes rasgos las
investigaciones se centran en fotometria estelar, espectroscopia, estudio en rayos X, radio,
estudio solar, GRB, clister galacticos y demostraciones tecnolégicas. Con sus descripciones
e investigacién propia se resumen las misiones mas relevantes para los datos a trabajar en
esta memoria (Tabla 2.3). Cabe destacar la mision BRITE, la cual consiste en 5 nanosatélites
que observan estrellas brillantes. Los datos de esta mision son relevantes ya que pueden
contener posibles transitos exoplanetarios. Un esquema de un nanosatélite BRITE es

presentado en la Figura 2.10.
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Mision Estudio Objetivo Estado Datos
disponibles
BRITE Fotometria estelar, es- | Diferencia de fotometria con milli- | Lanzado | Si
trellas brillantes. magnitud (0.1% error) de estrellas | en 2014
brillantes con 5 nanosatélites (6 original-
mente).
ASTERIA Fotometria estelar, | Medir transito exoplanetarios con foto- | Lanzado | Si
transitos,  demostra- | metria <100 partes por millén. en 2017
cion tecnolégica.
CUTE Espectroscopia, exopla- | Espectroscopia de transito de exoplane- | Lanzado | Adn no pu-
netas. tas en el UV cercano. en 2021 | blicos
SPARCS Fotometria estelar, es- | Estudio UV de estrellas de baja masa, con | Futuro No
trellas de baja masa, | posibles exoplanetas. (2023)
exoplanetas
CubeSpec Prueba de concepto y | Obtener datos espectroscépicos épticos | Futuro No
demostracion. Espec- | de alta cadencia y resolucion para facili- | (2024)
troscopia de estrellas | tar la astrosismologia de estrellas masivas
masivas pulsantes pulsantes [Bowman et al., 2022].

Tabla 2.3: Tabla de misiones con nanosatélites de interés dentro del trabajo de investigacién.
Fuente: elaboracioén propia.

2.2.3. MISION BRITE

Las curvas de luz producidas por este proyecto son la principal fuente de datos de esta memo-
ria, lo que incluye curvas descargables para 609 estrellas diferentes a la fecha (26/07/2022).
A continuacion se resume el proyecto segun lo descrito en [Weiss et al., 2014]:

La concepcién del proyecto es resultado de la colaboracién internacional de Austria, Canada
y Polonia. El disefio concluyé en una constelacién de 3 pares de nanosatélites capaces de
observar en bandas espectrales rojas (550 — 700[nm]) y azules (390-460[nm|), los cuales
son operados por los 3 paises. Los detalles generales de los 6 nanosatélites estan presentes
en la Tabla 2.4

El objetivo cientifico del proyecto es observar gran parte del cielo, midiendo variaciones de
brillo y temperatura de estrellas brillantes (tipicamente V' < 5[mag]) en tiempos desde po-
cos minutos hasta varios meses o afios mediante fotometria de doble banda. La motivacion
de estudiar estrellas brillantes es complementar las curvas de luz con una mayor precision
respecto a telescopios terrestres debido a la falta de estrellas de comparacion lo suficiente-
mente cercanas a los objetivos, lo cual es necesario para realizar fotometria diferencial.
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Figura 2.10: Esquema de un nanosatélite BRITE, utilizado para fotometria de estrellas bri-
llantes. Fuente: [Weiss et al., 2014]

Esta constelacién tiene el potencial de observar cualquier direccién del cielo , con objeti-
vos generalmente ocultados por la Tierra durante parte de las observaciones. Esto produce
separaciones periédicas en los datos adquiridos, sin embargo, las separaciones se pueden
mitigar con el resto de nanosatélites al poseer todos diferentes orbitas.

Originalmente se proponen 3 formas diferentes en que la fotometria es recolectada e inicial-
mente procesada:

1. Fotometria subraster: Hasta 15 subrasters desde lecturas tipicas cada pocos segundos.
Cada subraster consiste en 32 x 32 pixeles centrados en la estrella objetivo, con una
posible reduccion a 24 x 24 pixeles. Estos raster pueden sumarse a bordo antes de ser
descargados, lo que resulta en un tiempo de integracion desde pocos minutos hasta
45 minutos por orbita. En la practica los subraster son cuadrados o rectangulares, con
rangos que oscilan entre 24 y 54 pixeles segln la estrella y el nanosatélite.

2. Procesamiento a bordo que puede ser implementado a pedido que considera hasta
100 subrasters (32 x 32 pixeles) cada pocos segundos. Cada uno de los subraster in-
cluye parametros calculados a bordo como la intensidad media de los pixeles en las
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ID/filter Full name Launch Inclination | Period

[°] [min]
UBr UniBRITE 25/02/2013 | 98.4 100.3
BAb BRITE-Austria 25/02/2013 | 98.4 100.3
BLb Lem 21/11/2013 | 97.7 99.5
BTr BRITE-Toronto 19/06/2014 | 97.8 98.2
BMb BRITE-Montreal 19/06/2014 | - -
BHr Heweliusz 19/08/2014 | 97.9 97.0

Tabla 2.4: Resumen de los 6 nanosatélites del proyecto BRITE. BMb no entr6 en operaciones
debido a una falla en la separacion del vehiculo de lanzamiento. Fuente: elaboracion propia.
Datos orbitales de n2yo.com (20/05/2022)

4 esquinas del subraster (permitiendo caracterizar el background), la suma de valores
de pixeles dentro de dos circulos concéntricos centrados en el objetivo (permitiendo
fotometria de apertura) y valores estadisticos como medianas y desviaciones estan-
dar.

3. Full frames capturados al inicio de las observaciones de cada campo. Consisten en
una imagen CCD completa de 11 MP cuyo propésito es detectar cambios en los CCD
como pixeles calientes resultantes del dano por radiacién. Debido al tamano de estas
imagenes, la telemetria requiere mas de 3 dias para su descarga, por lo que solo se
producen pocas veces durante la misién.

Con el objetivo de lograr fotometria de alta precisién y no la produccién de imagenes este-
lares finas, la instrumentacién considera un pequeno telescopio basado en lentes y con un
detector CCD sin refrigeracion. Dicho telescopio considera una apertura de 30 [mm] y largo
focal efectivo de 70 [mm)], permitiendo un FoV de 24°x20°. El disefo varia levemente segin
el color del filtro, y el detector CCD al no ser refrigerado activamente tiene una temperatura
segun el bus del nanosatélite, con un promedio simulado de 10 a 40 °C.

Con observaciones tempranas durante el comisionamiento revelaron una sensibilidad del
CCD mayor a la esperada frente a la radiacion, lo que produce mas pixeles malos (calien-
tes) de lo esperado. Los problemas técnicos y mitigaciones relacionadas a la radiacion son
presentados en [Pablo et al., 2016] y se describen a continuacion:

La radiacion (protones energéticos y electrones atrapados en la magnetosfera terrestre) pro-
ducen dafios acumulables en el tiempo en la electronica, memoria y detectores CCD. El ruido
en una CCD es causado por rayos cosmicos que generan senales falsas al depositar su ener-
gia en los pixeles del CCD. Otro dafo es el desplazamiento, lo cual ocurre cuando un rayo
césmico desplaza un atomo de silicio en el sustrato del CCD, lo que provoca un dano persis-
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tente. Estos danos introducen los llamados pixeles calientes (hot pixels) o columnas calientes
(warm columns), junto a un aumento de la ineficiencia en la transferencia de carga (CTI).

En respuesta a estos problemas, los nanosatélites BMb y BTr fueron equipados con un escu-
do de radiacién adicional antes de su lanzamiento, y para todos los nanosatélites se aplican
maniobras de reorientacién respecto a sol para reducir variaciones de temperatura en res-
puesta a la ausencia de mecanismo de refrigeracion. Adicionalmente se aplica una estrategia
de software efectiva en tiempo llamada “chopping” para mitigar el efecto en la fotometria.
Esta estrategia se logra al desplazar el telescopio apuntando hacia adelante y hacia atras en
dos exposiciones sucesivas. Esto mantiene la estrella objetivo en los subrasters de ambos
desplazamientos con la ventaja de que el point-spread function (PSF) estelar de las image-
nes no se superponen (con una separacion de unos 20 pixeles), lo que permite que al restar
ambos frames se obtenga una imagen con un objetivo PSF positivo y otro negativo, donde
los defectos de background son mayoritariamente eliminados. En la Figura se muestra
el efecto de esta técnica.
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Figura 2.11: Efecto de la técnica “chopping”. Los subraster izquierdo y medio corresponden
a exposiciones consecutivas de la estrella HD23630, ambos con un PSF estelar dominante. A
la derecha se aprecia la resta de ambos subrasters, donde los defectos de background son
removidos. Fuente: [Pablo et al., 2016]

El procesamiento de datos y fotometria es presentado en [Popowicz et al., 2017] y es des-
crito a continuacién:

Los subrasters descargados de la constelacion son cuadrados para el modo de observacién
stare y rectangulares para el modo “chopping”. Para evitar undersampling del perfil estelar,
lo que implica una fotometria menos precisa, las estrellas en las imagenes de BRITE estan
fuera de foco.
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Durante los primeros dos afios desde el primer lanzamiento (UBr y BAb), las observacio-
nes fueron realizadas en el modo “stare”, en el cual los trackers mantienen el nanosatélite
en una orientacién fija que permite generar imagenes consecutivas con la estrella localiza-
da aproximadamente en la misma posiciéon cercana al centro de los subrasters. Debido a los
problemas por la radiacién descritos anteriormente, la fotometria del modo “stare” fue fuer-
temente afectada. En respuesta, el modo “chopping” es el modo por defecto utilizado en
el proyecto para la recoleccion de datos hasta la fecha actual.

2.2.4. MISION ASTERIA

El Arcsecond Space Telescope Enabling Research In Astrophysic (ASTERIA) es un nanosatéli-
te CubeSat (6U) disenado para demostrar tecnologias de alta precision fotométrica con una
plataforma pequenfa. Esta misiéon fue desplegada desde la Estacion Espacial Internacional
el 20/11/2017, finalizando su misién primaria en 2018 una vez verificadas con éxito las de-
mostraciones tecnolégicas requeridas. Posterior a eso la misién realizé una extensién de dos
anos hasta la pérdida de contacto en 2019 [Knapp et al., 2020].

Entre los objetivos cientificos de ASTERIA se encuentra la estrella tipo sol 55 Cancri, la cual
posee 5 exoplanetas, de los cuales uno (55 Cancri e) realiza transitos con un periodo de 18
horas.
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2.3. MODELOS DE DEEP LEARNING

2.3.1. INTRODUCCION

El Aprendizaje Profundo o Deep Learning se encuentra dentro de la disciplina de Inteligen-
cia Artificial, en particular forma parte del campo del Aprendizaje Automatico o Machine
Learning, "campo que se ocupa del como construir programas computacionales que mejo-
ran automdticamente con la experiencia”, donde "un programa aprende de la experiencia £
respecto a una clase de tareas T' y medida de desempeno P, si el desempeno en las tareas
T, medido por P, mejora con la experiencia E [Mitchell, 1997]".

En este contexto, un modelo profundo consiste en multiples niveles de computacién en-
trenables que implementan transformaciones aplicadas a datos de entrada X para obtener
datos de salida Y. El modelo estrella del aprendizaje profundo es la Red Neuronal Artificial
o Artificial Neural Network(ANN), la cual es un grafo de computaciéon que implementa una
funcion entre dos espacios X e Y.

Una red neuronal puede ser utilizada para resolver problemas de aprendizaje supervisado,
los cuales consisten en encontrar automaticamente una funciéon que permita predecir el out-
put Y correcto o deseado a partir de un input X (ejemplo de entrenamiento). En este tipo de
aprendizaje se conoce de antemano la salida asociada a cada ejemplo de entrada. El apren-
dizaje supervisado es de interés en este trabajo en la tarea de clasificacién de ejemplos de
entrada en categorias, es decir, dados los atributos que describen un ejemplo X, prede-
cir su categoria Y dentro de un conjunto finito de clases. Dicha categoria se conoce como
etiqueta del ejemplo y en el contexto de este trabajo, un ejemplo de categorias utilizadas
por [Yu et al., 2019] son Planeta Candidato, Binaria Eclipsante, Variabilidad estelar y Ruido
instrumental.

La unidad basica de una red neuronal es la neurona, la cual es un modelo que aplica una
funcién g (tipicamente no lineal) a una combinacién lineal de los valores de entrada de la
neuronay parametros entrenables de esta misma. En la ecuacién (2.6) se presenta este mo-
delo con los datos 1, zs, ..., x4 que recibe la neurona, pesos wy, ws, ..., wg Y un umbral b
(lamado bias). Los parametros w; y b son entrenables y g(&) es el valor de salida de la neu-
rona correspondiente al resultado de aplicar g sobre la preactivacion &.

d
9(§) = Q(Z w;z; — b) (2.6)

La funcién g (llamada funcién de activacién) da nombre a distintos tipos de neuronas. La
elecciéon mas simple es aplicar una funcion lineal tal como se describe en la ecuacion (2.7),
sin embargo, al explorar funciones no lineales se presenta mayor utilidad, por ejemplo, la
neurona Sigmoidal implementa la ecuacién (2.8) y tiene aplicacién en escenarios donde se
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Figura 2.12: Ejemplo de neurona. Fuente: Elaboracién propia.

busca predecir la probabilidad de una clase binaria.

9(§) =¢ (2.7)
1
9€&) = 1= (2.8)

Otra alternativa popular en Deep Learning es la neurona rectificadora o ReLU que implemen-
ta la ecuacion (2.9) y que permite reducir la complejidad efectiva de una red.

9(§) = maz(0,§) (2.9)
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2.3.2. ARQUITECTURAS

a {1} a {L-1}

o owow oW

YN VN

AR

&
O
O

|

Figura 2.13: Red neuronal con arquitectura FeedForward densa. Las capas ocultas van desde
a® a a'L~Y Fuente: Elaboracion propia.

La arquitectura de una red neuronal corresponde al patron de conectividad de las neuronas
gue la componen. Dependiendo de las restricciones aplicadas a la arquitectura se consiguen
distintas implementaciones que se ajustan a las necesidades de un dominio en particular.

A continuacion se describen algunas arquitecturas:

= Unared Feed Forward implementa una arquitectura que organiza las neuronas en ca-
pas tal que las neuronas de una misma capa no se comunican entre si, sino que se
conectan solo con neuronas de la capa anterior y la siguiente. Esta arquitectura imple-
menta las siguientes capas: una o mas capas de entrada que recibe los atributos que
describen un ejemplo de entrada, capas intermedias (Ilamadas capas ocultas) y una o
mas capas de salida que entrega los valores que se buscan predecir. Tradicionalmente
cada neurona de una capa oculta o de salida esta conectada a todas las neuronas de
la capa anterior, lo que introduce una conectividad densa (Fully Connected).

Esta arquitectura permite la vectorizacion de las capas de la siguiente forma: el calculo
resultante de una capa (/) (Ilamado activacion a®) se representa con un vector de lar-
go igual al nimero de neuronas de esa capa. Esta activacion se obtiene al aplicar una
funcion o al resultado de multiplicar la activacion de la capa ‘) (capa anterior) por
una matriz W® y restando un vector ), tal como se describe en la ecuacién (2.10). Ya
gue cada elemento de la capa corresponde a una neurona, la matriz 1V es una matriz
de pesos entrenables tal de IV;; es el peso de conexion entre la neurona j de la capa
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(I — 1) y la neurona i de la capa (1), mientras que el vector b es el vector de umbra-
les de activacion. Lo usual es que o sea una funciéon no-lineal idéntica para todas las
neuronas de esa capa. La capa de entrada no aplica una funcién ni contiene parame-
tros entrenables ya que sus unidades corresponden a los atributos que describen un
ejemplo X. En la Figura se muestra un ejemplo de red FeedForward.

a0 = 6 (WOGI=D _ ) (2.10)

= Una Red Neuronal Convolucional (CNN) implementa una arquitectura "disefiada para
trabajar con inputs estructuras en cuadricula (grid), que tienen fuertes dependencias
espaciales en las regiones locales de la cuadricula” [Aggarwal, 2018]. Esta arquitectura
es muy popular en contextos donde hay alta dimensionalidad y los datos vecinos estan
altamente correlacionados formando patrones locales. Ejemplos de estos contextos
son los problemas de visién computacional, procesamiento de lenguaje natural y series
de tiempo. Para lograr esto, estas redes siguen los siguientes principios de diseno:

e Conectividad local: a diferencia de las conexiones densas, esta conectividad res-
tringe la vecindad de cada neurona a un subconjunto de los neuronas adyacentes
a su entrada, lo que se conoce como campo receptivo. En el caso 1D, el tamaino
del campo de una neurona son K posiciones del patrén de entrada, pudiendo
desplazar los campos receptivos de neuronas adyacentes de acuerdo a un para-
metro S llamado stride, donde la i-ésima neurona de la capa convolucional esta
conectada con las posiciones [S - 7, .S - i + K) del patrén de entrada. El nimero
de neuronas de la capa convolucional depende del tamano del input y los valores
de Ky S. EnlaFigura se muestran dos ejemplos de capas convolucionales
1D con distintos valores de K y S, donde el nUmero de neuronas varia para un
mismo largo de entrada.

Es posible implementar un pooling o relleno que intenta mantener el tamafo de
entrada en la capa convolucional. Para ello, en el caso 1D se rellena con ceros
a cada lado de la entrada, donde el nimero de rellenos esta dado por las ecua-
ciones (2.11) y (2.12). Notar que si S > 1, el resultado puede no mantener el
namero de neuronas.

put_size + S — 1
S

output_size = int( ) (2.11)

padding_needed = (output_size — 1) x S + K — input_size (2.12)

Para el caso 2D, las neuronas de la capa convolucional se organizan en arreglos
bi-dimensionales considerando dos valores de stride y dos valores del tamano
del campo receptivo (uno para cada eje).

e Pesos compartidos: consiste en que todos los campos receptivos compartan los
mismos parametros (pesos), lo que permite que un grupo de neuronas trabaje
sobre un determinado patrén de entrada.
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Figura 2.14: (superior) Ejemplo de capa convolucional 1D con K = 3, S = 1. (inferior) Capa
convolucional 1D con K = 3,5 = 2. En ambos el input es de largo 7. Fuente: Elaboraciéon
propia.

Esta caracteristica se puede extender implementando multiples grupos en una
misma capa convolucional, donde cada grupo (llamados filtros o canales) com-
parten sus propios parametros entrenables. En el caso 1D, el nUmero de para-
metros de la capa depende de K, el nimero de filtros y el nimero de filtros de
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input

la entrada segln la ecuacion (2.13). Notar que el +1 corresponde al bias. Por ul-
timo, la activacion de un filtro recibe el nombre de feature map. Un ejemplo se

presenta en la Figura 2.15.

n_parameters = n_filters x (n_filters_input x K 4+ 1) (2.13)

Pooling: ante el posible aumento de dimensionalidad debido al uso de capas
convolucionales se introduce una capa de Pooling, cuyo objetivo es reducir la
dimensionalidad de su entrada. La reduccién se logra al aplicar una estadistica
sobre campos receptivos (definidos por un tamafo y stride). Es comun calcular
el output como el valor maximo (Max Pooling) del campo receptivo asociado,
manteniendo constante el niUmero de filtros de |la capa anterior. Este tipo de capa
no posee parametros entrenables.

;utz <::) {:
OOOOOO

Figura 2.15: Ejemplo de capa convolucional (KX = 3) con pesos compartidos y 3 filtros. El
ndimero de parametros entrenables es 12 considerando los 3 bias asociados. Fuente: Elabo-
racién propia.

2.3.3.

En la practica se pueden combinar capas densas con capas convolucionales de forma
qgue el feature map de la Gltima capa convolucional contenga las caracteristicas mas
relevantes paralatareay sean usadas como entrada de una arquitectura Feed-Forward
densa. La union entre una capa convolucional y una densa se realiza con una capa
intermedia llamada Flatten, |la cual toma los filtros de entrada y los reorganiza en un
output unidimensional.

ENTRENAMIENTO

En un problema de clasificacién lo habitual es que el numero de neuronas de la capa de salida
sea igual al nimero de categorias o clases del problema (o 1 menos), y que la prediccion
de cada neurona sea un valor numérico asociado a la probabilidad de que el ejemplo de
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entrada pertenezca a dicha clase, es decir, que la salida de la red sea una distribucién de
probabilidad sobre las clases. Esto se puede lograr con una capa cuya funcién de activaciéon
es softmax, la cual se encuentra descrita en la ecuacion (2.14), donde & es el nimero de
clases, & la preactivacion de cada neurona de la capa de salida y o; el vector de salida con
las probabilidades predichas por la red del ejemplo 2. Si se busca una distribucién valida y el
ndmero de clases es 2, basta utilizar una sola neurona Sigmoidal de salida.

exp(&:)

— Y 2.14
S cap(&) (2:14

0;

La tarea de entrenar una red neuronal consiste en determinar los valores de sus parametros a
partir de ejemplos. Este procedimiento comienza con la codificacién de las etiquetas de cada
ejemplo con la finalidad de hacerlas compatibles en una prediccién. El método estandar es
realizar un one-hot-encoding de las etiquetas, lo que consiste en transformar cada etiqueta
en un vector de largo igual al nUmero de clases, asignando un valor 1 en la j-ésima posicion
si el ejemplo pertenece a la j-ésima clase y asignando un valor O en el resto de posiciones.

Una vez codificadas las etiquetas, el entrenamiento requiere definir una funciéon de cos-
to L (loss) que permita cuantificar el error cometido por la red en su prediccion. La fun-
cion de costo Categorical Cross-Entropy es la mas utilizada en problemas de clasificaciéon
con clases mutuamente excluyentes. Esta funcion esta descrita en la ecuacion (2.15), donde
[Y1, Y2, -, Us] € {0, 1} es el vector one-hot correspondiente a la etiqueta de un ejemplo i y
o0; el vector de salida de la red con las predicciones sobre i. Si el nUmero de clases es 2, la
funcion de costo es llamada Binary Cross Entropy.

L=— Z yrlog(0;) (2.15)
k=1

Con una funcién de costo definida, se entrena la red con el objetivo de minimizar esta fun-
cion mediante la modificacién de los pardmetros entrenables en direcciéon del negativo del
gradiente de L respecto a cada pardmetro. Este movimiento permite un ajuste de un para-
metro proporcional a su influencia sobre la funcién objetivo. Esto se logra mediante itera-
ciones (llamadas epochs, diferente al concepto de epoch de phase-folding) sobre el conjunto
de ejemplos de entrenamiento segun la ecuacion (2.16), donde ¢t = 1,2, 3... corresponden
a los training epochs y 6 son los parametros entrenables de la red. 7; es una constante que
controla el movimiento (tasa de aprendizaje). Si N es el nimero de ejemplos a utilizar, el
gradiente se puede calcular respecto a cada ejemplo de entrenamiento y luego promedian-
do los resultados tal como se describe en la ecuacién (2.17), donde (z(")), y*)) es el ejemplo
de entrenamiento 4, f(x(")) es la prediccién de lared y Hj(.l) el pardmetro j de la capa (/). Esta
expresion es resultado de considerar el objetivo como minimizar el valor esperado (aproxi-
mado) de la loss con un conjunto finito de ejemplos de entrenamiento tal como se describe
en la ecuacion (2.18). Este objetivo es llamado minimizar el error de entrenamiento.
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oD = 9 _ 5 v L(6®) (2.16)

(2.17)

> L),y ™) (2.18)

En el caso una red de multiples capas, este procedimiento debe considerar que L esta en fun-
cion de los pardametros en multiples capas anteriores, luego,”el gradiente se calcula usando
el algoritmo de Backpropagation que aprovecha la regla de la cadena del cdlculo diferencial,
la cual calcula los gradientes en términos de sumas de productos de gradientes locales en las
diversas rutas desde un nodo (neurona) hasta la salida” [Aggarwal, 2018]. En la practica esto
considera dos partes:

1. Forward Pass: ingresar un ejemplo de entrenamiento a la red, calcular el resultado de
la capa (!) considerando los pardmetros actuales (puede ser una solucion inicial alea-
toria), luego utilizar este resultado como input de la capa (I + 1). Este procedimiento
empieza con la primera capa y termina una vez calculada la prediccion de salida en la
Gltima capa.

2. Backward Pass: calcular el gradiente de L respecto a cada parametro entrenable usan-
do la regla de la cadena. Ya que los gradientes a calcular en la capa (/) necesitan los
valores calculados en la capa (I + 1), se empieza desde la Gltima capa y el algoritmo
avanza hacia atras aprovechando los calculos realizados en capas superiores.

Estos pasos se pueden vectorizar con la finalidad de realizar los calculos con un lote de ejem-
plos de entrenamiento de tamano b llamado mini-epoch. Tipicamente, se buscab < N, lo
que permite ajustar los parametros inmediatamente usando el gradiente promedio del mini-
batch sin tener que esperar los gradientes de todos los ejemplos disponibles. Una vez todos
los ejemplos de entrenamiento se utilizan (en sus respectivos mini-epoch) se da por com-
pletado un epoch. Si b << N el procedimiento se denomina Stochastic Backpropagation, lo
que realiza una aproximacién del gradiente verdadero, donde si b es lo suficiente grande se
cumple la ecuacién (2.19).

(2.19)
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Una caracteristica de una red neuronal es su alta capacidad para aproximar funciones, es
mas, "se ha demostrado que una red con una sola capa oculta de unidades no lineales (con
un amplio rango eleccion de funciones como la unidad sigmoidal) y una unica capa de salida
(lineal) puede calcular casi cualquier funcién razonable”. Como resultado, las redes neurona-
les a menudo se denominan aproximadores de funciones universales.” [Aggarwal, 2018]. Su
expresividad permite gran cantidad de aplicaciones en diversos dominios, sin embargo, esto
puede generar problemas si no hay especial cuidado en el entrenamiento.

Las redes neuronales son modelos que pueden presentar el problema overfitting o sobre-
ajuste, es decir, pueden perder la capacidad de generalizacién sobre ejemplos que no fueron
utilizados para entrenar debido a que el error de entrenamiento puede disminuir arbitraria-
mente al sobre-ajustar los parametros segln los datos de entrenamiento. La consecuencia
directa de este problema es que el rendimiento de la red puede ser bajo al predecir con datos
que no ha visto. En la tarea de deteccién de exoplanetas es de interés disminuir este error
de prediccién, por lo que a continuacién se describen algunas metodologias y técnicas para
prevenir este problema.

La metodologia mas sencilla es separar los datos disponibles en dos conjuntos: uno de entre-
namiento (train set) y uno de pruebas (test set). El objetivo es entrenar multiples modelos
utilizando solo el train set y mantener independientes los datos del test set tal que estos
datos no sean utilizados para calcular los parametros del modelo. Al evaluar los modelos en
el test set se obtiene un error de prediccion mas realista sobre datos futuros, sin embargo, si
se modifican los modelos en base a su rendimiento en test set, se pierde independencia de
los conjuntos y se vuelve a presentar overfitting. Para seleccionar modelos manteniendo la
independencia del test set se separa el train set en dos conjuntos: un nuevo train set y uno
de evaluacion (validation set). El objetivo de utilizar los 3 conjuntos es entrenar modelos con
el train set, elegir el mejor modelo en base a su rendimiento en el validation set y finalmente
evaluar su rendimiento sobre el test set.

Un problema que puede surgir al usar esta metodologia es la elecciéon de un conjunto de
validacion no representativo o que al comparar dos modelos o mas modelos, uno de ellos
tenga mejor rendimiento sobre la validacién pero un mal rendimiento sobre los datos finales.
Entre las técnicas que enfrentan este problema se encuentra el K-fold Cross Validation. Esta
técnica consiste en dividir los datos que no son del test set en K bloques de igual tamano
para despues entrenar los modelos usando como train set los ejemplos de K — 1 bloques,
considerando como validation set el bloque restante. Iterativamente se van rotando los blo-
ques tal que cada bloque sea validation set una vez. Al final de cada iteracion se registra el
rendimiento del modelo utilizando una métrica. Finalmente se elige el modelo con un mejor
rendimiento promedio y se vuelve a entrenar con todos los datos disponibles que no son del
test set.
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2.3.4. METRICAS, REGULARIZACION Y TASAS ADAPTATIVAS

Sobre la evaluacion de modelos, en la practica se utilizan distintas métricas aparte del loss
de entrenamiento o de prediccion con fines de interpretabilidad, decision y aplicacion en
el contexto de la tarea. A continuacién se describen algunas métricas en la tarea de clasifi-
cacion, donde T'P, 'P, FN y T'N son el nUmero de ejemplos verdaderos positivos, falsos
positivos, falso negativo y verdaderos negativos, respectivamente.

» Precision: fraccién de predicciones correctas del modelo respecto a una clase c. En
contexto, es "la fraccion de senales clasificadas como planetas que son verdaderos
planetas ”[Shallue y Vanderburg, 2018].

TP

Po=——— 2.20
° TP+FP (2.20)

» Recall: fraccién de ejemplos una clase c de interés que el modelo efectivamente re-
conoce. En contexto, es "la fraccion de planetas verdaderos que se clasifican como
planetas”[Shallue y Vanderburg, 2018].

TP
fe = TP+ FN

m Especificidad: fraccion de ejemplos que no son de la clase c que el clasificador efecti-
vamente reconoce. Se define la tasa de falsos positivos como 1 — S...

(2.21)

TN
= 2.22
S TP+ FP (222)
m Accuracy: fraccion de predicciones correctas del modelo.
TN +TP
= 2.23
TN+TP+ FP+ FN ( )

= AUC-ROC: Area Under The Curve (area bajo la curva) ROC (Receiver Operating Charac-
teristics). Considerando distintos umbrales de decision, se puede construir una curva
de recall (R.) v/s tasa de falsos positivos (1 — S.), luego, el area bajo esa curva es la
métrica AUC-ROC, también llamada AUC. En contexto, es ”la probabilidad de que un
planeta seleccionado al azar obtenga una puntuacion mds alta que un falso positivo
seleccionado al azar”[Shallue y Vanderburg, 2018].

Sobre la regularizacion, las técnicas utilizadas para atenuar o prevenir el overfitting se deno-
minan métodos de regularizacion. Muchos de estos métodos buscan restringir la compleji-
dad efectiva del espacio de hipotesis que explora el modelo, es decir, limitar el tamaro del
espacio de soluciones a explorar. En este escenario se entrena el modelo con una propiedad
a-priori deseable.
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» La técnica de regularizacion Early stopping consiste en detener el entrenamiento en
cuanto se detecta el comportamiento de overffiting, usualmente monitoreando el ren-
dimiento en el validation set al final de un epoch.

Sobre las tasas adaptativas, en redes neuronales las funciones objetivo son altamente no-
convexas Y la suavidad del gradiente puede cambiar a medida que nos movemos en el es-
pacio de bisqueda. Es por esto por lo que se busca calibrar la tasa de aprendizaje n; en
funcién de que tan suave es el objetivo. Entre los métodos modernos para calibrar la tasa
se encuentran Adagrad, Adadelta, RMS-Prop y Adam, los cuales se adaptan a la curvatura
de la funcién objetivo evitando divergencia en regiones muy curvas y acelerando el paso en
regiones mas planas. Un pseudocddigo con sus funcionamientos se encuentra en el Anexo
6.1. ALGORITMOS DE TASAS ADAPTATIVAS. A continuacién se describen:

= Adaptative Gradient o Adagrad: Este método es base para el resto de algoritmos des-
critos e incorpora una tasa diferente por cada parametro. Para cada pardmetro man-
tenemos informacion de las magnitudes de los gradientes utilizados en un pardmetro
r que cambia en el tiempo.

= Root Mean Squared Error Propagation o RMS Prop: este algoritmo sustituye la suma
que calcula Adagrad por una media moévil que permite olvidar los movimientos pasa-
dos segun el valor del hiper-parametro rho (rho). Un valor de rho cercano a 1 hace
gue el método olvide suavemente los gradientes pasados, es decir, se concentra en la
localidad.

s Adaptative Moment Estimation o Adam: esencialmente es RMS Prop combinado con
momentum. La velocidad v y r se calculan con media mévil. Existe una modificacion de
este algoritmo que enfrenta un problema durante las primeras iteraciones, en donde
la estimacién del gradiente es sesgada.
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2.3.5. APLICACIONES

El estudio de los datos de la mision BRITE y K2 fue explorado por [D. Andresic, 2021] con la
finalidad de utilizar redes neuronales artificiales en la tarea de clasificacién de estrellas va-
riables (en 6 clases: Delta Scuti—young, Detached Eclipsing Binary, Semi-Detached/Contact
Eclipsing Binary, Gamma Dor—young, RR Lyrae ab—pulsating y otras periodicidades). Para
ello realizan un pre-procesamiento de los datos donde balancea los datos para tener la mis-
ma cantidad de estrellas variables y no-variables, luego corta las curvas de luz para que ten-
gan la misma longitud, mezcla los datos, generan periodogramas, realizan transformaciones
de Fourier, reduce la dimensionalidad de los atributos mediante la extraccion de atributos
significativos, realiza una normalizacion de datos en intervalos relevantes para la funcién de
activacion seleccionada y separa los datos en train y test set. Finalmente analiza los resulta-
dos al clasificar con MLP y LSTM con distintas funciones de activacién, no superando el 65 %
de accuracy. Concluyen que los malos resultados probablemente se deben al pequeno ta-
mano del conjunto de datos y los intervalos irregulares entre mediciones temporales. Cabe
mencionar que a la fecha (2023) hay mayor cantidad de datos BRITE disponibles.

El problema de blusqueda de exoplanetas con redes neuronales sobre los datos de la misiéon
BRITE es estudiado por [Yeh y Jiang, 2020] inyectando sefiales sintéticas sobre los datos ori-
ginales para producir curvas de transitos segin el modelo Mandel-Angol y detectarlas con
modelos 1D-CNN. A continuacion se resume el procedimiento realizado:

Los autores trabajan con el Data Release (DR) 2 y 3 del proyecto BRITE, considerando que las
observaciones a una misma estrella hechas por distintos nanosatélites corresponden a cur-
vas de luz separadas, mientras que distintas curvas de una estrella producidas por el mismo
nanosatélite son combinadas en una sola curva. Para reducir la dispersion en las curvas, evi-
tan realizar las correcciones propuestas en [Popowicz et al., 2017] por motivos de eficiencia,
proponiendo el procedimiento descrito a continuacién, resultando en 35 curvas de luz (una
por estrella):

1. Dividir los puntos de la curva en intervalos de 20 minutos (bins).
2. Calcular el flux promedio de cada intervalo.

3. Normalizar los datos anteriormente agrupados con respecto a los promedios de las
observaciones.

4. Eliminar outliers considerando 3 desviaciones estandar.

Los parametros incluidos para la inyeccién de transito son periodo P, el ratio entre el semieje
mayor orbital y el radio estelar (a), el ratio entre el radio del planeta y el radio estelar (R,,,),
inclinacién orbital (z) y los coeficientes de limb darkening (111, j12). Estos valores se eligen
aleatoriamente siguiendo una distribuciéon uniforme en los intervalos presentes en la Tabla
.5 a excepcidn del periodo, cuyo valor depende del modelo de deteccion implementado.
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Parameter | Values
a 10-30
R, 0.06 - 0.15
1 86 - 90°
J 0.5
Lo 0.0

Tabla 2.5: Rango de valores usados para el algoritmo de Mandel y Agol. Fuente:
[Yeh'y Jiang, 2020]

Utilizan el método phase-folded para generar un gran namero de curvas variando el periodo
(trial period) argumentando que la mayoria de posibles sefales de transitos presentes en
los datos originales es destruida. Esto se fundamenta segun lo detallado en el Capitulo 2.1.3
para curvas phase-folded con un periodo incorrecto. Para permitir a los modelos detectar
transitos en curvas con un periodo ligeramente diferentes al periodo verdadero del transito,
crean dos curvas phase-fold extra con periodos dos minutos mas cortos y dos minutos mas
largo que P, esto es P + 2/1440[days]. La mitad de los datos generados corresponden a
curvas con transito y la otra mitad curvas sin transito, de los cuales 80 % se reserva para el
train set, 10 % para validation set y 10 % para test set.

Respecto a los modelos, implementan 4 modelos con arquitectura convolucional (1D-CNN).
El primero de ellos con la tarea de deteccién de transitos con periodo de 1 a 2 dias, el siguien-
te modelo para periodos de 2 a 3 dias, y asi sucesivamente hasta el Gltimo modelo para los
periodos entre 4 y 5 dias. De esta forma, los valores de periodo usados en el algoritmo Man-
del y Agol se distribuyen uniformemente segln el rango de cada modelo. Cada uno de estos
modelos es entrenado 5 veces. En la Figura se presenta la arquitectura CNN usada para
periodos de 1 a 2 dias.

Los autores utilizan las métricas accuracy, reliability (precisién) y completeness (recall) para
evaluar los resultados, obteniendo valores mayores a 99.76 %, 99.78 % y 99.63 %, respecti-
vamente para todos los modelos. Finalmente obtienen 10 candidatos a exoplanetas, de los
cuales dos (sistemas HD37468 y HD186882) tienen una mayor prioridad para una futura in-
vestigacion.

La busqueda de exoplanetas con redes neuronales sobre los datos de la misién TESS es
explorada por [Yu et al., 2019], donde proponen el primer modelo CNN entrenado y tes-
teado con datos reales de TESS utilizando como base el pipeline y modelo propuesto por
[Shallue y Vanderburg, 2018] (modelo AstroNet), en cuyo trabajo original identifican 2 nue-
vos exoplanetas en los datos de Kepler. A continuacion se resume el procedimiento realizado
por [Yu et al., 2019]:

Esta investigacion busca realizar dos tareas relacionadas a la busqueda de exoplanetas: (i)
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convld 1 input | input: | [(None, 144, 1)]
InputLayer output: | [(None, 144, 1)]

'

convld 1 | input: (None, 144, 1)
ConvlD | output: | (None, 140, 64)

'

convld 2 | input: | (None, 140, 64)
ConvlD | output: | (None, 136, 64)

'

convld 3 | input: | (None, 136, 64)
ConvlD | output: | (None, 132, 64)

'

convld 4 | mput: | (None, 132, 64)
ConvlD | output: | (None, 128, 64)

'

elobal average poolingld 1 | mput: | (None, 128, 64)

Global AveragePoolingl D output: (None, 64)

'

denze 1 | mput: | (None, 64)

Dense | ouiput: | (None, 1)

Figura 2.16: Arquitectura implementada para la tarea de deteccién de transitos con periodo
de 1 a 2 dias. Fuente: [Yeh y Jiang, 2020]

crear un triaje automatico para eliminar todas las sefales no planetarias obvias entre los
TCE, vy (ii) crear un vetting automatico para diferenciar las seiales encontradas en (i) en exo-
planetas o binarias eclipsantes.
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Para la tarea (i) consideran datos TCE etiquetados en 4 categorias: planeta candidato (PC),
binaria eclipsante (EB), variabilidad estelar (V) y ruido instrumental (IS). Estas etiquetas son
asignadas bajo criterio experto siguiendo 9 reglas de clasificacion. En total trabajan con
16.516 TCEs para el triaje, lo que incluye 493 PCs, 2155 EBs, y 13,868 V y IS combinados. Tras
aplicar un random shuffle sobre los datos, los separan en los conjuntos de entrenamiento
(80 %), validacion (10 %) y testing (10 %).

Los TCE utilizados son producto del MIT QLP, pipeline utilizado para la produccion de curvas
de luz y bisqueda de transito a partir en el TESS Input Catalog para objetivos en la banda
TESS de magnitud mas brillante que magnitud 13.5.

La representacion de las curvas es realizada mediante phase-folding utilizando el periodo del
TCE identificado previamente, con los transitos centrados en las curvas. Luego estas curvas
se transforman en representaciones global view y local view, cuyo procedimiento se detalla
en el Capitulo 2.1.3. En la Figura 2.4 se grafica una curva usada en este trabajo, donde el
global view considera un vector 1D de largo 201 y la local view un largo de 61. En la tarea de
triaje cada ejemplo de entrenamiento consiste en este par de vectores, los cuales se utilizan
como entrada para el modelo AstroNet, una arquitectura de red neuronal convolucional (1D-
CNN) implementada con Tensorflow. Este modelo entrega una predicciéon entre Oy 1, donde
un valor cercano a 1 indica una alta confianza de que el ejemplo corresponde a un planeta.
Esta arquitectura se presenta en la Figura .17

Entrenan 10 copias idénticas del modelo AstroNet con diferentes parametros de inicializa-
cion para después promediar sus predicciones, lo que se conoce como “model averaging”.
Utilizando un umbral de decision de 0.5 obtienen 97.4 % de Accuracy, 99.2% AUCy 97.0%
Average Precision sobre el conjunto de testing para la tarea de triaje.
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Sigmoid output layer
*

Fully conr;ected-51 2
Fully connected-512
Fully conr?ected-51 2
Fully coanected-51 2

T

I 1
maxpool5-2 maxpool7-2
Y S A
convb5-256 convs-32
Y S A
conv5-256 convs-32

maxpool5-2 maxpool7-2

conv5-128 conv5-16

conv5-128 con\:5-1 6
maxpool5-2 LocaT view
conv5-64
conv5-64

maxpool5-2

conv5-32
Y S

convs-32
Y. S
maxpool5-2
Y, S

conv5-16
Y, S

conv5-16
]

Global view

Figura 2.17: Arquitectura implementada en la tarea de triaje. Fuente: [Yu et al., 2019]
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CAPITULO 3
PROPUESTA DE SOLUCION

3.1. PREPARACION

3.1.1. LIBRERIAS DISPONIBLES

Algunos de los métodos y algoritmos descritos en el Capitulo 3 se encuentran disponibles
para su uso en el lenguaje de programacion Python. En el contexto astronémico, la libreria
astropy?, ofrece funcionalidades claves y comunes para astronomia y astrofisica. Esta incluye
la clase LombScargle para computar periodogramas Lomb-Scargle y constantes Utiles como
el radio del Sol y radios de los planetas Tierra y Jupiter.

El paquete PyTransitg, usada para el modelamiento optimizado de transitos, posee una im-
plementacién modelo cuadratico de Mandel y Agol mediante la clase QuadraticMode.

PyAstronomy? es una coleccion de paquetes relacionados a astronomia. Es de interés en
este trabajo su proyecto Python AstroLib (pyasl).

Wotan es un paquete open-source de Python que ofrece un toolkit para detrending de series
de tiempo en el contexto de transitos exoplanetarios [Hippke et al., 2019].

En el contexto de Deep Learning, TensorFlow™ es una plataforma de codigo abierto para
el aprendizaje automatico. Facilita la creaciéon de modelos de aprendizaje automatico para
computadoras de escritorio, dispositivos moviles, la web y la nube.

Keras™ es una APl de Deep Learning escrita en Python, que se ejecuta sobre la plataforma de
TensorFlow. Permite crear prototipos rapidamente, llevar a cabo investigaciones y producir
resultados con una API facil de usar para definir y entrenar Redes Neuronales Artificiales.

En el contexto de ciencia de datos, las siguientes librerias son recurrentes: NumPy™ es una
libreria fundamental para la computacion cientifica en Python. PandasZ es una libreria que
proporciona estructuras de datos y herramientas de analisis de datos de alto rendimiento y
faciles de usar en Python.

"https://docs.astropy.org/en/stable/index.html
8https://pytransit.readthedocs.io/en/latest/
‘https://pyastronomy.readthedocs.io/en/latest/index.html
Ohttps://www.tensorflow.org/

“https://keras.io/about/

2https://numpy.org/

Bhttps://pandas.pydata.org/
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3.1.2. DATOS DISPONIBLES

La tarea de deteccion de posibles exoplanetas se realiza sobre los datos publicos del pro-
yecto BRITEX utilizando el lenguaje de programacion Python. Las curvas de luz publicas se
encuentran disponibles para su descarga en la pagina Wiki del proyectoD, sitio que aloja
toda la informacion de interés para trabajar sobre los datos de BRITE.

En la Wiki se organizan los datos publicos en un arbol de archivos con dos carpetas princi-
pales: las curvas publicas y los archivos fit con las imagenes full frame. Las curvas de luz se
organizan por sectores (64 sectores a la fecha 26/07/2022), los cuales tienen un identificador
Unico. Por ejemplo, "22-Ori-IV-2016_DR5” corresponde a la cuarta observacion en el sector
Orién dentro del Data Release 5. Al no existir una funcionalidad para descargar automatica-
mente todas las curvas de luz, se programa un script para (i) buscar todos los enlaces que
alojan los archivos, y (ii) descargarlos automaticamente.

Se utilizan las curvas de los Data Release: DR2, DR3, DR4, DR5 y DR6, donde hay datos dispo-
nibles para 609 estrellas diferentes en 4063 archivos. Cada archivo es un texto plano (ASCII)
con una extension .dat. Los archivos contienen dos secciones: el header y los datos. La sec-
cién header contiene metadatos asociados a la observacion (informacion general del nanosa-
télite, instrumento, configuracion, etc.), seguido de la descripcion de las columnas presentes
en los datos. Los metadatos de mayor relevancia para esta investigaciéon en encuentran en la
TablaB.1. La seccion de datos se presenta en formato tabla, donde los valores se encuentran
separados por espacios en blanco. El nUmero de columnas que proporciona cada archivo
depende del Data Release que corresponda, tal como se muestra en la Tabla 8.2.

14”Based on data collected by the BRITE Constellation satellite mission, designed, built, launched, operated
and supported by the Austrian Research Promotion Agency (FFG), the University of Vienna, the Technical Univer-
sity of Graz, the Canadian Space Agency (CSA), the University of Toronto Institute for Aerospace Studies (UTIAS),
the Foundation for Polish Science Technology (FNiTP MNiSW), and National Science Centre (NCN).”

Bhttp://brite-wiki.astro.uni.wroc.pl/bwiki/doku.php?id=start
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ID Description Example
SatelllD satellite short ID BHr
SatLauDa satellite orbiting period [min] 97.097
SatFilte filter information red
ObsMode ch : chopping horizontally along X axis, | ch

cv : chopping verically
FieldIDn observation field ID 25-VelPup-I11-2017
ReleaseV release version DR5
ROIxsiz Raster X size [pixel] 52
ROlysiz Raster Y size [pixel] 28
ROIxpos Raster X position [pixel] 1309
ROlypos Raster Y position [pixel] 2065

Tabla 3.1: Tabla con los valores de headers mas relevantes para esta investigacién. Fuente:
elaboracién propia.

En consecuencia a los problemas descritos en el subcapitulo 2.2.3 (MISION BRITE), solo se
utilizan los datos creados con el modo de observaciéon “chopping”, es decir, aquellos con
valor ch (chopping horizontally) o cv (chopping verically) en el campo ObsMode del header.
El nimero de archivos que cumplen esta restriccion es 3147, los cuales se agrupan bajo el
nombre de dataBRITE_chop.

3.1.3. PREPROCESAMIENTO

El equipo cientifico de BRITE [Pigulski, 2018] recomienda realizar un preprocesamiento de los
datos de BRITE antes de trabajar sobre las curvas de luz debido a tres factores principales:

» El nimero de hot pixels y otros defectos de chips son altos y crecen con el tiempo.

= El apuntamiento a veces no es ideal, lo que resulta en un bamboleo de las estrellas en
los rasters.

= Un defecto adicional de CTl en algunas regiones de los detectores.

El pipeline de preprocesamiento sugerido no presenta un cédigo para una aplicacion directa,
por lo que hay que interpretar las instrucciones y programar. A continuacién se resume los
pasos recomendados y detalles de implementacion:
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Column Description Data Release
HJD Heliocentric Julian Date at start of ex- | 2,3,4,5,6
posure
FLUX Signal extracted from image per se- | 2,3,4,5,6
cond [ADU/s]. FLUXAPT for DRé.
CCDT CCD Temperature [°C] 2,3,4,5,6
XCEN Profile centre of gravity with respectto | 2,3,4,5,6
raster origin [pixel]
YCEN Profile centre of gravity with respectto | 2,3,4,5,6
raster origin [pixel]
D Julian Date at start of exposure as lis- | 2,3,4,5,6
ted in FITS header
PSFC1 PSF blurring coeffient 1 3,4,5,6
PSFC2 PSF blurring coeffient 2 4.,5,6
RTSC RTS column indicator 3,4,5,6
RTSP RTS pixel indicator 5,6
APERO Aperture Offset 5,6
APERF Aperture Out of Raster indicator: | 5,6

1=0K, O=out-of-raste

Tabla 3.2: Tabla con las columnas presentes en los datos. Los datos en DR6 poseen mas
columnas, pero no se utilizan durante el procesamiento de datos en este trabajo. Fuente:
elaboracién propia.

1. Reformateo de los raw fluxes y el tiempo. Se utiliza la ecuacion (3.1) para calcular
la magnitud usando la columna FLUX o FLUXAPT (DRé), y se resta el valor 2456000.0
a la columna HJD (Heliocentric Julian Date at start of exposure) y se le suma medio
tiempo de exposicién. Esta operacién facilita la visualizacion e interpretacion en el eje
temporal, ahora en dias. En adelante este resultado se denomina tiempo o Time. En la
Figura 3.1 se muestran dos curvas con este paso aplicado.

Magnitude = —2.,5 - log1o(FLUX) + 14,4 (3.1)

2. Remover de los datos los outliers extremos para cada columna (‘Magnitude’,XCEN’,
'YCEN’, 'CCDT’, ' 'PSFC1’, 'PSFC2’, 'RTSC’, 'RTSP’, 'APERQ’). Los autores proponen el uso
de las técnicas Generalized Extreme Studentized Deviate (GESD) y sigma clipping. En
esta implementacién particular se utiliza sigma clipping con un factor de 3 para todas
las columnas. En la Figura 8.2 se muestran algunos outliers detectados.
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Debido a la naturaleza de las observaciones en modo “chopping”, las columnas 'XCEN’
e 'YCEN’ son casos especiales. En ambos casos los valores se agrupan en 2 clusters, tal
como se muestra en la Figura 8.3. La remocion de outliers se realiza por cada cluster
por separado. La frontera de separacion entre ambos clusters se define en 0.5 ROIxsiz
para el caso horizontal y 0.5 ROlysiz para el vertical. Ambos valores ROIxsiz y ROlysiz
son proporcionados en el header y no son necesarios para los datos DR6 ya que la
frontera de separacion se encuentra en el valor cero.

HD92287. Field53-CruCar-11-2020. Setup 1 (DR5) HD218396 28-Peg-1-2017 BHr setup4 APa3s2chop(DR5)

.-:.,:::I. ve : "L:I'I _:_I.."f ..-"_:'. ‘.., _ '..',.. ,

A%* TRhesea. s Y (T

2890 2900 2910 2920 2930 2940 19925 1995.0 19975 2000.0 20025 2005.0 20075
HJD - 2456000.0 HJD - 2456000.0

Figura 3.1: Dos curva de luz resultantes del reformateo de los raw fluxes y el tiempo. Las
estrellas corresponden a HD92287 y HD218396. Fuente: Elaboracién propia.
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Outliers HD92287. Field53-CruCar-11-2020. Setup 1 (DR5) Outliers HD92287. Field53-CruCar-1-2020. Setup 1 (DR5)
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Figura 3.2: Ejemplos de outliers (marcados con circulos rojos) para las columnas 'Magni-
) ) ) ) ) ) ) 1 M M M
tude’, 'PSFC1’, 'RTSC’ y 'APERQ’. Se utiliza el sigma clipping con valor de alpha = 3. Fuente:
Elaboracién propia.
Qutliers HD92287. Field53-CruCar-11-2020. Setup 1 (DR5) Qutliers HD92287. Field53-CruCar-1-2020. Setup 1 (DR5)
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Figura 3.3: Ejemplos de clusters en la columna "XCEN’ e 'YCEN'. Los outliers son marcados
con circulos rojos. Fuente: Elaboracién propia.
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3. Remover outliers por érbita para cada columna. Los datos originales no indican qué
dato corresponde a que orbita. Para obtener eso diseia una implementacién propia
naive para separar los datos en orbitas:

Método naive:

a) Asumir orbita circular.

b) Asumir que la toma de datos sélo puede realizarse en a lo mas en media 6rbita
(supuesto realista ya que la toma de datos es menor a la media 6rbita).

Este método permite separar érbitas de forma general sin conocer todos los deta-
lles de la orbita real ni la seccion de érbita utilizada durante la recoleccion de da-
tos al solo requerir el periodo orbital, el cual es proporcionado en el header o por
[Pablo et al., 2014]]. En las Figuras B.4 y B.5 se presentan diagramas que describen el
método propuesto. Se puede asegurar que si la toma de datos empieza entre Ay B,
durante los préximos A minutos, no empezara la siguiente érbita. En consecuencia,
los datos que pertenecen a lai-ésima (i € [0, last_orbit]) érbita cumplen con la con-
dicion presente en la ecuacion (3.2), donde max(Time) y min(Time) corresponden al
menor y mayor tiempo presente en los datos. El indice de la Gltima orbita (last_orbit)
se calcula con la ecuacién 3.3. El valor de A es medio periodo orbital (orbital_period).

{data[Time] > (start+ixorbital_period)}&{data[Time] < (start+ (i+1)*orbital_period} (3.2)

max(Time) — min(Time) + A

) (3.3)

last_orbit = int(

orbital_period

------ Orbita

@ Satélite orbitando

A Media érbita

%% Estrella objetivo

Figura 3.4: Diagrama orbital del método naive propuesto. Fuente: Elaboracién propia.
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%3 - dalos en drbita O,

min(Time) max(Time)
, - ) e » LME
1 Bh T I
start ’ [days]
|—ﬁ—u—&—|
DD it D_ i Dn

Figura 3.5: Ejemplo de distribucién de datos por 6rbita en el método naive propuesto. Fuen-
te: Elaboracion propia.

4. Remover peores orbitas, es decir, aquellas con mayor dispersion medida por desvia-
cion estandar respecto a cualquier columna. Se utiliza el método naive anteriormente
descrito para esta tarea.

5. Sustraer cualquier seial intrinseca fuerte. Este paso no se realiza.

6. Decorrelacion: las magnitudes originales estan correlacionadas con la temperatura de
la cAmara, la posicion del centroide, fase orbital y otros parametros. Los autores des-
criben que la correlacién es el efecto instrumental mas significativo en la fotometria de
BRITE y en consecuencia proponen un procedimiento 1D y 2D para la decorrelacién,
considerando que el primero tiene un mayor efecto que el segundo. La decorrelaciéon
1D considerando un parametro (columna) P posee los siguientes pasos:

a) considerar los datos magnitud en funcion del parametro P.
b) ajustar una curva que describa la dependencia. Se sugiere la interpolacién Akima.

¢) corregir la correlacion al restar la funcion ajustada. Es decision del programador
remover o no los outliers sobre el resultado.

Se aplican estos pasos para los parametros 'CCDT’, 'PSFC1’, 'PSFC2’, 'RTSC’, 'RTSP’, 'APE-
RO’y 'Phase’ (para DR2, DR3 y DR4 se aplica a un subconjunto de estos parametros).
El nuevo pardmetro 'Phase’ (fase) se incorpora ya que se espera ver efectos instru-
mentales relacionados con la fase orbital, sin embargo, este no es proporcionado en
los datos originales y debe ser calculado por el programador. En esta implementaciéon
particular, la fase del dato j en la orbita i se calcula siguiendo la ecuacién (3.4) tal que
Phase; € [0, 1].

Time; — (start + i * orbital_period)

Phase; = (3.4)

orbital_period
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Se utiliza la implementacion de interpolacion Akima de la libreria scipy®. Esta clase
se ajusta (fit) con dos vectores correspondientes a los a puntos en el eje z y puntos
en el eje y respectivamente (dimension(x) = dimension(y) = 1). Los puntos de
ambos ejes son llamados puntos ancla o anchor_points. En esta implementacion se
utilizan 60 pares de puntos ancla equiespaciados en el eje x. En la practica, los puntos
x corresponden a valores del parametro P a decorrelacionar y los puntos y la media
aritmética de los valores de la columna 'Magnitude’ que caen entre dos puntos anclas
del eje x consecutivos.

Una vez ajustada la funcion Akima, se interpola utilizando como entrada todos los va-
lores de del parametro P, obteniendo un vector definido con el nombre de y_akima.
Finalmente se corrige la correlacion restando y_akima a los valores de la columna
'Magnitude’.

Este procedimiento se puede aplicar una o mas veces por cada parametro (iteracion).
Dependiendo del orden de aplicacién sobre los parametros se obtienen diferentes re-
sultados. El criterio para el orden de aplicacion es empezar con la correlaciéon mas
fuerte y luego continuar con las mas débiles. Para medir la fuerza utilizan el parame-
tro R que es calculado segun la ecuacion (3.5), donde V.. y V.5 son las varianza del
parametro 'Magnitude’ antes y después de aplicar el procedimiento. Mientras mayor
sea el valor de R, mas fuerte es la correlacion.

R =100 (1 — @) (3.5)

pre
Los autores sugieren terminar el procedimiento una vez el valor de R es menor a 0.05
para cada parametro, pudiendo variar el valor segun lo defina el programador. En esta
implementacion particular se limita la cantidad de iteraciones a un maximo de 20 para
acotar el tiempo de ejecucién. Tras pruebas experimentales se descubre que el proce-
dimiento tiende a estancarse en un solo pardmetro, es decir, un pardmetro siempre
posee el menor valor de R, por lo que se implementa una heuristica para no volver
a corregir la correlacién del parametro P si la mejora respecto a la Gltima iteracion
anterior del pardmetro es menor al 5 %.

Finalmente, después de cada correccién, se remueven los outliers de 'Magnitu-
de’ utilizando sigma clipping con un factor de 4 (menos agresivo) y se remueven
las peores orbitas segun el procedimiento anteriormente descrito. En el Listing 3.1
se presenta un pseudocddigo que resume el procedimiento descrito y en la Fi-
gura B.4 las primeras cuatro iteraciones aplicadas a la curva HD218396_28-Peg-|
2017_BHr_setup4_APa3s2chop_DR5.

El pipeline descrito se aplica sobre los archivos dataBRITE_chop, obteniendo 3139 curvas de
luz. Las curvas resultantes estan centradas en magnitud cero. Del total, 8 archivos gatillan
una excepcion en el pipeline. Estos se encuentran en el Anexo y se decide no utilizarlos.

https://docs.scipy.org/doc/scipy/reference/generated/scipy.interpolate.
AkimalDInterpolator.html
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def apply_decorrelation(data):
# data corresponde a la curva a decorrelacionar

threshold = 0.95 # definir un valor umbral

for iteration in range(20): # iterar 20 veces
tabu_list = [] # crear una lista vacia
prev_Rs = {} # crear un diccionario vacio.

Calcular el valor de R para todos los parametros

P = pardmetro con el menor valor de R
R_min = menor valor de R

if (clave P in prev_Rs and R_min/prev_Rs[P] > threshold):
# agregar el parametro P a la lista tabu si la mejora
# respecto a la dltima iteracidén anterior del parametro
# P es menor al 5%
tabu_list.append(R)

else: # parametro P no se encuentra en lista tabu o 1la
# mejora es mayor a 5%

# ajustar y evaluar funcién Akima utilizando 60 puntos
AkimalDInterpolator = funcién Akima ajustada con P
y_akima = evaluacién de AkimalDInterpolator

usando datal['Magnitude']

# corregir la correlacidn
data['Magnitude'] = datal['Magnitude'] - y_akima

Remover outliers de datal['Magnitude'] usando sigma
clipping con un factor de 4.

prev_Rs[P] = R_min # almacenar en el diccionario la llave P
# con valor R_min, es decir, el valor R
# calculado para ese parametro.

Remover peores orbitas

return data

Listing 3.1: Pseudocodigo resumen de la decorrelacién.
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Figura 3.6: Primeras cuatro iteraciones de la implementaciéon usada en la decorrelacién.
En las iteraciones 1y 3 no se realiza la correccion. El resultado final tras 20 iteraciones se
presenta en la esquina inferior derecha. Fuente: Elaboracion propia.
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3.2. CREAR DATASET

3.2.1. PREPARACION

La mision BRITE no esta disenada para la blsqueda de exoplanetas, por lo que el proyec-
to original no proporciona datos similares a los eventos TCE que proporciona el proyecto
TESS. En consecuencia, se adapta la estrategia de [Yeh y Jiang, 2020] para inyectar transitos
sintéticos sobre los datos de BRITE descrito en el Capitulo 2.3.5. (APLICACIONES) con el ob-
jetivo de crear un nuevo dataset sintético de curvas con dos clases: PC (Planet Candidate)
y NOT_PC (Not Planet Candidate) para la mision BRITE. Adicionalmente, para cada ejemplo
se crean 3 representaciones: phase fold, local view y global view, utilizadas en el trabajo de
[Yuetal., 2019] para la La busqueda de exoplanetas con redes neuronales sobre los datos de
la misién TESS. Una misma curva BRITE concatenada puede ser usada para crear multiples
ejemplos al variar los pardmetros de la inyeccién.

Se trabaja sobre las 3139 curvas de luz resultantes del pipeline descrito en el capitulo an-
terior. Las curvas son concatenadas si (i) corresponden a la misma estrella objetivo, vy (ii)
corresponden al mismo satélite. Este proceso resulta en 876 curvas de luz.

Se determina la proporcion de ejemplos PC y NOT_PC tomando como base la proporciéon
usada por [Yu et al., 2019], que considera 493 PCs (planeta candidato), 2155 EBs (binaria
eclipsante) y 13,868 V (variabilidad estelar) y IS (ruido instrumental) combinados, con la di-
ferencia que en este trabajo se utiliza como PC la suma de PC y EB, decisién fundamentada
en (i) aumentar la cantidad de ejemplos PC y (ii) considerar que la tarea de deteccion es si-
milar a la tarea de triaje de [Yu et al., 2019]. En consecuencia, 16,03 % de los ejemplos son
PCy 83,96 % son NOT_PC.

Al combinar la inyeccion de transito con las 3 representaciones se presentan dos alternativas
de aplicacién:

1. Inyectar el transito directamente en las curvas preprocesadas y luego crear las 3 re-
presentaciones.

2. Preprocesar las curvas e inyectar el transito en la representacién phase fold, luego
crear las otras dos representaciones.

Se implementa la primera opcién con el objetivo de preservar las ventanas de observaciény
su efecto en el transito, es decir, que la senal de transito solo se presente en tiempos donde
efectivamente el satélite observa la estrella objetivo.

Un dato importante para la creacidon del dataset es el radio estelar (R,) medido en radio
solar de cada objetivo. Para esta tarea se realiza crossmatch con 3 catalogos: TIC y Gaia DR2

7Los Threshold Crossing Event o TCE son eventos que corresponden a secuencias presentes en las curvas de
luz que se asemejan a la sefial de un exoplaneta.
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utilizando el portal MAST, y CADARSE utilizando el servicio VizieRE. Si el radio estelar esta
presente en TIC se utiliza ese valor, sino se busca en GAIA DR2 y finalmente en CADARS. Si
no esta presente en ninguno se realiza el siguiente procedimiento:

= Utilizar el servicio SIMBADZ para obtener los valores Vmag, Bmag, plx (paralax) y teff
(Effective Temperature), si estan disponibles.

m Seleccionar una Teff de SIMBAD, TIC o GAIA DR2. Si no esta disponible, utilizar
pyasl.Ramirez2005().colorToTeff&! de PyAstronomy, clase utilizada para calcular la Teff
con Bmag — Vmag.

m Realizar crossmatch con Gaia DR3 usando el portal MAST para obtener valores de pa-
ralaje disponibles.

= Calcular paralaje en [mas| (1[mas] = 1/1000[arcsecond]) utilizando los datos de SIM-
BAD, TIC o GAIA DR3.

» Utilizar los datos anteriores para calcular el radio estelar de cada estrella segun se
presenta en el Listing 8.2. Los resultados de las estrellas de interés estan presentes en
el Anexo

18Catalogue of Stellar Diameters (CADARS) (Pasinetti-Fracassini+ 2001)

Yhttp://vizier.cds.unistra.fr/

Dhttps://astroquery.readthedocs.io/en/latest/simbad/simbad.html

https://pyastronomy.readthedocs.io/en/latest/pyaslDoc/aslDoc/aslExt_1Doc/
ramirez2005.html
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2> # calculate absolute magnitude

s def calculate_abs_mag(Vmag, mas):

4 distance = 1/mas

5 return Vmag - 5%np.loglO(distance) + 5

7 # calculate stellar radius
s def calculate R(m, Teff):

9 # Sun Effective temperature: 5772 K
10 # Sun Absolute magnitude +4.83

11 L = 2.5%x(4.83-m)

12 T = 5772/Teff

13 return (T**2)*x(L**x0.5)

14

s m = calculate_abs_mag(Vmag, mas)

16 stellar_radius = calculate_R(m, Teff)

Listing 3.2: Cédigo utilizado para calcular radios estelares.

Segln los datos de exoplanetas descubiertos en NASA Exoplanet Archive con el método de
transito, el menor radio exoplanetario es 0.026 radio Jupiter y el mayor es 2.085, por lo que
se agrega una restriccion inicial para el radio planetario € [0,02, 2,1] radio Jupiter. Realizan-
do pruebas preliminares sobre esta restriccion se obtienen malos resultados en las vistas
local y global, donde no se logra apreciar visualmente curvas similares a las presentadas por
[Yuetal., 2019] y es dificil diferenciar visualmente los ejemplos PC y NOT_PC. Para buscar la
causa de estos resultados se verifica lo siguiente:

» Podria ser que la duracion de transito es muy corta en comparacion a la resolucién
temporal de BRITE o que los transitos inyectados caigan fuera de las ventanas de ob-
servacion.

= El método puede no dar buenos resultados dada la presencia de tendencias (trends)
en las curvas concatenadas.

= Si hay mucha variabilidad (medida en desviacion estandar de la magnitud de la curva
concatenada), la inyeccion de transito no logra distinguirse lo suficiente para generar
una vista local o global con un transito visualmente apreciable.

= Elvalor de k = Rp/Rs puede ser demasiado pequefio para la precision de BRITE. Al
respecto es Util considerar que el valor (Rp/Rs)? se aproxima a la profundidad del
transito. Mientras mayor sea la profundidad, mas resalta el transito frente al ruido y
variabilidad de los datos.

En consecuencia se imponen las siguientes restricciones y modificaciones.

1. Considerando un periodo orbital de los satélites cercano a 100 minutos y ventanas de
observacién de aproximadamente 20 minutos, la duracién del transito se restringe a
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un minimo de 1 hora. Adicionalmente se restringe que la duracién de un transito sea
mayor al periodo del transito.

2. Realizar un detrend con el paguete Wotan, tomando como referencia la configuracion
usada por [Krishnamurthy et al., 2021] en la busqueda de transitos alrededor de Alpha
Centauri Ay B usando datos de la misién ASTERIA. Esto es un filtro biweight y ventana
de 0,5 dias.

3. Se calcula el menor radio estelar y mayor radio planetario tal que la profundidad
(Rp/Rs)? sea mayor a 0.001 y que permita una variedad razonable de radios plane-
tarios. Se decide utilizar la restriccion de radio estelar menor a 3,08 radio Solar y radio
planetario mayor a 0.95 y menor a 2.1 radio Japiter.

4, Una minima cantidad de puntos temporales durante todos los transitos de la curva.
Experimentalmente se obtienen buenos resultados con un minimo de 700 puntos.

El nimero de curvas concatenadas que cumplen la restriccion (3) es 195, con un total de
137 objetivos diferentes, los cuales estan presentes en las Tablas 6.1y 6.2 en el ANEXO 6.3
RADIOS ESTELARES.

3.2.2. INYECCION

Por cada curva concatenada que cumple las restricciones descritas en el subcapitulo ante-
rior se intenta generar los ejemplos PC y NOT_PC siguiendo la proporcion 16,03 % y 83,96 %
NOT_PC, respectivamente. El nUmero final de ejemplos puede variar debido a que duran-
te la inyeccién de transitos, algunas combinaciones de parametros no producen el transito
(detectado como duracion nula del tiempo de transito). Por cada curva se intenta un maxi-
mo de 50 veces la inyeccién con distintos pardmetros hasta obtener un transito valido. En
caso contrario, se descarta la creacion de los ejemplos PC respectivos y se continda con la
creacion de ejemplos NOT_PC de dicha curva.

Una curva con transitos se modela utilizando el modelo cuadratico del paquete PyTransit, el
cual utiliza de entrada el valor de kK = Rp/Rs (radio planetario dividido por radio estelar), 2
coeficientes de limb darkening (111, j12), tiempo tq, periodo p en dias, a (semi-eje mayor divi-
dido por radio estelar), inclinacién ¢ en radianes, excentricidad e, argumento del periastro w
y un arreglo de tiempos de exposicién donde se evalta el modelo. Los valores a utilizar se ob-
tienen aleatoriamente con una distribucién uniforme en los rangos descritos en la Tabla 8.3,
exceptuando los parametros de limb darkening donde se utilizan distribuciones gaussianas.
El valor ¢, corresponde al tiempo donde el transito se encuentra centrado??.

Para determinar los indices temporales que corresponden a la caida de brillo produc-
to del transito se consideran los tiempos dentro de los rangos [(to £ p - j) — 0,5 -

22Nota: debido a su periodicidad, el transito también esta centrado en los tiempos tg £p- j, j € {1,2,3, ...}
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Parameter | Values

P 1-5 [days]

a 10-30

R, 0.95-2.1[R_jupl]

i 88 -90 [°]

I N(p, 02), p=0,3,0 =0,05
12 N(p, 02), p=0,1,0 = 0,02
e 0.0

w 0.0

to Random time in curve

Tabla 3.3: Rango de valores usados en la inyeccién de transito. Fuente: Elaboracién propia.

transit_duration, (ty £ p - j) + 0,5 - transit_duration] , j € {0,1,2,3,...} . Estos indi-
ces son remplazados en la curva BRITE concatenada por los valores de flux correspondientes
alosindices de la curva con transitos modelada. La curva resultante es utilizada para crear las
3 representaciones. La duracion del transito se obtiene con la funcién pyasl.transitDuration®
de PyAstronomy. Un pseudocédigo con el procedimiento aplicado se encuentra en el Listing

B.3

Una vez se genera una curva inyectada con periodo p, siguiendo el procedimiento descrito
por [Yeh y Jiang, 2020] se calculan 2 periodos extra con la finalidad de crear 6 representacio-
nes adicionales con periodos dos minutos mas cortos y dos minutos mas largo que p, esto
es p +2/1440[days]. Luego, por cada periodo se generan las 3 representaciones phase fold,
local view y global view. De esta forma, si no se detecta un error durante el proceso? se
obtienen 9 representaciones correspondientes a 3 ejemplos PC. Seis ejemplos de transitos
inyectados y sus 3 representaciones se encuentran en la Figura B.7.

Los ejemplos NOT_PC se generan de forma similar a los PC: aleatoriamente se obtienen pa-
rdmetros de transito que cumplan las restricciones sobre una curva pero el transito no es
inyectado, luego se crean las 3 representaciones phase fold, local view y global view consi-
derando un periodo p, esta vez sin los 2 periodos adicionales.

Bhttps://pyastronomy.readthedocs.io/en/latest/pyaslDoc/aslDoc/transitDuration.html
%Nota: es posible que se genere un runtime error durante la creacion de la vista local o global, en tal caso
se continla con el siguiente periodo.
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import numpy as np
def inject_transit(data, k, p, a, i, e, w, star_radius, t0):

# detrend using wotan
flatten_flux, trend = flatten(data["Time"], data["Magnitude"] + 1,
window_length=0.5, return_trend=True, method='biweight')

# generate curve with transits
flux_transit = generate_artificial_transit(data["Time"], k,
t0, p, a, i, e, w)

# since pytransit.QuadraticModel use 1 as base for flux values
# and the BRITE decorrelation use O as base values
flux_transit -= 1

if ( all values in flux_transit are infinite ): # handle bad case
# return empty flux

sma:The semi-major axis in AU.
planet_radius: The planetary radius in Jovian radii.
star_radius: The stellar radius in solar radii.

transit_duration = calculate_transit_duration(sma = sma,
rp = planet_radius, rs = star_radius, i = i, period = p)
times = datal["Time"]
index_to_replace = []
t i = t0
delta = 0.b*transit_duration

while(t_i <= max(times) ): # time > tO
# get time indexs that satisfy the condition:
[( data["Time"] >= (t_i - delta) ) &
( data["Time"] <= (t_i + delta))]
# add indexs to index_to_replace
t_i += p # update t_i
t i = t0
while(t_i >= min(times)): # time <= tO
# get time indexs that satisfy the condition:
[( data["Time"] >= (t_i - delta) ) &
( data["Time"] <= (t_i + delta))l]

# add indexs to index_to_replace
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t_i -= p # update t_i
flux = flatten_flux
for i, idx in enumerate(index_to_replace):

flux[idx] = flux[idx] - np.absolute(flux_transit[idx])

return times, flux, t0O, transit_duration

Listing 3.3: Pseudocddigo creado para inyectar transitos sintéticos.
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Figura 3.7: Ejemplos de transitos generados y sus representaciones Fold, Local y Global View.

Los puntos color naranjo corresponden al transito injectado. Fuente: Elaboracién propia.
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La creacion del dataset sobre las 195 curvas concatenadas resulta en 2404 ejemplos PC y
9616 ejemplos NOT_PC. Se almacena las representaciones en archivos .npy de Numpy y to-
dos los parametros utilizados para la inyeccion del transito en un archivo .csv.

El siguiente paso es validar los ejemplos generados con la finalidad de seleccionar un sub-
conjunto del total para entrenar y evaluar los modelos de deteccién tal que estos ejemplos
cumplan un criterio de calidad. Este filtro es detallado en el SubCapitulo 4.2. VALIDAR EL
DATASET. Se seleccionan los 597 ejemplos PC que cumplen el criterio de calidad y aleatoria-
mente se escogen 3126 ejemplos NOT_PC para obtener la proporcién de 16.04 % y 83.96 %.

A continuacién se realiza la separacion aleatoria de los ejemplos seleccionados en dos sub-
conjunto: entrenamiento/validacion y test. Se utiliza un 10 % del total de ejemplos para el
testing, por lo que los subconjuntos poseen 3350 y 373 ejemplos, respectivamente. En este
punto el dataset esta listo para entrenar modelos de Deep Learning.

3.3. APLICACION DE MODELOS

3.3.1. SELECCION Y ENTRENAMIENTO

Ya creado el dataset, la tarea de deteccion se realiza con modelos Deep Learning, en particu-
lar implementando las arquitecturas convolucionales (CNN) utlizadas por [Yeh y Jiang, 2020]
y [Yu et al., 2019] (AstroNet Triage), ambas descritas en el SubCapitulo 2.3.5. APLICACIONES.
Los codigos con ambos modelos son proporcionados por los autores, usando librerias Keras
y Tensorflow, respectivamente.

Antes de aplicar modelos se realiza un breve analisis exploratorio de los subconjuntos de
entrenamiento y validacion. En la Figura 3.8 se presentan histogramas de distintos parame-
tros utilizados en la generacion de ejemplos. Se aprecia que los radios estelares tienden a
ser menores en los ejemplos PC respecto a los NOT_PC. Respecto al radio planetario, en los
ejemplos PC se presenta un sesgo negativo con una moda cercana a 1.95 [R},,], mientras
que para NOT_PC estos radios son uniformes. El comportamiento de estos dos parametros
se puede explicar considerando que (Rp/ Rs)? aproxima la profundidad del transito, donde
una mayor profundidad permite ejemplos con un transito apreciable frente al ruido de los
datos. Por otro lado, el sesgo positivo del parametro (a) es debido a que un mayor valor se
obtiene si el exoplaneta se encuentra més alejado de su estrella, lo que produce un transito
con menor profundidad.
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Figura 3.8: Histogramas con los valores de los pardmetros en los subconjuntos de entrena-
miento y validacion. Fuente: Elaboracion propia.

Por conveniencia, el modelo AstroNet-Triage se implementa en Keras y se modifica el tama-
fio de entrada del modelo CNN de [Yeh y Jiang, 2020] para un input de 201 features (global
view). Para evaluar los distintos modelos se realiza un K-Folds Cross-Validation con 10 grupos
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para determinar el nimero de epoch a utilizar. Los siguientes hiperparametros y configura-
ciones son fijos para todos los modelos:

= 3015 ejemplos de entrenamiento y 335 ejemplos validacion por cada fold.
» Loss Binary CrossEntropy.

= Optimizador Adam con learning rate 1e-05.

= Callback EarlyStopping, con paciencia 8, monitoreando validation loss.

» Maximo numero de epoch: 292.

= NUumero de ejemplos por actualizacién de gradiente: 70.

El detalle del desempefio los modelos se encuentra en el SubCapitulo 4.3 VALIDACION DE
MODELOS. El desempeiio global es mejor para el modelo Astronet-Triage, por lo que se de-
cide utilizar como modelo final dicha arquitectura e hiperparametros. El valor final de epoch
se fija en 46 al ser el valor promedio de los epochs resultantes de los 10 folds.

El modelo final, llamado astronet_46, es entrenado con los 3350 ejemplos disponibles del
train set y validation set, sin el paso de validacién. La loss resultante por epoch es presen-
tada en la Figura B.9. Para medir el rendimiento del modelo en datos independientes del
entrenamiento se predicen las etiquetas de los 373 ejemplos del Test Set. En la Figura
se encuentra la matriz de confusién y las métricas Precision, Recall y AUC-ROC considerando
un umbral de 0.5, es decir, si el modelo predice un valor mayor o igual a 0.5 se considera
PC y en caso contrario NOT_PC. Los resultados cercanos a 1.0 en todas las métricas sugiere
un buen rendimiento del modelo sobre datos futuros en la tarea de deteccién de posibles
exoplanetas.

Loss. Model: astronet 46

— TR

07 4
06 1
05 1
04 A
03 -
0.2 -
01 -

loss

0.0 1

0 10 20 30 40
epoch

Figura 3.9: Loss por epoch del modelo final (astronet_46). Fuente: Elaboracién propia.
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Figura 3.10: Matriz de confusion y métricas del modelo final (astronet_46) sobre el Testing
Set. Fuente: Elaboracién propia.

3.3.2. BUSQUEDA DE POSIBLES EXOPLANETAS

El 4ltimo paso es buscar posibles exoplanetas en los datos pre-procesados de BRITE. Debido
al alcance temporal de esta memoria, la busqueda se enfoca en las estrellas objetivo pre-
sentes en los datos que poseen exoplanetas ya confirmados en NASA Exoplanet Archive a la
fecha 15/06/2022 y que cumplan la restriccion de radio menor a 3.08 radios solares. Los cua-
tro objetivos que cumplen estas condiciones son HD 039060, HD 022049, HD 217014 y HD
218396, cuyos radios son 1.54416, 0.755368, 1.17561 y 1.49338 [R,,.], respectivamente.
Otros resultados interesantes de otros objetivos también se presentan a continuacién.

La busqueda se realiza definiendo las estrellas objetivos, rango de periodos a probar (ma-
ximo y minimo), tiempo entre periodos, y valor de prediccién minimo (score) para registrar
el caso como PC. El nimero de periodos a probar por objetivo se distribuye uniformemente
entre [min_period, max_period], con un valor temporal de max_di f ference entre perio-
dos de prueba consecutivos. Por cada periodo p se prueban distintos valores de epoch de
prueba, los cuales se distribuyen uniformemente entre [min_time, min_time + p ], con un
valor alrededor de 200 minutos entre epochs consecutivos y min_time es el menor valor
temporal de la curva de luz. Ademas, por cada periodo de prueba, aleatoriamente se escoge
una inclinacién, radio planetario y semi-eje mayor dividido por radio estelar, dentro de los
rangos descritos en la generacion de ejemplos.

Para los objetivos HD 039060, HD 022049, HD 217014 y HD 218396 se realizan dos buasque-
das, ambas con un umbral de prediccién de 0.8. La primera busqueda resulté en 75 casos
con score > 0,8 en un tiempo de ejecucion de 03:35 horas con la siguiente configuracion:

= min_period = 1 dia.
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= max_period = 3 dias.
» max_difference = 2.5 minutos.

= NUmero de periodos de prueba = 1152.

La segunda busqueda resultd en 577 casos con score > 0,8 en un tiempo de ejecucioén de
14:32 horas con la siguiente configuracion:

= min_period = 5 dias.
= max_period = 10 dias.
= max_difference = 5 minutos.

= NUmero de periodos de prueba = 1440.

En ambos resultados se realiza una inspeccién visual de los casos para descartar clasifica-
ciones donde claramente la sefal no se semejante a un exoplaneta e identificar los casos
donde la senal si se asemeja a un candidato. Adicionalmente se realizan otras blsquedas
disminuyendo el umbral de prediccion a 0.5 para otros objetivos.

En las Figuras y se presentan casos interesantes encontrados cuya forma visual
se asemeja a un posible candidato. En la primera Figura, el caso (c2) es el (c1) con el time
epoch modificado a mano para centrar el transito. Para el caso (d), la sefial caracteristica solo
se encuentra en la Global View. Una inspeccion mas detallada de estos candidatos debe ser
realizada por un experto, tarea designada a trabajo futuro.

Durante la inspeccién visual se descubren senales que se asemejan a una estrella variable,
por lo que el modelo clasifica erroneamente esta variabilidad como exoplaneta. Casos nota-
bles se presentan en la Figura 8.13. HD 218396 es un candidato que hay que tener especial
cuidado porque se detecté una senal similar a estrella variable.
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Figura 3.11: Casos encontrados con senales similares a un exoplaneta en los datos de BRITE,
junto a los parametros predichos. Fuente: Elaboracion propia.
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Figura 3.12: Casos encontrados cuyas sefales son similares a un exoplaneta detectadas en

HD 218396 en time epochs cercanos. Fuente: Elaboracion propia.
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Figura 3.13: Casos encontrados cuya sefal se asemeja a estrellas variables. Fuente: Elabo-

racion propia.
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CAPITULO 4
VALIDACION DE LA SOLUCION

4.1. VALIDAR EL PREPROCESAMIENTO

Para validar que el pre-procesamiento descrito en el Subcapitulo 3.1.3 PREPROCESAMIENTO
es correcto, se recrea el analisis de [Sodor y Bognar, 2020]. En este trabajo los autores iden-
tifican frecuencias de pulsacion significativas en la estrella HR 8799 utilizando datos BRITE,
comparandolas con las detectadas en datos de MOSTZ. En el trabajo presentan un espectro
de amplitud de Fourier y los componentes de frecuencia extraidos de la fotometria BRITE. Si
el pre-procesamiento es apropiado, se espera detectar las mismas frecuencias.

Se utilizan los datos publicos de HR 8799 para tiempos mayores a 1980 [HID - 2456000] y
se obtienen las frecuencias utilizando un periodograma Lomb-Scargle sobre los datos. En la
Figura (4.1 se presenta en la parte superior el grafico original de [S6dor y Bognar, 2020] y en
la parte inferior el periodograma Lomb-Scargle generado. El valor de f; = 1,97984[1/day|
se obtiene del trabajo de [Sédor et al., 2014]. Visualmente se aprecia que las frecuencias de
mayor amplitud coinciden perfectamente al igual que la frecuencia menor f; y en menor
medida la frecuencia f1 - %, por otro lado, la frecuencia f5 no coincide. Es posible que sea
debido a que en el trabajo original se utiliza mayor cantidad de puntos temporales. Este
resultado corrobora una implementacion apropiada para el pre-procesamiento.

2>Microvariability and Oscillations in STars
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Figura 4.1: (superior) Espectro de amplitud de Fourier de HR 8799 calculado por
[Sédor y Bognar, 2020]. (inferior) Periodograma Lomb-Scargle generado con los datos pre-
procesados. Fuente: [Sédor y Bognar, 2020] y elaboracién propia.
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4.2. VALIDAR EL DATASET

Generado el dataset se verifica su calidad y se filtran los ejemplos que no cumplan un cri-
terio de calidad. Para validar el dataset se utiliza la arquitectura AstroNet-Triage propues-
to por [Yuetal., 2019]. Por conveniencia el modelo AstroNet-Triage es re-implementado
en Keras y en consecuencia se vuelve a entrenar. El trabajo original proporciona 13201
ejemplos para entrenamiento almacenados en 8 tfrecord® y 1657 ejemplos de validacién
almacenados en 1 archivo tfrecord. Originalmente esta configurado un niimero de steps
de 14000, entonces considerando 13201 ejemplos y batch size de 64, el nUmero de steps

-7 013201 [samples/epoch]\ __ p
por epoch es ceil( 6d[samples, step] ) = 207, por lo tanto, el nimero de epoch a usar es
14000(steps]

ceil(W) = 68. Se compila el con loss binary_crossentropy y optimizador Adam
con learning_rate de 1e-05. A diferencia del trabajo original, no se realiza "model avering”.
Métricas resultantes del entrenamiento y validacion se encuentran en la Figura 2. Se puede
apreciar que se puede mejorar la implementacion ya que se se presenta overfitting desde el
epoch ~ 40y el accuracy podria ser mayor, sin embargo, se decide continuar el trabajo usan-
do este modelo entrenado ya que: (1) se corrobora una implementacién apropiada en Keras
y (2) este modelo se utliza para validar los ejemplos generados y no la tarea de clasificacion

final.

El modelo implementado en Keras recibe de entrada un ejemplo del dataset generado (re-
presentacion local y global view) y entrega una prediccion entre 0y 1. Se considera un umbral
de 0.5, donde un valor > 0.5 se considera una prediccion PC, mientras que un valor < 0.5
se considera NOT_PC. El modelo es capaz de asignar un valor < 0.5 el 100 % los ejemplos
generados etiquetados como NOT_PC, mientras que solo en 360 de los ejemplos etiqueta-
dos como PC obtienen un valor > 0.5, lo que corresponde a un ~20%. Al no ser un 100 %,
el dataset final solo contiene ejemplos PC generados que cumplan el siguiente criterio de
calidad:

1. Obtenga una prediccién > 0.5, 0

2. Al menos 1 de los ejemplos generados a partir del mismo periodo p cumple el cri-
terio anterior, i.e. pertenece al grupo de ejemplos generados con el periodo p y
p =+ 2/1440[days]). En tal caso todos los ejemplos PC del grupo son considerados para
el dataset final.

El nimero de ejemplos PC que cumplen el criterio de calidad es de 597. Finalmente, el da-
taset final validado consiste en los 597 ejemplos PC y 3126 ejemplos NOT_PC elegidos alea-
toriamente, de esta forma se obtiene la proporcion 16.04 % y 83.96 %.

2tfrecord es un formato de almacenamiento de secuencias de registros binarios.
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Figura 4.2: Métricas del entrenamiento y evaluacién del modelo AstroNet-Triage implemen-
tado en Keras. Fuente: Elaboracion propia.

4.3. VALIDACION DE MODELOS

El propésito es validar los modelos implementados a través de la obtencién de valores altos
en métricas de evaluacién, lo que permite adicionalmente seleccionar el modelo a utilizar
para la tarea de deteccién y verificar un buen desempeno sobre datos futuros. Para ello se
calculan las métricas Precision, Recall y AUC-ROC sobre los conjuntos de validacion para los
dos modelos descritos en el SubCapitulo 3.3.1. SELECCION Y ENTRENAMIENTO.

En las Figuras B.3 y .3 se encuentran las matrices de confusién para los 10 folds del K-fold
Cross Validation, junto a las métricas promedio. Todas las métricas obtienen un valor superior
a 86 %, llegando al 99 % en algunas métricas, por lo que verifica la calidad de los modelos.

Se puede observar que el desempeno global es mejor para el modelo Astronet-Triage en
todas las métricas, por lo que se utiliza dicha arquitectura como modelo final.
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Figura 4.3: Matriz de confusion y métricas del modelo basado en AstroNet sobre conjunto
de validacién. Fuente: Elaboracién propia.
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Figura 4.4: Matriz de confusion y métricas del modelo basado en [Yehy Jiang, 2020] sobre
conjunto de validacién. Fuente: Elaboracién propia.
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CAPITULO 5
CONCLUSIONES

En esta memoria se estudié el problema de deteccion de exoplanetas utilizando tecnologia
nanosatelital, en particular se analizé la tarea de deteccién de posibles exoplanetas utilizando
modelos de Deep Learning sobre los datos de la mision BRITE. Para cumplir este objetivo
general se plantearon y abordaron los objetivos especificos de la siguiente forma:

» Se investigaron técnicas de representacion de curvas de luz de transitos. Para ello se
describe el fendmeno y deteccion del transito exoplanetario, junto a la revisidén de mé-
todos de andlisis de curvas de luz como los periodogramas Lomb-Scargle y la técnica
detrending para remover tendencias. Sobre las representaciones, se describe la re-
presentacién en curvas phase-folded y las representaciones Global View y Local View
utilizadas por [Yu et al., 2019] en la busqueda de exoplanetas en datos de TESS.

m Se seleccionaron las representaciones Global View y Local View como entrada de los
modelos de deteccién. Ambas representaciones son vectores 1D de largo 201 y 61,
respectivamente. Para generar curvas de luz con transito de forma sintética se investiga
el método cuadratico de Mandel y Agol, el cual modela un transito con caracteristicas
de la estrella como su radio y coeficientes de limb darkening, y las propiedades del
exoplaneta como su radio y parametros orbitales.

m Se compararon distintos catalogos y surveys relacionados a transitos exoplanetarios
a través de una revision del contexto de sus misiones, caracteristicas de sus instru-
mentos, captura de datos, disponibilidad de datos y nimero de descubrimientos. Las
misiones detalladas son Kepler, su extension K2 y TESS. Adicionalmente se hace una
revision de las misiones astrondmicas con nanosatélites, destacando la constelacién
de 5 nanosatélites BRITE y el CubeSat ASTERIA.

e Las curvas de luz producidas por el proyecto BRITE son la principal fuente de da-
tos de esta memoria, por lo que se realiza una revisién detallada de sus caracteris-
ticas, haciendo especial enfoque en la estrategia de software "chopping”, usada
para mitigar el efecto de hot pixels, apuntamiento e ineficiencia en la transfe-
rencia de carga. Cabe destacar que, respecto a las otras misiones nombradas, en
términos de pipeline de datos y catalogos de interés, la misién TESS es de mayor
relevancia con su TESS Input Catalog o TIC. Tambien es de interés los parametros
para detrend utilizados por [Krishnamurthy et al., 2021] en los transitos en Alpha
Centauri Ay B vistos con la misién ASTERIA.

= Ya que se utilizan modelos de Deep Learning, se dedica un subcapitulo a los concep-

tos y terminologia aplicada a lo largo del texto, dedicada principalmente un lector que
no conoce el tema en profundidad. Se destaca una descripcion de la arquitectura Red
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Neuronal Convolucional (CNN), utilizadas por [Yu et al., 2019] y [Yeh y Jiang, 2020] en
la busqueda de exoplanetas. Adicionalmente se describen las métricas evaluacion Pre-
cision, Recall, Accuracy y AUC-ROC en el contexto de deteccion.

m Antes de seleccionar modelos de Deep Learning para la tarea de deteccion, debido a
gue la misién BRITE no esta disefiada originalmente para la busqueda de exoplanetas
se crea un dataset de curvas de luz con senales sintéticas de exoplanetas, inyecta-
dos sobre de los datos de BRITE, siendo este uno de los principales aportes de la
memoria. Lo que requirio:

e Pre-procesar los datos originales segin lo recomendado por [Pigulski, 2018]. Un
aporte es laimplementacién de un método naive para remover outilier por 6rbi-
ta y remover peores 6Orbitas ya que los datos originales no indican qué dato co-
rresponde a que orbita. Este método se puede aplicar de forma general a otras
misiones espaciales.

e Adicionalmente se propone modificar el paso de decorrelacion limitando la can-
tidad de iteraciones a 20 y se propone una heuristica para no volver a corregir
la correlacion de un paradmetro si la mejora respecto a la Ultima iteracién ante-
rior del pardmetro es menor al 5%, agregandolo a una "lista tabu”. Se verifica
una apropiada implementacion del pre-procesamiento al recrear el andlisis de
[Sédor y Bognar, 2020] sobre estrella HR 8799.

e El pre-procesado implementado logra obtener 3139 curvas de luz, las cuales son
concatenadas si (i) corresponden a la misma estrella objetivo, y (ii) corresponden
al mismo satélite, lo que resulta en 876 curvas de luz. A continuacién se adapto
la estrategia de [Yeh y Jiang, 2020] para inyectar sefales de transito sobre estas
curvas.

Las mejoras respecto a dicha estrategia es que se trabaja con mayor cantidad
de objetivos, se aplica el pre-procesamiento sugerido por el equipo de BRITE, se
agrega un paso de detrending y restricciones, siendo la principal que la profun-
didad del transito, aproximada con (Rp/Rs)?, sea mayor a 0.001, limitando el
nimero de estrellas objetivo a las que tenga radio menor a 3.08 radios solares y
exoplanetas con radio entre 0.95 y 2.1 radio Jupiter.

e Un paso necesario y aporte de esta memoria es recopilar y calcular los radios
estelares de los objetivos.

e Lacreacion del dataset resulta en 2404 ejemplos PCy 9616 ejemplos NOT_PC, los
cuales son filtrados con un criterio de calidad utilizando predicciones del modelo
AstroNet-Triage propuesto por [Yu et al., 2019]. El nUmero de ejemplos PC que
cumplen el criterio de calidad es de 597, por lo que el dataset final validado con-
siste en los 597 ejemplos PC y 3126 ejemplos NOT_PC elegidos aleatoriamente,
obteniendo una proporcion 16.04 %y 83.96 %.

e Con ello se realizé una separacién aleatoria de los ejemplos seleccionados en
dos subconjunto: entrenamiento/validacién y test. Se utiliza un 10 % del total de
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ejemplos para el testing, por lo que los subconjuntos poseen 3350 y 373 ejem-
plos, respectivamente.

» Para seleccionar los modelos de Deep Learning a partir del dataset creado, se com-
paran dos arquitecturas CNN: AstroNet Triage [Yu et al., 2019] y la propuesta en
[Yeh'y Jiang, 2020], modificando el input a 201 features (global view). Para evaluar los
distintos modelos se realiza un K-Folds Cross-Validation con 10 grupos para determi-
nar el nimero de epoch a utilizar, manteniendo fijo los siguientes hiperparametros y
configuraciones:

e Loss Binary CrossEntropy.

e Optimizador Adam con learning rate 1e-05.

EarlyStopping, con paciencia 8.

e Maximo nimero de epoch de 292.

3015 ejemplos de entrenamiento y 335 ejemplos validacion por cada fold.

Numero de ejemplos por actualizacién de gradiente: 70.

Todos los modelos obtienen valores de Precision, Recall y AUC-ROC promedio con un
valor superior a 86 %, lo que verifica calidad en los modelos. El desempeno global
es mejor para el modelo AstroNet-Triage, obteniendo valores promedios superiores
a 97 % en todas las métricas. En consecuencia la seleccion de modelo final es la arqui-
tectura AstroNet-Traige con un valor de epoch fijo de 46.

» Para evaluar el modelo final se entrena con todos los datos disponibles de entrena-
miento y validacién, y se predicen las etiquetas del conjunto de testing con un umbral
de 0.5, obteniendo 100 % precision y 96.72 % recall para la clase PC, y AUC-ROC de
98.36 %. Esto indica un buen rendimiento del modelo sobre datos futuros en la tarea
de deteccion.

» Finalmente se buscan posibles exoplanetas en los datos pre-procesados de BRITE, con
especial interés en los objetivos HD 039060, HD 022049, HD 217014 y HD 218396, que
poseen exoplanetas confirmados.

e Se encuentran senales similares a transitos exoplanetarios con su respectivo
periodo y time epoch en los objetivos HD 039060, HD 218396, HD 022049 y HD
036861. Estas seiales, junto a sus parametros orbitales, deben ser inspeccio-
nadas por un experto para confirmar su naturaleza, tarea designada a trabajo
futuro.

e Se descubren sefnales que se asemejan a una estrella variable, por lo que el mo-
delo clasifica errbneamente esta variabilidad como exoplaneta. De todas formas
se reportan periodos de variabilidad en los objetivos HD 218396, HD 195068 y
HD 128621.
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5.1.

TRABAJO FUTURO

Las distintas partes de este trabajo abren la puerta a los siguientes trabajos futuros:

Optimizar el pipeline de pre-procesamiento implementado para los datos de BRITE. La
seccion mas critica es la decorrelacion, siendo la que mas tiempo de ejecucion requiere
con la implementacién actual. Se podria incluir la remocion de frecuencias intrinsecas
tal como propone el equipo de BRITE y la decorrelacion 2D.

Aumentar el nUmero de clases el dataset sintético incluyendo, por ejemplo, binarias
eclipsantes o estrellas variables.

Obtener o estimar los coeficientes de limb darkening de las estrellas seleccionadas
a través de un modelo o catalogo. El procedimiento implementado utiliza un valor
aleatorio dentro de unos rangos fijos.

Identificar una restriccion para permitir radios mayores y asi poder comparar los re-
sultados con los objetivos estudiados por [Yeh y Jiang, 2020].

Generar transitos sintéticos para periodos mas largos.

Busqueda exhaustiva en el resto de objetivos, por ejemplo, priorizando aquellos con
menor dispersion de magnitudes o aquellos donde se generé un ejemplo PCE.

Aplicar métodos estadisticos sobre las sefales encontradas, por ejemplo, un proceso
de sampling Markov-Chain Monte-Carlo.

’HD105211, HD106983, HD110879, HD111123, HD112092, HD114911, HD118716, HD128620, HD128621,
HD128898, HD159492, HD160032, HD16970, HD172167, HD173648, HD175362, HD177196, HD178449,
HD18331, HD192640, HD195068, HD198639, HD201092, HD201433, HD206267, HD20630, HD211336,
HD214168, HD215664, HD217014, HD218396, HD22049, HD23850, HD27459, HD28052, HD32537, HD35296,
HD35708, HD36861, HD39060, HD39587, HD4614, HD55892, HD61068, HD6961, HD74375, HD74956.
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ANEXOS

6.1. ALGORITMOS DE TASAS ADAPTATIVAS

def AdaGrad(derivative_function, n_parameters, n_iterations, step_size,
initial_solution):

solution = initial_solution
r = init r as vector of zeros of lenght n_parameters
for _ in range(n_iterations): # do gradient descent

# calculate gradient
gradient = derivative_function(solution)

# update r with gradient magnitude information
# squared for each parameter
for j in range(n_parameters):

r[j] += gradient[jl=**2

new_solution = init new solution with =zero
for j in range(n_parameters): # update each parameter
new_solution[j] = solution[j] -

step_size / sqrt(r[j] + 1le-8)*gradient[j]

solution = new_solution

Listing 6.1: Pseudocddigo de algoritmo Adagrad.

def RMSProp(derivative_function, n_parameters, n_iterations, step_size,
initial_solution, rho):

solution = initial_solution
r = init r as vector of zeros of lenght n_parameters
for _ in range(n_iterations): # do gradient descent
# calculate gradient
gradient = derivative_function(solution)

# update r with moving average and gradient squared
for j in range(n_parameters):
r[j] = rho*r[j] + ( 1 - rho )*gradient[j]**2

new_solution = init new solution with zero
for j in range(n_parameters): # update each parameter
new_solution[j] = solution[j] -
step_size / sqrt(r[j] + 1e-8)*gradient[j]
solution = new_solution

Listing 6.2: Pseudocodigo de algoritmo RMSProp.
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def Adam(objective, derivative, n_parametros, n_iterations, step_size,
initial_solution, rho, beta, correction = False):

solution = initial_solution
r = init r as vector of zeros of lenght n_parameters
r_ = init r_ as vector of zeros of lenght n_parameters

10
11
12
13
14
15
16
17
18
19
20
21
22
23
24
25
26
27
28
29
30
31
32
33
34
35
36
37
38
39

40

= init v as vector of zeros of lenght n_parameters

= init v_ as vector of zeros of lenght n_parameters

for t in range(n_iterations): # do gradient descent

# calculate gradient
gradient = derivative_function(solution)

# update r with moving average and gradient squared,
# and speed with moving average and gradient

for j in range(n_parameters):
v[j] = beta*v[j] + (l-beta)*gradient[j]
r[j] rho*r[j] + (l1-rho)*gradient[j]=**2

new_solution = init new solution with zero

if (correction):
# correct the bias of the variables by dividing
# by the constants
for i in range(n_parameters):
v_[j]l = 1/(1-beta**x(t+1)) * v[j]
r_[jl = 1/(1-rho**(t+1)) * r[j]

for j in range(n_parameters): # wupdate each parameter
new_solution[j] = solution[j] -
step_size / np.sqrt(r_[j]l + 1le-8)*v_[j]

else:
for j in range(n_parameters): # update each parameter
new_solution[j] = solution[j] -
step_size / np.sqrt(zr[j] + 1e-8)*v[j]
solution = new_solution

Listing 6.3: Pseudocodigo de algoritmo Adam.
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6.2. CASOS ESPECIALES EN BRITE

Algunos archivos publicos de BRITE requieren un tratamiento manual debido a 3 factores:

m |nconsistencia dentro del archivo.
m Calidad de los datos.

» Errores durante la ejecucion del pipeline de preprocesamiento.

El detalle de estos casos se presenta a continuacién:

» Los archivos del sector 16-Sgr-11-2016_DR5 estan vacios.

s HD108903_15-CruCar-1-2016_BAb_setupB_APa3s2chop_DR5.dat tiene un error en el
header, se encuentra repetido. Se remueve este archivo.

m HD14386_21-CetEri-I-2016_BHr_setup1_APa3s2chop_DR5.dat y HD14386_21-
CetEri-1-2016_BHr_setup2_APa3s2chop_DR5.dat no poseen valores de FLUX (tienen
asteriscos).

= Los archivos HD93308_43-Car-IlI-2019_BTr_setup1_APa3s2chop_DR5.dat vy
HD93308_43-Car-Il1-2019_BTr_setup2_APa3s2chop_DR5.dat del sector 41-CMaPup-
[1-2018_DR5a estan vacios.

m Algunos archivos tienen el valor de ROlypos como "nm”, se cambian a -1, por ejem-
plo, HD192910_04-Cyg-1-2014_BTr_setup1_APa2s5_DR2.dat y HD192910_04-Cyg-I-
2014_UBr_setup1_APa2s5_DR2.dat

m Seremueve manualmente HD8538_11-CasCep-1-2015_BHr_setup1_APa3s2chop_DR4.dat
porque tiene muy pocos datos (35 datos temporales).

m Durante el pipeline de preprocesamiento, los siguientes  archi-
vos gatillan un error:  11-CasCep-I-2015_DR4  HD205021_11-CasCep-I-
2015_BHr_setup3_APa3s2chop_DR4.dat, 39-Cas-IlI-2018_DR5 HD205021_39-Cas-
[11-2018_BTr_setup2_APa3s2chop_DR5.dat, 29-LacCyg-1-2017_DR5 HD211336_29-
LacCyg-1-2017_BTr_setup1_APa3s2chop_DR5.dat, 24-Car-1-2017_DRé6 HD80007_24-
Car-1-2017_BAb_setup3_APaé6sichop_DRé.dat, 24-Car-1-2017_DR6 HD80007_24-Car-
[-2017_BAb_setup4_APaé6sichop_DRé.dat, 15-CruCar-1-2016_DR4 HD8%9080_15-
CruCar-1-2016_BTr_setup2_APa3s2chop_DR4.dat, 62-CrucCar-111-2021_DR5
HD96670_62-CruCar-111-2021_BHr_setup3_APa3s2chop_DR5.dat, 15-CruCar-I-
2016_DR4 HD98718_15-CruCar-1-2016_BTr_setup2_APa3s2chop_DR4.dat  Estos
archivos son ignorados y no se utilizan.
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6.3. RADIOS ESTELARES
Target Radius Target Radius Target Radius
[Rsun] [Rsun] [Rsun]

HD 017163 | 1.76896 HD 184006 | 2.84966 HD 192640 | 1.93986
HD 022468 | 3.03985 HD 159492 | 1.7583 HD 175813 | 1.92233
HD 017943 | 2.5702 HD 177196 | 1.8079 HD 020630 | 0.945495
HD 157919 | 3.01831 HD 181296 | 1.61681 HD 212075 | 2.91218
HD 056022 | 2.05634 HD 204188 | 1.45618 HD 027290 | 1.66959
HD 019107 | 1.88474 HD 218396 | 1.49338 HD 030739 | 2.82687
HD 024863 | 2.98215 HD 027459 | 2.06735 HD 028910 | 2.6756
HD 213617 | 1.6677 HD 027397 | 1.91138 HD 029388 | 2.70312
HD 040292 | 1.7289 HD 219134 | 0.750598 HD 178449 | 2.48067
HD 027628 | 1.81647 HD 032977 | 2.27987 HD 178253 | 2.10195
HD 201092 | 0.689846 HD 192696 | 2.69923 HD 012216 | 2.63923
HD 215664 | 2.41518 HD 032537 | 1.62058 HD 030478 | 2.97352
HD 201433 | 2.50732 HD 105211 | 1.78292 HD 054118 | 2.63153
HD 220974 | 2.17348 HD 201601 | 2.08786 HD 022634 | 2.77316
HD 218155 | 1.72835 HD 020320 | 1.99466 HD 027962 | 2.3842
HD 160032 | 1.62138 HD 205924 | 2.10283 HD 173648 | 3.02036
HD 035296 | 1.17966 HD 187013 | 1.5977 HD 000761 | 2.68915
HD 019319 | 2.56654 HD 006961 | 2.52427 HD 027934 | 2.95956
HD 025346 | 2.79004 HD 210074 | 2.66305 HD 206155 | 2.48905
HD 195068 | 1.63919 HD 028527 | 2.27881 HD 039060 | 1.54416
HD 206043 | 1.58642 HD 022049 | 0.755368 HD 033641 | 2.53095
HD 015633 | 2.47114 HD 031283 | 2.74672 HD 028052 | 3.06298
HD 055892 | 1.60696 HD 109787 | 2.67292 HD 211336 | 2.08817
HD 020888 | 1.61995 HD 018331 | 2.36828 HD 004614 | 1.10787
HD 198639 | 1.91513 HD 176723 | 2.77749 HD 162517 | 2.6806
HD 186155 | 3.01307 HD 032301 | 2.92729 HD 027463 | 2.7585
HD 038899 | 2.82167 HD 157792 | 1.91432 HD 210418 | 2.40784
HD 207223 | 1.81722 HD 217014 | 1.17561 HD 172167 | 2.45959

Tabla 6.1: Estrellas cuyo radio es menor o igual a 3.08 radio solar (Tabla 1/2). Fuente: Elabo-
racion propia segun lo descrito en el SubCapitulo 3.2.1.
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Target Radius Target Radius
[Rsun] [Rsun]
HD 022484 | 1.84115 HD 045871 | 1.43
HD 039587 | 0.993029 HD 046328 | 2.27
HD 030780 | 2.63623 HD 061068 | 2.01
HD 202444 | 2.31533 HD 063922 | 2.36
HD 128621 | 1.22533 HD 074375 | 2.41

HD 020395 | 1.480739 HD 083446 | 2.1
HD 207652 | 1.782095 HD 088661 | 2.59

HD 000123 | 1.0 HD 105435 | 2.46
HD 000432 | 2.9 HD 106983 | 0.98
HD 012311 | 2.1 HD 110879 | 1.67
HD 016620 | 0.98 HD 111123 | 1.82
HD 016970 | 1.8 HD 112092 | 1.01
HD 023850 | 2.0 HD 118716 | 1.96
HD 035149 | 2.2 HD 122532 | 1.72
HD 035715 | 2.2 HD 157042 | 1.57
HD 074956 | 2.6 HD 168733 | 1.94
HD 114911 | 2.6 HD 173607 | 2.21
HD 128620 | 1.3 HD 175362 | 1.28
HD 128898 | 2.1 HD 190429 | 0.92
HD 155203 | 1.6 HD 192685 | 3.01
HD 198084 | 2.0 HD 206267 | 1.5

HD 203280 | 2.2 HD 209790 | 2.58
HD 214923 | 2.7 HD 214168 | 1.63
HD 022920 | 2.39 HD 216916 | 1.78
HD 029305 | 2.37 HD 225289 | 2.42

HD 035708 | 1.39 - -
HD 036653 | 3.0 - -
HD 036861 | 1.9 - -

Tabla 6.2: Estrellas cuyo radio es menor o igual a 3.08 radio solar (Tabla 2/2). Fuente: Elabo-
racion propia segun lo descrito en el SubCapitulo 3.2.1.
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