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RESUMEN

Resumen— Desde hace ya tiempo, la inteligencia artificial se ha consolidado como una
herramienta poderosa en bioinformatica, posibilitando avances en diversos ambitos.
Mas recientemente, se han desarrollado multiples modelos generativos para abordar el
problema del disefio de proteinas de novo, diferenciandose claramente entre aquellos que
aprenden desde estructuras tridimensionales y aquellos que lo hacen a partir de secuencias
de aminoacidos, i. e., los modelos de lenguaje de proteinas. En este trabajo se seleccionaron
tres de los mejores modelos de lenguaje de proteinas, se optimizaron para aprender
eficazmente desde conjuntos de secuencias pertenecientes a una familia proteica especifica
y se evalué su capacidad de generar secuencias de proteinas de novo que pertenecieran
a dicha familia y fueran estructuralmente viables, destacando ProGen2 como el modelo
con mejor desempefio segun el algoritmo de evaluacién desarrollado. Con ello, se propuso
un marco metodologico concreto y replicable para sacar el maximo provecho de estos
modelos, priorizando la eficiencia y la interpretabilidad en el disefio de proteinas de novo.

Palabras Clave— Inteligencia artificial generativa; Modelos de lenguaje de proteinas;
Bioinformatica; Disefio de proteinas de novo; Grandes modelos de lenguaje.

ABSTRACT

Abstract— Artificial intelligence has long been established as a powerful tool in bioinfor-
matics, enabling progress in various fields. More recently, numerous generative models
have been developed to address the problem of de novo protein design, with a clear
distinction between those that learn from three-dimensional structures and those that
rely on amino acid sequences, i. e., protein language models. In this work, three of the
best protein language models were selected, fine-tuned to learn effectively from sets of
sequences belonging to a specific protein family, and evaluated in their ability to generate
de novo protein sequences that belonged to the same family and were structurally viable,
with ProGen2 standing out as the best-performing model according to the developed
evaluation algorithm. Based on this, a concrete and replicable methodological framework
to fully leverage the potential of these models was proposed, with a focus on efficiency and
interpretability in de novo protein design.

Keywords— Generative artificial intelligence; Protein language models; Bioinformatics; De
novo protein design; Large Language Models.



GLOSARIO

ADN: Acido desoxirribonucleico.

API: Application Programming Interface (interfaz de programacion de aplicaciones).

ARN: Acido ribonucleico.

BLAST: Basic Local Alignment Search Tool (herramienta basica de bisqueda de alineamiento
local).

CDD: Conserved Domain Database (base de datos de dominios conservados).

DC: Dominio Conservado.

FASTA: Fast-All, estandar para almacenamiento de secuencias de nucle6tidos o aminoacidos.
GenAl: Generative Artificial Intelligence (inteligencia artificial generativa).

GPU: Graphics Processing Unit (unidad de procesamiento grafico).

HTTP: HyperText Transfer Protocol (protocolo de transferencia de hipertexto).

IA: Inteligencia Artificial.

LLM: Large Language Model (gran modelo de lenguaje).

LoRA: Low-Rank Adaptation (adaptacion de bajo rango).

PDB: Protein Data Bank, formato de archivo de texto para el almacenamiento de estructuras
moleculares tridimensionales.

PEFT: Parameter-Efficient Fine-Tuning (ajuste fino eficiente en parametros).

pLDDT: predicted Local Distance Difference Test (prueba de diferencia de distancia local pre-
dicha).

PLM: Protein Language Model (modelo de lenguaje de proteinas).

RAM: Random-Access Memory (memoria de acceso aleatorio).

TPU: Tensor Processing Unit (unidad de procesamiento tensorial).

VRAM: Video RAM (memoria grafica de acceso aleatorio).
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ANALISIS DE MODELOS DE INTELIGENCIA ARTIFICIAL GENERATIVA EN LA PRODUCCION DE SECUENCIAS DE
PROTEINAS DE NOVO

INTRODUCCION

En los ultimos anos, las aplicaciones de la inteligencia artificial generativa (GenAl, por sus
siglas en inglés) se han tomado las conversaciones en todos los campos del conocimiento
y en industrias de todas las areas. La popularizacion de modelos de inteligencia artificial
(IA) basados en aprendizaje profundo que son capaces de generar todo tipo de contenido
segln las instrucciones del usuario ha iniciado una nueva era en la forma en que las personas
trabajan, estudian y viven su vida en general. Algunos autores comparan este hito con la
masificacion del Internet y de los teléfonos inteligentes [Ooi et al., 2025]. Uno de los campos
del conocimiento que se ha visto revolucionado con esta tecnologia es la bioinformatica, y es
esta el drea dentro de la cual se enmarca este trabajo, el cual surge a partir de una propuesta
realizada por AQUIT, una empresa emergente dedicada a la investigacion biotecnolégica
para una acuicultura sustentable.

Es facil creer que el estudio de la bioinformatica, también llamada «biologia computacional»,
es relativamente nuevo. Sin embargo, las primeras aplicaciones de métodos computaciona-
les a la biologia ocurrieron en la década de 1960 vy, de hecho, involucraron el ensamblaje
de secuencias de proteinas de novo [Gauthier et al., 2019]. Con el paso de las décadas, mu-
chos avances en la biologia se lograron gracias a la bioinformatica, incluyendo hitos que «lo
cambiaron todo» como la secuenciacion del genoma humano [Gibbs, 2020].

El foco de esta memoria, como lo indica su titulo, esta sobre modelos de GenAl que produ-
cen secuencias de proteinas de novo. Las proteinas son parte fundamental de la mecénica
biolégica subyacente a todos los seres vivos conocidos, estando codificadas en su propio ma-
terial genético y llevando a cabo la mayoria de las funciones criticas de las células: formacion
de tejidos, procesos de crecimiento y desarrollo, metabolismo, transporte de oxigeno y nu-
trientes, entre muchas otras. Una proteina es una macromolécula compuesta por una o mas
secuencias lineales de aminoacidos (de ahi que se hable de «secuencias» de proteinas) que
se pliegan sobre si mismas debido a sus propiedades fisicoquimicas, adquiriendo cualidades
y funciones especificas. La mayoria de los seres vivos cuentan con veinte tipos de aminoaci-
dos, de los cuales una proteina puede llegar a estar conformada cominmente por decenas
a decenas de miles, pudiendo aparecer en cualquier orden y repeticién.

El diseno de proteinas de novo es el disefio desde cero de secuencias de proteinas nue-
vas, nunca antes vistas en la naturaleza, que tengan estructuras y funcionalidades especifi-
cas [Richardson y Richardson, 1989]. Lamentablemente, el espacio de blusqueda para dise-
far proteinas de novo es astronémico [Gonzalez-Torres et al., 2007], e.g., para una secuencia
de 100 aminoécidos, existirian 20'%° posibles combinaciones. Ademas, cuando una proteina
termina de ensamblarse, se pliega sobre si misma y encuentra naturalmente, a veces en
cuestion de segundos, su configuracion tridimensional de minima energia (ver ejemplo en la
Figura [l), fenémeno conocido como la paradoja de Levinthal [Nelson et al., 2019]. El proble-
ma de predecir con certeza esa configuracion final se denomina «problema de plegamiento
de proteinas» y por muchos afnos habia sido considerado intratable en la practica.
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Figura 1: Representacion de la estructura tridimensional de una proteina, la mioglobina.
Fuente: Simulacién a partir de entrada PDB via Wikimedia Commons.

Sin embargo, hace cinco anos, se consideré resuelto este problema con el lanzamiento de
AlphaFold2 [Heaven, 2020], un modelo computacional de aprendizaje profundo capaz de re-
solver con alto desempefio el problema de plegamiento de proteinas, basandose solamente
en su secuencia de aminoacidos. Este hito fue considerado unarevolucién, e incluso «el logro
mas importante en |IA hasta ahora» [[Toews, 2021]. Desde entonces, el entusiasmo por lo que
la IA puede ser capaz de lograr en biologia molecular no ha dejado de crecer, dando lugar
a importantes desarrollos desde, en particular, los modelos de GenAl. Algunos de ellos pro-
cesan informacién de las estructuras tridimensionales de las proteinas, mientras que otros
procesan las secuencias de aminoacidos, las cuales pueden ser abordadas por los grandes
modelos de lenguaje (LLMs, por sus siglas en inglés).

El potencial de los LLMs radica en su capacidad de aprender el «lenguaje» de las proteinas,
infiriendo patrones y estructuras para generar salidas completamente novedosas, pudiendo
disenar proteinas de novo eficazmente. La naturaleza combinatoria de las proteinas, sumado
a la idea de que la parte del espacio de proteinas explorado por las fuerzas de la evoluciéon
durante millones de afios es solo una pequena fraccion del total [Toews, 2023], es un terreno
sumamente fértil para el desarrollo de LLMs especializados, los cuales pueden devenir en
todo tipo de aplicaciones en medicina, biotecnologia, acuicultura, agricultura, etc. Ademas,
existe la posibilidad de darle bases a una eventual «ciencia teorica de las proteinas», tal como
explica el profesor de biologia molecular de la Universidad de Columbia, Dr. Mohammed
AlQuraishi:

Lo que para mi es mds apasionante de esta idea es el surgimiento de una capa
de fenémeno bioldgico que tiene sus raices en la fisica [...], pero que puede des-
cribirse independientemente de ella. Es decir, las primitivas de este fendmeno
estarian lo suficientemente abstraidas de la fisica subyacente como para que
no necesitemos de la fisica para modelarlo. Podemos simplemente operar en el
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nivel de fragmentos y motivos de proteinas, construyendo una gramdtica proba-
bilistica que describa como estas partes se combinan e interactuan, sin recurrir
nunca a una simulacién de fuerza bruta [...]. En ultima instancia, tales simula-
ciones solo serian ejercicios para hacer fisica realmente bien y a escala. Pero la
posibilidad de que exista una descripcion del espacio de la estructura de las pro-
teinas que pueda formularse sin recurrir a la fisica subyacente es la posibilidad
de una ciencia tedrica de las proteinas, independiente de [...] la teoria fisica.

[AlQuraishi, 2018]

En el Capitulo 1 se define el problema central que llevé a la necesidad de analizar en profundi-
dad la eficacia de los modelos de GenAl en la produccion de secuencias de proteinas de novo,
con foco particular sobre LLMs, junto a la delimitacién del alcance de este trabajo y la presen-
tacién de sus objetivos. En el Capitulo 2 se expone el marco conceptual, profundizando en
los conceptos biolégicos y bioinformaticos relevantes, incluyendo el diseio de proteinas de
novo, asi como describiendo en detalle los fundamentos teéricos de la IA generativa y de los
LLMs. En el Capitulo 3 se propone la solucion al problema definido, describiendo el enfoque
metodolégico elegido para la implementacion y evaluacion de los modelos, detallando las
configuraciones de hardware, conjuntos de datos y algoritmos utilizados. En el Capitulo 4 se
expone la validacion de la solucién propuesta, presentando los resultados obtenidos y una
discusion respectiva. Finalmente, en el Capitulo 5 se presentan las conclusiones del trabajo
realizado.

Traduccién propia.
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CAPITULO 1
DEFINICION DEL PROBLEMA

El diseno de secuencias de proteinas de novo, como se mencioné en la Introduccién, es
una subarea de la bioinformatica de ya larga data. Como tal, es uno de dos acercamientos
al problema del disefo racional de proteinas, siendo el otro el redisefio de proteinas (i.e.,
desarrollar variantes calculadas a partir de una proteina ya conocida), el cual ha mostrado
numerosos casos de éxito por sobre el disefio de novo, debido a las limitaciones compu-
tacionales historicas de este Gltimo [Kortemme, 2024]. En particular, «disefio racional» se
define como la estrategia de crear nuevas proteinas basandose en la habilidad de predecir
funcionalidades y estructuras deseadas; su contraparte es la estrategia de la «evolucién di-
rigida», la cual consiste en la construccién de nuevas secuencias a partir de ciclos iterativos
de mutaciones aleatorias, siguiendo diferentes métodos [Song et al., 2023].

Segln otros autores, se pueden definir tres enfoques histéricos distintos en el dise-
fo de proteinas, en orden cronolégico: el minimalista, el racional y el computacio-
nal [Woolfson, 2021)]. Este ultimo, tradicionalmente, se ha caracterizado por iniciar defi-
niendo una estructura tridimensional que se busca lograr, recurriendo a simulaciones fisi-
cas a nivel atdbmico para, luego, encontrar una secuencia de aminoacidos que se pliegue
a esa estructura. En otras palabras, el disefio de proteinas computacional ha sido defini-
do tipicamente como un problema de optimizacién matematica: «Dada una estructura y
funcion definidas por el usuario, encuentre una o mas secuencias de aminoéacidos de ba-
ja energia que adopten de forma estable la estructura deseada y realicen la funcién defini-
da» [Pan y Kortemme, 2021], donde un algoritmo (e.g., Monte Carlo) busca el minimo global
de una funcion de energia multivariada [Ferruz et al., 2023], lo cual tiene sus limitaciones,
tales como el hecho de que una desviacién de tan solo un angstrom basta para que un disefio
falle (ver Figura ). Sin embargo, los desarrollos en IA y modelos de aprendizaje profundo de
los Gltimos anos han dado lugar al nacimiento de un enfoque generativo para el diseno de
novo, el cual tiene varias ventajas, tales como el descubrimiento de funciones que posible-
mente aln no se han visto en la naturaleza, asi como la aplicacién de principios de ingenieria
en la generacién de secuencias de proteinas [Kortemme, 2024].

Asi, aprovechando el desarrollo de la GenAl, algunos trabajos de disefio de proteinas han
adoptado un enfoque basado en la estructura como punto de partida para disefar nue-
vos plegamientos y proteinas [Anand et al., 2022, Dauparas et al., 2022], mientras que otros
se han centrado en la secuencia de aminoacidos, entrenando grandes modelos genera-
tivos de lenguaje a partir de extensas bases de datos de secuencias [Ferruz et al., 2022,
Nijkamp et al., 2023]. Si bien el progreso en este campo depende de la integracion de di-
ferentes enfoques, como los mencionados, o incluso sobre la funcién final, ya que ninguno
por si solo puede explicar completamente los fenbmenos celulares necesarios para el dise-
fio de proteinas, en el presente trabajo el foco estara en el analisis de grandes modelos de
lenguaje que trabajan con secuencias de aminoacidos.
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Fitness

Figura 2: Representacion 2D del espacio de secuencias versus una funcién de aptitud.
Los enfoques tradicionales de disefio computacional de proteinas aplican algoritmos que
exploran el espacio de secuencias de aminoacidos (sequence space) en busca de aquellas
gue optimicen una funcion de aptitud (fitness function). La seleccién natural ha hecho lo

mismo a lo largo de millones de afios, optimizando proteinas desde una aptitud basal (1) a
una aptitud 6ptima (2) generacion tras generacion. Fuente: Extraido de [Shafee, 2014].

Entre los ya numerosos trabajos que han buscado aplicar técnicas de GenAl en la produc-
cion de secuencias de proteinas de novo, asi como en otras tareas afines, existen autores
que han definido lo que llaman modelos de lenguaje de proteinas (PLMs, por sus siglas en
inglés) [Bepler y Berger, 2021, Ofer et al., 2021)]: LLMs especializados en abordar el proble-
ma del «procesamiento del lenguaje de las proteinas» [Lv et al., 2024]. La idea general es
que, dado que las estructuras primarias de las proteinas son sus secuencias de aminoacidos
y que estas se pueden codificar como cadenas de caracteres, el lenguaje de proteinas sub-
yacente, con todos sus patrones y motivos, es altamente aprendible por los LLMs del estado
del arte. Luego, un LLM convertido en un PLM podria, en teoria, ser capaz de generar pro-
teinas de novo funcionales, explorando rincones del espacio de secuencias de proteinas (y,
posiblemente, de estructuras y funciones) no explorados por la naturaleza.

1.1. Descripcion del problema

Como se mencion6 anteriormente, se han desarrollado diversos LLMs para el procesamiento
del lenguaje de las proteinas. Sin embargo, los trabajos que han dado origen a dichos mode-
los son, en general, muy nuevos, por lo que la existencia de modelos de benchmarking que
permitan decir con cierto nivel de certeza qué modelos son mas 6ptimos que otros y bajo
qué escenarios es escasa. La mayoria del tiempo la implementacién de estos modelos parala
tarea de disenar proteinas de novo no es directa, ya sea por problemas en la documentacién
o en el acceso, lo cual genera una barrera para cientificos y profesionales del area que no
cuenten con las herramientas necesarias para lograr sus objetivos.
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Otro problema observado tiene que ver con el tono utilizado en los articulos que presentan
nuevos modelos que generan proteinas con IA, los cuales suelen ser descritos con grandi-
locuencia por parte de sus autores. Si bien la mayoria de estas publicaciones ya cuentan
con una validacion académica rigurosa, su adopcion practica por parte de usuarios no es-
pecializados en |A suele presentar dificultades significativas. Por ejemplo, los investigadores
gue desarrollaron el modelo ProGen afirmaron que este era capaz de generar proteinas al-
tamente optimizadas en cuestiéon de segundos, las que podrian incluso llegar a rivalizar con
proteinas naturales, las cuales han requerido millones de afios de evolucién para obtener sus
formas actuales [Madani et al., 2023]. Sin embargo, al intentar implementar estos modelos
en escenarios reales, aparecen obstaculos como barreras de licenciamiento, la generacién de
secuencias de proteinas incoherentes al variar algunos parametros o la falta de documenta-
cion. Estas dificultades no solo obstaculizan la aplicacién de estos modelos, sino que también
siembran dudas respecto a su efectividad y a las afirmaciones de sus desarrolladores.

Ademas de lo anterior, existen desafios asociados a la validacion experimental de las se-
cuencias generadas, los cuales afnaden una capa de complejidad mas al proceso de disefo
de proteinas de novo. El mayor desafio consiste en predecir computacionalmente la funcio-
nalidad de las secuencias, ya que la sintesis en laboratorio es costosa: por ejemplo, en este
trabajo se generaron secuencias de 526 aminoéacidos de largo en promedio; luego, producir
una secuencia de novo de ese largo costaria alrededor de USD$2.0008. Entonces, si no existe
certeza respecto a la efectividad de algiin PLM dado en su capacidad de generar proteinas
funcionales, producirlas en laboratorio se vuelve sumamente riesgoso desde un punto de
vista financiero, lo cual merma la confianza de los biélogos y especialistas en la |A para esta
tarea.

Por ello, desde empresas emergentes como AQUIT, quienes propusieron este trabajo, se
plantea como problematica principal la falta de herramientas o trabajos que permitan ana-
lizar y comparar exhaustivamente modelos de IA que producen secuencias de proteinas de
novo, de forma que se puedan utilizar efectiva y eficientemente para promover la innova-
cion biotecnoldgica, tomando en consideracién alcances de tiempo y costo computacional,
asi como condiciones éptimas de ejecucion (cantidad de secuencias de entrenamiento, hi-
perparametros de los modelos, requerimientos de hardware, entre otros). Esta memoria
busca ser un aporte en esta probleméatica mediante el analisis exhaustivo de modelos de IA
de interés presentes en el estado del arte, evaluando su efectividad y determinando el al-
cance de cada uno de ellos. Los resultados de este trabajo permitirdn mitigar riesgos tales
como la adopcion de modelos de IA inadecuados, el desaprovechamiento de su potencial
innovador y la pérdida de confianza en la IA.

Adicionalmente, cabe destacar algunos de los alcances que podrian llegar a tener estos mo-
delos, si es que realmente son capaces de explorar eficientemente zonas desconocidas del
espacio latente de proteinas: nuevos y mejores antibiéticos, tratamientos para enfermeda-

2Se considera el costo de sintetizar el gen artificial para la produccién de la secuencia deseada, procesos de
purificacion y costos de servicio asociados, segiin datos de https://www.abiscientific.com/peptide_
synthesis_price.htmlly https://www.genscript.com/gene_synthesis.html.
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des raras, una produccion de alimentos mas sostenible y, como se mencioné en la Introduc-
cién, un mejor entendimiento de la mecanica subyacente a la formacion de las estructuras
tridimensionales y funcionalidades que caracterizan a las proteinas.

1.2. Objetivos

1.2.1. Objetivo general

Analizar modelos de inteligencia artificial generativa enfocados en la produccién de secuen-
cias de proteinas de novo, pertenecientes al estado del arte, y evaluar su efectividad en base
a métricas que permitan cuantificar computacionalmente la calidad de las secuencias gene-
radas.

1.2.2. Objetivos especificos
O1. Precisar el estado del arte respectivo a modelos de IA generadores de secuencias de
proteinas de novo.

02. Definir computacionalmente las métricas bioquimicas necesarias y, en base a ellas,
disefnar un algoritmo que permita evaluar la calidad de los modelos de IA y de las
secuencias de proteinas que generan.

03. Implementar correctamente cada uno de los modelos de IA del estado del arte elegidos
y evaluarlos seglin corresponda.

04. Determinar, mediante un benchmarking, la plataforma mas efectiva para la generacion
de secuencias de proteinas de novo, evaluando también el alcance de cada una.
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CAPITULO 2
MARCO CONCEPTUAL

El presente capitulo tiene por objetivo la introduccion de los principales conceptos teéricos
y tecnolégicos que sustentan el posterior analisis de modelos de IA generativa, en particu-
lar LLMs, en la producciéon de secuencias de proteinas de novo. Estos conceptos proveen el
contexto necesario para comprender la motivacion, el enfoque de la solucién propuestay la
interpretacién de los resultados obtenidos.

2.1. Inteligencia artificial generativa y aprendizaje profundo

La inteligencia artificial generativa (GenAl, por sus siglas en inglés) es un concepto amplio
gue agrupa a todas aquellas técnicas basadas en IA que se enfocan en la generacién de
contenido. Actualmente, este contenido puede variar desde texto escrito hasta salidas mas
complejas como imagenes, audio y videos.

Historicamente, ha existido una clara distincion entre modelos de IA discriminativos y gene-
rativos. Una analogia comun es que entrenar un modelo discriminativo es como ensefarle a
un nifo muchas imagenes de perros y gatos para que, luego, al ver una nueva imagen, pue-
da decidir a qué categoria corresponde; mientras que, por otro lado, entrenar un modelo
generativo es similar, pero, en vez de lo anterior, se le pide al nifio que dibuje un perro o un
gato basadndose en lo que ha visto. Los modelos generativos, en principio, se clasifican como
aprendizaje no supervisado, ya que aprenden la distribucion de probabilidad subyacente a
los datos, sin que estos vengan acompanados de una etiqueta especifica.

2.1.1. Redes neuronales profundas

Actualmente, la tecnologia detras del gran éxito que han tenido los modelos de GenAl son
las redes neuronales profundas. Una red neuronal profunda es una serie de multiples capas
de «neuronas»: unidades basicas de computacion que reciben una entrada x, calculan una
combinacion lineal de cada dimensién de la entrada y generan una salida y, luego de aplicar
una funcién de activacion que determina la intensidad de la salida (ver ejemplo en la Figu-
rafd). Las redes neuronales profundas modernas pueden llegar a contener mas de cien capas
ocultas (i. e., la «profundidad» de la red) con miles de neuronas cada una (i. e., el «ancho»
de la red), donde los coeficientes o «pesos» utilizados en cada combinacién lineal a calcular
son los parametros del modelo.

Un modelo de aprendizaje profundo es aquel que utiliza una arquitectura de red neuronal
profunda para aprender de un conjunto de datos, ya sea de forma supervisada o no super-
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Figura 3: Ejemplo de red neuronal con dos capas de profundidad.
Cada capa contiene tres unidades ocultas o «neuronas». Fuente: Extraida de [Prince, 2023].

visada. Existen distintas arquitecturas en la literatura actual para el aprendizaje de variados
tipos de tareas, pero todas tienen en comun la utilizacién de una funcién de pérdida, la cual
cuantifica la diferencia entre la salida actual producida por la red y la salida esperada, y al-
gun algoritmo de optimizacién para encontrar el conjunto de valores de los parametros que
minimiza el valor de la funcion.

Para minimizar el valor de la funcién de pérdida, i. e., que la red «aprenda», se utiliza un
conjunto de datos de entrenamiento. Cada ejemplo de entrenamiento atraviesa la red, ob-
teniendo un valor conocido como train loss utilizando la funcién de pérdida. Luego, el algo-
ritmo de optimizacion intenta modificar los pesos de la red en la direccién que disminuye la
train loss. Cuando la red ha visto todos los ejemplos de entrenamiento, se utiliza un conjunto
de datos de validacion independiente para evaluar el desempeno actual de la red, utilizando
la misma funcion de pérdida para obtener un valor conocido como validation/test loss, pero
sin propagar cambios a los pesos. Este ciclo de entrenamiento y validacion se repite un de-
terminado nimero de veces y, en algunos casos, se realiza una evaluacion del modelo final
con otro conjunto independiente llamado conjunto de datos de prueba. En la literatura no
existe un acuerdo sobre la diferencia entre los conceptos de validacién y prueba, pero en es-
te trabajo se denominara «validaciéon» al conjunto apartado para evaluar el desempefio dela
red entre cada ciclo, mientras que la evaluacion final se realizara siguiendo un procedimiento
a explicar en el Capitulo 3.

Los algoritmos que optimizan la funcién de pérdida se basan en el algoritmo de backpro-
pagation® para calcular las derivadas de la funcion de pérdida al final de cada ciclo de en-
trenamiento. Una de los primeros algoritmos de optimizacién fue el descenso de gradien-
te estocastico. Su implementacion mas utilizada hoy en dia es el algoritmo Adam (del in-
glés Adaptive moment estimation, i. e., «estimacion de momento adaptativo»), el cual uti-
liza dos hiperparametros adicionales para desarrollar un método que ajusta los paradmetros
del modelo eficientemente, tomando en cuenta el historial del gradiente de cada uno, per-
mitiendo una convergencia mas suave hacia los parametros 6ptimos [Prince, 2023]. Una
variante ampliamente utilizada en contextos donde la regularizacion es clave es AdamW,
que modifica el término de decaimiento de pesos para mejorar la generalizacion del mode-
lo [Loshchilov y Hutter, 2017].

3 «Retropropagacién» en espafiol, aunque poco usado.
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Todos los elementos anteriores dotan a los modelos generativos de la capacidad de apren-
der la distribucién de probabilidad de los datos a tal punto que, luego, al recibir una entrada
especifica, pueden generar salidas novedosas y coherentes con base en las distribuciones
aprendidas. Por ejemplo, un modelo entrenado sobre textos en espafiol aprendera que cier-
tas palabras tienen mayor probabilidad de seguir a otras en un texto, que ciertas estructuras
o estilos son mas preferibles a otros dependiendo del contexto, entre otros elementos que,
luego, podra utilizar para producir contenido nuevo y coherente. Este mismo acercamiento
es particularmente aplicable al dominio de las proteinas, como se ha mencionado anterior-
mente. Por ello, los modelos de inteligencia artificial generativa analizados en este trabajo
corresponden a grandes modelos de lenguaje.

2.2. Grandes modelos de lenguaje

Un gran modelo de lenguaje (LLM, por sus siglas en inglés), también llamado modelo exten-
so de lenguaje, es una arquitectura de aprendizaje profundo usualmente clasificada como
GenAl que es entrenada para aprender los patrones y caracteristicas del «lenguaje natural»
(i. e., el lenguaje hablado por los humanos) a partir de un gran conjunto de datos. Estos
modelos pueden realizar multitud de tareas al recibir prompts o entradas en lenguaje na-
tural y ya son ampliamente utilizados como chatbots, agentes, asistentes para programar,
estudiar y crear contenido personalizado en general [Sandhu, 2024]. Por otro lado, también
han permitido estudiar por analogia fendmenos emergentes como el lenguaje mismo y el
razonamiento. Actualmente, su gran desempeio se debe casi en su totalidad al mecanis-
mo de atencion y a la arquitectura de redes neuronales profundas conocida como transfor-
mers [Bahdanau, 2014, Vaswani et al., 2017]. El sistema mas exitoso de este tipo hasta la fe-
cha hasido la serie GPT de OpenAl; su plataforma en linea, ChatGPT, gand mas de cien millo-
nes de usuarios en solo dos meses desde su lanzamiento en noviembre de 2022, el crecimien-
to mas rapido de la cantidad de usuarios de alguna aplicacion en la historia [Milmo, 2023].

Lo que hace «extensos» a estos modelos de lenguaje es la cantidad de parametros que con-
tienen sus redes neuronales profundas subyacentes, alcanzando nimeros del orden de las
decenas a centenas de miles de millones. No existe una regla o acuerdo universal al respec-
to, pero algunos expertos han propuesto que, para que un modelo de lenguaje sea extenso,
este debe contener al menos 10 mil millones de parametros [Zhao et al., 2025]. De todas
formas, se requieren recursos computacionales significativos para ejecutar modelos de ese
tamano, por lo que en este trabajo se limité el anélisis a modelos de menor tamano, pero
gue igualmente pueden denominarse LLMs debido a su arquitectura.
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2.2.1. Modelos de lenguaje autorregresivos

La mayoria de los LLMs, incluyendo aquellos analizados en este trabajo, son modelos de len-
guaje autorregresivos?. Su principal caracteristica es la prediccion de la siguiente palabra o
token en una secuencia en base a las palabras previas dadas como prompt. Formalmente, da-
do un conjunto de tokens en una secuencia t1, to, . .., ty (i. €., un trozo de texto), un modelo
autorregresivo aprende la distribucién de probabilidad conjunta de la secuencia segun:

N
P(t1, b2, tn) = [ [ P(talts, .. tos) (1)

n=1

Este enfoque permite que los modelos generen secuencias coherentes y contextualmente re-
levantes, ya que cada token generado depende de todos los tokens anteriores [Prince, 2023].

La definicién anterior se utiliza para encontrar una funcién de pérdida adecuada. En particu-
lar, al entrenar un modelo autorregresivo se sigue el principio de maxima verosimilitud, i. e.,
se busca encontrar un conjunto de parametros 6ptimos 0 tal que la probabilidad conjunta
de cada secuencia real se maximice, es decir:

N
0 = argmax[P(t1, ..., ty|0)] = arg max H P(tolt1, ... ta_1;6) (2)
0 0

n=1

Pero la productoria de probabilidades es numéricamente inestable, por lo que se trabaja con
la suma de sus logaritmos, que es equivalente:

N
0 = arg max logP(t,|t1,... ,tn_1;0 (3)
89 Z g ( |1 1 )

n=1

La expresion entre corchetes en la ecuacion anterior se puede transformar en una funciéon
de pérdida al multiplicar por (—1), obteniendo asi una funcién tal conocida como entropia
cruzada (o cross-entropy en inglés):

N
0 = argmin —ZlogP(tn|t1,...,tn_1;9) (4)
o n=1

/

P
Entropia cruzada

La entropia cruzada es una medida de la incertidumbre en la diferencia entre una distribu-
cion de probabilidad real de cada token y una distribucion modelada [Prince, 2023]. Al ser
utilizada para el entrenamiento de un LLM, se dice que su objetivo es el modelamiento cau-
sal del lenguaje [Lv et al., 2024].

“El término «autorregresivo» proviene originalmente del analisis de series temporales en estadistica y eco-
nometria [Kendall, 1952], siendo bastante posterior su adaptacion al &mbito del procesamiento de lenguaje
natural.
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Una vez entrenado un LLM autorregresivo, se puede tomar una secuencia de tokens gene-
rada por él y utilizar el modelo para calcular su perplejidad, i. e., una medida de la incer-
tidumbre presente en las predicciones de un modelo. Se calcula como la exponencial de la
entropia cruzada de la secuencia (ver ecuacion f) y se interpreta como la cantidad de tokens
de entre los cuales esta eligiendo el modelo para predecir cada token siguiente. Por ello, una
baja perplejidad indica que el modelo estd mas seguro respecto a sus decisiones al generar
la secuencia en cuestion, es decir, estd menos perplejo [Das Gupta, 2025].

N
Perplejidad(ty,...,tn) = exp |— Z log P(t,|t1, ... tn_1;0) (5)
n=1

2.2.2. Hiperparametros en el entrenamiento de un LLM

En la subseccion se mencionaron los conceptos de profundidad y ancho de una red
neuronal profunda. Ellos corresponden a ejemplos de hiperparametros de un modelo, los
cuales son cantidades que se definen antes de aprender los parametros del modelo y afectan
el alcance y el desempefio de dicho aprendizaje. No existen reglas claras para la eleccién de
hiperparametros éptimos, por lo que es una practica comun entrenar el mismo modelo varias
veces con distintas combinaciones de hiperparametros hasta encontrar la que dé un mejor
desempeno en el modelo final [Prince, 2023].

Un hiperpardmetro relevante es el batch size o tamano de lote. Al entrenar un LLM, se sub-
divide el conjunto de secuencias de entrenamiento en un nimero fijo de batches (palabra
inglesa para «lotes») aleatorios de secuencias: todas las secuencias de un batch son proce-
sadas de forma simultanea por el modelo. A mayor tamario de cada batch el modelo tendra
mayor contexto a su disposicién, por lo que podra converger mas rapido. Sin embargo, existe
un compromiso entre el tamano de batch y los recursos computacionales disponibles, por lo
que este hiperparametro debe ser optimizado.

Por otro lado, la tasa de aprendizaje, o learning rate, también es de gran importancia, ya que
define la «velocidad» con la que el modelo convergera o no a un conjunto de pardmetros 6p-
timos. En particular, el gradiente de la funcion de pérdida es el operador matematico que
le indica al modelo cuanto debe cambiar sus parametros en cada iteracién para acercarse al
6ptimo; la tasa de aprendizaje controla la magnitud de esos cambios. Una tasa de aprendi-
zaje pequefa puede estancar al modelo en 6ptimos locales, mientras que una grande puede
saltarse los 6ptimos. Por ello, se debe elegir con mucho cuidado.

Muchos algoritmos implementan una tasa de aprendizaje planificada, de tal forma que par-
ten con un valor alto para ayudar al modelo a explorar el espacio de parametros, para luego
disminuirlo a un valor mas fijo con el objetivo de ir afinando los pesos. Una alternativa es el
uso de warmup steps, i. e., se define un nimero de pasos iniciales en los que la tasa crece
gradualmente desde cero hasta un valor deseado, a partir del cual se sigue una planifica-
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cion definida por el resto del entrenamiento; esto evita inestabilidades al inicio del entre-
namiento [Kalra y Barkeshli, 2024]. Por otro lado, algoritmos de optimizacion como Adam
introducen hiperparametros adicionales que deben ser optimizados también [Prince, 2023].

Un ciclo en el cual el modelo procesa todos los batches en que se subdividié el total de
las secuencias de entrenamiento y modifica sus pesos acorde al gradiente de la funcion de
pérdida y su tasa de aprendizaje correspondiente se denomina epochE. Utilizar demasiados
epochs puede producir sobreajuste en el modelo (i. e., memorizacion de las secuencias de
entrenamiento y poca capacidad de generalizar), mientras que muy pocos, dependiendo del
tamano del conjunto de entrenamiento, pueden provocar subajuste (i. e., incapacidad de
obtener un aprendizaje relevante de las secuencias de entrenamiento).

Existen, naturalmente, otros hiperparametros que afectan el desempefio final de un modelo.
El tamaino de los conjuntos de entrenamiento y validacién es uno de los mas importantes,
existiendo relaciones de dependencia con hiperparametros como los mencionados anterior-
mente, pero a veces no se tiene total control sobre ellos. Por otro lado, la arquitectura de
un LLM puede traer consigo otros hiperparametros particulares que también deben ser op-
timizados para mejorar el desempeno del modelo, complejizando el espacio de blsqueda.

2.2.3. Transformers: Attention is all you need

Al inicio de esta seccion se menciono que la arquitectura de LLMs conocida como transfor-
mers fue crucial para el desarrollo de modelos de lenguaje exitosos. En su origen, su principal
aplicacién era la traduccién entre diferentes lenguajes humanos, pero hoy en dia encuentra
varias otras aplicaciones. Ejemplos relevantes son las conversiones entre audio y texto, tex-
to e imagenes, asi como el andlisis de lenguajes con patrones desconocidos, como el de las
proteinas. Sus autores demostraron que un modelo de lenguaje solo necesitaba el meca-
nismo de atencion para obtener buenos resultados, dejando obsoletos modelos anteriores
basados en redes neuronales recurrentes o convolucionales [Vaswani et al., 2017].

La motivacién detras del concepto de «atencion» se puede entender con el siguiente ejem-
plo:

«El restaurante se negd a servirme un sandwich de jamén porque solo cocina
comida vegetariana. Al final, solo me dieron dos rebanadas de pan. Su ambiente
era tan bueno como su comida y su servicio.»g

Un buen modelo de lenguaje debe ser capaz de determinar si dicha frase es positiva o ne-
gativa o responder a preguntas como «¢El restaurante sirve bistec?». Para ello, debe poder

SPalabra prestada del griego epoché, literalmente «pausa» o «detencién», con el significado filoséfico de
un momento de reflexién en torno a algo que se considera o examina. Ver https://www.britannica.com/
topic/epoche.

%Ejemplo adaptado de [Prince, 2023].
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codificar la informacién de una forma que no sea computacionalmente intensiva, adaptarse
a entradas de diferente largo y, especialmente, entender sutilezas seméanticas como el he-
cho de que «solo cocina» y «me dieron» hacen referencia (i. e., ponen atencion) al sujeto «el
restaurante».

La arquitectura original de un transfomer incluye una capa de codificacién (encoder) para ob-
tener una representacién interna del prompt, tal que capture su significado y contexto, y otra
de decodificaciéon (decoder) que se encarga de aprender a generar nuevos tokens de forma
autorregresiva. Los LLMs que generan proteinas analizados utilizan arquitecturas decoder-
only, ya que su interés esta solo en el modelamiento causal del lenguaje (ver ejemplo en
Figura @) [Hrban 'y Hoksza, 2024].

Word Transformer with Linear + Probability of
embeddings masked attention softmax target token
pmmmm—————— ~, b

<start>— T T T T T+ ~C | [ ~(C I
It—[T T T T TH -~ =~ I takes
takes—-iL T [ [ [ [ ] (O (<K ~( [ great
great—i[ [ [ [ [ ]| P B - —»(:—»EED [ courage
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Figura 4: Arquitectura decoder-only tipo GPT3.

Los tokens son transformados a word embeddings, los cuales atraviesan una serie de capas
transformer que usan atencién enmascarada: cada posicion en la secuencia solo puede
atender a su propio embedding o el de los tokens precedentes, con el objetivo de
maximizar la probabilidad modelada del siguiente token en la secuencia, lo cual
corresponde a una tarea autorregresiva. Fuente: Extraida de [Prince, 2023].

El primer paso en un modelo que usa transformers es la construccion de word embeddings?
a partir de los tokens de entrada. Cada transformer cuenta con un tokenizador, el cual se
encarga de dividir la entrada segln un «vocabulario» V de posibles tokens, y una matriz de
embeddings Q. € RP*IVI siendo D el embedding size o nimero de dimensiones en las
cuales se proyectan los tokens. De esta forma, los word embeddings se calculan como X =
Q.T, siendo T € RVI*N una matriz donde la n-ésima columna corresponde al n-ésimo token
y contiene un uno en la casilla del token correspondiente en el vocabulario y ceros en todas
las otras casilas. Los parametros de €2, se aprenden durante el entrenamiento y son cruciales
para que el modelo capture el significado semantico de los tokens [Prince, 2023]. Una de las
versiones de GPT-2, por ejemplo, utiliza un vocabulario de 50 257 tokens proyectados en un

7Una posible traduccién al espafiol es «encaje léxico», pero en el area se suelen utilizar los concep-
tos en inglés directamente por convencion. Ver https://www.hpe.com/lamerica/es/what-is/word-
embedding.html.
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espacio de 768 dimensiones, dando un total de 38.6 millones de pardmetros solo para esta
matriz [Radford et al., 2019, Koti, 2024].

Luego, la matriz de word embeddings X atraviesa una serie de K capas de transformers con
atencion enmascarada, como se observa en la Figura [. Al principio, cada columna de X
contiene el significado semantico de cada token por si solo (en el caso de un modelo preen-
trenado), pero las capas transformer se encargan de aplicar el mecanismo de atencion con
una «mascara» que obliga a cada token a poner atencién solo en si mismo y en los tokens
precedentes, de tal forma que los embeddings codifiquen informacién contextual de forma
autorregresiva. Este mecanismo también es denominado self-attention en inglés.

Finalmente, los embeddings de salida son transformados linealmente al tamafo del voca-
bulario y una funcién softmax se encarga de normalizar los puntajes obtenidos por cada
posible token a probabilidades, eligiendo aquel con la probabilidad mas alta. Durante el en-
trenamiento, la funcién de pérdida de entropia cruzada se encarga de maximizar la suma de
las log-probabilidades para cada token tomando en consideracion el token real que sigue en
cada secuencia de entrenamiento.

2.2.4. Estrategias para muestrear desde un LLM

La tarea de generar salidas novedosas utilizando un LLM basado en transformers, una vez en-
trenado sobre un corpus textual adecuado, se reduce a entregarle como entrada un prompt
(el cual puede ser vacio o, también, un solo token que indique el inicio de una secuencia)
y dejar que el modelo genere probabilidades para el token siguiente, eligiendo el més pro-
bable o muestreando desde la distribucion generada segln diferentes estrategias. Luego, la
secuencia concatenada con el token elegido por el modelo es entregada como entrada nue-
vamente, y asi sucesivamente hasta algun criterio de término dado, como un largo maximo
de secuencia o que el mismo modelo elija un token que represente el final de la secuen-
cia [Prince, 2023].

En primer lugar, la eleccién greedy del token mas probable en cada paso es un proceso de-
terminista y no le da espacio al modelo para ser «creativo». Beam search es una técnica
que intenta abordar esto al implementar una heuristica que evalla los £ mejores candidatos
en cada paso antes de elegir el siguiente token, pero también es un proceso determinis-
ta [Ferruz et al., 2022].

Para fomentar la generacién de salidas creativas y novedosas se utilizan técnicas de muestreo
aleatorio. La estrategia top-k sampling elije al azar el siguiente token de entre los k tokens
con las mejores probabilidades. Por otro lado, top-p sampling elije el siguiente token de
entre el conjunto mas pequeno posible cuyas probabilidades acumuladas sumen un umbral
pl, teniendo la ventaja de que la cantidad de tokens posibles en cada paso varia dependiendo

8Notar que un valor de p = 1 implica elegir de entre todos los tokens posibles, por lo que este debe ser
menor para que impacte en la eleccion.
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de la certidumbre del modelo [Chornyi, 2024].

También existen estrategias que escalan los logits, i. e., los valores de las predicciones crudas,
previo a la normalizacion con una funcién softmax. La temperatura 7' es una de ellas: si
T < 1, se aumenta la probabilidad de los tokens con mejor puntaje, haciendo al modelo
mas conservador y predecible; si 1" > 1, se aplana la distribucién de probabilidad, haciendo
al modelo mas aleatorio y creativo [Chornyi, 2024]. Por otro lado, las penalizaciones por
repeticion reducen la probabilidad de elegir tokens que hayan aparecido recientemente en
el texto generado [Siddique, 2023].

2.2.5. Costos computacionales y optimizaciones

La implementaciéon de un LLM basado en transformers y el mecanismo de atencién es muy
costosa. En primer lugar, se requiere de un conjunto de entrenamiento lo suficientemente
grande, idealmente en el orden de las miles o millones de secuencias. Luego, la arquitectu-
ra misma del entrenamiento de estos modelos requiere paralelizar el proceso: cargar la red
neuronal con todos sus parametros a la memoria y procesar las secuencias de cada batch de
forma concurrente. Adicionalmente, el tamafo de la ventana de contexto deseada (i. e., el
largo de cada secuencia de entrada) tiene una complejidad espaciotemporal cuadratica de-
bido al mecanismo de atencion [Duman Keles et al., 2023]. Lo anterior crea la necesidad de
acceder a maquinas con una gran capacidad de cémputo, pero los costos asociados generan
una barrera de acceso, por lo cual se han desarrollado diferentes enfoques para reducir y
optimizar costos.

El primero, y el mas directo, es el ajuste fino. Un LLM con millones o miles de millones de
parametros es preentrenado sobre un corpus textual masivo y diverso con el objetivo de
aprender patrones y generalidades de uno o mas lenguajes especificos. Luego, un usuario
puede tomar el modelo resultante y volver a entrenarlo sobre un conjunto de secuencias
mas pequefio y con un contenido mas especifico, con el objetivo de «ajustar finamente»
los pesos del modelo, sesgandolo hacia el contenido del nuevo conjunto de entrenamiento.
Si bien este proceso requiere, en principio, la carga en memoria de todos los parametros
del modelo original, los costos asociados disminuyen considerablemente, ya que se puede
reutilizar el esfuerzo computacional del preentrenamiento del modelo para adaptarlo a una
tarea mas especifica.

Un tipo especial de ajuste fino para LLMs es el ajuste de instrucciones. Esta es una técnica
que busca combinar el objetivo de prediccién autorregresivo de un LLM con el objetivo de los
usuarios de que estos modelos se adhieran a instrucciones especificas, mejorando el control
sobre las salidas esperadas. Para lograr esto, se reentrena el modelo con un conjunto de pa-
res (instruccidn, salida), dondelainstrucciénsedaenlenguaje naturalylasalida
en el lenguaje objetivo, e. g., lenguaje de proteinas o lenguaje natural [Zhang et al., 2024].
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En la misma linea, se han propuesto métodos de ajuste fino que buscan hacer mas eficien-
te el proceso a través del desarrollo de algoritmos de entrenamiento que trabajen solo con
un subconjunto del total de los pardmetros de un modelo extenso. Esto es conocido como
«ajuste fino eficiente en parametros» o PEFT, por sus siglas en inglés [Han et al., 2024]. Una
técnica PEFT desarrollada especificamente para trabajar con LLMs basados en transformers
es la «adaptacion de bajo rango» o LoRA, por sus siglas en inglés. Los autores de LoRA sos-
tienen que, cuando se adapta un LLM preentrenado para la ejecucion de tareas especificas,
el espacio de pardmetros que el modelo realmente utiliza es mucho menor que el nime-
ro total de parametros disponibles, por lo que es posible «congelar» los pesos del modelo
original y, en vez de calcular los gradientes para todos ellos (una matriz AW), el calculo se
realiza sobre dos matrices de bajo rango, B y A, las cuales se inyectan en cada capa densa
de una arquitectura transformer, cuyo producto se convierte en la matriz AW. Esto permi-
te entrenar un nimero drasticamente menor de pardmetros en el ajuste fino. Luego, para
la inferencia, las matrices BA se fusionan explicitamente con los pesos preentrenados del
modelo, permitiendo que el paso hacia adelante ocurra sin introducir latencia adicional en
comparaciéon con un modelo ajustado sin adaptaciones [Hu et al., 2022].

Por otro lado, existe una técnica conocida como acumulacion de gradientes, la cual permite
simular un batch size superior al soportado en un entorno con un tamano de memoria in-
suficiente. Procesar secuencias en lote es vital para aprovechar el paralelismo del hardware
especializado, como GPUs (Graphics Processing Units) y TPUs (Tensor Processing Units), es-
tabilizar y regularizar el entrenamiento y maximizar tanto la velocidad como la calidad de los
LLMs basados en transfomersy self-attention. Normalmente, cuando un batch de secuencias
atraviesa toda la red neuronal de un LLM, se calculan los gradientes de cada peso respecto a
la funcion de pérdida para ejecutar su actualizacién correspondiente. Al utilizar acumulacién
de gradientes, en cambio, se almacenan y acumulan en una matriz adicional los cambios en
los gradientes por una cantidad determinada de pasos, para actualizar los pesos solo poste-
riormente, lo cual tiene el mismo efecto que si se tratara de un solo batch con un tamafno
efectivo equivalente al producto entre el batch size y la cantidad de pasos de acumulacién
de gradientes.

Varios otros métodos y algoritmos han sido desarrollados con el objetivo de ha-
cer mas eficiente el entrenamiento y el ajuste fino de LLMs. Entre ellos se des-
taca el uso de precision mixta [Micikevicius et al., 2017], librerias de optimizacion
como DeepSpeed [Majumdery Proskurin, 2021], puntos de control de gradien-
te [Chen et al., 2014] y, mas recientemente, optimizaciones del mecanismo de atencion
como Flashattention [Dao, 2023].

2.3. Proteinas

Una proteina es una biomolécula basica que tiene un papel fundamental en todos los pro-
cesos biologicos, tales como: el metabolismo, el transporte de oxigeno, el desarrollo y el
crecimiento de los organismos, incluso en la produccién de otras proteinas. Es, a su vez, una
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macromolécula cuya estructura primaria corresponde a una o mas secuencias lineales de
aminoacidos.

Un aminoacido es una molécula organica indispensable para la vida conocida en la Tie-
rra. Se han descubierto mas de quinientos tipos de aminoacidos en la naturaleza, incluso
en otros cuerpos celestes [Naraoka et al., 2023], pero solo veintidds estan codificados en
el ADN, los cuales se identifican de forma estandarizada con veintidés letras del abeceda-
rio latino [IUPAC, 1968]. Estas moléculas presentan una estructura quimica comun que les
permite encadenarse entre si (ver Figura B): un atomo central de carbono unido a uno de
hidrégeno, un grupo amino y un grupo carboxilo en cada extremo (los cuales se encargan
de formar enlaces con otros aminoacidos, denominados enlaces peptidicos), y una cadena
lateral (grupo R). Esta Gltima es la parte variable del aminoacido, la cual le otorga distintas
propiedades fisicoquimicas (e. g., hidrofobia, polaridad, acidez, etc.).

Las secuencias de aminodcidos que se forman al encadenarse estos entre si se pliegan so-
bre si mismas producto de sus propiedades fisicoquimicas, dando lugar a las proteinas (ver
Figura§), las cuales pueden contener desde decenas hasta miles de aminoacidos. Las estruc-
turas tridimensionales finales de las proteinas dependen directamente de las secuencias de
aminoacidos subyacentes, y son estas las que definen sus funciones y propiedades.

H H o
N Y
N—C——0~C
/ | \O/H
H R
amino acido carboxilico

Figura 5: Estructura general de los aminoacidos.
Fuente: Wikimedia Commons.
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Niveles de organizacion de las proteinas

Estructura primaria de las proteinas
Es la secuencia de una cadena de aminoacidos

Hoja plegada Hélice alfa

Estructura secundaria de las proteinas
‘ ocurre cuando los aminoacidos en la secuencia
‘ interactdan a través de enlaces de hidrégeno

Hoja plegada
Estructura terciaria de las proteinas
ocurre cuando ciertas atracciones estan presentes

entre hélices alfa y hojas plegadas
4"~ Hélice alfa yReored

Estructura cuaternaria de las proteinas
es una proteina que consiste de mas de
una cadena de aminoé&cidos

Figura 6: Niveles de organizacion de las proteinas.
Fuente: Institutos Nacionales de Salud de EE.UU. via Wikimedia Commons.

2.3.1. Familias de proteinas y dominios conservados

Las proteinas se agrupan segun sus relaciones evolutivas mediante las llamadas familias de
proteinas. En la mayoria de los casos, se relacionan directamente con una familia de genes,
ya que un gen es una secuencia de ADN que codifica una proteina. Las proteinas de una mis-
ma familia descienden de un mismo ancestro en comun y poseen estructuras tridimensiona-
les, funciones y secuencias significativamente similares (ver Figura [/d). Las familias pueden
agruparse a su vez en «superfamilias», donde aparecen proteinas que pueden no tener una
similitud de secuencia significativa, pero si de estructura y/o funcién.

La similitud estructural presente en las proteinas de una misma familia puede explicarse por
la existencia de dominios conservados (DCs). Un dominio proteico es una parte de la secuen-
cia de aminoacidos de una proteina que puede estabilizarse y plegarse por si sola, formando
una estructura tridimensional compacta, la cual suele corresponderse con una funcién es-
pecifica. Los dominios pueden tener un largo de entre 50 y 250 aminoacidos y pueden con-
siderarse unidades modulares, las cuales son utilizadas por la evolucion para construir las
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proteinas (ver Figura [/B) [Xu'y Nussinov, 1998]. Las proteinas de una misma familia pueden
contener varios dominios, pero aquellos que se tienen en comun corresponden a «motivos»
gue se han conservado a lo largo de la evolucién, por lo que se utilizan como un criterio para
determinar la pertenencia de una proteina a una familia especifica.
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(a) Ejemplo de un dominio conservado en (b) Visualizacién de tres dominios en la pro-
una familia de proteinas, la ciclofilina. teina piruvato quinasa.

Figura 7: Dominios proteicos y familias de proteinas.
Fuente (a): Extraido de [Davis et al., 2010]. Fuente (b): Wikimedia Commons.

2.3.2. Formato FASTA

El estandar para trabajar computacionalmente con las secuencias de aminoacidos de las pro-
teinas es el formato FASTAZ. Corresponde a un formato que utiliza letras del abecedario la-
tino para almacenar secuencias de nucleétidos o aminoacidos en archivos de texto plano.
Un registro FASTA comienza con una descripcion de una sola linea, la cual inicia con el carac-
ter «>», seguida de una o mas lineas con la secuencia correspondiente.@ La descripcion de
una secuencia de aminoacidos usualmente contiene identificadores estandarizados, como
el cédigo de acceso en una base de datos publica o la familia de la proteina (ver ejemplo en
el Listado l); sin embargo, esto no es mandatorio.

? «<FASTA» viene del inglés fast (rapido) y all (todo). El formato en si es el legado de un software de alinea-
miento de secuencias homénimo [Lipman y Pearson, 1985].
OVer https://zhanggroup.org/FASTA/ para una descripcion detallada del formato.
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Listado 1: Ejemplo de un registro FASTA de una secuencia de aminoacidos.

>A0AO09GZY2|PF00083(51...437) |Major facilitator superfamily (MFS) profile domain-containi...
MDLVSRIQNLPIGKFHYTLLWVVGLGWMFDAMDTGIIAFIMTTLVKDWALTPAESGWIVSIGFVGMAIGAVCSGALADRF
GRKTIFAITMAIYSIATALCAFAPDLKWLLIFRFIVGLGLGGQLPVAVTLVSEYIPAHVRGRFIVLLESFWGLGWLVAAL
ISYFIIPKFGWHIAFLMGGLPLIYILVIWKKLPESIPYLINRGRVEEAHALVQKLEAQAGVQIVHHIEVVPVAMRQKVSF
KQLWSGQFARRSLMLWLIWFGIVYSYYGIFTWLPSLLVKQGYDIVKSFEYVLLMILAQLPGYLAAAWFVERLGRKITLAA
FIGFCALSAYFFGQADSVNSIMFWGCLMSFFNLGAWGVLYTYTPEQYPANIRAFGSGWASAMGRLGGILAPIVVTHMMVS
KNGFSHVFMMFTIVLLLVAAVILILGEETQGKRLESIGL

2.3.3. Meétricas de similitud de secuencias

Desde la bioinformatica se han desarrollado varios algoritmos que buscan cuantificar la si-
militud existente entre dos secuencias de aminoacidos distintas. Métricas para cadenas de
caracteres que no consideren el contexto biolédgico (e. g., la distancia de Levenshtein) no
sirven para este efecto, ya que, por ejemplo, podria sustituirse cada aminoacido en una se-
cuencia por otro que tenga propiedades fisicoquimicas similares y obtener asi una proteina
distinta pero similar a la original, lo cual deberia tomarse en consideracién al momento de
compararlas.

En general, se busca realizar un alineamiento de secuencias, consistente en tomar dos o mas
secuencias de aminoacidos y «alinearlas» de forma que las posiciones homélogas queden
frente a frente (ver ejemplo en Figura ). Al revisar un alineamiento, una métrica basica es el
porcentaje de identidad, el cual cuenta el nUmero de aminoacidos idénticos en cada region
alineada y lo divide por el largo total de cada regién.

Histone H1 (residues 120-180)

HUMAN KKASKPKKAASKAPTKKPKATPVKKAKKKLAATPKKAKKPKTVKAKPVKASKPKKAKPVK
CHIMP KKASKPKKAASKAPTKKPKATPVKKAKKKLAATPKKAKKPKTVKAKPVKASKPKKAKPVK
MOUSE KKAAKPKKAASKAPSKKPKATPVKKAKKKPAATPKKAKKPKVVKVKPVKASKPKKAKTVK

RAT KKAAKPKKAASKAPSKKPKATPVKKAKKKPAATPKKAKKPKIVKVKPVKASKPKKAKPVK

COW KKAAKPKKAASKAPSKKPKATPVKKAKKKPAATPKKTKKPKTVKAKPVKASKPKKTKPVK
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Figura 8: Alineamiento de secuencias de proteinas histonas de diferentes mamiferos.
Las columnas destacadas en gris muestran partes conservadas entre todas las secuencias.
Fuente: Dr. Thomas Shafee via Wikimedia Commons.

Existen algoritmos de alineamiento «global» y «local»; en los primeros se busca comparar la
longitud total de todas las secuencias, mientras que en los segundos se buscan regiones de
maxima similitud dentro de toda la longitud de las secuencias, descartando las partes que
no aportan similitud significativa. Para decidir la relevancia de un alineamiento se utilizan
matrices como PAM (del inglés Point Accepted Mutation) o BLOSUM (del inglés BLOcks of
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amino acid Substitution Matrix), las cuales contienen puntajes que corresponden a la pro-
babilidad de que un aminoéacido sea sustituido por otro basandose en observaciones y/o
extrapolaciones de la evolucion natural [Henikoff y Henikoff, 1992].

Un algoritmo que encuentra alineamientos locales es el de Smith-Waterman, el cual se basa
en programacion dindmica y garantiza la optimizacion de la medida de similitud utilizada (e.
g., una matriz de sustitucion) [Smith y Waterman, 1981)]. Sin embargo, sucesivas heuristicas
se han desarrollado a partir de este algoritmo para abordar los alineamientos locales, ya que
su complejidad temporal y computacional es cuadratica, por lo que no es Util para ser apli-
cado en alineamientos con multiples secuencias en las grandes bases de datos de proteinas
actuales.

El algoritmo heuristico basado en Smith-Waterman mas utilizado hoy en dia es BLAST (del
inglés Basic Local Alignment Search Tool). Este toma una o mas secuencias de consulta y las
compara contra todas las secuencias de una base de datos objetivo. Por cada secuencia de
consulta, el algoritmo ejecuta los siguientes pasos:

1. Fragmenta la secuencia en «palabras» de un tamaino determinado (tres aminoacidos
por defecto).

2. Localiza «semillas», i. e., segmentos de secuencias objetivo que coincidan con las pa-
labras del paso anterior.

3. Extiende las semillas en ambas direcciones mientras la puntuacion siga aumentando,
utilizando una matriz de sustitucién y penalizaciones por gap™.

4. Filtra las extensiones cuyo puntaje sea inferior a un umbral predefinido, descartando
alineamientos que no sean estadisticamente significativos.

BLAST determina la significancia estadistica de un alineamiento local utilizando una matriz
de sustitucion definida por el usuario, siendo BLOSUM62% |a matriz por defecto. Para ello,
se suman las puntuaciones de la matriz y las penalizaciones por gaps en un puntaje bruto
S, el cual se normaliza para poder comparar la significancia de distintos alineamientos, ob-
teniendo un puntaje llamado «bit score» S’. Finalmente, se obtiene una métrica llamada
«E-Value» E segun la siguiente ecuacioén:

E=2""mn (6)

donde m es el largo de la secuencia de consulta y n el largo de las secuencias objetivo. Este
valor tiene la interpretacién de ser el nimero de alineamientos con el mismo puntaje que
uno podria encontrar por azar en la base de datos objetivo; i. e., si el e-value es cercano a

Del inglés para «hueco», espacio introducido en el alineamiento de secuencias que representa una inser-
cién o eliminacién de uno o mas aminoacidos durante la evolucion

12Matriz calculada seglin las sustituciones observadas entre secuencias de proteinas con un maximo de 62 %
de identidad [Eddy, 2004].
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cero entonces el puntaje del alineamiento no puede ser por azar, mientras que si es cercano
a uno o mayor, el puntaje puede haberse obtenido por azar.Z Es el e-value el valor utilizado
como umbral para filtrar las alineaciones encontradas por BLAST.

2.3.4. Software para la identificacion de dominios conservados

Identificar los dominios conservados presentes en una o mas secuencias de proteinas es una
tarea comun en bioinformatica. Por ello, se han desarrollado varias aplicaciones web que
permiten realizarlo de forma eficiente y personalizada a través de interfaces graficas en el
navegador o llamadas a APIs.

Una de las mas reconocidas es la base de datos de dominios conservados (CDD, por sus siglas
en inglés) y herramientas para el analisis de proteinas del Centro Nacional para Informacion
en Biotecnologia de Estados Unidos [Yang et al., 2020]. La bateria de servicios publicamente
disponibles que se ofrecen incluye el buscador de dominios conservados Batch CD-Search,
el cual utiliza RPS-BLAST (Reverse Position-Specific BLAST), una version modificada de BLAST
que utiliza matrices de puntuacién precalculadas sobre una o varias bases de datos de domi-
nios conservados para encontrar alineamientos rapidamente con una o mas secuencias de
busqueda [Marchler-Bauer y Bryant, 2004].

2.4. Diseno de proteinas de novo

Histéricamente, el disefio de proteinas de novo ha sido una gran ambicién de los biélo-
gos. Si bien el lanzamiento del modelo de IA AlphaFold permitié considerar resuelto el pro-
blema del plegamiento de las proteinas, el disefio de proteinas de novo es considerado
una arista del problema de plegamiento «inverso», donde se busca predecir una secuencia
de aminoacidos que se pliegue correctamente a una estructura tridimensional determina-
da [Richardson y Richardson, 1989]. Existen autores que opinan que las proteinas de novo
tienen la ventaja de no acarrear un historial evolutivo, por lo que pueden servir como anda-
mios para la construccion de, virtualmente, cualquier funcion [Ferruz et al., 2022].

En la Introduccion (ver pagina fl) se mencioné que en los primeros intentos de ensamblar
proteinas de novo nacié la bioinformatica y en el Capitulo 1, «Definicion del problema» (ver
pagina f), se destacd que existen dos grandes categorias actuales en las cuales se han apli-
cado modelos de GenAl para producir secuencias de proteinas de novo: modelos basados
en la estructura y modelos basados en la secuencia de aminoacidos, siendo en esta Gltima
categoria donde se puso el foco para el analisis realizado.

BVer https://www.nlm.nih.gov/ncbi/workshops/2023-08_BLAST evol/e_value.html para una
explicacién mas detallada.
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Como se mencioné previamente, los LLMs tienen un gran potencial para aprender el «len-
guaje» de las proteinas y generar avances importantes en el tratamiento de este problema.
Adicionalmente, se menciond que existen autores que proponen que estos modelos podrian
ayudar a explorar partes del espacio de proteinas que no han sido aprovechadas en la na-
turaleza. Por otro lado, existen autores que hipotetizan que la vida en la Tierra ha tenido
suficiente tiempo como para explorar todo el espacio funcional de proteinas (que seria ape-
nas una fraccion del astronémico nimero total de posibles combinaciones de aminoacidos),
pero que muchas de ellas se pueden haber perdido a lo largo de millones de afos debido a
factores externos como catastrofes o extinciones masivas, por lo que no se habrian podido
conservar hasta el tiempo presente [Dryden et al., 2008].

A dia de hoy, se han hecho avances significativos utilizando métodos basados en la estruc-
tura deseada, como con aquellos basados en procesos de difusion [Watson et al., 2023]. Sin
embargo, los métodos basados en LLMs presentan algunas ventajas destacables por sobre
los primeros. En primer lugar, las bases de datos de secuencias de proteinas son mucho mas
grandes que las de estructuras proteicas y, luego, los PLMs permiten que la generacién de
proteinas de novo se realice prescindiendo de la informacion estructural, lo cual es especial-
mente Util cuando esto no se conoce con certeza [Lee et al., 2025]. Por otro lado, existen
varias lineas de evidencia a favor de la idea de que la secuencia de aminoéacidos de una
proteina contiene toda la informacion necesaria para construir su estructura tridimensional
general [Nelson et al., 2019], fundamentando asi la importancia del desarrollo de modelos
que profundicen el entendimiento del lenguaje de las proteinas.

2.4.1. Modelos de lenguaje de proteinas para el disefo de novo

Los LLMs desarrollados para aprender el lenguaje de las proteinas son los denominados mo-
delos de lenguaje de proteinas (PLMs, por sus siglas en inglés). Los avances de los tltimos
anos han demostrado que la capacidad de un LLM de entender un determinado lenguaje es
directamente proporcional a su tamafo, i. e., a medida que crece el nUmero de parametros
de un modelo de lenguaje, mejor desempefio tiene. Esto constituye una gran ventaja para
los PLMs [[Toews, 2023].

En el estado del arte se pueden encontrar varios tipos de PLMs, pero solo algunos utilizan
arquitecturas especificas para el disefio de secuencias de novo. Un estudio reciente clasificé
las aplicaciones de los PLMs actuales en cuatro categorias [Lee et al., 2025]:

1. PLMs entrenados sobre bases de datos de proteinas generales. Pueden ser utilizados
para generar proteinas de todo tipo, asi como también variantes mejoradas de protei-
nas existentes.

2. PLMs especializados para el disefio de proteinas de familias especificas, a través del
entrenamiento sobre conjuntos de datos especializados.
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3. PLMs que usan el ajuste fino y el aprendizaje por transferencia para explotar la infor-
macién aprendida en el espacio de proteinas naturales general y aplicarla en una tarea
especifica.

4. PLMs multimodales para el disefio de proteinas, los cuales incorporan informacion
estructural o de otro tipo para facilitar el diseno.

En la Figura [ se muestra un resumen de esta clasificacion.

Unconditional generation of de novo proteins Protein optimization using likelihoods
s
p::;ciz::n select high
likelihood variants
PLM | —> LASTKLV.. —> M [MASK] S A [MASK] SKG — —,  MGSATSKG
Conditioning on specific contexts Multimodal LMs
Secondary Structure Ve ™ . .
Biomedical Text
\ R
P— PR— \ This protein is an
Zinc finger protein... PR— >
.. RYALG.. Zinc Finger
T t
arg”e Structure
<D — pLM — o> \ ?/t M —
..ASYCGRA... ~MYCAK... o ’ P
Protein family Functi
unction
\ , —> P— \ / ..CKECGRS...
cleavage... —> B
— avalLQw..

Current Opinion in Structural Biology

Figura 9: Tipos de PLMs para la generacién de secuencias de proteinas de novo.

(a) Generacion de secuencias de novo sin condicionar el proceso. (b) Optimizacion de
proteinas generando variantes con alta verosimilitud. (c) Generacién de secuencias
condicionando sobre contextos especificos, como una estructura objetivo o una familia de
proteinas. (d) Generacién de secuencias con PLMs multimodales, recibiendo de entrada
descripciones en lenguaje natural y/o una estructura deseada. Fuente: Extraida
de [Lee et al., 2025].
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CAPITULO 3
PROPUESTA DE SOLUCION

En este capitulo se presenta la propuesta de solucién disefiada para abordar la problematica
principal, tal como fue presentada en el Capitulo 1, la cual se relaciona con la falta de traba-
jos que analicen exhaustivamente modelos de GenAl que producen secuencias de proteinas
de novo. En particular, y en concordancia con los objetivos definidos en la seccién [1.2, se
traza un plan que incluye seleccionar modelos del estado del arte, ejecutar ajuste fino so-
bre ellos utilizando hiperparametros 6ptimos y, finalmente, generar y evaluar secuencias
de novo generadas por los modelos ajustados. Lo anterior se realizara siempre tomando en
cuenta las limitaciones de tiempo y de costo computacional, asi como, también, analizando
la capacidad de los modelos para reconstruir dominios conservados en secuencias genera-
das con un bajo porcentaje de similitud en relaciéon con las secuencias de entrenamiento
utilizadas.

Considerando las definiciones conceptuales descritas en el capitulo anterior, en primer lugar,
se realizé un estudio de modelos de GenAl ad hoc, a partir del cual se decidio limitar el ana-
lisis a tres PLMs del estado del arte, en concordancia con el objetivo especifico O1. Luego, se
ejecutaron pruebas de concepto con la implementacién de los modelos elegidos, aseguran-
do asi un correcto funcionamiento en términos de ajuste fino y de generacién de secuencias
condicionadas, cumpliendo con parte del objetivo especifico O3. Finalmente, se disefid un
plan para la evaluacion de los modelos, el cual incluyé la eleccion y preprocesamiento de
un conjunto de secuencias de entrenamiento pertenecientes a una familia de proteinas es-
pecifica, donde se determinaron métricas bioquimicas robustas para la evaluacion posterior
de los modelos y se desarrolld un algoritmo para su ejecucion, todo en funcion del objetivo
especifico 02.

3.1. Estudio general del estado del arte

Tal como se ha comentado anteriormente, primero se realizé un estudio general del estado
del arte respectivo a modelos de GenAl que generan secuencias de proteinas de novo. De
alli se identificaron las dos categorias mencionadas en el capitulo anterior, i. e., modelos
que aprenden de las secuencias de aminoacidos y modelos que aprenden de las estructuras
tridimensionales.

3.1.1. Modelos que aprenden de las estructuras de las proteinas: modelos de difusién

Desde la vereda de los modelos que aprenden de las estructuras, se destacan aquellos basa-
dos en procesos de difusion. Estos modelos, llamados «de difusion», se basan en la idea de
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«sistematica y lentamente destruir la estructura en una distribucion de datos a través de un
proceso iterativo de difusidn hacia adelante para, luego, aprender un proceso de difusién in-
versa que restaura la estructura de los datos, obteniendo un modelo generativo de los datos
altamente flexible y manejable»E [Sohl-Dickstein et al., 2015]. De esta forma, un modelo de
difusion que aprende a generar proteinas de novo toma una estructura proteica, la convier-
te en ruido vy, luego, aprende un proceso de difusién para revertir el ruido a la estructura
original. En los ultimos anos, los modelos generativos basados en difusién han demostrado
un desempefo superior a modelos con otras arquitecturas previamente dominantes, tales
como las redes neuronales adversarias o los autoencoders variacionales [Guo et al., 2023].

Algunos modelos de difusion destacados son los siguientes:

» RFdiffusion. Es uno de los mas populares, ya que ha sido validado ampliamente y es
de codigo abierto, habiendo demostrado su eficacia en el diseno de secuencias con es-
tructuras y funciones deseadas, tales como sitios de unién de proteinas, sitios activos
enzimaticos y andamiaje de motivos simétricos para el diseiio de proteinas terapéuti-
cas y de unién a metales [Watson et al., 2023].

= Chroma. Modelo programable que combina procesos de difusién con redes neuro-
nales graficas para generar estructuras tridimensionales y secuencias bajo diversas
restricciones, obteniendo eficientemente proteinas novedosas, funcionales y de alta
fidelidad. Las estructuras de mas de 300 proteinas generadas fueron validadas in vi-
vo™ [Ingraham et al., 2023]. Los pesos del modelo estan disponibles gratuitamente
solo para fines no comerciales.

= Genie2. Modelo de codigo abierto caracterizado por el uso de un framework multi-
motivo, permitiendo la generacién de proteinas condicionadas y no condicionadas con
multiples sitios funcionales, sin la necesidad de especificar posiciones ni orientaciones
en el espacio tridimensional [Lin et al., 2024].

La principal desventaja de este tipo de modelos radica en que no fueron disefnados para
poner atencion al lenguaje de las proteinas presente en las secuencias de aminoacidos. Otras
desventajas asociadas fueron mencionadas en la seccion P.4.

3.1.2. Modelos que aprenden de las secuencias de las proteinas: PLMs

Como se menciond anteriormente, los modelos de lenguaje de proteinas (PLMs), i. e., LLMs
gue aprenden directamente el lenguaje de las proteinas, presentan algunas ventajas por so-
bre los modelos de difusién al perseguir la tarea de generar secuencias de proteinas de novo.

“Traduccién propia.
SLocucién latina que, en bioquimica, se refiere a experimentos o estudios realizados dentro de organismos
vivos, e. g., bacterias.
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Entre ellas se incluyen una mejor capacidad para explorar el espacio funcional de las protei-
nas, la masificacién de las bases de datos de secuencias de proteinas y la hipdtesis de que la
secuencia de aminoacidos de una proteina basta para construir su estructura tridimensional.

Algunos PLMs destacados son los siguientes:

s ESMFold. Gran modelo de lenguaje enfocado en la prediccion de las estructuras de
proteinas de novo basandose solamente en la secuencia de aminoacidos. Se desarro-
[16 bajo la motivacion de que otros modelos de prediccion de estructuras (e. g., Alpha-
Fold2) requieren la existencia de secuencias homologas, pero esto, por definicion, no
ocurre en el caso de las proteinas de novo [Lin et al., 2022].

= ProtGPT2. Modelo de lenguaje que genera secuencias de novo explorando regiones
poco conocidas del espacio proteico con rapidez y eficiencia. Su diseno liviano permi-
te su uso en equipos comunes, y ofrece la posibilidad de adaptarse a objetivos espe-
cificos mediante el ajuste fino sobre conjuntos de secuencias de interés. Su entrena-
miento se realizé6 Gnicamente de forma no supervisada, sobre secuencias sin anota-
ciones [Ferruz et al., 2022].

= ProGen. Modelo de lenguaje capaz de generar secuencias de proteinas de novo con
funciones predecibles a partir de grandes familias de proteinas. El modelo contiene 1.2
miles de millones de pardmetros y fue entrenado sobre 280 millones de secuencias de
proteinas, aumentando sus capacidades con el uso de etiquetas para la especificaciéon
de propiedades [Madani et al., 2023].

m ProGen2. Serie de modelos sucesores de ProGen, entrenados sobre mas de mil millo-
nes de secuencias de proteinas obtenidas desde repositorios de todo tipo. El mayor
modelo contiene 6.4 miles de millones de pardmetros; los autores quisieron aplicar
la hipétesis de que, a mayor escala de un modelo de lenguaje, mejor la captura de la
gramatica subyacente [Nijkamp et al., 2023].

m ProtAgents. Plataforma para la ejecuciéon de variadas tareas relacionadas con protei-
nas, incluyendo disefo de novo, basada en el paradigma de agentes (i. e., sistemas que
usan IA para interactuar con un ambiente, utilizar herramientas y completar objetivos
autbnomamente, a nombre de un usuario). Se caracteriza por el uso de un LLM que
orquesta a varios agentes para ejecutar las tareas, donde cada uno actlia como un
experto en diversos dominios [Ghafarollahi y Buehler, 2024].

= ProtLLM. Modelo de lenguaje cross-modal (i. e., que utiliza un tipo de entrada para
predecir una salida de otro tipo) caracterizado por el manejo de entradas complejas,
mezclando lenguaje natural con lenguaje de proteinas. Para ello, proponen un voca-
bulario especializado de proteinas que denominan «proteina-como-palabra» y un da-
taset propio que incluye datos estructurados (e. g., anotaciones de proteinas) y no
estructurados (e. g., articulos de investigacion) [Zhuo et al., 2024].
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= ProLLaMA. Modelo innovador que combina el lenguaje natural con el lenguaje de las
proteinas, permitiendo que un sistema interprete instrucciones humanas para gene-
rar o analizar secuencias proteicas. Se basa en adaptar un LLM mediante un entrena-
miento progresivo, lo cual preserva su conocimiento lingtistico, a la vez que le otorga
comprension del lenguaje biologico. Esto le permite generar respuestas precisas a ins-
trucciones dadas en lenguaje natural [Lv et al., 2024].

Dadas las ventajas presentadas por los PLMs, las necesidades de la empresa y los recursos
disponibles, se decidié elegir tres PLMs del estado del arte para la ejecucion del analisis.
Adicionalmente, comparar los resultados de un PLM con los de un modelo de difusién hu-
biese requerido elegir al menos dos modelos de cada tipo para que el analisis hubiera sido
mas robusto, y esto se descartd también debido a la mayor accesibilidad presentada por los
PLMs del estado del arte en comparacion.

3.2. Seleccion de PLMs del estado del arte

Para seleccionar los tres PLMs sobre los cuales ejecutar el analisis requerido de entre los siete
modelos presentados en la seccidn anterior, se revis6 a cabalidad cada uno. A partir de esta
revision, se descartaron modelos siguiendo los criterios que se presentan a continuacion.

El primer criterio consistié en definir cudles modelos realmente podian utilizarse para gene-
rar secuencias de proteinas de novo condicionadas mediante alglin procedimiento de ajuste
fino. Con ello, se descarté ESMFold, ya que no genera proteinas de novo, si no que busca sus
estructuras tridimensionales. También se descarté ProtLLM, por tampoco estar disefado pa-
ra ejecutar la tarea de interés.

En segundo lugar, se utilizd un criterio relacionado con la disponibilidad o accesibilidad de los
modelos restantes. En este caso, se descartdé ProGen, ya que en su repositorio oficial dejaron
de existir los pesos al modelo original y solo se encuentran disponibles los enlaces a los pesos
de su serie sucesora, ProGen2.Z8 Como caso especial, también se descartd ProtAgents debido
a que no utiliza un PLM para el disefio de proteinas de novo, si no que realiza una llamada al
modelo de difusién Chroma.

Con ello, los tres modelos restantes fueron ProtGPT2, ProLLaMA y ProGen2. Estos se ca-
racterizan por poseer una buena documentacién para la ejecucién de ajuste fino y la ge-
neracion de secuencias (con excepcion de ProGen2, ver subseccion B.2.3). A continuacion,
se presentan en detalle los tres modelos seleccionados, sus caracteristicas principales y los
hiperparametros utilizados por sus autores.

16Ver repositorio en https://github.com/salesforce/progen.
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3.2.1. ProtGPT2

Modelo basado en GPT2-large capaz de generar secuencias de proteinas de novo con un alto
rendimiento que exploran areas «oscuras» del espacio proteico (i. e., proteinas cuyas estruc-
turas no son accesibles mediante métodos experimentales o modelamiento por homologia)
al expandir las superfamilias naturales. Sus autores destacan la liviandad del modelo, pudien-
do «ser utilizado para generar secuencias en estaciones de trabajo estandar en cuestién de
segundos, o ser ajustado finamente sobre conjuntos de interés de un usuario para aumen-
tar familias de proteinas especificas» [Ferruz et al., 2022].™ El modelo tendria el potencial
de permitir la deteccién de proteinas similares a las naturales que podrian mejorar, ajustar
o alterar funciones bioquimicas especificas.

ProtGPT2 cuenta con 738 millones de parametros, repartidos en una red neuronal profun-
da de 36 capas, utilizando 1280 dimensiones de embeddings, al igual que su modelo ba-
se [Radford et al., 2019]. Para codificar el vocabulario, los autores utilizaron el algoritmo co-
nocido como byte-pair encoding, el cual se caracteriza por encontrar las raices de las pala-
bras mas frecuentemente utilizadas, asegurando un mejor desempefo que la codificacién
one-hot; el resultado final fue un vocabulario con 50256 tokens correspondientes a las com-
binaciones de aminoacidos mas comunes en el espacio proteico, con un tamafio promedio
de 4 aminoacidos por token.

En términos de arquitectura y entrenamiento, es el modelo mas sencillo de entre los tres
elegidos. El entrenamiento base del modelo se realiz6 de forma no supervisada sobre el
conjunto de secuencias de proteinas Uniref502 (version 2021 _04), sin anotaciones, utili-
zando ~45 millones para entrenamiento y ~5 millones para validacidn (i. e., una proporcion
90/10). Los autores configuraron una ventana de contexto de 512 tokens, equivalente a 2048
aminoacidos en promedio. Luego, para ejecutar el entrenamiento, se reiniciaron los pesos
del modelo base y fueron optimizados utilizando Adam y una tasa de aprendizaje de 0.001.
Finalmente, se utilizé un batch size de 8 y 128 GPUs NVIDIA A100, totalizando un batch size
efectivo de 1024 secuencias y completando el entrenamiento en 4 dias.

Dado que ProtGPT2 fue entrenado de forma no supervisada, solo puede guiarse la genera-
cion de secuencias a través del ajuste fino. Mas aun, los autores evaluaron las secuencias
generadas por el modelo solo en términos de sus propiedades estructurales y bioquimicas,
mostrando que estas repetian la frecuencia relativa de aparicion de estructuras secunda-
rias y terciarias de conjuntos de proteinas naturales. No se realizé un andlisis respecto a la
presencia de dominios conservados.

7El modelo permanece a libre disposicién a través del repositorio HuggingFace en https: //huggingface.
co/nferruz/ProtGPT2.
BVer https://www.uniprot.org/uniref para una descripcion de los conjuntos de secuencias Uniref.
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Para la ejecucion del ajuste fino, se requiere preprocesar las secuencias para que cumplan
con el formato mostrado en el Listado P. Como se observa, se reemplazan los encabezados
FASTA por la cadena <|endoftext | >y, si es que las secuencias no vienen con saltos de linea
cada 60 caracteres, deben agregarse.

Listado 2: Ejemplo de dos secuencias preprocesadas para el ajuste fino de ProtGPT2.

<|endoftext|>
MKDIDTLISNNALWSKMLVEEDPGFFEKLAQAQKPRFLWIGCSDSRVPAERLTGLEPGEL
FVHRNVANLVIHTDLNCLSVVQYAVDVLEVEHIIICGHYGCGGVQAAVENPELGLINNWL
LHIRDIWFKHSSLLGEMPQERRLDTLCELNVMEQVYNLGHSTIMQSAWKRGQKVTIHGWA
YGIHDGLLRDLDVTATNRETLEQRYRHGISNLKLKHANHK

<|endoftext|>
MDGSGDFYDPYTTTSTALSATNPRPPSSSDPSTQQSPNDDDDFILFPSPPHNHTTSSSSC
DHSPPNAKSSSNPHLSPSSSSNTGASSNKISKRRKNTEAARRYRQRKVDRVTELEEALAA
VQKERDELKFRLVRCEAEVEVLRRVGMGK

Para generar secuencias, los autores probaron distintos pardmetros de inferencia. Obtuvie-
ron los mejores resultados utilizando muestreo top-k con k£ = 950 y aplicando una penali-
zacion por repeticién de 1.2. Utilizaron el valor 1 por defecto para temperatura y muestreo

top-p.

3.2.2. ProLLaMA

Framework y modelo basado en LLaMA2 con la particularidad de combinar el lenguaje na-
tural con el lenguaje de las proteinas. Los autores argumentan que, para que un PLM sea
realmente (til, este debe poder recibir instrucciones en lenguaje natural respecto a las sa-
lidas deseadas, exponiendo que «el lenguaje natural es completo para tareas de procesa-
miento del mismo, mientras que el lenguaje de las proteinas no es completo para tareas de
procesamiento del lenguaje de las proteinas. [...] las instrucciones y salidas no pueden ser
completamente representadas en dicho Ienguaje»E [Lv et al., 2024]. Por ello, los autores
desarrollaron un framework que permitiria convertir cualquier LLM en un PLM con manejo
de ambos lenguajes de forma eficiente; luego, aplicaron dicho framework sobre el modelo
LLaMAZ2, obteniendo asi ProLLaMA.

El framework implementado divide el entrenamiento en dos fases, utilizando LoRA en am-
bas:

1. Se escoge un LLM autorregresivo y se ejecuta un proceso de aprendizaje continuo
sobre él, entregandole un gran conjunto de secuencias de proteinas de forma no su-
pervisada. Una vez terminado el entrenamiento, el LLM se convierte en un PLM con
conocimiento del lenguaje natural.

¥Traduccién propia.
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2. Se ejecuta ajuste de instrucciones sobre el PLM de la fase 1, con el objetivo de con-
trolar las salidas generadas. De esta forma, se obtiene un PLM capaz de responder a
instrucciones dadas en lenguaje natural.

En laimplementacién desarrollada por los autores se eligi6é el modelo LLaMAZ2, en su versién
de 6.9 mil millones de parametros [Touvron et al., 2023], para la primera fase. El aprendizaje
continuo se realizé sobre 69 millones de secuencias de la base de datos UniRef50, cada una
de las cuales fue preprocesada con la adicion de prefijos y sufijos especificos para ayudar al
modelo a distinguir el nuevo lenguaje de proteinas de su conocimiento previo.

Se utilizé LoRA para congelar gran parte de los parametros del modelo, previniendo el olvido
catastréfico, mejorando la escalabilidad y reduciendo sustancialmente el costo computacio-
nal. El resultado de la primera fase fue el PLM ProLLaMA_Stage_1%, el cual conserva conoci-
miento del lenguaje natural gracias a que solo se entrend la fraccidn de las matrices de bajo
rango definidas con LoRA. En la Figura [IQ se observa el detalle de la arquitectura del modelo;
los autores decidieron incluir las capas «<Embed» y «Generation Head» en el entrenamien-
to bajo la premisa de que un token podria tener diferentes significados en secuencias de
proteinas y de lenguaje natural, por lo que un mismo token requeriria distintos embeddings.

ProLLaMA
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Figura 10: Arquitectura general de ProLLaMA.
Se muestra el detalle de la aplicacion de LoRA en algunos de los pesos de las 32 capas
decoder. Solo ellos se encargan de aprender del lenguaje de las proteinas, el resto son
congelados durante el entrenamiento. Fuente: Extraida de [Lv et al., 2024].

Luego, la segunda fase fue ejecutada, siguiendo el formato de ajuste de instrucciones de
Stanford Alpaca para ensenarle al modelo a responder a instrucciones en lenguaje natu-

20E] modelo permanece a libre disposicion a través del repositorio HuggingFace en https://huggingface.
co/GreatCaptainNemo/ProLLaMA_Stage_1.
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ral [Taori et al., 2023]. Esto se logré adaptando el objetivo del modelamiento causal del len-
guaje, la entropia cruzada, haciendo que la prediccién del token siguiente dependa de una
instruccion u, ademas de los tokens anteriores (i. e., la entrada) y los pardmetros mismos del
modelo. De esta forma, la instruccion en si solo necesita ser entendida por el modelo, como
una etiqueta, ya que no estd involucrada en la generacion autorregresiva en si.

En particular, se instruyd al modelo a determinar la superfamilia de una secuencia dada y
a generar secuencias de novo dada una superfamilia. Esto dio como resultado el modelo
final ProLLaMA. En el Listado [§ se observa un ejemplo de un conjunto de instrucciones en
formato JSON utilizado para el ajuste de instrucciones del modelo, donde se destaca que cada
ejemplo puede ser una instruccién distinta, pudiendo utilizar lenguaje de proteinas tanto en
la entrada como en la salida. 22

Listado 3: Ejemplo de conjunto de instrucciones en formato JSON para el ajuste de ProLLaMA.
[

{
"instruction": "[Generate by superfamily]",
"input": "Superfamily=<Gnk-homologous domain superfamily>",
"output": "Seq=<MDAIIWHEFCQIQYSYRMFFSMMVYNGKYPDSNDQE>"
s
{
"instruction": "[Determine superfamily]",
"input": "Seq=<MRKGLEAWFTLLIESVWGKRRIMEVYLNVAETG>",
"output": "Superfamily=<Lysozyme-like domain superfamily>"
s

De entre los dos modelos generados en ambas fases, ProLLaMA_Stage_1 entrega la posibi-
lidad directa de ser ajustado finamente mediante el ajuste de instrucciones. Solo basta ge-
nerar un conjunto de instrucciones personalizado siguiendo el formato de Stanford Alpacay
utilizar los scripts correspondientes a la segunda fase para obtener un modelo que responda
a instrucciones de interés, e. g., generar secuencias de novo pertenecientes a determinadas
familias de proteinas.

La configuracion para el ajuste de instrucciones utilizada por los autores consistié en un ran-
go LoRA de 64 con 2 epochs. Al cargar el modelo con el script utilizado, del total de 6.9 mil
millones de parametros, solo 160 millones (equivalente a un 2.32 %) son entrenables con
LoRA. Se utilizé el algoritmo de optimizacion AdamW y una tasa de aprendizaje programada
con un annealing cosenoidal con warmup steps y un valor maximo de 5 x 107°>. Se fijo el
largo maximo de secuencia en 256 y se utilizd un batch size efectivo de 4608 secuencias.Z2
El conjunto de instrucciones se construy6 intersectando secuencias de UniRef50 y descrip-

2!as secuencias del ejemplo no son reales.
220tros detalles se pueden ver directamente en el script disponible en https://github.com/PKU-
YuanGroup/ProLLaMA/blob/main/scripts/run_it.sh.
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ciones textuales de las proteinas en InterPro. Para la generacién de secuencias se utilizaron
los parametros de muestreo fijados en el script de inferencia: temperatura 0.2, top-k con
k = 40, top-p con p = 0,9 y penalizacion por repeticiones 1.2.

3.2.3. ProGen2

Serie de modelos de cédigo abierto que utilizan la arquitectura Conditional Tranformer
Language Model, la cual permite condicionar la generacién de secuencias con la intro-
duccién de tokens de control especiales de forma autorregresiva [Nijkamp et al., 2023,
Keskar et al., 2019]. Los autores afirman que sus modelos «muestran un rendimiento de van-
guardia al capturar la distribucién de secuencias evolutivas observadas, generar nuevas se-
cuencias viables y predecir la aptitud de las proteinas sin ajuste fino adicional». Existe en sus
siguientes versiones:

= ProGen2-small: 151 millones de parametros.
= ProGen2-medium: 764 millones de parametros.

» ProGen2-OAS: 764 millones de parametros, entrenada solo sobre secuencias de anti-
cuerpos naturales.

= progen2-large: 2.7 mil millones de parametros.

= progen2-xlarge: 6.4 mil millones de parametros

Los modelos fueron preentrenados de forma no supervisada sobre un corpus masivo de mil
millones de secuencias de proteinas provenientes de fuentes gendmicas y metagendmicas
(UniRef90 y BFD30%). Al evaluar el desempefo de los modelos con un conjunto de prueba
independiente, los autores descubrieron que los modelos mas grandes obtenian perplejida-
des «sustancialmente mas bajas»; sin embargo, hicieron hincapié en que una perplejidad
baja solo refleja una buena capacidad del modelo para capturar la distribucién de los da-
tos de entrenamiento y no necesariamente una medida de aptitud molecular respecto a las
secuencias de proteinas que generan.

Respecto al ajuste fino, los autores afirmaron haber demostrado que, al aplicarlo sobre sus
modelos, permitieron que estos redujeran el espacio a explorar para la generacién de se-
cuencias de proteinas pertenecientes a familias especificas. Al generar secuencias, los auto-
res sefnalaron que «los pardmetros de muestreo estan fuertemente correlacionados con la
novedad de una secuencia», i. e., una mayor temperatura o valor p de top-p sampling. Asi
también, parametros de muestreo mas restrictivos tipicamente dan como resultado estruc-
turas mas parecidas a las de proteinas naturales.

BVer https://bfd.mmseqs.com/ para una descripcion de la base de datos BFD30.
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Los pesos de cada version del modelo original estan disponibles en un repositorio publico.2
Sin embargo, a lafecha, este tiene una documentacién muy vaga, no se explica cobmo ejecutar
ajuste fino sobre él e, inicialmente, los enlaces a los pesos de cada modelo se encontraban
caidos, por lo que se eligié experimentar con una version ligeramente distinta desarrollada
por [Hrban y Hoksza, 2024]. En ese trabajo, los autores modificaron el modelo original para
que pudiera condicionarse la generacion con tokens especiales, dejando libre el acceso a
los pesos de su versién de ProGen2 y todos los scripts necesarios para su ejecucién y ajuste
fino.2 En particular, el objetivo fue ejecutar ajuste fino sobre ProGen2 para que este pudiera
generar secuencias pertenecientes a familias de proteinas seleccionadas. Para ello, seleccio-
naron secuencias de siete familias distintas desde la base de datos PfamZ, promediandose
12888 secuencias por cada una.

El preprocesamiento de las secuencias de proteinas para el ajuste fino consiste en concate-
nar cada una con los caracteres 1 y 2, al final y al inicio respectivamente, los cuales acttian
como delimitadores; luego, a la cadena resultante se le concatena al inicio un token de con-
trol, i. e., una etiqueta en la forma <| etiquetal >, la cual indica la familia a la que pertenece
(o cualquier otra propiedad de interés). Finalmente, se ejecuta el entrenamiento del mode-
lo siguiendo el objetivo de modelamiento autorregresivo con las secuencias preprocesadas,
donde las etiquetas ayudan a condicionar el entrenamiento como en el aprendizaje supervi-
sado. Los autores desarrollaron un script Python que permite procesar uno o mas archivos
FASTA con secuencias de proteinas, utilizando los nombres de cada archivo como las etique-
tas a concatenar; el resultado es un archivo de texto con el formato mostrado en el Listado M.

Listado 4: Ejemplo de secuencias de proteinas preprocesadas para ProGen2.
<|etiqueta|>1MPQTRKLILDVLKPHQPDALDFSLALADLGVDYRVNLTVTEVDKKTESTIV2

<|etiqueta|>1MAHFQNHYASPAGSRTDEYGNPIRPAD?2
<|etiqueta|>1MKSKPSLPLAYRFAVTSRVLAAVIGGYLMASLASICLALWL2

Durante la fase de experimentacion previa (ver subseccion .2.5), se observé que el tama-
fio maximo de modelo ejecutable en la maquina utilizada era ProGen2-medium, el cual se
utilizo6 para los experimentos posteriores. Su arquitectura consiste en 764 millones de pa-
rametros repartidos en 27 capas de neuronas y una ventana de contexto fijada en 1024
tokens. El vocabulario contiene 30 tokens: 25 letras para 25 aminoacidos (incluyendo X pa-
ra representar uno desconocido), los delimitadores 1 y 2, y los tokens especiales <|pad|>
(token de relleno), < |bos|> (inicio de secuencia) y <|eos|> (fin de secuencia). Los autores
desarrollaron un script de ajuste fino que identifica los tokens de control en los conjuntos
de entrenamiento y validacién y genera nuevos embeddings para agregarlos al vocabulario
original del modelo.

Los hiperparametros utilizados por los autores en el ajuste fino fueron: un batch size efectivo
de 64 (utilizando pasos de acumulacion de gradiente), 5 epochs, tasa de aprendizaje 1 x 10~*

24\er repositorio en https://github.com/salesforce/progen/tree/main/progen?.
25Ver repositorio en https://github. com/hugohrban/ProGen2-finetuning.
2Acceso a la base de datos en https://www.ebi.ac.uk/interpro/entry/pfam/#table.
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y 400 warmup steps; afirmando que los primeros tres fueron los hiperparametros con mayor
influencia en el desempeno final del modelo [Hrban y Hoksza, 2024]. Ademas, utilizaron el
optimizador Adam con un decaimiento cosenoidal de la tasa de aprendizaje y un crecimien-
to lineal de los warmup steps. Para la generacion autorregresiva de secuencias, los autores
obtuvieron los mejores resultados utilizando muestreo top-k con k = 15 y dejando los otros
parametros (e. g., temperatura) en sus valores por defecto.

3.2.4. Resumen de los modelos elegidos

En la Tabla [I] se muestra informacion que resume y compara las principales caracteristicas
de los PLMs elegidos.

Tabla 1: Cuadro comparativo de las principales caracteristicas de los PLMs elegidos.

Propiedad/Modelo | ProtGPT2 ProGen2-medium ProLLaMA

N° parametros 738M 764M 6900M

Modelo base GPT2-large N/A LLaMA2

Tamano vocabula- | 50k tokens 30 tokens + control | 32k tokens

rio tags

Aminoacidos por | 4 en promedio 1 No hay datos.

token

Datos preentrena- | 50M secuencias 1000M secuencias 69M secuencias

miento

Ajuste fino No supervisado Con control tags Con ajuste de ins-
trucciones

3.2.5. Pruebas de concepto con los PLMs seleccionados

A partir del estudio en profundidad de cada modelo, desde AQUIT se entregd una serie de
tres conjuntos de secuencias de proteinas con el objetivo de ejecutar los primeros expe-
rimentos con los modelos seleccionados. En la Tabla P se muestran los tamanos de cada
conjunto, el valor medio de los largos de sus secuencias, junto a la desviacién estandar de
cada valor, y el largo maximo de secuencia presente.

Las secuencias de cada conjunto fueron curadas manualmente y son principalmente mono-
dominio. De entre ellas, solo la proteina quinasa A corresponde a una familia de proteinas,
mientras que las otras dos se definen mas bien como superfamilias de motivos estructurales
que se pueden encontrar en proteinas pertenecientes a familias distintas. Se observa que
todos los conjuntos presentan una alta desviacion estandar en el largo de las secuencias vy,
ademas, su tamano es bastante mas pequeno que el de los conjuntos que fueron utilizados
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Tabla 2: Conjuntos de secuencias utilizados para la ejecucion de pruebas de concepto.

Familia o motivo estructural | N° de secuencias | Largo promedio | Largo maximo

Dedo de zinc (ZF) 139 1221.1 £ 1460.6 7555
Proteina quinasa A (PKA) 144 597.2 + 368.8 2828
Zipper de leucina (LZ) 324 458.0 £ 307.2 2917

para preentrenar los modelos seleccionados (del orden de las millones de secuencias). Esto
Gltimo se debe a que, en AQUIT, las proteinas objetivo son considerablemente menos comu-
nes, por lo que la cantidad de secuencias disponibles para ejecutar el ajuste fino se reduce
bastante. Generar secuencias de novo pertenecientes a familias de proteinas poco represen-
tadas requiere un cuidadoso ajuste fino, por ello se hipotetizé que, para que los modelos
tuvieran un buen desempefio, seria necesario optimizar sus hiperparametros para obtener
el mayor aprendizaje posible desde conjuntos de este tamaio.

Asi, como parte de la experimentacién previa con los scripts de los modelos, se ejecuto ajuste
fino y generacioén de secuencias sobre cada uno, utilizando sus hiperparametros por defecto
con cada conjunto de la Tabla B. En principio, se experimenté en el cluster cloud Leftraru
Epu del NLHPC-Chile, el cual contaba con solo una particion con dos GPUs NVIDIA, las cua-
les son necesarias para la ejecucion de los modelos en paralelo, pero la memoria GPU era
insuficiente (16 GB cada una). En consecuencia, se optdé por utilizar una particiéon de Google
Colab Pro con una GPU NVIDIA A100 de 40 GB y se tuvo como objetivo adicional determinar
las condiciones bajo las cuales los modelos podian ejecutarse correctamente en el entorno
de hardware disponible. A partir de esto, se determinaron algunas limitaciones, tales como
los los tamanos maximos de cada batch y, en el caso de ProGen2, el tamafio maximo de mo-
delo ejecutable. En particular, se estimé que una GPU NVIDIA A100 de 80 GB hubiera sido
suficiente para ejecutar la versién mas grande de ProGen2, pero no se tuvo acceso a una
maquina asi.

Luego, se ejecutd Batch CD-Search sobre las secuencias generadas por cada modelo, para
cada conjunto de proteinas, para revisar si contenian los dominios conservados esperados.
Los resultados fueron, como se esperaba, bastante deficientes. En la Tabla [§ se muestran
los porcentajes del total de secuencias generadas por cada modelo, para cada conjunto de
entrenamiento, que contenian los dominios conservados esperados.

Tabla 3: Porcentajes de recuperacion de dominios conservados en las secuencias generadas.

Modelo | Recuperacion DCs ZF | Recuperacion DCs PKA | Recuperaciéon DCs LZ

ProGen2 10.6 % 4.2% 40.5%
ProLLaMA 0.0% 0.0% 3.2%
ProtGPT2 1.3% 2.2% 0.0%
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3.3. Diseno experimental

Como se menciond en la seccién anterior, la ejecucién out-of-the-box del ajuste fino de los
PLMs seleccionados no sirve, ya que se requiere optimizar sus hiperparametros para las ca-
racteristicas particulares del conjunto de secuencias a utilizar, a la vez que se toman en cuen-
ta las restricciones de tiempo y capacidad de cdmputo existentes. La mejor arquitectura a la
gue se tuvo acceso fue a la de la particion A100 de Google Colab Pro, la cual se utilizé para
ejecutar todos los procesos de computo. Esta contaba con las siguientes especificaciones:

= RAM del sistema: 83.5 GB
= GPU: NVIDIA A100 40 GB VRAM

= Almacenamiento: 235.7 GB

Una vez definido el entorno, se procedié a ejecutar las pruebas de concepto de los modelos
mencionadas en la seccién anterior. Una de las observaciones mas relevantes hechas en ese
proceso fue que las secuencias con un largo mayor a las ventanas de contexto definidas eran
truncadas por los modelos antes de ser procesadas, por lo que las secuencias de entrena-
miento deben tener un largo igual o menor. Asi, se advirtieron esta y otras condiciones que
debia cumplir el conjunto de entrenamiento a utilizar, ademas de la necesidad de optimizar
los hiperparametros para cada modelo.

3.3.1. Construccion de conjuntos de secuencias para entrenamiento y validacién

Para comparar efectivamente el desempefio de los modelos entre si, asi como con distintos
hiperparametros, se decidié ejecutar el ajuste fino de cada uno sobre un mismo conjunto de
secuencias, para posteriormente generar secuencias de novo y analizar su calidad. Dado lo
observado en las pruebas de concepto, se tomaron las siguientes consideraciones respecto
al conjunto de secuencias de entrenamiento a elegir:

= No debe contener mas de mil secuencias, ya que desde AQUIT no utilizaran un nimero
mayor de secuencias para sus experimentos.

= Ninguna secuencia debe tener un largo mayor a 1024 aminoécidos, ya que ese es el
tamano de la ventana de contexto definida en los modelos.

= Todas las secuencias deben comenzar con el aminoacido M (metionina), que es el pri-
mero en ser producido durante la traduccion de ARN mensajero [Guedes et al., 2011]].
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La ventana de contexto podria ser mayor pero, como se mencioné en la subseccion R.2.5,
la ocupaciéon de memoria aumenta de forma cuadratica con el largo de la secuencia. Ade-
mas, cuando las secuencias de un largo mayor son truncadas por los modelos, estas pierden
significado biolégico.

Por otro lado, la restriccién del aminoacido de inicio tiene relacién con que fue imposible
lograr que el modelo ProGen2 ajustado generara secuencias con un prompt vacio (i. e., ge-
neracion de novo). Entonces, se identifico el siguiente problema: si el modelo aprende que
las secuencias pueden comenzar con distintos aminoacidos durante el entrenamiento, pero,
al generar secuencias, se debe entregar si o si uno de inicio como parte del prompt, se estaria
acotando el espacio de posibles secuencias a generar a aquellas que inician con el aminoaci-
do entregado. Para subsanar esto, se consider6 filtrar del conjunto de entrenamiento todas
las secuencias que no comenzaran con el aminoacido M con el objetivo de que los ajustes
finos de los tres modelos se hicieran bajo las mismas condiciones, es decir, que aprendie-
ran una gramatica probabilistica donde las secuencias siempre inician con M. Esta decision
se sostiene, también, sobre el hecho de que la mayoria de las secuencias de aminoacidos en
las bases de datos de proteinas comienzan con dicho aminoécido.

Una vez definidos los criterios de seleccion, se propuso elegir una familia de proteinas nume-
rosa (con decenas o centenas de miles de proteinas secuenciadas) presente en alguna base
de datos publica (e. g., InterPro [Blum et al., 2024]]). Luego, filtrar todas aquellas secuencias
que cumplan con los criterios mencionados y seleccionar al azar, sin repeticién, mil de ellas.
Del total, el 95 % (i. e., 950 secuencias) se destinaran para el entrenamiento de los mode-
los, y el 5% restante (i. e., 50 secuencias) para validacion. La razon detras de la proporcion
elegida tiene relacién con que la evaluacién final de cada modelo ajustado se realizara con
el analisis posterior de las secuencias que generan, por lo que las secuencias de validacion
solo serviran para llevar un registro del desempeno aproximado del modelo al final de ca-
da epoch; ademas, de por si se trata de un conjunto bastante reducido, por lo que quitarle
demasiadas secuencias al entrenamiento seria contraproducente.

Finalmente, se utilizé la plataforma en linea InterPro para encontrar una familia de protei-
nas numerosa y, dentro de lo posible, bien documentada. Se decidi6 por la familia de trans-
portadores de glucosa, la cual contaba con 339 mil secuencias documentadas, de entre las
cuales se extrajeron 1000 secuencias al azar que cumplieran con los criterios estipulados
anteriormente. Ademas, en la misma plataforma aparecen al menos 86 estructuras tridi-
mensionales identificadas, lo cual servira para fines de comparacion en el andlisis cualitativo
de las secuencias generadas por los modelos.

3.3.2. Perfil de dominios de entrenamiento

Tal como se describié en la subseccion R.1.7, un modelo solo aprende informacién nueva
desde su conjunto de entrenamiento, no desde el de validacién. Por ello, se propone crear
un perfil de dominios de entrenamiento, el cual consistira en una caracterizacion de todos
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los dominios conservados presentes en las 950 secuencias de proteinas del conjunto de
entrenamiento. Posteriormente, este perfil podra ser utilizado en el algoritmo de evalua-
cion para determinar el porcentaje de las secuencias generadas que contienen los dominios
correctos.

Para construir el perfil se hard uso de la herramienta web Batch CD-Search (ver subsec-
cion P.3.4) a través de su APIZZ, A pesar de que se puede interactuar con la herramienta
mediante una interfaz grafica®, se prefirio el uso de la API debido a que permite un mayor
control sobre la peticién y la respuesta, a la vez que automatiza la generacioén del perfil de
dominios.

En particular, la APl permite buscar dominios conservados en lotes de secuencias en formato
FASTA. Para ello se desarrollé un script en Python, el cual almacena en memoria el contenido
de un archivo FASTA con las secuencias de entrenamiento y lo envia a través de una peticién
POST HTTP con los pardmetros mostrados en el Listado .

Listado 5: Parametros de la peticion POST a la APl de Batch CD-Search y ejemplo de ejecucion.

import requests

url = "https://www.ncbi.nlm.nih.gov/Structure/bwrpsb/bwrpsb.cgi"
data = {
"queries": fasta_sequences,
"maxhit": 500,
"smode": "auto",
"tdata": "hits",
"dmode": "rep",
"qdefl": "false"
}
response = requests.post(url, data=data)

El detalle de los parametros es el siguiente:

m queries: string con las secuencias a analizar en formato FASTA.

» maxhit: NOmero maximo de dominios conservados a retornar por secuencia. 500 es
el valor por defecto.

= smode: Modo de blsqueda. "auto" significa que el programa elegira si retornar un
resultado precalculado o ejecutar RPS-BLAST directamente; pero, como se estan ana-
lizando secuencias FASTA, se ejecutara el algoritmo de busqueda si o si.

» tdata: Tipo de datos deseado en la salida. "hits" significa domain hits (i. e., aciertos
o coincidencias de dominios conservados).

2’Documentacién disponible en https://www.ncbi.nlm.nih.gov/Structure/cdd/cdd_help.shtml#
BatchRPSBWebAPI.
2 Acceso a lainterfaz en https://www.ncbi.nlm.nih.gov/Structure/bwrpsb/bwrpsb.cgi.
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= dmode: Modo para mostrar los datos en la salida. "rep" significa que, para cada region
de cada secuencia de blusqueda, se mostrara el hit con mayor puntaje.

= gdefl: Booleano que indica si se debe incluir o no lineas de definicién para las protei-
nas de busqueda.

La respuesta de la API se almacena en la variable response. Si la peticién es aceptada con
éxito, la variable contendra informacién en texto plano que incluye el identificador asignado
al job correspondiente, tal como se ve en el Listado [, en la segunda linea.

Listado 6: Ejemplo de contenido de la respuesta de la API de Batch CD-Search al aceptar una
peticion.

#Batch CD-search tool NIH/NLM/NCBI

#cdsid QM3-gcdsearch-357F51F4946FC1A7-323FE59A023C3ABS

#datatype hitsConcise Results

#status 3 msg Job is still running

El script desarrollado utiliza una expresion regular para extraer el identificador del job de Ia
respuesta de la APl y lo utiliza para ejecutar peticiones GET hasta que la API responda con
el estado de éxito, recuperando los resultados de la busqueda de dominios conservados. En
el Listado [/ se muestra la expresion regular y un ejemplo de como se utiliza para extraer el
job_idYy, luego, hacer una peticion GET.

Listado 7: Ejemplo de extraccion de job_id y ejecucion de peticion GET a la API de Batch
CD-Search.

import re

job_id_regex = re.compile(r" #cdsid\s+([a-zA-Z0-9-]+)", re.MULTILINE)
job_id = job_id_regex.search(response.text).group (1)

url = f"https://www.ncbi.nlm.nih.gov/Structure/bwrpsb/bwrpsb.cgi?cdsid={job_id}"
new_response = requests.get(url)

Una vez detectado el estado de éxito, la APl retorna el resultado de la bisqueda de dominios
conservados, entregando un texto plano como el mostrado en el Listado B, desde el cual se
puede extraer la informacién contenida desde la linea 8 como una tabla de valores separados
por tabulaciones.
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Listado 8: Ejemplo de respuesta de la APl de Batch CD-Search cuando se completa una bus-
queda.

#Batch CD-search tool NIH/NLM/NCBI
#cdsid QM3-qcdsearch-3AD165D38C4B1785-9DCEDB594436700

#datatype hitsConcise Results
#status O
#Start time 2025-06-03T04:10:19 Run time 0:00:00:33

#status success

Query Hit type PSSM-ID From To E-Value Bitscore Accession
Short name Incomplete Superfamily

Q#1 - >EDW83224.1_GK22747_[Drosophila_willistoni] specific 269834 692
739 5.92866e-06 44.0733 cd14686 bZIP = cl21462

Q#2 - >EGY20823.1_hypothetical_protein_VDAG_02347_[Verticillium_dahliae_VdLs.17]
superfamily 473870 360 414 7.03361e-06 43.286 ¢121462 bZIP ...
superfamily - -

Q#2 - >EGY20823.1_hypothetical_protein_ VDAG_02347_[Verticillium_dahliae_VdLs.17]
specific 395120 5 26 6.74275e-05 39.9738 pfam00172Zn_clus N ...

c100068

Q#3 - >CCD82052.1_hypothetical_protein_Smp_080420_[Schistosoma_mansoni] specific
269844 368 426 7.90821e-15 68.7609 ¢d14696 bZIP_Jun - cl21462

Q#3 - >CCD82052.1_hypothetical_protein_Smp_080420_[Schistosoma_mansoni] superfamily
461108 39 201 4.31784e-06 47.5992 124159 Jun superfamily N -

Cadafilade latablaretornada por la APl contiene un domain hit con la siguiente informacion:
» Query: En el formato Q#N - XXXXXX donde N indica el nimero ordinal de secuencia
de blusqueda y XXXXXX es el encabezado FASTA de la secuencia.
» Hit type: Tipo de hit, el cual representa distintos niveles de confianza y alcance.

m PSSM-ID: Identificador Unico de una matriz de puntuacién especifica para el dominio
encontrado.

» From: Aminoacido de inicio del alineamiento.
m To: Aminoacido final del alineamiento.
= E-ValueyBitscore: Ver ecuacion f en la pagina P2.

m Accession: ldentificador de acceso del hit, el cual puede ser un modelo de dominio
o una superfamilia.

m Short name: Nombre corto de un dominio conservado

= Incomplete: Indica qué extremos del hit estan incompletos, en caso de que se trate
de un hit parcial.

» Superfamily: Indica la superfamilia a la que pertenece el hit, si aplica.

Recuperados los resultados, el script procesa los datos, agrupando los domain hits repeti-
dos con sus respectivos codigos de acceso (Accession) y nombres cortos (Short name) y
contando la frecuencia relativa de cada uno. Luego, se calculan también los promedios y
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desviaciones estandar de los estadisticos bit score y e-value para cada dominio conservado
identificado, ya que son los estadisticos de significancia de los hits. Finalmente, toda esta in-
formacion es almacenada en un archivo JSON para su posterior utilizacién, el cual contiene
documentos que usan los cédigos de acceso como llaves. En el Listado [§ se observan dos
ejemplos de dominios conservados encontrados en el formato final; notar que dominios con
desviaciones estandar nulas indican que dicho dominio solo se encontré una vez entre todas
las secuencias de busqueda

Listado 9: Dos dominios del perfil de dominios de los transportadores de glucosa en el for-
mato JSON correspondiente.

{
"C0GO654": {
"Short name": "UbiH",
"bitscore_promedio": 132.369,
"bitscore_std": null,
"evalue_promedio": 1.29889e-33,
"evalue_std": null,
"frecuencia_relativa": 0.0010235415
I
"C0G2814": {
"Short name": "AralJ",
"bitscore_promedio": 102.9375,
"bitscore_std": 2.9960114319,
"evalue_promedio": 3.50957375e-23,
"evalue_std": 4.88958152e-23,
"frecuencia_relativa": 0.0020470829
Iy
}

3.3.3. Optimizacién de hiperparametros para el ajuste fino

Existen varias técnicas para encontrar los hiperpardmetros que optimizan el desempeno de
un modelo. Sin embargo, realizar esta busqueda en el caso de los LLMs es muy costoso debido
a la gran carga computacional que supone su ejecucién; hacer muchas pruebas distintas se
vuelve intratable si no se cuenta con los recursos necesarios. Por ello, se definié que cada
modelo sera ajustado con cuatro combinaciones distintas de hiperparametros, de entre las
cuales se elegira la que obtenga un mejor puntaje para realizar la evaluacién final de los
modelos.

Dado que los tamanos de los conjuntos de entrenamiento y de validacion quedaron fijados,
se decidi6 variar los valores de tres hiperparametros relevantes para los tres PLMs elegidos:
batch size efectivo, tasa de aprendizaje y nimero de epochs. Esta decisién se fundamenta en
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gue se trata hiperparametros que, si son bien optimizados, pueden permitirle a los modelos
obtener un aprendizaje relevante a partir de conjuntos de datos reducidos.

Asi, tomando en consideracién la arquitectura de cada PLM, se definieron las cuatro combi-
naciones de hiperparametros a probar manualmente con cada modelo, tomando los siguien-
tes nombres: «conservadora», «moderada», «agresiva» y «balanceada». Los hiperparame-
tros conservadores utilizan un batch size efectivo y una tasa de aprendizaje pequefos, pero
un gran nimero de epochs, promoviendo extraer la mayor cantidad de informacién posible
a la vez que se evita el sobreajuste. Por otro lado, los hiperparametros agresivos utilizan un
batch size efectivo y una tasa de aprendizaje grandes, combinado con menos epochs, lo cual
esta bien para acelerar el entrenamiento, pero con el riesgo de una convergencia inestable.
Los hiperparametros moderados estdn a medio camino entre los primeros dos, mientras que
los hiperparametros balanceados combinan caracteristicas de los tres anteriores.

Para los tres modelos se probaron tasas de aprendizaje en el mismo orden de magnitud,
103, Este valor se justifica por el tamano reducido del conjunto de entrenamiento y el he-
cho de que se trata de procesos de ajuste fino, i. e., se busca que las actualizaciones de los
parametros sean suaves para que no exista un olvido catastréfico del conocimiento general
del lenguaje de las proteinas obtenido en el preentrenamiento. Ademas, sus valores escalan
de forma aproximadamente proporcional al batch size efectivo.

En el caso del batch size, este depende directamente de la memoria VRAM disponible. Si
bien es posible simular uno de mayor tamafo con la utilizacién de pasos de acumulacién de
gradiente, excederse con ellos va en directo detrimento de la convergencia del modelo. Por
ello, se probé el maximo batch size posible con cada modelo y se agregaron pasos de acu-
mulacién de gradiente segln fuera necesario para alcanzar el batch size efectivo propuesto.
De esta forma, ProGen2 y ProtGPT2, con una cantidad similar de pardmetros entrenables,
aceptaron un batch size maximo de 4 secuencias; por otro lado, ProLLaMA, con una cantidad
menor de parametros entrenables, acepto sin problemas un batch size de 32, por lo que no
utilizé pasos de acumulacion de gradiente.

Por otro lado, se definié una gran cantidad de epochs en los tres modelos debido a la nece-
sidad de extraer la mayor cantidad de informacién posible de las 950 secuencias de entre-
namiento. Si se hubiese contado con un conjunto de entrenamiento de mayor tamano, la
cantidad de epochs requeridas hubiese disminuido.

Adicionalmente, el modelo ProGen2, en su script de ajuste fino, definia un namero fijo de
400 warmup steps. Este valor es muy alto para el ajuste fino, ya que se ejecutardn menos
pasos en el entrenamiento. Por ello, se decidié mantenerlo fijo en 30 warmup steps, para
no ralentizar la convergencia y fijar la atencién en los otros hiperparametros. ProLLaMA, por
otro lado, utiliza una proporcién por defecto de warmup steps de 0.03 del total de pasos, por
lo que se dejé fijo dicho valor. ProtGPT2 no utiliza warmup steps.

A continuacion, se presentan tres tablas con las configuraciones de hiperparametros pro-
puestas para el ajuste fino de cada PLM seleccionado. Notar que ProLLaMA (ver Tabla [)
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utiliza una tasa de aprendizaje mayor en su combinacién agresiva debido a que cuenta con
menos parametros entrenables, lo cual también explica que alli se utilicen solo 20 epochs.
Por otro lado, tanto ProLLaMA como ProGen2 (ver Tabla ) pueden ver favorecido su de-
sempefo con un mayor numero de epochs en su configuracion conservadora debido a sus
arquitecturas, las cuales involucran técnicas para condicionar la generacién autorregresiva,
a diferencia de ProtGPT2 (ver Tabla f).

Tabla 4: Configuraciones de hiperpardmetros para el ajuste fino de ProtGPT2.

Configuracion Batch size efectivo | Tasa de aprendizaje | N° epochs
A: Conservadora 8 1x107° 40
B: Moderada 16 3 x 1073 30
C: Agresiva 32 5x 107° 20
D: Balanceada 16 2 x 1079 40

Tabla 5: Configuraciones de hiperpardmetros para el ajuste fino de ProLLaMA.

Configuracion Batch size efectivo | Tasa de aprendizaje | N° epochs
A: Conservadora 8 1x107° 50
B: Moderada 16 3x107° 40
C: Agresiva 32 7x 107 20
D: Balanceada 16 2x107° 50

Tabla 6: Configuraciones de hiperparametros para el ajuste fino de ProGen2-medium.

Configuracion Batch size efectivo | Tasa de aprendizaje | N° epochs
A: Conservadora 8 1x107° 50
B: Moderada 16 3 x107° 40
C: Agresiva 32 5x 107° 25
D: Balanceada 16 2x107° 50

3.3.4. Algoritmo de evaluacién

Una vez ajustado un modelo, se procede a generar una cantidad determinada de secuencias
con él utilizando los hiperparametros de inferencia 6ptimos por defecto de cada modelo. En
particular, se propone generar 150 secuencias con cada uno y filtrar las 50 mejores seglin
su perplejidad. La justificacion de esta cantidad de secuencias a generar tiene relacién con el
tiempo que toma la ejecucién de inferencia en los modelos mas grandes. Ademas, la autora
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de ProtGPT2 menciondé como «regla de oro» la filtracion del tercio de menor perplejidad de
entre un conjunto de secuencias de proteinas generadas.Z

El algoritmo de evaluacién propuesto fue desarrollado en un script Python y recibe como
entradas los siguientes parametros:

» train_sequences_path: Ruta al archivo FASTA con las secuencias de entrenamiento.

» domain profile_path: Ruta al archivo JSON con el perfil de dominios de entrena-
miento.

= generated_sequences_path: Ruta a un archivo FASTA con las secuencias generadas
por un modelo especifico, filtradas por perplejidad.

Como parte del algoritmo, se ejecutara BLAST (ver subseccion 2.3.3) utilizando como consul-
ta las 50 secuencias filtradas y como objetivo las 950 secuencias de entrenamiento. De aqui,
se obtendran distintos alineamientos de secuencias (i. e., hits), cada uno con distintas métri-
cas, entre las que se destaca el porcentaje de similitud. Se utilizara el porcentaje de similitud
promedio de todos los hits como una medida de sobreajuste; e. g., si la medida fuera mayor
a 90 %, significaria que, en promedio, cada hit entre una secuencia generada y una de en-
trenamiento presenta un 90 % de similitud, evidenciando que el modelo estd memorizando
mas que generalizando. La ejecucién de BLAST se realiza a través de su herramienta de linea
de comandos blastp, la cual permite realizar alineamientos de secuencias de proteinas de
forma local con la instalacion de los binarios correspondientes.B2 En particular, la llamada a
blastp se ejecuta con los siguientes parametros:

®m -query generated_sequences_path

m -subject train_sequences_path

m -evalue 0.05: Umbral de significancia por sobre el cual no se reporta un hit.

» -word_size 3:Cantidad de aminoacidos iniciales para encontrar alineamientos.
= -matrix BLOSUM62: Matriz de sustitucion de aminoacidos estandar.

» —gapopen 11: Penalizacién por abrir un gap.

» —gapextend 1:Penalizacion por extender un gap.

-outfmt 10 delim=@: Formato de la salida del programa, en este caso una tabla de
valores delimitados por el caracter @.

Yver discusion en https://huggingface.co/nferruz/ProtGPT2/discussions/384#
65b7c3cc9d26b3b15da93792.
SOEnlaces de descarga en https://blast.ncbi.nlm.nih.gov/doc/blast-help/

downloadblastdata.html.
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Posteriormente, se ejecutard Batch CD-Search para encontrar dominios conservados en
las 50 secuencias generadas utilizando la API correspondiente, siguiendo el mismo proce-
dimiento que para la busqueda de dominios en las secuencias de entrenamiento (ver sub-
seccion 8.3.2), con la diferencia de que los resultados se almacenaran en un data frame para
luego ejecutar la comparacion con los dominios del perfil de dominios.

Para comparar los domain hits de las secuencias generadas con aquellos presentes en el
perfil de dominios de entrenamiento, el algoritmo calculard un puntaje por secuencia que
cumplira con la siguiente condicién:

si no hay hits de DCs coincidentes,

Z]Zl HitScore(e-value;) sihay H > 0 hits de DCs coincidentes.

(7)
Donde la funcién HitScore aplica logaritmo negativo al e-value del hit j y lo transforma a una
escala lineal, donde un e-value menor a 10~°° se considera un hit seguro y uno mayor a 102
se descarta. El limite inferior se establecié en dicho valor debido a que algunos e-values pue-
den volverse muy pequefios, algunos con érdenes de magnitud de 10~!%°, Estadisticamente
hablando, desde cierto umbral se puede considerar que e-values tan pequenos son equiva-

Puntaje(secuencia;) =

lentes debido a su cercania al cero. De esta forma, definiendo L,,,,, = — Iog(10‘50) =50y
Lynin = —l0g(107%) = 2y siendo L; = — log(e-value;), se tiene:
1 SiLj > Lo
HitScore(L;) = { 72t 6i [, < Lj < Lia (8)
0 Si Lj < Lyn

que es la funcién que se utilizara para el calculo del puntaje de cada secuencia generada.
Finalmente, el puntaje global de un modelo estara dado por la media aritmética de los
puntajes obtenidos por cada secuencia generada por este. Por lo tanto, para N secuencias
generadas por un PLM ajustado, se tiene:

N
1
Puntaje global = — Puntaje(secuencia; 9
je g N; je( ) (9)

El resumen del método de evaluacién desarrollado se presenta como pseudocédigo en el
Algoritmo [, donde el puntaje global es retornado en la variable model_score.
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Algoritmo 1: Algoritmo de evaluacién de un PLM.

Datos: train_sequences, domains_profile, generated_sequences

[y

n_similarity_hits, mean_similarity <
ExecuteBlastp(generated_sequences, train_sequences);

job_id, n_sequences < BatchCDSearch(generated_sequences);
retries < 0;
mientras CheckStatus(job_1d) # listo hacer
Esperar min(10 x 27***¢s 300) segundos;
retries < retries +1;

N A W N

fin

8 domain_hits - RetrieveResults(job_id);

9 total domain_ hits <— NUmero de registros en domain_hits;

10 results_dict < Undiccionario para agregar resultados por secuencia;
11 para cada hiten domain_hits hacer

12 seq_key < Identificador FASTA de la secuencia generada que contiene el hit;
13 results_dict[seq_key] < AccessionyE-Value del hit;

14 fin

15 correct_domain_hits < 0;

16 model score < 0;

17 sequences_scores < Una lista vacia;

18 paracada resultado por seq_keyen results_dict hacer

~N

19 sequence_score < 0;

20 para cada Accessiony E-Valueen resultado hacer

21 si el hit con Accessionestd en el domains_profileentonces

22 correct_domain_hits - correct_domain_hits +1;

23 sequence_score < sequence_score + HitScore (E-Value);
24 fin

25 fin

26 Agregar a sequences_scores una tupla (seq_key, sequence_score);
27 model_score <—model_score + sequence_score;

28 fin

29 model_score <—model_score = n_sequences;
30 best_sequences <— Las 5 mejores segun su puntaje en sequences_scores;
31 worst_sequences < Las 5 peores segun su puntaje en sequences_scores;

32 devolvern_similarity_hits, mean_similarity, total_domain_hits,
correct_domain_hits, model_score, best_sequences, worst_sequences
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CAPITULO 4
VALIDACION DE LA SOLUCION

En este capitulo se exponen los resultados de la evaluacion de los modelos seleccionados.
Segln lo propuesto anteriormente, se ejecuto el ajuste fino de cada modelo con cuatro com-
binaciones de hiperparametros, i. e., se entrenaron doce modelos en total. Por cada uno,
se generaron alrededor de 150 secuencias que luego fueron filtradas y evaluadas mediante
una funcion de evaluacion para determinar su calidad. Esto permite concretar el objetivo
especifico 03, al evaluar los modelos segln la calidad de las secuencias que generan. Final-
mente, conforme al objetivo especifico 04, se determina la plataforma mas efectiva de entre
los tres PLMs seleccionados para la generacion de secuencias de proteinas de novo.

4.1. Entrenamiento de los modelos

El ajuste fino de los doce modelos se hizo sobre las 950 secuencias de entrenamiento pre-
viamente definidas, utilizando las combinaciones de hiperparametros de la seccion 3.3.3. A
continuacién se presentan detalles de las métricas obtenidas en su ejecucion.

4.1.1. Duracion del entrenamiento por modelo

El tiempo en minutos que tomo el ajuste fino de cada modelo se muestra en el grafico de la
Figura[L1. Se observa una dependencia lineal entre el tiempo de entrenamiento y la cantidad
de epochs utilizada en cada configuraciéon de hiperparametros, donde el tiempo absoluto
estad dado por otros factores relacionados con la arquitectura de cada modelo particular.

Tiempos de entrenamiento por modelo y configuracion

300 300
3007 Configuracién

B Config. A
= Config. B
B Config. C
B Config. D

250 4

200 4

150 A

100 A

u
o
1

Tiempo de entrenamiento [min]
o

ProtGPT2 ProLLaMA ProGen2-medium

Figura 11: Tiempo de entrenamiento por modelo y configuracion de hiperparametros.
Fuente: Elaboracién propia.
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4.1.2. Comportamiento de las curvas de pérdida

Dado que los tres modelos seleccionados siguen el objetivo de modelamiento causal del
lenguaje de las proteinas, estos utilizan como funcion de pérdida la entropia cruzada (ver
subseccion P.2.7). Se registraron los valores de las pérdidas de entrenamiento (train loss) y
de validacion (test loss) al final de cada epoch en los ajustes finos de ProLLaMA y de ProGen2-
medium. En el caso de ProtGPT2 no fue posible efectuar este registro, a excepcién del valor
de las pérdidas al finalizar el entrenamiento.

Las curvas de pérdida por configuracion de ProLLaMA se observan en la Figura L2 (ver de-
finicion de configuraciones en la Tabla ). Se evidencia una clara divergencia entre ambas
pérdidas en las cuatro configuraciones, donde incluso la pérdida de entrenamiento en las
configuraciones B y D se acerca a cero. En teoria, esto se considera un indicativo de que el
modelo esta siendo sobreajustado al conjunto de entrenamiento, i. e., estd memorizando
sus secuencias de entrenamiento y no logra predecir correctamente el siguiente token en
secuencias que no ha visto, las de validacién. En las cuatro configuraciones se observa un
punto 6ptimo para la pérdida de validacion alrededor del quinto epoch.

ProLLaMA - Curvas de pérdida por configuracion
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6 .
PR ]
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a 3.0 o
2 .
1.5 1
0 |
0 10 20 30 40 50 0 5 10 15 20 25 30 35 40
Epoch Epoch
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8 4
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6 4
4.5
© ]
3 —e— Train Loss 3 —e— Train Loss
E —=— Test Loss E 4 —=— Test Loss
o 30 o
2 4
1.5 1
T T T T T T T T 0 T T T T T
2.5 5.0 7.5 10.0 125 15.0 17.5 20.0 0 10 20 30 40 50
Epoch Epoch

Figura 12: Curvas de pérdida por configuracion de hiperparametros de ProLLaMA.
Fuente: Elaboracién propia.
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En el caso de ProGen2-medium, sus curvas de pérdida por configuracién se encuentran en
la Figura [L3 (ver definicion de configuraciones en la Tabla [f). Se observa una divergencia en
las cuatro configuraciones, al igual que con ProLLaMA, pero con claras diferencias. En primer
lugar, la pérdida de entrenamiento se satura mucho mas rapido, disminuyendo de inmediato
luego del primer epoch (i. e., después de revisar todas las secuencias de entrenamiento por
primera vez) y volviéndose asintota al cero después del vigésimo epoch en todas las configu-
raciones. Por otro lado, la pérdida de validacion es mucho mas ruidosa e inestable, aunque
mostrando una clara tendencia al alza en todas las configuraciones, excepto en C, donde la
tendencia es mas sutil. De igual forma, se observa un éptimo para la pérdida de validacién
entre los epochs 5y 10.

ProGen2-medium - Curvas de pérdida por configuracion

Configuracion A Configuracion B
2.0 A

2.0 A

1.5 157
] ©
3 —e— Train Loss 3 1o —e— Train Loss
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o o
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0 10 20 30 40 50 0 5 10 15 20 25 30 35 40
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Configuracion C Configuracion D
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306— —=— Test Loss 310'
o o

0.3 1 0.5 1

0.0 0.0

0 5 10 15 20 25 0 10 20 30 40 50
Epoch Epoch

Figura 13: Curvas de pérdida por configuracion de hiperparametros de ProGen2-medium.
Fuente: Elaboracion propia.

Tal como se mencion6 anteriormente, no fue posible registrar la evolucion de las pérdidas en
el caso de ProtGPT2. De todas formas, en la Tabla [ se muestran los valores de las pérdidas
al finalizar los entrenamientos con cada configuracién de hiperparametros del modelo (ver
definicion de configuraciones en la Tabla f). De los datos presentados se puede notar que
no hubo una disminucion en la pérdida de entrenamiento al disminuir el nimero de epochs
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desde la configuracién A a la C, cosa que si ocurrié en ProGen2 y ProLLaMA, mientras que
la pérdida de validacién es casi la misma en las cuatro configuraciones. Suponiendo que las
curvas hayan tenido un comportamiento similar a las de los otros modelos, es posible que
desde las 20 epochs ya se encontraran saturadas en todas las configuraciones, aunque queda
pendiente revisarlo.

Tabla 7: Valores de pérdida finales de los ajustes con cada configuracién de ProtGPT2.

Configuracién | Train loss | Test loss
A 5.0575 5.2630
B 4.9657 5.2637
C 5.1710 5.2709
D 4.9880 5.2634

4.2. Evaluacion de los modelos ajustados

Una vez efectuado el ajuste fino de los doce modelos, la siguiente fase consistié generar se-
cuencias con cada uno de ellos, filtrar las mejores y aplicar el algoritmo de evaluacién defini-
do. Esto para determinar, por cada modelo, la capacidad de recuperar dominios conservados
esperados y la capacidad de generar secuencias que no presenten una alta similitud con las
secuencias de entrenamiento (ver Algoritmo fl)).

4.2.1. Caracterizacion de las secuencias generadas

En primer lugar, se hizo una caracterizacién estadistica de las longitudes de las secuencias
generadas por cada modelo. Como referencia, en la Figura [I4 se muestra un boxplot con
la distribucidn de los largos de las secuencias en el conjunto de 950 secuencias de entre-
namiento, donde se observa que la distribucién es aproximadamente normal, con una gran
presencia de outliers y, como es de esperarse, ningun largo supera los 1024 aminoacidos.

En la Figura [I5 se muestran las distribuciones de los largos de las secuencias generadas por
cada modelo. Se observa que, en el caso de ProtGPT2, las cuatro configuraciones generaron
conjuntos con largos distribuidos de forma bastante uniforme; solo una contiene un outlier
y corresponde a la configuracién A. Las secuencias generadas por ProLLaMA son las que
mostraron la mayor variabilidad en sus largos, y todas las configuraciones dieron con se-
cuencias de mas de 1024 aminoacidos, a pesar de que no habian secuencias asi en los datos
de entrenamiento; la configuracion A fue la que presento el caso mas extremo. Finalmen-
te, ProGen2-medium fue el modelo mas capaz en reproducir distribuciones de largos de
secuencias similares a la de los datos de entrenamiento; ademas, ninguna configuracion ge-
nerd outliers por sobre los 1024 aminoécidos.
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Distribucion de largos de secuencias de entrenamiento
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Figura 14: Distribucién de largos de las secuencias de entrenamiento.
Fuente: Elaboracién propia.

Distribucion de largos de secuencias generadas por modelo y configuracion
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Figura 15: Distribucién de largos de secuencias generadas por modelo y configuracién.
Fuente: Elaboracién propia.
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4.2.2. Resultados de la aplicacion del algoritmo de evaluacion

A continuacion, se presentan los resultados de la aplicacion del algoritmo de evaluacién so-
bre las secuencias generadas por cada modelo ajustado sobre cada configuracién de hiperpa-
rdmetros definida. De cada grupo de configuraciones, se selecciona como «ganadora» la que
haya obtenido un mejor puntaje global, ya que este toma en consideracién la presencia de
dominios conservados pertenecientes al perfil de entrenamiento y su relevancia estadistica
(ver ecuacion [Jy Algoritmo ).

En el caso de ProtGPT2, se generaron 150 secuencias sin problemas por cada combinacion de
hiperparametros, filtrandose las 50 mejores para la ejecucién de la funcion de evaluacién. Los
resultados por configuracion se resumen en la Tabla B, donde «Moderada» fue la ganadora.

Tabla 8: Evaluacion de cada configuraciéon de hiperpardametros de ProtGPT2.

Resultado A: Conservadora | B: Moderada | C: Agresiva | D: Balanceada
N° domain hits correc- 16 22 7 21
tos

N° domain hits totales 64 56 61 57
Porcentaje dominios 25.00 % 39.29% 11.48% 36.84%
correctos

N° hits con secuencias 6424 11023 2 675 9 959
de entrenamiento

Porcentaje similitud 27.79% 27.71% 28.28 % 27.70%
promedio

Puntaje global 0.246856 0.428812 0.099242 0.403051
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En el caso de ProLLaMA, también se generaron 150 secuencias por cada ajuste, pero mu-
chas de ellas contenian caracteres invalidos, ocurriendo que en sus cuatro configuraciones
se obtuvieron menos de 50 secuencias validas. El resumen de los resultados se presenta en
la Tabla 9.

Tabla 9: Evaluacién de cada configuracion de hiperparametros de ProLLaMA.

Resultado A: Conservadora | B: Moderada | C: Agresiva | D: Balanceada
N° secuencias validas 47 (31.3%) 46 (30.7%) | 42 (28.0%) 43 (28.7 %)
N° domain hits correc- 39 40 37 35
tos

N° domain hits totales 54 50 42 45
Porcentaje dominios 72.22% 80.00 % 88.10% 77.78%
correctos

N° hits con secuencias 13 061 17 262 15 876 13 289
de entrenamiento

Porcentaje similitud 26.60 % 26.62% 26.70% 26.59 %
promedio

Puntaje global 0.429064 0.533552 0.612430 0.438726

Finalmente, en el caso de ProGen2-medium, la generacion de 150 secuencias con cada com-
binacién de hiperparametros también dio como resultado algunas secuencias invalidas, aun-
que muchas menos que en el caso de ProLLaMA. Por esto, con cada combinacién se genera-
ron algunas secuencias de mas para obtener el total de 150 vélidas y asi, luego, filtrar las 50
mejores segln su perplejidad. El resumen de los resultados se muestra en la Tabla I

Tabla 10: Evaluacion de cada configuracién de hiperpardmetros de ProGen2-medium.

Resultado A: Conservadora | B: Moderada | C: Agresiva | D: Balanceada
N° domain hits correc- 51 51 29 51
tos

N° domain hits totales 51 51 45 51
Porcentaje dominios 100.00 % 100.00 % 66.44 % 100.00 %
correctos

N° hits con secuencias 26 060 25516 10 108 23930
de entrenamiento

Porcentaje similitud 27.49 % 27.78% 28.23% 27.93%
promedio

Puntaje global 0.969627 0.968328 0.358885 0.969937
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4.3. Anadlisis estructural de las secuencias generadas

En la seccién anterior se pudo determinar el mejor modelo en términos de su capacidad de
recuperar dominios conservados con una alta significancia estadistica. En esta seccion, para
dar un cierre a la validacion de la soluciéon, se expondran simulaciones de las estructuras
tridimensionales de las mejores y peores secuencias generadas por cada modelo ajustado
con su configuracién de hiperpardmetros éptima.

4.3.1. Seleccion de secuencias para simulacion

Como se puede observar en la descripcion del algoritmo de evaluacion (ver Algoritmo [T),
este retorna una lista con las cinco «mejores» secuencias y otra con las cinco «peores». El
criterio utilizado para esta definicién fue ordenar todas las secuencias generadas seglin su
puntaje, el cual estd dado por la presencia de dominios conservados correspondientes al
perfil de dominios de entrenamiento y la significancia estadistica de cada coincidencia. De
esta seleccién, se extrajeron las dos mejores y las dos peores de cada modelo éptimo para
simular sus estructuras tridimensionales. En la Tabla [L7 se presenta una caracterizacion de
las secuencias seleccionadas, mostrando sus puntajes asignados y los dominios conservados
encontrados en ellas, cada uno identificado con su respectivo cédigo de acceso y nombre co-
mun, mostrando en negrita aquellos con un match en el perfil de dominios. Como referencia,
en el Anexo b.1 se adjuntan las secuencias en formato FASTA.
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4.3.2. Metodologia de simulacién estructural y resultados de las simulaciones

Para ejecutar la simulacién de las estructuras tridimensionales se utiliz6 ColabFold®, un no-
tebook abierto que se ejecuta en Google Colab para facilitar la realizacién de predicciones
de estructuras proteicas utilizando AlphaFold2 [Mirdita et al., 2022, Jumper et al., 2021]]. Las
secuencias se fueron simulando una a una utilizando todos los parametros por defecto. Como
salida, ColabFold entrega un archivo comprimido con distintos archivos PDB®2, correspon-
dientes a distintas iteraciones de simulacién.

Los archivos PDB entregados por ColabFold son ordenados seguln su el puntaje pLDDT (pre-
dicted Local Distance Difference Test) promedio asignado a la estructura simulada. Este pun-
taje mide la confianza local por aminoacido en la prediccion de la estructura tridimensional,
consistiendo en una escala que va de 0 a 100, de menor a mayor confianza. Se seleccionaron
la iteraciones con mayor puntaje pLDDT promedio de cada secuencia y se graficaron con el
uso del software abierto ChimeraX, el cual permite colorear las estructuras segun sus pun-
tajes pLDDT [Pettersen et al., 2021]].

Para tener una referencia estructural, en la Figura [L§ se muestran cuatro ejemplos de pro-
teinas naturales pertenecientes a la familia de transportadores de glucosa, cuyos codigos
de acceso PDB son 6tha, 6n31i, 4pyp y 4gby.

Figura 16: Estructuras tridimensionales de transportadores de glucosa naturales.
Fuente: Extraidas de la base de datos InterPro.

3!Disponible en https://colab.research.google.com/github/sokrypton/ColabFold/blob/
main/AlphaFold2.ipynb.

32 Acrénimo de Protein Data Bank, formato de archivo de texto que describe las estructuras tridimensionales
de moléculas para su representacién grafica en algun software de destino.
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A continuacioén, se presentan los resultados de las simulaciones estructurales de las secuen-
cias seleccionadas para cada modelo, las cuales corresponden a las presentadas en la Ta-
bla [[3. En la Figura [[7 se muestran las secuencias generadas por ProtGPT2, en la Figura [I§
se muestran aquellas generadas por ProLLaMA y en la Figura [9 se muestran aquellas ge-
neradas por ProGen2-medium. En todos los casos, la coloracion azul indica un alto puntaje
pLDDT y, mientras mas corrido al rojo, peor pLDDT.

>seq_0 >seq_3
pLDDT=83.5 pLDDT=76.9
AN

(a) Secuencias con mejor puntaje global de dominios.

>seq_45
pLDDT=83.7

>seq_43 y@
pLDDT=81.7

(b) Secuencias con peor puntaje global de dominios.

Figura 17: Simulaciones estructurales de secuencias generadas por ProtGPT2.
Fuente: Elaboracién propia.
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>seq_2

pLDDT=56.7 >seq_6

pLDDT=71.4

)\ \Nﬂj
pLDDT=58.7

(b) Secuencias con peor puntaje global de dominios.

Figura 18: Simulaciones estructurales de secuencias generadas por ProLLaMA.
Fuente: Elaboracién propia.
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(a) Secuencias con mejor puntaje global de dominios.

>seq_20
pLDDT=84.8

>seq_29

pLDDT=89.2 h/

(b) Secuencias con peor puntaje global de dominios.

Figura 19: Simulaciones estructurales de secuencias generadas por ProGen2-medium.
Fuente: Elaboracién propia.

Observaciones clave:

= No parece haber una correlaciéon entre la confianza estructural y la confianza de los
dominios conservados que fueron identificados en las secuencias simuladas.

m Las mejores secuencias de ProtGPT2 tomaron estructuras similares a las naturales. Sus
peores secuencias tomaron estructuras ligeramente diferentes, correlacionandose con
la presencia de dominios no pertenecientes al perfil esperado.

m La funcién de evaluacion determiné que la secuencia 2 generada por ProLLaMA era
la mejor en términos de confianza en su hit de dominio conservado. Sin embargo, la
simulacion estructural muestra que solo una parte de la secuencia se pliega en una
estructura esperada, pero el resto conforma una estructura repetitiva que termina
dominando la conformacién completa.

m Las secuencias 2 y O de ProLLaMA tenian largos superiores a 1024 aminoacidos. En
el caso de la secuencia 0O, se observa una larga cadena desordenada que se «enreda»
alrededor de la estructura central.
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= Todas las secuencias generadas por ProGen2-medium contenian dominios conserva-
dos pertenecientes al perfil esperado. Las «peores» tuvieron menor puntaje solamen-
te porque sus hits presentaron una menor relevancia estadistica, pero todas presentan
estructuras similares a las naturales.

4.4. Discusion y benchmarking

Esta seccion tiene por objetivo discutir los hallazgos obtenidos a lo largo de la validacion de
los modelos de lenguaje de proteinas seleccionados, asi como establecer una comparacién
que permita a los stakeholders decidir qué modelo utilizar para la ejecucién de sus propias
tareas de entrenamiento y generacién de secuencias de proteinas de novo.

Como primera conclusién de la interpretacion general de los resultados obtenidos, quedé
demostrada la importancia de optimizar los hiperparametros de entrenamiento de un mo-
delo de lenguaje antes de ejecutar ajuste fino sobre un conjunto de entrenamiento de
tamano reducido. Basta comparar los resultados de las pruebas de concepto en la recupe-
racién de dominios conservados esperados (ver Tabla §) con los resultados de la evaluacién
efectuada para dar cuenta de ello.

Respecto a los resultados por modelo, es claro que ProGen2-medium demostré el mejor
desempeno. Las razones detras de ello son que fue el modelo mejor evaluado por el algo-
ritmo propuesto, generando casi sin problemas 150 secuencias validas, de entre las cuales
las 50 mejores segln su perplejidad, todas contenian al menos un dominio conservado co-
rrecto. Ademas, fue capaz de replicar una distribucién de largos de secuencias similar a la
de los datos de entrenamiento sin tener sobreajuste. Por otro lado, el excelente desempeno
de este modelo se pudo observar desde el proceso de entrenamiento, donde la pérdida de
entrenamiento disminuy6 inmediatamente después de solo un epoch, para luego acercarse
a cero rapidamente. Su Unica desventaja radica en el costo temporal que requiere su eje-
cucién: fue el modelo que mas tiempo tardé en entrenar e inferir secuencias, totalizando
cinco horas para entrenar en su configuracién de hiperparametros 6ptima (config. D). Sin
embargo, el tiempo de entrenamiento podria acotarse a la mitad estableciendo que el ajus-
te se detenga una vez que la pérdida deje de mostrar mejoras significativas, lo cual ocurrid
aproximadamente desde el epoch 25 segln el grafico correspondiente en la Figura [L3.

El modelo ProtGPT2, por su parte, fue el de peores resultados en su capacidad de generar
un aprendizaje relevante respecto al conjunto de entrenamiento. No logré recuperar mas de
un 40 % de dominios correctos, por lo que obtuvo el peor puntaje de parte del algoritmo de
evaluacion. Lo Unico destacable de este modelo tiene relaciéon con ser el mas amigable en
términos de requerimientos computacionales, pudiendo ejecutarse para inferencia incluso
en una computadora personal con al menos 4 GB de VRAM. Sin embargo, si se tiene acceso
a recursos computacionales mas robustos, no tendria sentido utilizar este modelo.
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Por otro lado, ProLLaMA se encuentra en un punto intermedio. Mas del 88 % de los domi-
nios identificados en sus secuencias generadas pertenecian al perfil de dominios de entre-
namiento, aunque con una significancia estadistica menor que ProGen2-medium. Ademas,
tarda en entrenar menos de la mitad del tiempo que este Gltimo modelo. Su gran desven-
taja tiene relacién con que las secuencias que genera son susceptibles a tener mucho ruido,
generando motivos secuenciales indeseados y simulaciones estructurales poco confiables.

Un asunto que fue transversal a los tres modelos, en todas sus configuraciones de hiperpa-
rametros, fue el bajo porcentaje de similitud promedio. Esto demuestra, desde un punto
de vista biologico, que los modelos estan generando secuencias de novo, al mismo tiempo
que conservan los dominios que aprenden que son importantes para reproducir proteinas
similares a las de la familia de entrenamiento.

4.5. Limitaciones del estudio y propuestas de mejora

Si bien este trabajo logré cumplir todos sus objetivos propuestos, es importante reconocer
las limitaciones metodologicas y técnicas que condicionaron el alcance de los resultados. En
esta seccién se presentan dichas limitaciones y se presentan propuestas de trabajo futuro.

Una de las principales limitantes al inicio del desarrollo de la investigacion tuvo directa rela-
cion con los tamanos de los conjuntos de datos que se requeria utilizar para el entrenamien-
to de los modelos. Dada una falta de experiencia previa trabajando con grandes modelos
de lenguaje, no fue inmediatamente obvia la necesidad de experimentar con conjuntos de
mayor tamano, ni la necesidad de optimizar los hiperpardmetros acorde a las caracteristicas
de los datos de entrenamiento.

Luego, cuando se dilucido la necesidad de experimentar con distintos hiperparametros por
modelo, aparecio la limitante de los recursos computacionales disponibles. Esto incidio di-
rectamente en la seleccion de los PLMs a probar, incluyendo el hecho de que no se pudieron
ejecutar las versiones mas grandes (y probablemente de ain mejor desempeiio) de Pro-
Gen2. Una vez ejecutados los entrenamientos, la generacion de secuencias también se vio
limitada por los recursos computacionales. En particular, para una evaluacion mas exhausti-
va, se podrian haber generado alin mas secuencias por modelo, pero eso hubiese requerido
mantener los modelos ejecutando inferencia por mas tiempo.

Por el lado del algoritmo de evaluacion, este podria haber incluido otro tipo de métricas,
pudiendo evaluar otras aptitudes quimicas de las secuencias generadas que no fueron in-
cluidas como parte del estudio, tales como prediccion de solubilidad o toxicidad. Ademas,
al ejecutar las simulaciones de las estructuras tridimensionales de las secuencias, se eligio
utilizar AlphaFold debido a que se espera que, como son generadas por modelos entrenados
sobre conjuntos de secuencias naturales, estas deberian tener homologias claras. Sin em-
bargo, existen otros modelos que simulan estructuras tridimensionales basandose solo en
la informacién secuencial, como ESMFold, que serian interesantes de probar en un futuro.
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También cabe destacar que, si bien las secuencias de ProtGPT2 y ProGen2-medium fueron
filtradas seglin su perplejidad, es sabido que esta métrica solo evalla la capacidad del mode-
lo para predecir correctamente el token siguiente dado una secuencia de entrada, lo cual no
implica necesariamente una buena aptitud molecular. Adicionalmente, en el caso de ProlLLa-
MA se aceptaron secuencias generadas con mas de 1024 aminoacidos, lo cual puede haber
sido un error ya que, luego, al aplicar la funcién de evaluacién, se determiné como una de sus
mejores secuencias a una de 1827 aminoacidos, la cual dio como resultado una estructura
tridimensional anémala (ver >seq_2 en la Figura [L§).

Por otro lado, si se asume que estos PLMs han logrado aprender patrones presentes en el
lenguaje de las proteinas, especialmente en su fase de preentrenamiento, cabe la posibilidad
de que, al efectuar el ajuste fino para sesgar la generacién de secuencias hacia proteinas con
propiedades especificas, se generen secuencias que presenten dominios conservados con
esas propiedades especificas, pero que no necesariamente hayan estado presentes en el
perfil de dominios del conjunto con el cual se haya efectuado el ajuste fino particular. Esto
es relevante, ya que el algoritmo de evaluacién compara los dominios conservados identi-
ficados en cada secuencia generada con el perfil de entrenamiento, y si no hay un match,
simplemente las va descartando, en vez de revisar si, quizas, hay una pertenencia a una fa-
milia proteica con las propiedades deseadas.

En la misma linea anterior, también podria ocurrir que una secuencia generada de novo no
contenga ningln dominio conservado conocido pero que, aln asi, presente caracteristicas
biolégicas novedosas que merezcan ser evaluadas en mayor profundidad. Lamentablemente,
en esto entra en juego la incerteza inherente a este ambito, ya que investigar una proteina
completamente nueva y desconocida, de la cual no se puedan obtener predicciones certeras,
se convierte en una especie de apuesta, la cual puede ser costosa.

Finalmente, dado que ya se concluyé que el modelo con mejor desempeno fue ProGen2-
medium, otra linea de investigacion futura interesante seria experimentar con los parame-
tros de inferencia. Se explicé anteriormente que se utilizaron los pardametros por defecto
para esta tarea, pero es sabido que, ajustandolos, se puede hacer que el modelo sea mas o
menos creativo en su generacién, pudiendo dar con resultados distintos e interesantes.
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CAPITULO 5
CONCLUSIONES

El presente trabajo tuvo como objetivo general analizar modelos de inteligencia artificial ge-
nerativa que producen secuencias de proteinas de novo pertenecientes al estado del arte y
evaluar su efectividad en base a métricas biol6gicamente relevantes. Se propusieron cuatro
objetivos especificos, los cuales fueron abordados y completados a cabalidad, consolidan-
do un proyecto que se espera sea un aporte significativo a la innovacién biotecnolégica en
AQUIT, empresa dedicada a la investigaciéon biotecnoldgica orientada al desarrollo de una
acuicultura sustentable.

En la Introduccion se expuso la motivacion que da origen a este campo de investigacién,
destacando el potencial que tienen los grandes modelos de lenguaje para desentranar el
«lenguaje» de las proteinas. En el Capitulo 1, se definieron conceptos clave como el disefio
racional de proteinas de novo, el enfoque generativo, las aplicaciones actuales de la IA gene-
rativa en este ambito y las problematicas emergentes, estableciendo ademas los objetivos
de este trabajo. En el Capitulo 2 se delinearon los conceptos bajo los cuales se cimento la
solucién propuesta, dividiendo su contenido entre la base informatica y la base biolégica. En
el Capitulo 3 se comenzaron a abordar los objetivos, al presentar un estudio del estado del
arte, la selecciéon de modelos de lenguaje de proteinas y las pruebas de concepto relacio-
nadas con su implementacién. Asimismo, se definié la propuesta de solucién con su disefo
experimental respectivo y el desarrollo de un algoritmo de evaluacién. Finalmente, en el Ca-
pitulo 4, se ejecuté la solucion disefada, la cual consistio en el ajuste fino de los tres PLMs
seleccionados sobre un conjunto curado de secuencias, cada uno con cuatro combinaciones
de hiperparametros diferentes, y su evaluacién respectiva. Los resultados fueron analizados
cuantitativa y cualitativamente, siendo presentados en tablas y graficos de autoria propia,
permitiendo validar la soluciéon propuesta.

Como en toda investigacion emergente, el desarrollo de esta memoria de titulo no estuvo
exenta de desafios. Tal como se senalé al definir el problema, el uso de GenAl para la gene-
racion de proteinas de novo sigue siendo un ambito reciente y cambiante. Constantemente
proliferan nuevos modelos, todos prometiendo superioridad respecto a sus predecesores,
pudiendo generar escepticismo entre los investigadores que buscan resultados confiables y
reproducibles.

En este trabajo se puso el foco en los modelos de lenguaje de proteinas, dada su ventaja
comparativa frente a otras arquitecturas generativas como los modelos de difusion, la cual
estd dada por el éxito comprobado de los transfomersy la abundante disponibilidad de datos
secuenciales en bases de datos de proteinas abiertas. No obstante, el gran inconveniente de
los modelos de lenguaje es que aquellos de mejor desempefio son altamente demandantes
en términos computacionales, lo que impone una barrera de entrada significativa para mu-
chos grupos de investigacién: solo para ejecutar experimentacion basica se requiere acceso
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a recursos especializados y, eventualmente, una inversion econémica considerable.

A esto se suma el gran cuello de botella que representa la sintesis en laboratorio de las se-
cuencias de novo generadas. Como se discutié en el Capitulo 1, los procesos involucrados
son sumamente costosos y son transversales al disefio y produccion de proteinas de novo, i.
e., cualquier método generativo se enfrenta a ello. Una proteina de novo generada y simula-
da computacionalmente puede verse sumamente prometedora, pero no se puede asegurar
con plena certeza que cumplira con la estructura y funciéon deseadas a menos que se sinte-
tice y se experimente con ella en el mundo fisico. Esta brecha estructural entre el mundo in
silico® y el mundo experimental sigue siendo uno de los principales desafios para el disefio
de proteinas. En este sentido, el presente trabajo se aline6é con una tendencia creciente en
biotecnologia: avanzar en marcos computacionales robustos que prioricen la eficiencia, la
interpretabilidad y la reduccién de costos en etapas previas a la experimentacion fisica.

No obstante lo anterior, el futuro de los modelos de lenguaje de proteinas aplicados al di-
sefio de secuencias de novo es claramente promisorio. Nuevos avances en las tecnologias y
algoritmos subyacentes ocurren a un ritmo acelerado. Por ejemplo, algunos autores se han
cuestionado si escalar el tamano de los PLMs es realmente necesario para mejorar su desem-
peno, o si, quizas, hay otros aspectos con espacios de mejora que puedan permitir alivianar
estos modelos [Fournier et al., 2024], lo que podria llevar al desarrollo de arquitecturas mas
eficientes y accesibles.

Por otro lado, dada la naturaleza opaca de los transformers, existe una necesidad urgente
de avanzar en herramientas de explicabilidad. Estos métodos pueden permitir identificar las
relaciones entre fragmentos de secuencia, motivos estructurales y funciones finales. Esto no
solo es importante porque podria promover el desarrollo de una eventual «ciencia teorica
de las proteinas», si no que también permitiria a todos los cientificos del area tener mas
confianza en los resultados de los modelos generativos.

En sintesis, en este trabajo no solo se entregd una evaluacion comparativa y sistematica de
la aplicacién de grandes modelos de lenguaje a la generacion de proteinas de novo, sino que
también se propuso un marco metodoldgico replicable, que puede servir tanto a futuras
investigaciones como a proyectos industriales de biotecnologia. Para AQUIT, en particular,
representa una base concreta para explorar soluciones biotecnolégicas innovadoras orien-
tadas al cumplimiento de sus propios objetivos mediante la aplicacion concienzuda de la
inteligencia artificial generativa.

33Locucién latina que significa «en el silicio». En biologia se refiere a cualquier simulacién computacional
que aun no ha sido validada en el mundo fisico.
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ANEXOS

5.1. Seleccion de secuencias para simular estructuras tridimensionales

A continuacion se presentan en formato FASTA las secuencias utilizadas en el andlisis estruc-

tural de la seccion {.3.1.

Listado 10: Mejores y peores secuencias generadas por ProtGPT2 - Configuracién B.

>seq_0O
MTRRRSSRRLSGPAASAPPPLPPSPSRHLPLQVLVTAVLGNVLQGWDNAVIAGAVLFIQR
EFGVGEEFTELLVGLSITSICVIIVSPISGSLADRLGRKTIILASGAIYIFSGLVMAFSP
SYWCLIIGRALGGLGVGYALMIAPVYTAEISPPHTRGALVSLPEVFINTGILLGYVSNFA
FAHVPSGWRWMLGLAAAPGVLVTVGILSMPETPRWLIMKHRNEEALSVLKRTSDVAEAED
RLRQIKLAVKSPSSQPWSALLAAPSVRRTVIMAAVLQAFQQFTGINTVMYYSPTIVQMAG
FNSNKDALLAVALLGVVNTLMTFPAIWTVERFGRRTLLLTSLGGVFLALGLLAAGFWFQL
GQNPGGGTALALIGIMLYVAGHASGLGTVPWQQSELFPLSVRALGCGVATTVNWTCNAAT
SLTFLSLEEAVTPWGTFALYAGLNVLGALFALICVPETRGRSLEEMDQVYKGARGA
>seq_3
MSSPWLAWCGRFSRPDSGLLLWGIILCTVGAFTQGLAANVHSMVFFRAFQGIGGSAFLTI
GGGIIVDLFAHEERGKAVGLYYMGPLIGPISGPLIGGFIAEHLGWKWIFWVIAILFGIVQ
ICGSFLMRETYAPIITAKRQKRLQQESNESRYWSKIERDNLSVKSMYLTMLVRPLKMLML
DPVIAILSLYMSFIYGLLYFMFAAFPIVFQKVHGWSVGVAGLALIPIGVGSVLGAAITCY
TDNRMHKLAKKHEMPEFHLPLLPVVVPLAGLALTAFGWTAEQYVHWIMPIIGTAVYGAGT
VLCFLSVQTYLVDTFVKASSSATIAANSVFRSFFAAIFPLFGLQMYNNLGIHWASSLLGFI
SLALIPAPWILYRYGPRLRAKSEYAQPHNPSANPTTAAQASGEGHDNEKAPDQKARESEA
SQA

>seq_43
MAEADLSLKARAVRKLEPKARVIIWAGVVVFVADMFLYGSYATKAPFVPALEREFGLGYQ
DFALLAVMNALAAVLLALPAGRLIDRLGPVAAALVGGVLAAAGVSFAAMSSSYTGFLIGF
VLLGVGMSTANIALPPLVKRWFPDRLATINAVYTLAFALGALAAGALVPPTVERFGDWRG
GYAAMGVIAAVTGVVWAVLSARFTASTPVRAAQGGAAPAEPVGIGALVAHPAWGVLTGYF
FLMGLGLYSFSLWLPAFLTESGHTGTVAGLQTAVATGLGIIGHLVLPAISWRMENRRVFI
AVLLLLAVFGYAALTLTQSPVGAWLVAAAIGALTFVVPLTLLALPALVTTPRQAGVVSGYV
TNAGAYLGMSAGPMIVGLLSDRTGGFVAPMWILVCAAAALLVVVLLSPPRTRARRAVSAS
SGGSEPALA

>seq_45
MKILIVGATGGIGREIATACLAKGHTVVGLARNAAKTSVPAEFIPVSVTDAGSLATALAQ
EHPGGIDAIVCAAGVNQFDAIADPAQATAIIDTNLAGTYNVLRAATAAGMGRCVVTGSHA
WYRPVPDFPKTWGMPIYNVSKAALNAWSRNLSIDRPDGMLVNSVSPGYIETELNGAFFAA
SGLEGPEAFARHYAEMVEPHGLKRFAQADEVADATIAFAVSAPAQSTTGAVEFDVTGAHTVL
NVRGELLRPLRRAQEAAAAKAQSAAPPTPAAQPSAEPAPAQ
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Listado 11: Mejores y peores secuencias generadas por ProLLaMA - Configuracién C.

>seq_2
MKRFFTTAALASMAGTLIFGYDTGVMSGLLTMPAFVRDFYPAMDHESFMEAARTVGLCSALLSAGAAIHSWIGDKLGRRRLFLWSMYLISGS
LLQTACVSRAQLVIAGRILAGFAVGGLTATIPVFIAEVAEYQRGKVTSIYQTFWFVTNLGILWAQWIACRYSADLSWRFPLAFQCIIPSITL
MVALMLLPETPRWLIAQNRLSEARYIVAKLRNIPEADDSVRKSLGEVSFCLDEESSSYLEIKQAFSTLFENRSFRRTMLIGTSLFDSFTAVL
VVMTFSPQMQAVVISLDLWNAATAINYCYFVGCATIAACFLAMKLGRRALWMFSFVCFCVTTICLGTGSVLSGETIHLPIPGNTTHNELKEAN
IDVEAPSKSDSCSRNGTEEVVDTDNDGCTEREDGCPPTSGNETTYNSCVPPPNCDYCGACTEGWTGNWSEACEYTDIGCVPMDDPNNPYTWD
NYCKNHTYYMANVSNFSSLVCDDRYSWVFPDVTCENTFEWDYNFCCKNPWYYDDTRFNEPCNRDLWYDQFYECTTPMWYYYPAVANFNNSCL
AANGCTDAKLYWNSTDMQSWDYDLCRNRTYYMANVSNFSSLVCDDRYSWTWPDVTCENTFEWDYNFCCNAPWYYYDAATFNNSCMGANDCAD
AKLYWNSTDMQSWDYDLCRNRTYYMANVSNFSSLVCDDRYSWTWPDFTCENTFEWDYNFCCNAPWYYYDAATFNNSCMGANDCATGKLYWNS
TDMQSWDYDLCRNRTYYMANVSNFSSLVCDDRYSWTWPDFTCENTFEWDYNFCCNAPWYYYDAATFNNSCMGANDCATGKLYWNSTDMQSWD
YDLCRNRTYYMANVSNFSSLVCDDRYSWTWPDFTCENTFEWDYNFCCNAPWYYYDAATFNNSCMGANDCATGKLYWNSTDMQSWDYDLCRNR
TYYMANVSNFSSLVCDDRYSWTWPDFTCENTFEWDYNFCCNAPWYYYDAATFNNSCMGANDCATGKLYWNSTDMQSWDYDLCRNRTYYMANV
SNFSSLVCDDRYSWTWPDFTCENTFEWDYNFCCNAPWYYYDAATFNNSCMGANDCATGKLYWNSTDMQSWDYDLCRNRTYYMANVSNFSSLV
CDDRYSWTWPDFTCENTFEWDYNFCCNAPWYYYDAATFNNSCMGANDCATGKLYWNSTDMQSWDYDLCRNRTYYMANVSNFSSLVCDDRYSW
TWPDFTCENTFEWDYNFCCNAPWYYYDAATFNNSCMGANDCATGKLYWNSTDMQSWDYDLCRNRTYYMANVSNFSSLVCDDRYSWTWPDFTC
ENTFEWDYNFCCNAPWYYYDAATFNNSCMGANDCATGKLYWNSTDMQSWDYDLCRNRTYYMANVSNFSSLVCDDRYSWTWPDFTCENTFEWD
YNFCCNAPWYYYDAATFNNSCMGANDCATGKLYWNSTDMQSWDYDLCRNRTYYMANVSNFSSLVCDDRYSWTWPDFTCENTFEWDYNFCCNA
PWYYYDAATFNNSCMGANDCATGKLYWNSTDMQSWDYDLCRNRTYYMANVSNFSSLVCDDRYSWTWPDFTCENTFEWDYNFCCNAPWYYYDA
ATFNNSCMGANDCATGKLYWNSTDMQSWDYDLCRNRTYYMANVSNFSSLVCDDRYSWTWPDFTCENTFEWDYNFCCNAPWYYYDAATFNNSC
MGANDCATGKLYWNSTDMQSWDYDLCRNRTYYMANVSNFSSLVCDDRYSWTWPDFTCENTFEWDYNFCCNAPWYYYDAATFNNSCMGANDCA
TGKLYWNSTDMQSWDYDLCRNRTYYMANVSNFSSLVCDDRYSWTWPDFTCENTFEWDYNFCCNAPWYYYDAATFNNSCM

>seq_6
MKQTNTSLVRRAALASITDGLLYLDFFDIFLYGSAAALVFNAVFFPGNDPLLATLCTFATFGVGFIARPLGGIVFGHIGDKHGRKSVMMISI
ILMGLSTLAIGLIPSYYAIGILAPVLLILLRIVMGFAVGGEWAGAVLLVSEHSPNQHRGFFSSWIQTTATAGLFLSLVIVALLPTMLGAEQL
DPWGWRTPFWMEGVPLIVGCLIAILLLYSLREEPAFTAMKEAREADGKMSLRSILEEAWKYGRLVIAIIIGMTVSTVVYYIANWFNVSYGAP
ILKTLNLSAGNTGTLTLFSALWLVMTILTPIPAILICEALGPKWLVAIGLGLVACAIYYVILMPFNSMDKILLFELVFTSIMYGFMTLFCLP
ELPFNEQFGYTSESKRILGRCIFGISAALATTTFPMIHTHLFGGVWTAAGILVSAICVVCVLAYPMYRTQNRIGTEIHEENS

>seq_0
MKQDVNTTTAPEAKPITLHQLRFALFAALEGGTMQLMLLGFLAATIAGALLPGDAGLSSIEILLCLGVPSFMLVFCGAIVGTLVSRPLASAYI
DRLGCARMMPIAFWLSGSLVILLIAYMDWRSIFLGRIILGIASATTPQLIGSLSDISPPQCRGTLTLIQISTLCIGSVFGEILALHTAPWVT
FGIAASTALPAHLLDLADSPPCLAASSRSAVSNSERPRTAESCRIFSCPDSLPPFSHSGTRSFPTMPMRCSCTSCMSAWWPCCSWWSRCWTT
WKSMAMTTSSTRTCRTWAWPNCGSAIRCAIPACCSSWPARRAWLRRRPHRHPDRHRHHHLRPHPDPVPHAHDLDPDQGPQPEPYPVDDEEDD
DDFLYELVAEETANGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGN
GNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNGNG

>seq_33
MKLNQYTTPFVRHAVFAALGGLLFGAEINGAVPPLVPLTETLPGVELGTIASLSAAGCFSGGAIGAPAIGSLIDTYGRVPAMLATLIGVSAL
GSWTAESWRSWIVGRIGETGMGILATTTGIVLAMTLYAPIEAEGRGLSTTIQIAITLGIMISYSVGFLVAGAMSFVACSSCHSRAARPRSPP
TTRCWSAWPSASSSRCSSTRCCCTTSRSRCSAWPPCSCWTTWPPCPTCRTSPPGCAGPPTCRSGWAWSPASTCSSCGWSPTNSPSSPSTTSD
DADGEDDDEEEEDVEAEIEVDLETVLDRLDPERLCIPREDFDLDAVERLRRYHPDRPDGIQLMRDIAKKRELEDMKEALLKGNAEQSIHDVI
SNLSEAIRNPVARSIIMFTAPVFQQFGAAALINVYEPAFGMSSNELGGSNNKSGGNENEFDINFTRISNQTNGAIQQLSKLDVAGITLTSSL
FQLGAVVGSIFAIKLNDPIGRFRLLVNNIFGVIANTAIGFASHQDTTAMVMIILAAITRQLTISCSLSLYYASVCDIHPPEKGTGLGALSNL
MSGLGAIGAMGFLPWIARTSD
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Listado 12: Mejores y peores secuencias generadas por ProGen2-medium - Config. D.

>seq_8
MAFADLLEQVGSTGRFQVLHVTLLSIPILMMASHNLLQNFVALVPPHHCSAHTNLSWFQL
SPEETLQISVPLDPAGRPQRCQRYVTPQWHLLNYNGSSAEEGSDGVLQECMDGWSYNLTV
MTSTIISDWDLVCDLRSLKEMAQTVYMGGVLAGALVFGSLSDRFGRRNLLLISYLLMAVS
GTCTAFSSTFSLFCLFRFGCGMALSGLVLNSFSLIVEWIPTRVRTVTGTMTGYCYTVGQL
ILAAVAYFIRDWRWLTLAVSLPFYAFFLFSWWFHESSRWLALKNKPEEAVEVLKSVARFN
GRQEEGEKIDMLQESMKKEMSNVQGSYSVLDLFRTPKMRIMTICLSVVWLSTSFAYYGLA
MDLQKFGVDIYLIQVIFGAVDIPAKVVITVCMSYVGRRPSQSGALVIAGITILINILVPY
DKQTIRTCLAVVGKGCLAASFNCCYLYSGELYPTILRQNGMGWVSMMARVGAMVAPMVLL
TGDHVPWLPGLIYGGAPILSGIAAIFLPETLGMHLPDTVQDVEEIRTHLLLMFPDLVHSM
SKSSASLLLLLTLYVKFLLCCL

>seq_0
MAAGRTEAQDHPPENGFTPLEHPVPRLLPHIDGSVLPSLGGFGKHQKQLVVLTWIPALFI
GFSQFSDYFLLAQPNGTCVQPLANHSNWTAATPPVTVTGGAPALQLKGNGTGEGYGDGSG
MLCACKEWRLELQTGLSQNVVTKWNLVCDSAWKVHIAKFSLLVGSIFGYLVMGVMADWFG
RHPVLILSVLFMLVFGLSVAFSVNVTMFSTLRFFEGFCLAGLALSLYVLRIELCLPAWRF
SMTMVASFLMVGGQLLMPGVAALCRNWPDRDDWQVLQIVIISPFVLMLPYVWIFPESLRW
LLATQHYRRSKAMMLRIAKKNQVDMTTEKGLKVCVSCFLPELEQELHKKPQRTCIVKMMS
TRNLWKNIVVLCVNSLTGYGIHHCFARSMMDPEAQPTALCHADYYTMAGIAVATCLALCP
AVGLMGRRGGLLTFMIITALASLLQLGLLNLIGKYSLLLRDSLNRRFSVAFSIIGMFSSH
AVSTLSIFFCAEITPTVIRGGGLGLVLASAGFGMLTAPIMELHNQKGYFLHHVIFACCTL
LCIICLLLLPEPRGQPLPESLADGESFTRQTLLHPGEQHLLLAKSDGDYSRVHDTPFDSL
GEDFTAYNSL

>seq_20
MEQYDHIGARLDRLPLARFHFRIFGIISYSLLLTGFLSYSGNVVLAKLVSNGWSNNFLNA
AFTSALMFGYFIGSLTGGFIGDYLGRRKAFRMNLLIVGVSATAASFVPNMYWLIFFRCLM
GTGMGALIMVGYASFTEFIPATVRGKWSARLSFVGNWSPMLSAAIGVVVIAFLSWRMMFL
IGGAGMLLAWYLSGKYFIESPRWLAGKGQQSAAERHLRDVEIQIEKEKNITLPAPPGKPG
THSVNEERGSFWLLFKGQMLRRTLVAITVLIAMNISLYTITVWIPTIFVNSGIDVTKSIF
MTAIIMIGAPVGIFIAALIIDRYPRRLFGSLLLVITALLGYFYSIQTAEWAILSFGLAML
CFLYMYVCFASAVYVPELWPTHLRLRGSGFVNAVGRIVAVFTPYGVAVLLTQYGSVTVFI
VLGAMLVVCALILFFFGIETRKVSLEEISSLS

>seq_29
MTTTTPPRTRAQRLDALPWTRAHSRILGGSGVGWALDAMDVGLISFVIAQLAVVWEADAG
QLGLVASAGFLGMAIGASVGGLVADRIGRRQVFALTLLVYGVATGVSALAMSVGALIALR
FVVGLGLGAELPVASTLVSEFSPARIRGRVIVILESSWAVGWTAAALIGYLVIPASDDGW
RWALALGAVPAVWAIVVRLRLPESVRFLEAKGRHREAERVVRDLEVAAGADPSTDGAVGP
TAEARVADAAAGSETAVAAP
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