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Resumen

Esta memoria aborda el problema de hashing para busqueda por similitud sobre colecciones
de documentos escritos. Escasos trabajos han abordado este problema formulando un mode-
lo que aproveche la naturaleza secuencial de los textos. En particular y hasta donde sabemos,
aun no se ha estudiado el uso de redes neuronales recurrentes, especializadas en el proce-
samiento de secuencias. Debido a lo anterior se plantea la hipotesis de que el uso de este
tipo de redes puede mejorar el desempeiio de las técnicas actuales de hashing en términos de

precision en la recuperacion.

Para comprobar la hipétesis formulada se implementé una arquitectura de tipo encoder-
decoder para el procesamiento de secuencias y técnicas de word embedding para la repre-
sentacion de texto. Los resultados obtenidos revelan un desempefio excepcional del método
sobre conjuntos de datos conformados por documentos breves y un desempeio aceptable en

colecciones de documentos extensos.

En base a los resultados obtenidos, se concluye que la efectividad de considerar la estructura
secuencial de los textos escritos en tareas de hashing es inversamente proporcional a la ex-
tension de los documentos de la coleccion. Ademads, se proponen diversas modificaciones a
la arquitectura implementada para mejorar su desempefio sobre colecciones de documentos

extensos.

Palabras Clave : Hashing; Busqueda por Similitud; Busqueda y Recuperacién de Infor-
macién; Redes Neuronales Artificiales; Aprendizaje Automdtico; Sequence to Sequence

Learning; Word Embeddings.



Abstract

This work addresses the problem of hashing for similarity search on collections of text do-
cuments. few works have addressed this problem formulating a model that takes advantage
of the sequential nature of the texts. As far as we know, the use of recurrent neural networks
specialized in the processing of sequences has not yet been studied. Therefore, we hypothe-
sized that the use of this type of networks can improve the performance of current hashing

techniques in terms of precision in recovery.

To verify this hypothesis, an encoder-decoder architecture was implemented. For the process
we use a recurrent neural networks and word embedding techniques for text representation.
The obtained results reveal an exceptional performance of the method on data sets made up

of short documents and an acceptable performance in collections of extensive documents.

Based on our experimental results, we conclude that the effectiveness of considering the
sequential structure of the texts in hashing tasks is inversely proportional to the extension
of the documents in the collection. In addition, various modifications to the architecture are

proposed to improve its performance on extensive document collections.

Keywords : Hashing; Similarity Search; Information Retrieval; Artificial Neural Networks;

Machine Learning; Sequence to Sequence Learning; Word Embeddings.
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Glosario

A

Algoritmo: Conjunto no ambiguo y finito de instrucciones que permiten ejecutar una tarea.

Aprendizaje Automatico (Machine Learning): Campo dentro de la inteligencia artificial
que busca otorgar a las computadoras la habilidad de aprender algo para lo que no han sido

explicitamente programadas.

B

Backend: Parte de un sistema informatico a la que el usuario no accede directamente, gene-

ralmente responsable de almacenar y manipular datos.

Bag of Words (Bolsa de Palabras): Método de representacion de texto. Se le llama bolsa
porque descarta cualquier informacion sobre el orden o la estructura de las palabras en un

documento, solo considerando la ocurrencia de términos dentro de un vocabulario.

Big Data: Termino que describe a los conjuntos de datos extremadamente grandes, cuyo
andlisis generalmente se hace mediante técnicas computacionales que permiten revelar pa-

trones, tendencias y relaciones.

Ciencias de la Computacion (Computer Science): Ciencia que estudia el proceso de ob-
tencién y manipulacion de informacion a partir de datos mediante el uso de algoritmos, asi

como la implementacion de estos procesos en sistemas computacionales.
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Clustering: Proceso de particién de un conjunto de datos en un grupo de subclases signifi-

cativas llamadas clusters.

Coleccion: Conjunto de documentos.

D

Dataset: Conjunto de datos.

E

Encoder-Decoder: Arquitectura de red en dos partes enfocada en tareas de sequence to se-

quence learning.

G

GloVe: Acrénimo para Global Vectors. Es una técnica de aprendizaje no supervisado basado
en la coocurrencia de palabras y enfocada en la obtencidén de una representacion vectorial

para las palabras (Word Embedding).

H

Hash: Cadena de bits que sirve de representacion de un objeto mas complejo.

Hashing: Proceso de transformacion de un objeto complejo a una cadena binaria de longitud

fija (hash).

Hiperparametros: Pardmetros de configuracion de un modelo.

Information Retrieval (Busqueda y Recuperacion de Informacion): Actividad que con-
siste en encontrar informacién en colecciones de datos no estructurados para satisfacer una

necesidad de informacion.

XV



Inteligencia Artificial (IA): Capacidad de un sistema informatico para realizar tareas comtinmen-

te asociada con la inteligencia humana.

K

Keras: Libreria de cédigo abierto para Python que provee una API de alto nivel para la

implementacion de redes neuronales.

L

LSTM: Siglas para Long Short Term Memory. Es un tipo especifico de red neuronal recu-

rrente capaz de capturar dependencias a largo plazo.

M

Modelo de Entrenamiento: Modelo utilizado para entrenar la red.
Modelo de Inferencia: Modelo utilizado para realizar la prediccion.

Modelo: Funcién matematica que genera predicciones al encontrar patrones en los datos.

Los mas conocidos son para tareas de clasificacion y regresion.

NLP: Siglas para Procesamiento del Lenguaje Natural. Es el campo dentro del aprendizaje

automadtico que trata con el lenguaje natural utilizado por los seres humanos.

NP-Hard: Clase de complejidad de los problemas de decision que son intrinsecamente mas
dificiles que los que puede resolver una maquina de Turing no determinista en tiempo poli-

nomial.

O

One-Hot Encoding: Codificacion de la categoria de un objeto mediante el uso de un vector

entero.

XVI



Overfitting (Sobreajuste): Fenomeno que ocurre cuando un modelo se ajusta a las peculia-

ridades de los datos de entrenamiento disminuyendo su poder de generalizacion.

P

Padding: Es un proceso de normalizacién de datos en que se rellenan los espacios vacios

utilizando un caricter especifico.

PCA: Siglas para Andlisis de Componentes Principales. Es una técnica de reduccién de

dimensionalidad.

Precision: Métrica de evaluacion. Corresponde al cociente entre los documentos relevantes

recuperados y el total de documentos recuperados.

Prehash: Hashes generados para el conjunto de entrenamientos que se utilizan para entrenar

la red.

Python: Lenguaje de programacion de alto nivel de propdsito general, ampliamente utilizado

en aprendizaje automatico.

R

Redes Neuronales Artificiales (ANN): Algoritmo de aprendizaje automético bioinspirado,

compuesto por capas de neuronas artificiales.

Redes Neuronales Recurrentes (RNN): Redes Neuronales Artificiales con al menos un

ciclo que habilita la retroalimentacion de la red.

S

Sequence to Sequence Learning: Categoria de aprendizaje que intenta entrenar un modelo

para mapear secuencias de entradas a secuencias de salida de diferente largo.

Similarity Search: Tarea de encontrar objetos similares bajo cierta métrica de distancia o

medida de similitud.
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SpH: Siglas para Spectral Hashing.

Stemming: Técnica de preprocesado para texto que intenta acercar palabras relacionadas a

un término comun.
Stop Words: Palabras sin relevancia semantica que aparecen con gran frecuencia en los tex-

tos, tales como articulos, pronombres y preposiciones.

T

TensorFlow: Libreria de c6digo abierto para computacion numérica y aprendizaje automati-

Co.

TF-IDF: Siglas para frecuencia de termino y frecuencia inversa de documento. Es una técni-

ca que evalua la relevancia de una palabra dentro de un documento.
THC: Sigla para Text Hashing with Convolutional Neural Networks.

t-SNE: Sigla para t-distributed Stochastic Neighbor Embedding. Es una técnica de reduccion

de dimensionalidad.

Tuning: Proceso de sintonizacion de parametros.

W

Wang Supervisado: Método de preentrenamiento supervisado basado en TCH.
Wang: Método de preentrenamiento no supervisado basado en TCH.

Weiss: Método de preentrenamiento no supervisado basado en SpH.

Word Embedding: Familia de modelos de lenguaje y de seleccién de caracteristicas cuyo
objetivo es el mapeo contextual de palabras hacia un espacio continuo de menor dimensio-
nalidad.
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Introduccion

Durante la ultima década se ha producido un incremento espectacular en el volumen de
datos generados a nivel mundial. Para poner esto en perspectiva, segtin un informe publicado
por IBM en 2011, el 90 % de los datos a nivel mundial habian sido creados en los tltimos dos
afios [6]. Por su parte un informe elaborado en noviembre de 2018 por la firma de inteligencia
de negocios International Data Corporation (IDC) en conjunto con el fabricante de discos
duros Seagate [2], pronostica un crecimiento de la produccién mundial de informacion, desde

los 33 zettabytes en 2018 a los 175 zettabytes en 2025.

Este enorme volumen de informacién a dado origen al termino Big Data, siendo una de las
diciplinas encargadas de obtener utilidad de toda esta informacion, el Information Retrieval.
Uno de los problemas més conocidos dentro de este campo consiste la biusqueda de elemen-
tos similares dentro de una coleccion de datos. Para tratar este problema de biisqueda por
similitud, los métodos tradicionales utilizan estructuras de datos basadas en arboles tales
como KD-trees, R-trees 'y VP-trees. Por desgracia este tipo de técnicas no son capaces de es-
calar a grandes volumenes de datos de alta dimensionalidad, por lo que otros métodos como

hashing han crecido en popularidad.

Las técnicas de hashing permiten representar objetos complejos en cadenas de bits compac-
tas que preservan la similitud entre elementos. Si bien existen dos enfoques principales para
abordar el problema de hashing, hoy en dia la variante basada en datos es la mds popular
debido a la abundancia de técnicas de aprendizaje automatico que permiten aprender la

funcién de hash directamente a partir de los datos.



Es dentro de este marco en el que surge el problema de hashing para busqueda por simi-
litud sobre colecciones de textos escritos abordado en esta memoria. Hasta ahora todas las
técnicas de hashing estudiadas ignoran el hecho de que el orden de las palabras influye en el
significado semdntico de una oracidn, ya sea empleando técnicas de representacion de texto
que no consideran el orden de los términos como bag of words o utilizando arquitecturas que
de lleno ignoran esta propiedad. Dado lo anterior se plantea la hipétesis de que el uso de
técnicas de aprendizaje automatico especializadas en el procesamiento de secuencias,
como las redes neuronales recurrentes, puede mejorar el desempeiio de las técnicas

actuales de hashing en términos del precision de la recuperacion.

Por lo tanto, el objetivo principal de esta memoria es evaluar la conveniencia del uso
de un modelo de secuencias (sequence model) para realizar hashing semantico de texto.
Para lograr esto se abordard la representacion de un texto como una secuencia de vectores
reales o “palabras” obtenidas a través de la utilizacién de un word embedding. E]l modelo de
secuencias a utilizar son las redes neuronales recurrentes organizadas en una arquitectura de

tipo encoder-decoder habitualmente empleada en tareas de traduccion automaética.

Finalmente se comparard el desempefio de la técnica propuesta con el rendimiento mostrado
por otros métodos de hashing y se determinara la validez de la hipétesis planteada por esta

memoria.

La implementacion se realizara sobre Python 3.5 utilizando las interfaces proveidas por la

libreria Keras y empleando TensorFlow como backend de redes neuronales.



Capitulo 1

Antecedentes

El propésito de este capitulo es presentar al lector aquellos términos, conceptos e ideas nece-
sarias para leer y comprender esta memoria. Los antecedentes presentados constituyen una
breve introduccién a aquellos campos de las ciencias de la computacién en cuya intersec-
cién se encuentra este trabajo. Las dreas abordadas incluyen aprendizaje, redes neuronales
artificiales, procesamiento del lenguaje natural, word embeddings, busqueda y recuperacion
de informacion, hashing para busqueda por similitud y métricas de evaluacién. Si ya po-
see conocimientos de las dreas anteriormente descritas siéntase libre de dirigirse al siguiente

capitulo.



1.1. Aprendizaje Automatico

Mejor conocido como Machine Learning es el campo dentro de la inteligencia artificial que
busca “otorgar a las computadoras la habilidad de aprender algo para lo que no han sido
explicitamente programadas”[66]. A nivel practico los algoritmos de aprendizaje buscan

patrones en colecciones de datos con la finalidad de hacer predicciones y tomar decisiones.

Si bien los fundamentos bésicos de la inteligencia artificial y el aprendizaje automético fue-
ron desarrollados a fines de la década de los 40’s y principios de los 50’s, no fue sino hasta
comienzos de este siglo que ambos cobraron verdadera relevancia debido al aumento en
el poder de procesamiento y por sobre todo al enorme incremento en la cantidad de datos

disponibles [55].

1.1.1. Algoritmos de Aprendizaje

Aunque intuitiva, la definicién anterior no especifica lo que se entiende por “aprendizaje”

por lo que se requiere una definicion mds formal para este concepto.

Un programa de computador se dice que aprende de la experiencia E con res-
pecto a una tarea 7'y una medida de desempefio P, si es que su desempefo en

T, medido por P, mejora con la experiencia E. [54]

Para comprender mejor esta definicidn de algoritmo de aprendizaje es necesario profundizar

en sus tres elementos fundamentales:

1. La tarea T': Es aquello que se desea lograr, siendo el aprendizaje el proceso mediante
el cual se adquiere la habilidad de desempefiar la tarea. Usualmente se describe en
términos de como el sistema de aprendizaje deberia procesar un ejemplo. Un ejem-
plo es una coleccion de caracteristicas cuantificadas del objeto o evento que se desea
tratar, generalmente se representa como un vector x € R” en donde la entrada x; re-

presenta la i-€sima caracteristica. Normalmente las técnicas de aprendizaje automatico

4



son aplicadas a problemas que son demasiado dificiles de resolver mediante progra-
mas especificos escritos y disenados por humanos. Por lo general es posible agrupar
estos problemas en categorias siendo algunas de las mds habituales las tareas de clasi-

ficacion, regresion, traduccidn, deteccion de anomalias, entre otras.

2. La medida de desempeiio P: Es una medida cuantitativa del desempefio del siste-
ma de aprendizaje al realizar T. Generalmente P es especifica a 7. Por ejemplo, en
las tareas de clasificacion la medida de desempefio mds utilizada es la exactitud del
modelo. Es importante notar que la elecciéon de una métrica de desempefio es critica
ya que determina que tan bien el modelo a aprendido a realizar la tarea T en base
a la informacién que se le ha otorgado. Usualmente se busca que los algoritmos de
aprendizaje sean capaces de realizar T incluso sobre datos que no hayan sido vistos
anteriormente, para lograr esto se evalia su desempefio sobre un conjunto de prueba

el cual es diferente al conjunto de datos utilizado para el entrenamiento del modelo.

3. La experiencia E: Es la fuente del aprendizaje del algoritmo. Por lo general se dice
que un algoritmo aprende al experimentar un set de datos completo. Un set de datos o
dataset es una coleccion de ejemplos. En base a la experiencia que el modelo es capaz
de obtener en el proceso, es posible distinguir dos tipos de algoritmos de aprendizaje,

los supervisados y los no supervisados, los cuales se revisardn a detalle mas adelante.

Bajo esta definicion un ejemplo de algoritmo de aprendizaje podria ser un sistema de detec-
cion de fraude crediticio. En este contexto, la tarea T del sistema consiste en determinar si
una transaccion es fraudulenta o legitima. La medida de desempefio P podria ser el porcenta-
je de transacciones fraudulentas detectadas. Luego el sistema aprende si es que el porcentaje
de transacciones fraudulentas que son detectadas aumenta en el tiempo. Por su parte, la
experiencia E corresponderia al conjunto de transacciones ya procesadas, ya que una vez
procesada se sabe a ciencia cierta si una transaccion es legitima o no, por lo que se puede

usar esta informacion para que el sistema aprenda [17].



1.1.2. Tipos de Algoritmos

Como fue mencionado anteriormente es posible construir una taxonomia de algoritmos de
aprendizaje en base al uso que hacen estos de la experiencia. Si bien existen numerosas
categorias, en general es posible clasificar cualquier algoritmo de aprendizaje en alguno de

estos tres grupos:

= Aprendizaje supervisado: El algoritmo experimenta un dataset etiquetado, esto quie-
re decir que cada ejemplo de entrenamiento viene acompaifiado de una etiqueta corres-
pondiente a la respuesta que se espera del sistema. Con esto se busca que el algoritmo
reconozca patrones que le permitan predecir el valor de la etiqueta sobre datos sin ro-
tular. Un ejemplo de algoritmo de aprendizaje supervisado es el sistema de deteccion
de fraude crediticio presentado en la seccion anterior. De manera mas formal se dice
que un algoritmo supervisado observa ejemplos de un vector aleatorio X y su vector
asociado y, para aprender a predecir y en funcion de x, usualmente estimando la pro-
babilidad condicional p(y | x) [35]. Este enfoque basado en la utilizacién de ejemplos
etiquetados es la forma mds comun en la que se construyen los sistemas de aprendizaje
automatico y se utilizan en su mayoria para realizar tareas de regresion y clasificacion.
Algunos algoritmos de aprendizaje de este tipo son la regresion logistica, las maquinas

de soporte vectoriales y los drboles de decision [13].

= Aprendizaje no supervisado: El algoritmo experimenta un dataset sin etiquetas. El
objetivo es modelar la estructura o distribucion subyacente en los datos para apren-
der propiedad ttiles sin la necesidad de guia humana. Esta clase de algoritmos son
frecuentemente utilizados sobre datos transaccionales, por ejemplo, pueden usarse pa-
ra segmentar grupos de clientes con atributos similares para dirigir una campaina de
marketing [9]. De manera mas formal se dice que un algoritmo no supervisado bus-
ca conocer la distribucién de probabilidad que genera dicho conjunto de datos, esto
significa que el algoritmo observa ejemplos de un vector aleatorio x e intenta implici-
ta o explicitamente aprender la distribucién de probabilidad p(x) o alguna propiedad

interesante de dicha distribucion [35]. Esta clase de enfoque se utiliza principalmente



para tareas de agrupamiento (clustering) y asociacion. Algunos ejemplos de algorit-
mos de aprendizaje no supervisado son el analisis de componentes principales (PCA),

el algoritmo Apriori y el algoritmo de agrupamiento k-means.

Aprendizaje Semisupervisado: Estd a medio camino entre el aprendizaje supervisado
y no supervisado, por lo que el algoritmo experimenta un dataset que esta parcialmen-
te etiquetado. Por lo general la cantidad de elementos no etiquetados es muy superior
a los etiquetados, siendo el objetivo principal aprender una representacion de los ele-
mentos de manera tal que los ejemplos de una misma clase tengan una representacion
similar. Dentro de este contexto el aprendizaje no supervisado ayuda a determinar
como los ejemplos se agrupan en el espacio de representacion [36]. De manera mas
formal se supone que la distribucién de probabilidad p(x) obtenida a partir de los ejem-
plos no etiquetados aporta informacion util para estimar p(y | x). De no cumplirse este
supuesto, el uso de aprendizaje semisupervisado no mejora el desempeiio sobre el uso
unicamente de aprendizaje supervisado [25]. Un ejemplo de la utilizacién de este tipo
de aprendizaje consiste en aplicar PCA sobre los datos como técnica de preprocesado
antes de emplear un clasificador sobre la proyeccion resultante. Cabe sefalar que exis-
ten otras categorias de aprendizaje relacionadas a esta clase como son el aprendizaje

transductivo y el inductivo.

Es importante destacar que elegir entre usar un algoritmo supervisado, no supervisado o

semisupervisado depende tanto del problema que se quiera resolver como de la estructura y

cantidad de datos disponibles. Dicho lo anterior, es habitual que se mezclen varios enfoques

para generar modelos mds precisos, utilizando por ejemplo algoritmos de aprendizaje no

supervisado para tareas de reducciéon de dimensionalidad.

1.1.3. Generalizacion, Ajuste y Capacidad

El desafio principal en aprendizaje automético es generar modelos capaces de realizar pre-

dicciones correctas sobre datos que no han sido vistos con anterioridad, en oposicion a los

datos que se usan para entrenar el modelo [5]. A esta capacidad se le conoce con el nombre

de generalizacion y es una caracteristica indispensable para generar sistemas de aprendizaje
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automaticos robustos y fiables. Pese a esto, asegurar que el modelo sea capaz de generalizar
adecuadamente no es una tarea sencilla. Por lo general para testear la capacidad de genera-
lizacién de un modelo lo que se hace es dividir el conjunto de datos en dos subconjuntos

diferentes los cuales tienen una finalidad bien definida:

1. Conjunto de entrenamiento (training set): Es el subconjunto que se utiliza para en-
trenar al modelo. Durante la fase de entrenamiento el algoritmo aplica una medida de
distancia entre sus predicciones y los valores correctos contenidos en los ejemplos. A
esta diferencia se le conoce como error de entrenamiento, siendo esta la cantidad

que el algoritmo intenta minimizar en sucesivas iteraciones.

2. Conjunto de prueba (fest set): Es el subconjunto que se utiliza para probar el mo-
delo. La diferencia entre las predicciones del modelo y los valores verdaderos recibe
el nombre de error de prueba. Esta cantidad es utilizada para definir el error de

generalizacion del modelo que es el valor esperado del error para una nueva entrada.

La validez de este enfoque para asegurar la capacidad de generalizacion del modelo subyace
en una serie de supuestos sobre el conjunto de datos. En primer lugar, se asume que tanto
el conjunto de prueba como el de entrenamiento se encuentran idénticamente distribuidos,
generados por una misma distribucién de probabilidad, siendo esta distribucion estaciona-
ria, es decir, que no cambia dentro del conjunto de datos. En segundo lugar, se asume que
los ejemplos en cada conjunto son independientes entre si. Estos dos supuestos abreviados
como i.i.d (independientes e idénticamente distribuidos), permiten describir el proceso de

generacion de datos mediante la distribucion de probabilidad sobre un ejemplo [4, 35].

Dado lo anterior, se creeria que la esperanza del error de prueba y la esperanza del error de
entrenamiento fueran iguales ya que ambos provienen de la misma distribucion de probabili-
dad. Claramente en la practica esto no es asi ya que los pardmetros que definen la distribucion
son estimados utilizando inicamente el conjunto de entrenamiento, siendo el ajuste la me-
dida de que tan bien esta estimacién se aproxima a la funcién objetivo [12]. Debido a esto
se tiene que el valor esperado del error de prueba sea en todo momento mayor o igual al

valor esperado del error de entrenamiento. De esta manera un buen algoritmo de aprendizaje



deberia ser capaz de minimizar el error de entrenamiento manteniendo la brecha entre am-
bos errores al minimo. Es precisamente aqui en donde las deficiencias en el ajuste provocan
la alteracion de alguno de estos factores. Estas alteraciones constituyen los dos principales

riesgos en tareas de aprendizaje, que son el subajuste (underfitting) y el sobreajuste (over-

fitting).

= Subajuste: Ocurre cuando el modelo no es capaz de ajustarse adecuadamente a los
ejemplos de entrenamiento. Esto se traduce en un alto error de entrenamiento y por
ende el modelo no es capaz de generalizar sobre nuevos datos. A menudo esto significa
que el modelo empleado es demasiado sencillo como para explicar las observaciones,

aunque también puede deberse a falta de ejemplos de entrenamiento.

= Sobreajuste: Ocurre cuando el modelo se adapta a las peculiaridades de los datos con
los que fue entrenado. Esto se traduce en un bajo error de entrenamiento acompanado
de un fuerte incremento en la diferencia entre este error y el error de prueba, por lo
que el modelo no es capaz de generalizar sobre nuevos datos. Por lo general son los
modelos no paramétricos y los modelos no lineales los que son mds propensos a verse
afectados por el sobreajuste debido a que estos modelos son mds flexibles a la hora de

aprender la funcién objetivo [12].
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Figura 1.1: Estos tres modelos ejemplifican los problemas relacionados con el ajuste en una tarea de regresion.
En todos los casos se entreno al modelo utilizando el mismo conjunto de entrenamiento, generado a partir de
la funcidn objetivo con la introduccién de ruido. En el cuadro de la izquierda se utilizé un regresion lineal, se
observa que el modelo no es capaz de ajustarse a los datos, por lo que se esta ante un caso de subajuste. En el
cuadro central se utilizé un polinomio de cuarto grado, el cual se ajusta correctamente a la funcién objetivo. En
el cuadro de la derecha se utilizo un polinomio de quinceavo grado, se observa que el modelo se ajusta al ruido

desvidndose de la funcién objetivo, por lo que se esta ante un caso de sobreajuste [16].

Debido a que el subajuste es relativamente facil de detectar, la gran mayoria de esfuerzos
en aprendizaje automatico se han centrado en evitar el sobreajuste. A través de los afios han
surgido numerosas metodologias enfocadas en alcanzar este fin, tales como la validacién
cruzada, detencion anticipada, poda, regularizacion, entre otros [15]. En general todas las
técnicas buscan de una forma u otra alterar hasta cierto punto la capacidad del modelo. La
capacidad del modelo hace referencia a su habilidad de ajustarse a una gran variedad de
funciones. Si la capacidad de un modelo es demasiado limitada este tendrd problemas para
ajustarse al conjunto de entrenamiento provocando un caso de subajuste. Por el contrario, si
un la capacidad de un modelo es demasiado elevada este tenderd a aprender los detalles y el

ruido asociado al conjunto de entrenamiento, provocando un caso de sobreajuste [35].
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Figura 1.2: Relacidn tipica entre capacidad y error. La linea roja marca la capacidad 6ptima para el modelo. A
la izquierda ambos errores son elevados por lo que el modelo se encuentra subajustado. A la derecha el error de
generalizacién aumenta a un ritmo mucho mayor al de la disminucién del error de entrenamiento, por lo que el

modelo se encuentra sobreajustado [35].

Finalmente, si bien la presion fundamental en aprendizaje automatico es generar modelos
que se ajusten correctamente a las observaciones, también se busca que el ajuste de los datos
se realice de la manera méds simple posible. Este principio se ve reflejado en la navaja de

Ockham para el aprendizaje automético que dicta:

Cuanto menos complejo sea un modelo de aprendizaje automético, mas probable
serd que un buen resultado empirico no se deba simplemente a las peculiaridades

de la muestra. [4]

1.1.4. Flujo de Trabajo en Aprendizaje Automatico

En las secciones anteriores se ha revisado principalmente el concepto de algoritmo de apren-
dizaje. Sin embargo, los algoritmos de aprendizaje son solo un componente dentro de los
sistemas de aprendizaje, especificamente son el componente encargado de generar el modelo

que seréa utilizado por el sistema para realizar sus predicciones.

Para construir un sistema de aprendizaje automatico primero es necesario evaluar el proble-

ma que se desea resolver. Como podra haber deducido es fundamental que este pueda ser
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resuelto mediante el descubrimiento de patrones en los datos. Ademads, es importante defi-
nir el objetivo, o en términos previos la “tarea”, que se supone que el sistema debe realizar
y evaluar si es que existen otros enfoques mas directos o simples que permitan resolver el
problema. En el caso de utilizar algoritmos de aprendizaje supervisado también es crucial
contar con un conjunto de datos lo suficientemente numeroso como para entrenar el modelo

de manera adecuada.

Una vez completada la fase anterior es posible comenzar a construir el sistema de aprendi-
zaje. A continuacion, se presenta un diagrama que ilustra un flujo de trabajo tipico utilizado

para construir un sistema de aprendizaje automatico [10].

Ingestién Preprocesado Entrenamiento Despliegue Prediccién
> > ¥ A —| Acto
-
datos histéricos nuevos datos
Ingestion Monitoreo

retroalimentacion
(Feedback)

Figura 1.3: Diagrama de flujo de trabajo tipico para un sistema de aprendizaje automadtico [8].

Cabe destacar que el diagrama 1.3 representa solamente un flujo tipico, por lo que no es
aplicable a todos los sistemas de aprendizaje automético, pudiendo estos contar con mas o

menos fases que las aqui expuestas.

En primer lugar, esta la fase de ingestion en la que se le proporciona al sistema los datos
de entrenamiento, seguida de una fase de preprocesamiento de datos en dénde estos son
formateados de manera de que se adecuen de mejor manera a la necesidades del modelo.
Algunas tareas tipicas de preprocesamiento incluyen la normalizacidn, la reduccién de re-
dundancia, entre otras. A continuacién, viene la fase de entrenamiento llevada a cabo por
los algoritmos de aprendizaje automatico. Esta es una fase critica por lo que es importante

evitar caer en los problemas de subajuste o sobreajuste tratados en la seccion anterior. En
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cuarto lugar, esta la fase de despliegue en la que el modelo generado en la fase de entre-
namiento es implementado en un ambiente de produccién y expuesto a nuevos datos con la

finalidad de realizar predicciones.

En algunas unas ocasiones se requiere que el sistema actiie en consecuencia a la prediccion
realizada. En sistemas autonomos ademds existe una fase monitoreo en donde se mide el
efecto de la accion realizada. Esto con la finalidad de generar un canal de retroalimentacion

o feedback para el sistema el cual permite mejorar el modelo continuamente.

En sintesis, los sistemas de aprendizaje automatico permiten automatizar el andlisis de datos
mediante la construcciéon de modelos. Para ello hacen uso de una arquitectura iterativa que

permite aprender de los datos de manera adaptativa mejorando la confiabilidad del sistema

[9].
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1.2. Redes Neuronales Artificiales

Una red neuronal artificial (ANN) es un algoritmo de aprendizaje automatico bioinspi-
rado, que trata de imitar, hasta cierto punto, el funcionamiento de un cerebro bioldgico. En
una red neuronal bioldgica, cada neurona recibe impulsos eléctricos a través de sus dendritas.
Si la neurona es excitada més alla de un umbral, envia una sefial eléctrica por su axon. Esta
ultima es recibida por las dendritas de otras neuronas, con las que el ax6n estd en contacto

mediante unas estructuras denominadas sinapsis [44].

Dendritas

Botones
Sinapticos

Nucleo

Figura 1.4: Tlustracién de una neurona bioldgica [3].

Para imitar este comportamiento se plantea un modelo idealizado de neurona. En términos
generales se dice que una neurona artificial es una funcién no lineal parametrizada [32].
Las variables x; de la funcion son llamadas entradas (inputs), mientras que los parametros w;
son denominados pesos (weights). Esta funcion recibe el nombre de funcién de activacion
siendo su salida (output), por lo regular, una combinacion no lineal entre las entradas x; y
los pesos w;. Por su parte la activacién o no de una neurona viene dado por una funcién de
preactivacion la cual corresponde a una combinacion lineal de x; y w;. Esta funcién a veces

recibe el nombre de potencial debido a su simil con el modelo biolégico.
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Figura 1.5: Neurona artificial como modelo idealizado y simplificado de una neurona biolégica.

Como puede apreciarse en la figura 1.5, la funcion de preactivacién recibe como argumento

el vector de entrada x. Formalmente, es posible definir esta funcién o potencial v(-) como:
V) = b+ ) wix (1.1)
i=1

en donde b es un parametro llamado sesgo. Luego se observa que el umbral de activacion
f de una neurona es igual al inverso aditivo del sesgo, es decir & = —b. Finalmente, para
completar el modelo de neurona artificial es necesario definir la funcion de activacion f (-),
la cual depende de la funcién v(-) para producir su salida. Este es el tema central de la

siguiente seccion.

1.2.1. Funciones de Activacion

La funcién de activacion f (-) de una neurona k, es la encargada de calcular el valor que sera
transmitido a aquellas neuronas conectadas con k, lo que siguiendo el esquema de la figura
1.5, corresponde a la salida y de la neurona. Normalmente las neuronas se nombran segtin
su funcién de activacion. Dado lo anterior se presenta un listado con los tipos neuronas mas

comunes:

s Neurona lineal: Como su nombre lo indica su funcion de activacion es lineal. Es

la mas simple de las funciones de activacion, pero también una de la mas limitadas.
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La salida de esta neurona es simplemente el valor del potencial v(-) alcanzado por la

neurona.
f(x) = v(x) (1.2)
Por lo general esta funcién solo es utilizada en situaciones muy especificas como pro-

blemas de regresion o en la capa salida.

Neurona de umbral binario: Su funcién de activacién es la funcién escalon de Hea-

viside. La salida es 1 si el potencial supera cierto umbral y O en cualquier otro caso.

1 si v(x)>0
f(x) = Hv(x)) = 0 s (1.3)

si v(x) <0

Es el tipo de neurona utilizada en los inicios de las redes neuronales, especificamente

es la neurona utilizada en el perceptron de Rosenblatt o perceptron Alfa.

Neurona lineal rectificada: La funcion de activacién de este tipo de neurona es una
combinacion de las dos anteriores. La salida de la funcién es O si el potencial se en-

cuentra bajo el umbral y es v(x) si lo supera.

F) = v(x) s% v(ix) =0 (1.4)
0 s vix)<O

Esta funcién es muy utilizada en redes convolucionales y en redes profundas en gene-

ral. Se usa en tareas como vision computarizada, reconocimiento de voz, entre otras.

Neurona sigmoidea: Su funcion de activacion es la funcién sigmoidea. La salida de
esta neurona es la evaluacion del potencial v(-) en la funcidn sigmoidea.

1
[ +ev®

flx) = (1.5)

Una de las grandes ventajas de esta funcion es que es derivable en todo su dominio lo

que facilita enormemente la tarea de aprendizaje.

Neurona tangente hiperbélica: Su funcion de activacion es la tangente hiperbdlica
evaluada en el potencial.

1 - e—2v(x)

f(x) = tanh(v(x)) = = (1.6)

Esta funcion a diferencia de las anteriores acota la salida entre —1 y 1.
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= Neurona binaria estocastica: Todas las neuronas vistas hasta ahora comparten la pro-
piedad de generar una salida determinista. Sin embargo, existen ocasiones en la que
es preferible una salida estocastica. A ese tipo de neuronas se les suele llamar neuro-
nas estocdsticas. Dentro de este tipo de neuronas la més popular es la neurona binaria
estocéastica. Esta utiliza la misma funcién sigmoide de la neurona sigmoidea. No obs-

tante, lo que calcula es la probabilidad de que se produzca una salida binaria.

1
Py=D=1""5 (1.7)

Existen mas tipos de neuronas como por ejemplo la softmax, la gaussiana, entre otras. Sin

embargo, las aqui mencionadas son las mas recurrentes en la literatura [56].

1.2.2. Arquitecturas de Red

Una arquitectura de red describe la forma en que las neuronas se organizan y se conectan
entre si. Esta organizacion determina lo que la red neuronal es capaz de hacer. Dado lo ante-
rior, se tiene que para distintas clases de problemas se suelen utilizar diferentes arquitecturas.

A continuacion, se presenta la arquitectura de red mas comun.

Redes Neuronales Feedforward

Las redes neuronales de tipo feedforward constituyen el arquetipo clasico de red neuronal.
Fueron el primer modelo en desarrollarse y todavia sirven de base para el resto de las ar-
quitecturas. Como maquina de aprendizaje, el objetivo de la red es aproximar una funcién
y = f*(x) mediante la utilizacién de ejemplos. Esto es construir una funciény = f(x;6,w)y
aprender ¢l valor de los parametros 6 y w para los cuales f(-) se aproxima de mejor manera
a f*(-). Para construir f(-), esta clase de modelos hace uso de la composicion en cadena de
funciones mds simples. Por ejemplo, seria posible definir f(x) = f@(Ff?(fP(x))) en donde
f(-) es llamada la primera capa de la red, *¥(-) la segunda y asf sucesivamente. La canti-
dad de funciones o capas que forman la cadena es lo que se denomina profundidad (depth)
del modelo [37]. En base a su ocupacion dentro de la red es posible distinguir tres tipos de

capas diferentes:
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= Capa de entrada (input layer): Es la encargada de recibir los datos a procesar por
la red. Esta no realiza ningun tipo de transformacioén sobre la entrada, limitindose a

proveer de informacién a la capa siguiente.

= Capa oculta (hidden layer): Es la capa que sigue a la de entrada. Pese a que pue-
den existir numerosas capas ocultas dentro de una red, el teorema de aproximacion
universal [41] establece que estas no proveen de un mayor poder de generalizacion
del que se puede alcanzar con una dnica capa. Debido a esto es comin que se hable
de una dnica capa oculta independientemente de la profundidad del modelo. A grande
rasgos esta capa oculta aplica una serie de transformaciones sobre la entrada con el
objetivo de producir algo que pueda ser utilizado por la capa de salida. M4as adelante

se profundizara en el funcionamiento de esta capa.

= Capa de salida (output layer): Es la dltima capa de la red. Por tanto, es la que realiza
la tarea encomendada al modelo, ya sea clasificacion, prediccion o alguna otra. Para
llevar a cabo este procedimiento, la capa de salida hace uso de los outputs generados
por la capa oculta. Dependiendo del problema que la red busca resolver, se suelen
utilizar diferentes funciones de activacion en la capa de salida; como por ejemplo la
sigmoide en tareas de clasificacion, la softmax en clasificaciéon multiclase, la lineal en

tareas de regresion, etc [39].

Una de las caracteristicas mds relevantes de las redes neuronales feedforward es que la in-
formacion fluye a través de la red en una dnica direccion. Eso quiere decir que no existe
ningun canal de retroalimentacion en el que salidas intermedias del modelo sean utilizadas
para almacenar informacion de estados anteriores de la red. Debido a esto se dice que las
redes neuronales de tipo feedforward no poseen memoria. Cuando a una red neuronal se le
permite contar con esos canales de retroalimentacion se convierte en una red neuronal re-
currente. Se hablara de este tipo de redes en secciones posteriores. Debido a esta propiedad
y a su organizacion en forma de capas; es que se suele representar a las redes neuronales

feedfoward como un grafo aciclico dirigido, como el que se presenta a continuacion.
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(Input Layer) (Hidden Layer)  (Output Layer)
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Figura 1.6: Esquema cldsico de una red neuronal feedforward. Se observa como las neuronas se encuentran
organizadas en capas y comunicadas entre si solamente a las capas adyacentes de manera de que no existen

ciclos. La informacién asi solo fluye en la direccién del flujo.

Cada capa oculta dentro de la red es tipicamente una funciéon vectorial multivariada es
decir una funcién vector-vector. Para simplificar este hecho a menudo se esquematiza la
capa como un conjunto de funciones vector-escalar actuando en paralelo. Estas funcio-
nes vector-escalar corresponden a las neuronas presentadas al inicio de esta seccion (véase
Figura 1.5). El namero de neuronas en las capas ocultas determina la anchura (width) del
modelo. Tanto el nimero de capas como el nimero de neuronas y su funcién de activacidén

son determinados por el hiperparametro 6 presentado al comienzo de esta subseccion.

Durante la fase de entrenamiento de la red, se utilizan los ejemplos proporcionados por el
conjunto de entrenamiento para determinar el parametro w del modelo. Esto es aprender
los pesos asociados a cada neurona de la red, que en conjunto permiten aproximar f(-). Para
lograr esto, cada ejemplo x viene acompaiiado de una etiqueta y que especifica directamente
el valor deseado y = f*(x) que se espera sea retornado por la capa de salida. Sin embargo,
en ninguna parte del ejemplo se especifica el comportamiento esperado del resto de capas de
la red, por lo que es el algoritmo de aprendizaje empleado el que debe determinar cémo

utilizar las capas intermedias para lograr este cometido. Es debido a esto que se dice que la
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capa estd oculta [37]. El algoritmo de entrenamiento mads utilizado en redes neuronales es el
algoritmo backpropagation o de retro propagacion. En resumen, es posible definir a una
red neuronal feedforward como una funcién no lineal de sus entradas, organizada como
una cadena (composicion) de transformaciones, capa una de las cuales esta compuesta por

las funciones individuales de sus neuronas.
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1.3. Procesamiento del Lenguaje Natural

El procesamiento del lenguaje natural (NLP) es el campo dentro de la inteligencia artificial
que busca otorgar a las computadoras la capacidad de entender, interpretar y manipular el
lenguaje semiestructurado utilizado por los seres humanos. Para alcanzar este objetivo se
sirve de diferentes disciplinas tales como la lingiiistica, las ciencias de la computacién y la
estadistica [60]. El NLP enmarca mdltiples tareas de gran relevancia en el mundo moderno
como son la traduccidn automatica, el analisis de sentimientos, €l reconocimiento del habla,
entre otros [11]. Dependiendo de la aplicacion que se este desarrollado es posible identificar
diferentes procedimiento o fases que componen las tareas de NLP. No obstante, la mayoria

de aplicaciones posee alguna de estas tres fases:

= Modelado del lenguaje (language modelling): Consiste en la creacién de un modelo
estadistico del lenguaje que serd usado en etapas posteriores. Es estadistico ya que se

centra en la distribucion de probabilidad de las palabras en un determinado lenguaje.

= Etiquetado gramatical (part-of-speech tagging): Consiste en etiquetar las palabras
segtn su funcion morfoldgica dentro de la oracion. Esta fase utiliza el modelo generado
en la etapa anterior en conjunto con pardmetros adicionales para clasificar las palabras

como sustantivo, adjetivo, verbo, etc.

= Analisis gramatical (parsing): Consiste en la generacion de un arbol de andlisis (par-
se tree) que permita evidenciar la relacion entre los diferentes componentes que con-
forman una sentencia. Esta fase es especialmente importante para tratar la ambigiiedad
presente en el lenguaje natural. Para elaborar el drbol se utilizan gramaticas de libre

contexto en conjunto con los resultados obtenidos en las fases anteriores.

Debido a los alcances de esta memoria solo se tratard la fase de modelado del lenguaje, ya
que es un elemento significativo en el desarrollo de los word embeddings y por ende en el

avance de las técnicas de representacion de texto.
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1.3.1. Modelos de Lenguaje

Entre las principales tareas del NLP se encuentra el desarrollo de modelos matematicos que
permitan conocer la estructura del lenguaje. Esta no es una tarea sencilla ya que a diferencia
de los lenguajes formales los cuales se definen mediante un conjunto de reglas previamente
establecidas, los lenguajes naturales emergen a partir de las interacciones humanas, por lo
que no existe un conjunto de reglas formales que permitan identificar de manera univoca si
una sentencia pertenece o no al lenguaje [22]. No obstante, contar con modelos de lenguaje
altamente precisos es una necesidad dado el gran nimero de tareas dentro de NLP que hacen

uso de estos.

De manera formal los modelos de lenguaje se basan en el aprendizaje de la distribucion
de probabilidad conjunta de que una secuencia de palabras ocurra dentro de un texto. Uno
de los modelos mds populares es el denominado n-grama [28] que toma en consideracion
secuencias conformadas por n palabras consecutivas. De esta manera se intenta calcular la

probabilidad de ocurrencia de una palabra w; dada las n — 1 palabras previas.

P(Wi [ wig, =, Wisng1) (1.8)

Una forma habitual de estimar esta probabilidad en colecciones de documentos es mediante
el conteo de frecuencias. Para ilustrar esta idea suponga que se desea estimar la probabilidad

499

de que ocurra la palabra “café¢” dada la secuencia “tom6 una taza de” es decir:
p(café | tomo una taza de) (1.9)

Esto es equivalente a preguntarse ;Qué tan a menudo la sentencia “tomo una taza de” va
acompaiada por la palabra “café” en los documentos de la coleccién? Este planteamiento
surgido a partir de un enfoque frecuentista de la probabilidad se traduce en la siguiente
expresion:

C(tomo una taza de café)

" e — 1.10
p(café | tomo una taza de) C(tomo una taza de) (119

En donde la funcién C(-) retorna la frecuencia de la sentencia en la coleccién de documentos.
Si bien este acercamiento funciona bien en dominios acotados, falla a la hora de generalizar

sus estimaciones a dominios mds generales.
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El fendmeno anterior se debe a que el lenguaje humano es creativo por lo que siempre es
posible generar nuevas sentencias que no estan presentes en ninguin corpus. Este hecho es
en donde radica la dificultad del modelado del lenguaje, dado que una secuencia de palabras
utilizada para probar el modelo puede ser completamente diferente a todos los ejemplos
dentro del conjunto de entrenamiento [46]. Para generalizar estas estimaciones siguiendo el
enfoque frecuentista es necesario eliminar la posibilidad de que una secuencia de palabras
tenga frecuencia cero. Para lograr esto es posible replantear el problema de la probabilidad
conjunta de una secuencia como el numero de veces que dicha secuencia aparece con relacion
al ndmero total de secuencias de igual longitud. Siguiendo el ejemplo anterior seria, dada

todas las posibles secuencias de 5 palabras ;Cudantas de ellas son “tomo una taza de café¢”?

Siguiendo esta l6gica rapidamente se observa que la factibilidad del modelo queda restrin-
gido a la seleccion del parametro n. Para ejemplificar esto suponga que se desea modelar la
distribucién probabilidad conjunta de una secuencia de 5 palabras sobre un vocabulario de
100000, el nimero de posibles combinaciones es de 10% — 1 el cual coincide con el nimero
de parametros libres que el modelo debe aprender. Esta explosion combinatoria producto
del incremento del parimetro n es una expresion de la llamada maldicién de la dimensio-

nalidad y es la raiz del problema de generalizacién anteriormente descrito.

Si bien existen ciertos supuestos que permiten mejorar considerablemente el rendimiento
de este método como puede ser la asuncion de Markov, que establece que la probabilidad
de una palabra solo depende de aquella que la precede, por lo que la ecuacién 1.8 puede

aproximarse como:
p(wi | wizt, -y Wisgs1) = p(w; | wizy) (1.11)

Otra alternativa es modelar el problema utilizando variables continuas que, a diferencia de
las discretas, permiten que la funciéon de probabilidad conjunta que se desea aprender po-
sea propiedades deseables como es ser una funcién continuamente diferenciable al menos de
manera local. Este enfoque posee grandes ventajas al aislar a la distribucion de probabilidad
en cierta medida de la enorme influencia que tiene el cambio de una variable aleatoria dis-
creta en la distribucion de probabilidad debido a la combinatoria. Es aqui en donde surge el
concepto de word embedding esbozado por primera vez por Hinton [42] en 1986, pero cuyo

concepto moderno fue introducido por Bengio y compaiiia en el 2003 [21]. En la siguiente
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seccion encontrara un analisis detallado de esta técnica.

1.3.2. Representacion de Texto

Debido a su naturaleza la forma mas eficiente de tratar con el lenguaje natural es a través
de textos escritos. Dado lo anterior es importante generar representaciones de texto que
permitan a las computadoras trabajar con €él. De forma cldsica un texto pasa por una se-
rie de técnicas de preprocesamiento [29] que permite eliminar las partes de este que son

irrelevantes para el andlisis. Las tareas de preprocesamiento mas comunes de texto son:

= Normalizacién: Se intenta eliminar elementos del texto que pudiesen representar pro-
blemas para el andlisis que se realizara mas adelante. Generalmente en esta etapa se
eliminan caracteres extrafios u otros simbolos que se consideran irrelevantes para la ta-
rea a realizar. Tipicamente también se llevan todas las palabras a minusculas de manera
de evitar que dos palabras se consideren diferentes solo por la presencia de mayuscu-

las.
= Tokenizacion: Se divide el texto formando una cadena de palabras.

= Eliminacion de stop words: Se eliminan del texto aquellas palabras que son comunes
a cualquier texto y por ende poseen una baja relevancia semantica. Tipicamente se

trata articulos y pronombres.

= Lematizacion/Stemming: Si bien ambos mecanismos persiguen el objetivo de llevar
a las palabras a su raiz, lo hacen de manera diferente. La Lematizacion consiste en
utilizar alguna fuente de conocimiento externa para encontrar la raiz real, mientras
que el Stemming consiste en realizar operaciones que acerquen a las palabras a un
término comun; un ejemplo claro de esto es eliminar las ultimas letras de un verbo, ya

que estds son normalmente utilizadas para definir el tiempo de este.

Una vez realizados los procedimientos anteriores se procede a utilizar una estructura de re-
presentacion. A continuacion, se presentan las dos técnicas de representacion mas utilizadas

en la literatura:

24



= Bolsa de palabras (bag of words): Es una representacion que describe el texto como
ocurrencias de términos conocidos. En otras palabras, se observa el histograma del
texto contando el nimero de veces que aparece un término en determinada oracion.
La mayor ventaja de este método es su simpleza y en general ha mostrado buenos
resultados. Sin embargo, tiende a generar el esparcimiento de la representacion ya que
en la mayoria de los textos la ocurrencia de palabras es muy baja comparada con el
nimero de palabras en el vocabulario, también ignora el orden de las palabras y las

descontextualiza, lo que genera una pérdida de significado.

» Word embeddings: Es una técnica relativamente reciente que ha propiciado el avance
de numerosas tareas de NLP. La idea es representar cada palabra como un vector de

valores reales. En la siguiente seccion se analiza en profundidad esta técnica.
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1.4. Word Embeddings

Los word embeddings son una familia de modelos de lenguaje y de seleccion de carac-
teristicas cuyo objetivo es el mapeo contextual de palabras hacia un espacio continuo [46].
En otras palabras, la idea consiste en representar las palabras utilizando vectores reales
cuyas similitudes relativas se correlacionan con la informacién semdntica y sintactica de las
palabras contenidas en una oracion.

T

café =10,1 1,3 --- 04 (1.12)

Este enfoque se sustenta en la nocién de que la informacion contextual por si sola consti-
tuye una representacion viable de los términos lingiiisticos, por lo que no es necesario la
utilizacién de repositorios de conocimiento como diccionarios o tesauros [1]. Este acerca-
miento tan en contraposicion con la lingiiistica tradicional tiene sus raices en la lingiiistica
estructuralista y en particular en los trabajos de varios investigadores durante la década de
los 50’s, de entre los que destaca Harris [40] cuya hipétesis radica en la asuncién de que

palabras pertenecientes a contextos similares tienden a tener significados similares.

Dado lo anterior surgen dos grandes categorias de embeddings [67], los basados en coocu-
rrencia también conocidos como embeddings basados en frecuencia y los embeddings ba-
sados en prediccion también conocidos como neural word embeddings debido a la prepon-

derancia de esta técnica de aprendizaje.

1.4.1. Basados en Frecuencia

Estos métodos tienen sus raices en el campo de la busqueda y recuperacion de informacion
(IR). Esta disciplina se centra en la busqueda de informacion sobre colecciones de datos no

estructurados como puede ser el lenguaje natural escrito.

Como su nombre lo indica, estos métodos se basan en la frecuencia con que las palabras apa-
recen dentro de un contexto. De manera mas formal se basan en el analisis estadistico de la
coocurrencia de términos dentro de un contexto, siendo este tltimo un parimetro determi-

nante de lo que puede generalizar el modelo. Dependiendo del contexto, es posible clasificar
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los modelos como sintagmaticos o paradigmaticos [46]. Los primeros generalmente consi-
deran como contexto mayores extensiones del texto, capturando relaciones sintacticas entre
términos, como por ejemplo la relacién entre “bote” y “agua”. Por su parte los modelos pa-
radigmaéticos tienden a capturar relaciones del tipo “bote-nave” al basarse mayoritariamente

en las palabras y en los contextos locales en que estas ocurren.

En relacion con lo anterior otra categorizacion se basa en las herramientas utilizadas para
generar el embedding [46], distinguiendo entre aquellos métodos basados en factorizacion

matricial de aquellos basados en muestreo por ventana corrediza.

A continuacion, se presentan algunos métodos de vectores de palabras basados en frecuencia

ordenados de acuerdo con su dificultad:

= Vector de Conteo: Este método se basa en representar una palabra mediante un vector
que almacena la frecuencia del término en cada uno de los documentos de la colec-
cion o si se lo desea en alguna otra subdivision de éste. En términos de IR corresponde

a las filas de 1a matriz término-documento.

Término 1 |10|0|1]0j0|0|0|2
Término 2 (o|lz|olo ooz
Término 3 [o|o|ojo|ojo|o)|2
Términc 4 R «——— Vﬁ:ctﬁr Palabra
Término 5 [0|ofolofo|o]o]2 (Vector de conteo)
Término 6 |[0|0of1|0|of1]ofO
Término 7 [0|1]|&8|0 |0 nlo
Término & |[0]0|0|0 |0 0o

Vector Documento

Figura 1.7: Matriz termino-documento que muestra la frecuencia de cada palabra en cada uno de

los documentos de la coleccién [7].
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Si bien este método es sencillo de entender posee numerosos problemas. En primer
lugar, no es capaz de generalizar relaciones entre términos mds alld del contexto que
dio origen a la representacion, ademads los vectores suelen ser altamente dimensionales

siendo al mismo tiempo poco densos lo que dificulta el trabajo.

= Vector tf-idf: Son las siglas en inglés para frecuencia de término (tf) y frecuencia
inversa de documento (idf). En conjunto representan una medida de la relevancia
relativa de una palabra dentro de una coleccién, penalizando a aquellas que son co-
munes a todos los documentos. Su utilizacion como vector de palabras es parecida a
los vectores de conteo, pero a diferencia de este tltimo no solo considera la frecuencia
de un término dentro de un documento sino también la frecuencia de este en toda la

coleccidn.

frecuencia del término ¢ en el documento d
tf(z,d) = ~ — (1.13)
nimero de términos en el documento d

. nimero total de documentos dentro de la coleccién D
idf(z, D) = log [ — . — (1.14)
numero de documentos en D que contienen el término ¢
tf-idf(z, d, D) = tf(¢, d) x idf(z, D) (1.15)

= Matriz de Coocurrencia: Es la variante mds representativa de los métodos basados
en frecuencia. Su forma mas tradicional es la llamada matriz de coocurrencia con

ventana contextual fija, en donde se distinguen dos elementos principales:

1. Coocurrencia: Se define como el nimero de veces que un par de palabras wy y

w, aparecen juntas dentro de una ventana contextual.

2. Ventana Contextual: Corresponde a la cantidad de palabras en ambas direc-
ciones que conforman el contexto de la palabra objetivo, para ejemplificar esto

considere la siguiente ilustracion:

The | quick | brown | fox | jumps | over |the lazy dog

Figura 1.8: Ventana contextual de largo 2 en torno a la palabra objetivo “fox”.
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Una vez definida la coleccion y el largo de la ventana contextual, se procede a cons-
truir la matriz de coocurrencia. Para ejemplificar esto considere el siguiente ejemplo

[7].

Sea el corpus sobre el cual se construird la matriz de coocurrencia la siguiente oracion:

“He is not lazy. He is intelligent. He is smart”

Luego se define una ventana contextual de largo dos, al analizar la coocurrencia del
primer par de palabras “He” e “Is” se observa que ambos términos coocurren un total

de cuatro veces en el texto:

He|is|not |lazy. He is intelligent. He is smart

He is|not|lazy.| He i8] intelligent. | He is smart

He is not lazy. He |[is|intelligent. | He |18 | smart

Figura 1.9: Ejemplo de coocurrencia de los términos “He” e “Is” utilizando la ventana contex-

tual.

Para construir la matriz de coocurrencia simplemente se repite el proceso anterior para

cada par de palabras.

he is not lazy intelligent smart

he (0 4 2 1 2 1
is 4 0 1 2 2 1

not 2 1 0 1 0 0 (1.16)
lazy 1 2 1 0 0 0
intelligent |2 2 O 0 0 0
smart [1 1 O 0 0 0

De la matriz anterior se extraen algunas conclusiones. En primer lugar, se observa que
la matriz resultante es simétrica y dispersa. Posee |V|* elementos siendo V el vocabu-
lario, es decir el nimero de términos Unicos dentro del corpus. Dado lo anterior, queda

claro que incluso para tamafios modestos de V' la matriz resultante es extremadamente
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grande y dificil de manejar, por lo que es habitual reducir la matriz a un subconjunto
de V mediante técnicas de preprocesamiento como la remocion de stop words, entre

otras.

Finalmente, una vez obtenida la matriz de coocurrencia esta es descompuesta utili-
zando técnicas como PCA, SVD entre otras, de manera que los factores resultantes o
la combinacion de estos sean la representacion vectorial de las palabras. Por ejemplo,
usando PCA sobre la matriz del ejemplo es posible obtener N componentes principales
desde los cuales se pueden escoger un subconjunto de k componentes de manera de
generar una nueva matriz de dimensiones V' X k la cual todavia contiene la mayoria

de la informacién contenida en la matriz original.

En conclusion, los métodos de embeddings basados en frecuencia son métodos determinis-
tas que generan los vectores de palabras a partir de la distribucion de los términos a través
del corpus o bien en métodos mas avanzados mediante la descomposicion de matrices. Los
ultimos poseen la ventaja de estar relacionados a un problema bien definido y estudiado en
ciencias de la computacién [67]. Sin embargo, requieren de grandes cantidades de memo-
ria y poder de computo por lo que en general no escalan bien a no ser que se opte por una

arquitectura distribuida.

1.4.2. Basados en Prediccion

Estos son métodos estocasticos cuya meta es descubrir un conjunto base que permita repre-
sentar palabras de forma eficiente. Por lo general estos modelos se basan en el uso de redes
neuronales en donde el embedding corresponde a un set de pesos en alguna capa de la red.
Existen muchos tipos de arquitectura de red que permiten capturar la informacién semantica
y sintdctica de las palabras a partir de un conjunto de entrenamiento, tales como las redes

neuronales recurrentes, las recursivas, las convolucionales, entre otras.

El termino de word embedding neuronal fue acufiado en 2003 por Bengio y su equipo
[21]. Su propuesta consistia en combinar una red neuronal feedforward con un modelo de

lenguaje. Esto es usar la red para predecir la siguiente palabra de una secuencia, siendo el
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embedding un subproducto de este proceso. Bengio identifico tres capas diferentes en su

modelo:

1. Capa de embedding: Es la capa que genera el embedding.

2. Capa intermedia: Una o mds capas encargadas de producir una representacion inter-

media de la entrada.

3. Capa softmax: Corresponde a la capa de salida que genera la distribucién de proba-

bilidad sobre las palabras en el vocabulario.

El funcionamiento preciso de estas capas es irrelevante para efectos de esta memoria. No
obstante, su mencién es necesaria ya que estas todavia se encuentran presentes en las ar-
quitecturas modernas. Si bien esta aproximacion representé una verdadera innovacion, no
estaba exenta de problemas. El mayor problema con esta técnica reside en la capa de salida,
debido a que el costo computacional de la funcién softmax es proporcional al nimero de
términos en el vocabulario V el cual por lo general estd en el orden de los cientos de miles

[63].

Sin embargo, la verdadera revolucion en el campo llegd diez afios después de la mano de
Tomas Mikolov y su equipo [53] que introdujeron un método simple y eficiente capaz de

generar embeddings de gran calidad, conocido como Word2Vec.

Word2Vec

Mais que un algoritmo, word2vec es un framework compuesto por dos arquitecturas diferen-
tes para la creacion de embeddings, skip-gram y continuous bag of words. Estos modelos
permiten solventar en gran medida los problemas derivados del excesivo costo computacio-
nal que afectaban a los planteamientos anteriores proveyendo de métodos ripidos, simples
y eficaces para la creacion de embeddings [30]. Si bien a grandes rasgos ambos modelos
consisten en una red neural feedforward de dos capas enfocada en la prediccion de palabras,

difieren en la palabra que se busca predecir como se verd a continuacion.
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Skip-gram: La tarea asignada a esta red es calcular la probabilidad de que una palabra
wy pertenezca a la ventana contextual (ver figura 1.8) dada una palabra objetivo w;, es
decir p(wy | w; ). Pese a esto, lo que realmente importa son los pesos de los arcos de la
red. Los pesos entre la capa de entrada y la capa oculta constituyen una matriz Wyx,
que contiene los embeddings de las palabras objetivo, luego el embedding de w; es el
vector v; correspondiente a la fila j de la matriz W. Mientras que los pesos entre la capa
oculta y la capa de salida constituyen una matriz C,.y, que contiene los embeddings
de las palabras de contexto, luego el embedding de wy. es el vector ¢ correspondiente

a la columna k de la matriz C.

Dado lo anterior se aprecia que la red aprende dos embeddings separados para cada
palabra. Para obtener el embedding final existen diferentes opciones. Una alternativa es
utilizar solamente los pesos asociados a la matriz W, aunque también es posible sumar
ambos embeddings. En ambos casos el tamafio final del embedding queda determinado
por el ancho d de la capa oculta, siendo el tamafo de la entrada y la salida igual al

tamafio del vocabulario V.

Output layer
. o probabilities of
1-hot input vector embedding for wy context words
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Figura 1.10: modelo skip-gram representado como una red neuronal [30].

Dicho lo anterior, el modelo calcula la probabilidad utilizando el producto punto ente

vj y c¢x. No obstante, es necesario normalizar esta medida para que refleje una proba-

bilidad. Para lograr esto se utiliza la funcién softmax.
exp (¢ v;)

Yicv exp (¢]v;)

p(wi [ w;j) = (1.17)
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En otras palabras la red realiza una regresion logistica de manera dindmica.

= Continuous bag of words (CBOW): Si bien este modelo es similar skip-gram, la tarea
asignada a la red es precisamente la tarea inversa; Predecir la palabra objetivo w, a
partir de las palabras restantes dentro de la ventana contextual. Como se vio en la
seccion sobre NLP, el objetivo de esta red no dista mucho al objetivo de los modelos
de lenguaje. Sin embargo, a diferencia de estos dltimos CBOW no se limita a usar
unicamente los términos previos a la palabra objetivo; CBOW utiliza n palabras antes
y después de la palabra objetivo para realizar su prediccion. En otras palabras, la red

maxima la siguiente funcion [64].

T
1
Jo = ?glogp(wz | Wicps =50 s Wisty Wigts “0 0 5 W) (1.18)

Es importante destacar que, aunque ambos modelos producen embeddings similares, difieren
en su comportamiento por lo que dependiendo de la tarea que se desee realizar es mejor optar

por alguno de los dos.

Gracias a la popularidad de word2vec surgieron nuevos métodos para generar embeddings
basados en aprendizaje automdtico. Dentro de estas nuevas propuestas destaca GloVe [58]

acrénimo de Global Vectors for Word Representation propuesto por Pennington y su equipo

en 2014.

GloVe

A grandes rasgos este algoritmo es una extension de word2vec que se aprovecha de la expe-
riencia obtenida de los métodos basados en conteo [23]. A diferencia de word2vec, que se
basa en el uso de una ventana contextual, GloVe construye de manera explicita una matriz
de coocurrencia sobre el corpus analizado. De esta manera GloVe considera una dimension

mas global del texto mientras aprende la representacion.

Formalmente, GloVe trata de minimizar la siguiente funcion objetivo [57].
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1 T
Jo=73 Z FCp(w; L wi)]v; =Tlog(p(w; | wi))? (1.19)
ij=1
En donde v; y v; son los vectores que representan a las palabras w; y w;, ademads de f(-) que
es una funcién de ponderacion que se define manualmente y que debe cumplir una serie de
caracteristicas descritas en [58]. No obstante, también en[58] recomiendan la utilizacion de
la siguiente funcion:
(/ Xmax)” S1 X < Xmax

f(x) = (1.20)

1 en cualquier otro caso

La ventaja de este método sobre otros es su escalabilidad, debido a que solo requiere cons-

truir una dnica vez la matriz de coocurrencia que se utiliza para obtener la probabilidad de

plw; | wi).
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1.5. Hashing para Bisqueda por Similitud

Esta seccion trata sobre el problema de bisqueda por similitud abordado mediante técnicas

de hashing.

1.5.1. Busqueda por Similitud

La bisqueda por similitud (similarity search) consiste en la tarea de encontrar elementos
dentro de una coleccién que son cercanos a una consulta en base a una métrica de distancia
o similitud. A estos objetos cercanos se les denomina vecinos (neighbors) por lo que este
problema también se conoce con el nombre de busqueda de vecinos cercanos. En base a la
exhaustividad de la busqueda realizada es posible clasificar el problema en tres subcategorias
[69]:

1. Bisqueda de vecinos exacta: Dada una consulta g el objetivo es encontrar un subcon-
junto de vecinos NN(gq) de la coleccion X de manera tal NN(g) = arg min,.x dist(q, x)
en donde dist(q, x) es la distancia entre ¢ y x. Una generalizacion de esta tarea es la
k-busqueda de vecinos (k-nearest neighbor search) en donde se buscan los primeros k

vecinos mas cercanos.

2. Busqueda de vecinos aproximada: A diferencia del punto anterior en donde los ve-
cinos encontrados eran efectivamente los vecinos mds cercanos, ahora la bisqueda es
aproximada por lo que es posible marcar un vecino como el mds cercano cuando en
realidad no lo es. Siendo asi el objetivo ahora consiste en encontrar los objetos x que
cumplan con dist(q, x) < (1 + €) dist(q, x*) en donde x* es el verdadero vecino mas

cercano y € > 0 es un factor arbitrario.

3. Busqueda aleatorizada de vecinos cercanos: El objetivo de este enfoque es encontrar

los vecinos cercanos de manera no determinista usando probabilidades.

Como se aprecia en los puntos anteriores, la medida de distancia juega un rol determinante

a la hora de determinar los vecinos mas cercanos. Algunas de las distancias mds cominmente
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usadas se listan a continuacion [18]:

» Distancia Manhattan: También conocida como distancia L;. Sean x,y € R? se define

la distancia manhattan como:

d
Lix, y) = llx =yl = ) Ixi = yi (1.21)
i=1

» Distancia Euclidiana: También conocida como distancia L,. Sean x, y € R? se define

la distancia euclidiana como:

d
Lo(x, y) = Il = yll, = [ D i =il (1.22)
i=1

= Distancia Minkowski: Es una generalizacion del método utilizado para el calculo de
distancia en los dos puntos anteriores. También se le conoce como distancia L, en
donde el parametro n determina la raiz utilizada. Sean x,y € R? se define la distancia

minkowski como:
d n
Li(x, y) = llx = yll, = (Z i = yir’] (1.23)
i=1

= Distancia de Hamming: Sean x,y cadenas de bits del mismo largo d se define la

distancia de hamming como:

Hamming(x,y) =

1

P
X; Vi (1 24)

=1

En donde @ es el operador de disyuncion exclusiva también conocido como desigual-

dad material, definido como p@® g = (p V ¢) A =(p A g) donde p y g son proposiciones

de verdad.

Por su parte existen ocasiones en que lo mds adecuado es usar medidas de similitud en vez

de métricas de distancia. Las medidas de similitud méas frecuentes en la literatura son:

» Indice de Jaccard: Sean A y B conjuntos, se define el indice de Jaccard como:

|A N Bj
|A U BJ

Jaccard(A, B) = (1.25)
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» Similitud coseno:Sean x, y € R? se define la similitud de coseno como:

Xy
[yl

cos(x, y) = (1.26)
Para afrontar este problema, se han desarrollado numerosos métodos centrados en el uso de
estructuras de datos eficientes. De manera cldsica se han propuesto métodos de indexacion
basados en arboles como KD-trees, R-trees, VP-trees entre otros. Sin embargo, se ha obser-
vado que estas técnicas no escalan bien a la hora de tratar con grandes volimenes de datos
de alta dimensionalidad. Es debido a esto que en las dltimas décadas técnicas como Hashing

han crecido en popularidad.

1.5.2. Hashing

El enfoque de esta técnica consiste en representar los objetos de la coleccion utilizando ca-
denas de bits compactas de manera que elementos similares en el espacio original difieran
en solo unos pocos bits en el espacio de representacion. Esta representacion compacta recibe
el nombre de coédigo hash o simplemente hash. De manera formal es necesario definir una
funciéon de hash h(-) que mapee los objetos desde el espacio original al espacio de represen-
tacion.

y = h(x) (1.27)

En donde A(-) es la funcién de hash, x es un objeto dentro del espacio original e y es el
c6digo hash asociado a x. Usualmente para tareas de bisqueda por similitud se suelen
utilizar multiples funciones de hash para calcular y, luego se tiene que y = [y; yp - -+ yn]T
siendo (x) = [h1(x) hy(x) --- h,(x)]". Existen dos estrategias basicas para utilizar c6digos

hash para abordar el problema de busqueda por similitud, estos son [69]:

1. Hash table lookup: 1La tabla de hash es una estructura de datos compuesta por ranu-
ras, cada una indexada por un codigo hash. Luego cada referencia y a un elemento x
es almacenado en una ranura. A diferencia del enfoque clasico de hashing en donde
se busca evitar colisiones, es decir que dos objetos del espacio de biisqueda sea ma-

peados por la funcién de hash a la misma ranura, en bisqueda por similitud se intenta
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maximizar la probabilidad de colisién entre vecinos cercanos.

2. Fast distance approximation: Es el equivalente a la basqueda exhaustiva de vecinos
mas cercanos, pero en el espacio de representacion. Este enfoque explota las dos ma-
yores ventajas que otorga la utilizacién de codigos hash. En primer lugar, es mucho
mas sencillo y rdpido calcular la distancia entre los hash de los objetos que entre los
objetos mismos, debido a que estos pertenecen a un espacio mas reducido. En segundo
lugar, el tamafio de los codigos hash generalmente son mucho menores que los propios
objetos a los que representan en el espacio de entrada, por lo que permite realizar las

busquedas de forma mas eficiente dentro de una maquina de computo real.

La clasificacion anterior se basa en la forma en que se eligen a los vecinos mas cercanos a una
consulta. Sin embargo, tan importante como esto, es la funcién de hash a utilizar ya que es
ésta la que determina la efectividad real del sistema. En base a este aspecto, es evidente que
la funcién de hash debe preservar la similitud entre elementos del espacio original. Para
alcanzar esta propiedad indispensable para el proceso de busqueda existen numeras técnicas

las cuales se pueden catalogar dentro de dos grandes familias [62]:

1. Métodos independientes de los datos (data-independent): Como su nombre lo in-
dica, son métodos independientes de los datos que se desea mapear al espacio de
representacion. Por lo general son algoritmos que intentan explotar propiedades de
alguna distribucion de probabilidad para asegurar que las distancias en el espacio ori-
ginal de bisqueda sean en cierta medida preservadas en el espacio de representacion.
La mas famosa de estas técnicas es el Locality Sensitive Hashing (LSH) que funciona

como framework eficiente para la busqueda aproximada de vecinos cercanos.

2. Métodos basados en datos (data-driven): También conocidos como Learning to Hash
son métodos basados en técnicas de aprendizaje automatico que buscan aprender la
funcién de hash a partir de los datos que se busca transformar. La mas representativa
de estas técnicas es el Semantic Hashing fundamentado enteramente en técnicas de

aprendizaje no supervisado.

En general, se ha observado que los métodos basados en datos superan ampliamente a los
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métodos independientes de datos incluso cuando la similitud del espacio original solo es pre-
servada de manera implicita. Sin embargo, los métodos basados en aprendizaje no supervisa-
do como semantic hashing poseen la desventaja de asumir que existe una medida confiable
de distancia en el espacio original, supuesto que no siempre es adecuado. Por otra parte, los
enfoques basados en aprendizaje supervisado no sufren de esta desventaja al optimizar de

manera activa la preservacion de la similitud.
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1.6. Meétricas de Evaluacion

Para evaluar la efectividad de un sistema de recuperacion de informacién, es necesario
establecer ciertas métricas de evaluacion que reflejen la calidad de las respuestas generadas
por el sistema. Para llevar a cabo esta tarea, los enfoques tradicionales se han basado en el

uso de conjuntos de prueba conformados por [20]:

1. Una coleccion de documentos (objetos).

2. Un conjunto de necesidades de informacion, generalmente expresadas en forma de

consulta.

3. Un set de etiquetas que establece la relevancia de cada objeto de la coleccion respecto

a una necesidad de informacion.

La nocioén de relevancia de un documento es el fundamento que sustenta la evaluacion.
De manera estandar se utiliza un sistema de clasificacion binaria en donde los objetos de
la coleccion son marcados como relevantes o no relevantes en funcion de una determinada
necesidad de informacion. A esta clasificacion ideal, dada por el conjunto de prueba, se le
conoce con el nombre de gold standard o ground truth y sirve como punto de comparacion

contra el cual medir el desempeio de los sistemas de IR.

Dicho lo anterior, considere un requerimiento de informacién 7 sobre un conjunto de prueba
que contiene R documentos relevantes en relaciéon con /. Ademds, considere la existencia
de un sistema de IR que responde a /I generando un set de respuesta A que contiene los
documentos recuperados del conjunto de prueba que a juicio del sistema son relevantes. Se
observa que los documentos de A considerados relevantes por el ground truth son aquellos
dentro de la interseccion entre A y R. A este conjunto se le denominara como R, (ver figura

1.11).
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Coleccion

Figura 1.11: Diagrama de Venn de los conjuntos involucrados. R son los documentos relevantes. A son los

documentos dentro de la respuesta. R, = A N R son los documentos dentro de la respuesta que son relevantes.

En base a los conjuntos introducidos anteriormente es posible definir intuitivamente dos

métricas de evaluacidn para la respuesta A:

1. Precision: Es la fraccion entre el nimero de documentos relevantes recuperados | R, | y
el total de documentos recuperados | A |. También puede interpretarse como la probabi-

lidad de que un documento sea relevante dado que fue recuperado, es decir p(R | A).

. | R, |
Precision = (1.28)
|A|

2. Recall: Es la fraccion ente el nimero de documentos relevantes recuperados | R, | y el
total de documentos relevantes | R |. También puede interpretarse como la probabilidad
de que un documento sea retornado dado que es relevante, es decir p (A | R).

|Ra |
IR

Recall = (1.29)

Desde un punto de vista estadistico [26], es posible reformular las definiciones anteriores

utilizando criterios de clasificacién (Tabla 1.1).

41



Cuadro 1.1: Sea d un documento cualquiera perteneciente a la coleccidn. Es posible clasificar los documentos
en funcién de su pertenecia al conjunto de respuesta y a su condicién de relevancia. La clasificacién y su

relacién con respecto a la notacién anterior estd dada por la siguiente tabla de contingencia.

Relevante No relevante

deR d¢R

TP FP
Recuperado deR, Falso Positivo
deA Verdadero Positivo False Positive
True Positive Error de tipo I
FN VN
No recuperado Falso Negativo Verdadero Negativo
d¢A False Negative True Negative
Error de tipo II

Al utilizar este nuevo enfoque las medidas de evaluacion Precision y Recall se reescriben
como:
TP TP

Precision = —— Recall = —— (1.30)
TP+ FP TP+ FN

A partir de estos conceptos basicos, es posible definir métricas de evaluacion mas sofisticadas
que, de ser necesarias, se introducirdn mas adelante. Dado que la bisqueda por similitud
puede ser entendida como una tarea de IR las mismas métricas definidas para esta clase de
tareas pueden ser empleadas con la salvedad de que la necesidad de informacién ya no se
estructura como una consulta cldsica, sino que es un elemento de la coleccion. También se

dejard de lado el término documento a favor del término objeto o elemento.
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Capitulo 2

Estado del Arte

En este capitulo se expone un breve repaso por los métodos de hashing mas relevantes a lo
largo del tiempo, ademaés de incluir aquellas propuestas que debido a su relacion conceptual

con el planteamiento del método propuesto merecen ser revisadas.

2.1. Repaso Historico

Como fue sefialado en la seccion de antecedentes item 1.5.2, las técnicas de hashing pue-
den ser divididas en métodos independientes de los datos (data-independent) y métodos
basados en datos (data-driven) . Dentro de la primera categoria, una de las técnicas mas po-
pulares histéricamente ha sido Locality-Sensitive Hashing (LSH) [19]. En esta técnica una
familia de funciones hash ¥ : X — H! se disefian para ser localmente sensibles, es decir,
preservar una métrica de distancia o similitud en X con una cierta probabilidad. Finalmente,
la funcion de hash h : X — H2 se obtiene concatenando B funciones independientes entre si
provenientes de F. Un ejemplo clésico es la técnica de random projections, que particiona
el espacio X utilizando B hiperplanos aleatorios. Es posible demostrar que esta técnica pre-
serva aproximadamente la distancia Euclidiana con una alta probabilidad. También se han

elaborado familias de funciones para otras métricas entre las que se incluyen L;, Hamming,
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Jaccard, similitud coseno, entre otras. No obstante, para poder utilizar esta técnica se ha-
ce necesario conocer de antemano métricas aplicables al espacio de caracteristicas original.
Ademas, al no distinguir la distribucién de los datos en el espacio original, esta técnica
tiende a generar hashes de mayor longitud lo que limita su desempefio en comparacién
con métodos mas modernos. Este problema es extensible a cualquier enfoque de este tipo

por lo que la mayoria de la investigacion actual se centra en los métodos basados en datos.

Los métodos basados en datos utilizan técnicas de aprendizaje automatico supervisa-
do, semisupervisado y no supervisado, para generar hashes de manera eficiente. Quizas,
dentro de este dltimo grupo la técnica mds conocida, y también una de las mds antiguas, sea
Semantic Hashing (SH) [65]. Esta técnica utiliza un modelo generativo profundo basado en
el criterio de maxima verosimilitud para ajustar los pardmetros de la red a la distribucion de
los datos, para luego en la capa superior generar los cédigos hash. Experimentos han demos-
trado que sematic hashing supera ampliamente a LSH en términos de Precision y Recall en
tareas de IR, incluso si el método preserva la similitud del espacio solo de manera implicita
[71].

Otra técnica de hashing no supervisado es Spectral Hashing (SpH) [71] la cual es especial-
mente relevante para esta memoria ya que es la base para los métodos de preentramiento
expuestos en el capitulo propuesta seccion 3.1. Esta técnica plantea un enfoque mucho mas
simple que la propuesta anterior, ya que, aborda el problema como uno de particiéon de gra-
fos en donde los nodos son los elementos del conjunto de entrenamiento y las aristas poseen
unos pesos que representa la afinidad entre los elementos. Para calcular dicha afinidad se uti-
liza un kernel gaussiano lo que es equivalente a asumir que la similitud entre elementos
se correlaciona con la distancia euclidiana. Finalmente, los hashes son obtenidos como
soluciones a una version relajada del problema anteriormente descrito. En ese mismo trabajo
el autor comprueba que su método no posee diferencias significativas respecto a semantic
hashing en términos de resultados en tareas de recuperacion de informacion sobre datasets

de imédgenes de gran escala, pese a ser mucho més simple.

También es posible adaptar métodos independientes de los datos para que aprovechen la
informacion contenida en el dataset. Un ejemplo de esto es Kernelized Locality-Sensitive

Hashing (KLSH) [45] que extiende LSH para convertirlo en un método basado en datos.
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Esto se logra proyectando los datos sobre hiperplanos que estan definidos sobre una trans-

formacion del espacio original X mediante la utilizacion de kernels.

Algunos otros métodos no supervisados de hashing son; Iterative Quantization (ITQ) [34]
que reduce la dimensionalidad de los datos de entrada aplicando técnicas como PCA y con-
vierte a binario la salida minimizando el error de cuantizacion. Self-Taught Hashing (STH)
[75] que descompone el proceso de aprender un hash en dos pasos: generar el codigo bina-
rio y aprender la funcion de hash. Este enfoque dio origen al denominado two-step hashing
Jramework (TSH) [48] del cual han surgido propuestas como FastHash [47] el cual utiliza
arboles de decision para aprender la funcién de hash de manera supervisada, e incluso una

version supervisada de STH denominada STHs [74].

Si bien los métodos de aprendizaje no supervisado, superan en su gran mayoria a los métodos
independientes de los datos, también adolecen de algunos problemas similares. En primer
lugar, se tiene que esta clase de técnicas asume la existencia de una métrica confiable
de similitud o distancia en el espacio original, lo que no es siempre apropiado, o en su
defecto solo aseguran una preservacion implicita de la similitud entre elementos. Gran parte
de estos problemas se solucionan al utilizar técnicas supervisadas o semisupervisadas ya que
el uso de etiquetas o de ejemplos de semejanza ayudan al método a determinar la métrica de
similitud o distancia que debe optimizar, incluso si la informacién que aportan es implicita o

estd incompleta.

Los métodos supervisados de hashing preservan activamente la similitud entre elementos,
aprendiendo al mismo tiempo la métrica de similitud y la funcién de hash. Existen princi-
palmente dos enfoques ligados a la forma en que se etiqueta la informacién: pointwise y
pairwise [62]. Los métodos pointwise utilizan marcadores de categoria sobre los elementos
del conjunto, de manera que la similitud viene dada por la pertenencia a una misma cate-
goria. Como ejemplo, los dataset utilizados en esta memoria utilizan este enfoque. Por su
parte, las técnicas pairwise poseen ejemplos de pares de elementos etiquetados como simila-
res o disimiles. Dentro de los métodos supervisados de hashing, existe una fuerte tendencia
hacia a la utilizacién de redes neuronales como método de aprendizaje, lo que se debe a la
gran flexibilidad, adaptabilidad y popularidad de han demostrado este tipo de técnicas en

anos recientes.
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Algunas técnicas de hashing que utilizan aprendizaje supervisado mediante el uso de re-
des neuronales artificiales son: Deep Hashing en su variante supervisada (SDH) [33], la
cual utiliza un enfoque pairwise y una red profunda, entrenada para minimizar la varian-
za entre los hashes de una misma clase y maximizarla entre clases diferentes; Multimodal
Similarity-Preserving Hashing [52], que también utiliza un enfoque pairwise y redes neu-
ronales siamesas para construir los hashes; Deep Video Hashing (DVH) [49], el cual utiliza
capas convoluciones para extraer descriptores que luego utiliza en un proceso de fusioén tem-

poral mediante capas densas para generar codigos hash sobre video.

Ahora bien, pese a que en general los métodos supervisados de hashing obtienen mejores
resultados que los métodos no supervisados, no siempre es posible disponer de datos etique-
tados. Ademds, el proceso de etiquetado es costoso y normalmente conduce a conjuntos de
datos mas pequefios que dificultan la generalizacién del conocimiento extraido. Es debido a
lo anterior que las técnicas de aprendizaje semisupervisadas cobran especial relevancia,
ya que permiten aprovechar el gran volumen de datos no etiquetados disponibles, junto

a datos etiquetados para mejorar el poder de generalizacion de los algoritmos.

Los algoritmos semisupervisados como su nombre lo indica, estdn enfocados en la orienta-
cion de una técnica no supervisada mediante el uso de un pequefio conjunto de datos etique-
tados. Autores como Wang proponen un framework de trabajo (SSH) en [70] el que dividen
el proceso en dos pasos. El primer paso consiste en el establecimiento de un objetivo super-
visado de la misma forma que lo hacen los algoritmos supervisados anteriormente descritos.
En segundo lugar, establece la utilizacién de un regularizador para minimizar la varianza y

obtener los cddigos hash utilizando para ello el dataset no supervisado.

2.2. Técnicas Relacionadas

La parte de la propuesta de esta memoria es usar redes neuronales recurrentes para realizar
hashing sobre texto. A continuacion, se presentan algunas propuestas que se han realizado

utilizado este tipo de redes en la literatura.
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Hierarchical Recurrent Neural Hashing for ImageRetrieval With Hierarchical Convolu-
tional Features (HRNH) [50] es una técnica de hashing para busqueda por similitud presen-
tada el afio 2017 que utiliza una jerarquia de redes neuronales recurrentes para obtener los
codigos hash. Este método utiliza en primera instancia capas convolucionales preentrenadas
(VGG-F ImageNet) para extraer mapas de caracteristicas de la imagen. Estas caracteristicas
que componen una representacion jerarquizada de la imagen original luego pasan a una red
neuronal conformada por dos capas LSTM, mds una capa densa y una capa de salida soft-
max. La primera capa LSTM tiene por objetivo generar un vector de contexto para cada mapa
de caracteristicas para que actie como sumario de dicho mapa. A continuacién, la secuencia
de vectores de contexto se utiliza para alimentar la segunda capa LSTM cuya salida pasa a
la capa densa, que el autor denomina hash layer, y que finalmente retorna los cédigos hash

usando una funcién de activacion softmax.
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Figura 2.1: Arquitectura propuesta en HRNH. A la izquierda la jerarquia de capas de convolucion, a la derecha

las redes LSTM [50].

Para los autores, una de las grandes ventajas de este método es que las convoluciones iniciales
extraen informacion relacionada con la distribucion espacial de la informacion mientras que
las ultimas extraen informacion seméntica de la imagen. Si bien esta técnica estd disefiada
para recuperacion de informacién en imagenes, también podria aplicarse a hashing de texto,
si este es representado como una matriz de datos utilizando técnicas como word embedding.
No obstante, ya no se podrian usar las capas convolucionales preentrenadas ya que estan

adaptadas para el reconocimiento de imagenes.

Supervised Recurrent Hashing for Large Scale Video Retrieval (SRH) [38] es otra técnica

supervisada de hashing para busqueda por similitud de videos presentada el afio 2016 que
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utiliza redes convolucionales y recurrentes para generar los codigos hash. Al igual que el
método anterior esta arquitectura utiliza redes convolucionales para generar una representa-
cion de los datos. No obstante, a diferencia de la propuesta anterior este método esta disefiado
para operar sobre video, por lo que cada fotograma es introducido de manera independien-
te a esta capa. Toda esta informacion es luego enviada a una red LSTM. Luego una capa
Max-Pooling integra todos los estados ocultos de la LSTM a un tnico vector de tamafio fijo.

Luego para generar los hashes los vectores pasan a una capa densa con funcién de activacioén

tanh.
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Figura 2.2: Arquitectura propuesta en SRH. Se observa el enfoque pairwise en el input del modelo que recibe

una pareja de elementos similares [38].

Como se observa en la ilustracion, el método utiliza un enfoque pairwise ya que se utilizan
ejemplos de parejas de videos similares para entrenar la red. Finalmente, y dado que los
hashes generados deben preservar la similitud entre los elementos, se introduce una ultima
capa que predice la similitud entre éstos a partir de los hashes y que se puede entrenar a

partir de la similitud real usando la funcion de pérdida cuadratica.

Los autores de este trabajo sefialan que el utilizar redes LSTM les permite capturar re-

laciones de corto y largo plazo entre los fotogramas de un video, a diferencia de lo que
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ocurre con descriptores generados a mano. Ademads, comentan que el uso redes LSTM les
permite mejorar de forma significativa el desempeiio del método en comparacion a utili-
zar solo redes convolucionales. Asimismo, concluyen que la introduccién de datos etiqueta-

dos mejora considerablemente el desempefio.

Los métodos anteriormente descritos son una muestra de como se han utilizado las redes
neurales recurrentes para tareas de hashing en la literatura. La gran mayoria de las técnicas
estudiadas utilizan redes LSTM para condensar la informacion obtenida por las capas con-
volucionales que las anteceden, en tareas enfocadas al hashing de video o imagenes. Hasta
donde se ha podido observar la propuesta de esta memoria es la primera en utilizar

redes neurales recurrentes para el problema de hashing sobre textos escritos.
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Capitulo 3

Propuesta

En este capitulo se presenta la propuesta de esta memoria que consiste en el uso de una
red neuronal recurrente para hashing de texto. Especificamente se propone la adaptacion
de una arquitectura encoder-decoder habitualmente utilizada en traduccién automadtica pa-
ra abordar el problema de hashing de texto. Al igual que en los problemas de traduccion,
en hashing se busca trasladar un texto de un domino a otro procurando mantener ciertos
atributos del original. La mayor diferencia radica en el tamafio de la cadena de salida y del
vocabulario utilizado para generarla. Considerando el problema de hashing se tiene un vo-
cabulario binario y una cadena de salida fija. Ademas, es necesario contar con ejemplos de

“traducciones” para entrenar la red, por lo que es necesario dividir el proceso en dos fases.

3.1. Preentrenamiento

El objetivo de esta fase es generar un cédigo binario o prehash para cada elemento del
conjunto de entrenamiento, el cual sera utilizado mas adelante durante la fase 2 para entrenar
a la red neuronal. Es debido a lo anterior que los cédigos creados durante esta fase deben
preservar en la medida de lo posible la similitud entre elementos en el espacio original, a esta
restriccion se le conoce como locality preserving constraint. Al igual que se hizo en [73] la

técnica utilizada para calcular los prehash es una variante del Spectral Hashing propuesto
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en [71] el cual cumple con la restriccion anteriormente descrita.

En [71] Weiss y su equipo enumeran los requisitos que todo buen hash debe tener cumplir:

1. Ser facil de calcular para nuevos elementos.
2. Ser compacto.

3. Cumplir con la locality preserving constraint

Ignorando la primera restriccion es posible plantear la eleccion de los c6digos binarios co-
mo un problema de optimizacion. Sea B la matriz cuyas filas corresponden a los c6digos
binarios de dimension k asociados a los n elementos del conjunto de entrenamiento siendo
b; = BZ: y sea W,, la matriz de afinidad asociada a dichos n elementos, se plantea el

siguiente problema de optimizacion:

argmin )" W, [|b; b 3.1)

ij=1

Sujeto a:  b; € {—1, 1)

En donde la restriccién };_, b; = 0 mantiene el balance entre los bits al forzar una distribu-
cion uniforme entre las filas de la matriz, mientras que la restriccion % Y bib] =Tasegura

que los bits no estén correlacionados.

Como se demuestra en [71], el problema anterior es equivalente a un problema de particion
de grafos. Especificamente a encontrar los cortes minimos que permiten obtener k particio-
nes balanceadas para el grafo completo cuyos nodos son los n elementos de la colecciéon y el
peso de sus aristas esta dado por W; ;. Este problema es NP-hard por lo que para resolverlo

se utiliza la matriz laplaciana L del grafo, la cual se define como L = D-W siendo D una
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matriz diagonal de n X n en donde D;; = 3_; W, y el método de relajacion espectral, por

lo que el problema anterior se puede reescribir como:

arg ngn tr(BT(D — W)B) (3.3)

Sujetoa: B'1=0
B'B =1

Si se excluye la restriccién b; € {—1, 1}* 1a solucién al problema anterior esta dada por los k
vectores propios de la matriz laplaciana D — W con minimos valores propios (excluyendo

la solucidn trivial, es decir el vector con valor propio igual a 0) luego:
B = [V2 vy ... Vk+1] (35)

Donde v, denota el vector propio cuyo valor propio es el segundo valor positivo mas pequefio,
de igual forma con el tercero y asi sucesivamente. Finalmente, para determinar los prehash
del conjunto de entrenamiento se aplica una funcién umbral para obtener de esta forma una

cadena binaria.

Ahora bien, dado que los prehash se genera en base a los vectores propios de L cobra especial
relevancia el método utilizado para construir W ya que la matriz laplaciana surge a partir de
esta ultima. Para efectos de esta memoria se han abordado 3 métodos para construir dicha
matriz, siendo el primero de ellos el método original propuesto en [71] mientras que los dos

restantes corresponden a la aproximacion descrita en [73].

(3.6)

€2

2
e = x| )

Wi =exp [—

La ecuacién anterior corresponde al kernel gaussiano utilizado en [71]. Las variables x; y
x; son elementos del conjunto de entrenamiento representados como vectores en R?. Para
obtener dicha representacion vectorial se utiliza el vector documento de la matriz tf-idf de la

coleccion, de la misma forma en que fue utilizada en [73]. Por su parte la constate € define
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la distancia en R? a la que dos items pueden considerarse similares. Este tipo de kernel es
ampliamente utilizado como medida de similitud debido a que tiende a O entre mas disimiles

sean x; y x; y a 1 entre mds semejantes son.

2
Xi—X; .
¢ij - eXp (—%), si x; € Ne(xj) vV x; € Ne(xy)

Wi,j = (37)

0, en cualquier otro caso
La ecuacién anterior corresponde a una de las variantes del heat kernel utilizado en [73].
Aunque a primera vista similar al kernel gaussiano presentado anteriormente, este introduce
un coeficiente de ajuste ¢;; y un parametro o que cumple la funcion de € del kernel anterior.
No obstante, a diferencia de este ultimo la funcion solo es activada cuando uno de los ele-

mentos pertenece a los k vecinos mds cercanos del otro, lo que se denota mediante la funcidén

de vecindad N;(-).

Por ultimo en [73] se propone una variante al kernel anterior aprovechando la informacién

proveniente de las etiquetas 7 del dataset.

bl
2072

a: exp( ), si [x; € Nk(Xj) V Xj € Nk(xi)] A 1 =1
2
Wi,j =3\b- €Xp (—%), si [Xi S Nk(Xj) \Y X; € Nk(xi)] ANt # l’j (38)

0, en cualquier otro caso

Dicho lo anterior se establece un mayor valor para c;; al que denominaremos como a cuando

ambos elementos x; y x; comparten una etiqueta y un valor menor b cuando no lo hacen.

3.2. Entrenamiento y Prediccion

El objetivo de esta fase es generar hashes que permitan realizar una bisqueda por simili-
tud dentro de la coleccion. Para lograr este objetivo se plantea una arquitectura encoder-
decoder [68] para el tratamiento de secuencias mediante el uso de redes neuronales recu-
rrentes, especificamente redes LSTM. Lo anterior se debe a que, a diferencia de otros méto-

dos, la propuesta de esta memoria trata a los documentos como una secuencia ordenada
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de palabras, entendiendo que el orden de estas impacta en el significado del texto.

No obstante, para que el supuesto anterior tenga sentido, es necesario que la representacion
utilizada para las palabras sea capaz de capturar la similitud semantica entre términos.
Debido a esto se optd por utilizar un word embedding [46], convirtiendo un documento en
una secuencia ordenada de vectores reales, es decir, en una matriz. A su vez, también se optd
por utilizar un embedding preentrenado como GloVe [58], entrenado sobre 6 mil millones de
tokens de la Wikipedia 2014 y Gigaword 5. Esto permite reducir el tiempo de entrenamiento
de la red, sin mencionar el aumento en la calidad del embedding gracias al enorme corpus
utilizado. Sin embargo, el uso de un embedding preentrenado puede llevar a problemas de

cobertura, tal y como se analizard en el capitulo de implementacion.

En cuanto a la arquitectura, el objetivo de esta debe ser convertir secuencias desde un domi-
nio (matrices de documento) a una secuencia en otro dominio (cédigos hash). A este tipo de
problema se le conoce como sequence-to-sequence learning (Seq2Seq) y es ampliamente
estudiado en campos como la traduccién automdtica (MT) y la bisqueda de respuestas (QA)
[43]. El modelo en cuestién consiste en una primera capa recurrente llamada encoder que
procesa la secuencia de entrada (el embedding del documento) en su totalidad, retornando al
final su propio estado interno. Este estado interno, denominado a veces como vector de con-
texto, sintetiza la informacion contenida en la secuencia de entrada y se utiliza para inicia-
lizar una segunda capa LSTM que recibe el nombre de decoder. El propésito de esta tdltima
capa es aprender a predecir el siguiente termino de la secuencia objetivo, lo que equivale en
este caso, a aprender el siguiente bit del prehash obtenido durante la fase de preentrenamien-
to. Para esto se utiliza como entrada la secuencia objetivo desplazada en una posicion (shift)
generando un proceso de entrenamiento llamado teacher forcing (entrenamiento reforzado)

el cual optimiza la red para predecir la secuencia objetivo original.

Una vez entrenada la red es necesario optimizar el decoder para generar la secuencia hash de
manera recursiva. Para esto se genera un nuevo modelo denominado modelo de inferencia
que utiliza los pesos aprendidos durante el entrenamiento. El modelo de inferencia utiliza el
vector de contexto obtenido por el encoder y un carécter especial de inicio, para generar el

hash de un documento, un bit a la vez, de manera recursiva e incremental.
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Finalizado el modelo de inferencia se pasa a la fase de prediccion y evaluacion, en donde se
evalda la calidad de los hashes generados por el modelo. Esto se logra generando un ground
truth en base a las etiquetas de clase y los hashes generados por la red neuronal. Posterior-
mente se realiza una bisqueda por similitud tipo fast distance approximation [69] sobre los
hashes del conjunto de entrenamiento, utilizando como consulta los hashes de los documen-
tos del conjunto de prueba. Finalmente se evalua el desempefio del método utilizando como
métrica la mean precision sobre el ranking de los primeros k elementos recuperados. Para

efectos de comparacion con [73] se evaluaran los resultados con k = 50, 100, 150 y 200.
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Figura 3.1: Propuesta de hashing de texto mediante redes neuronales recurrentes. El paso 1 corresponde a la
fase de preentrenamiento, el 2 a la fase de entrenamiento de la red, siendo el paso 3 el apartado de prediccion

y evaluacién del método.
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Capitulo 4

Implementacion

En este capitulo se presenta la implementacion real de la propuesta sefalada en el capitulo

anterior junto a los resultados obtenidos.

4.1. Datasets

Para la realizacion de los experimento se emplearon los mismos conjuntos de datos utiliza-
dos en [73]; esto con la finalidad de comparar los resultados obtenidos con los resultados
presentados en ese trabajo. Dicho lo anterior los dataset utilizados son 20 Newsgroups y

SearchSnippets, los cuales se detallan a continuacion.

1. 20 Newsgroups:: Es una coleccion de datos de aproximadamente 20000 entradas per-
tenecientes al repositorio newsgroups de la red Usenet. Estos documentos se encuen-
tran distribuidos de manera aproximadamente uniforme a lo largo de 20 categorias
diferentes, cada una perteneciente a un topico en particular, siendo un dataset muy
popular para tareas de clasificacion y clustering de texto [61]. La version del dataset
utilizada para la elaboracién de este trabajo es la variante bydate procesada por la doc-
tora Ana Cardoso Cachopo [24], la cual realizé un proceso de stemming utilizando el

algoritmo de Porter. Ademads, se removieron de la coleccion aquellos documentos con
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mas de 300 términos.

2. SearchSnippets: Es un dataset de aproximadamente 13000 elementos generado a par-
tir de resultados de busqueda en Google utilizando para ello frases predefinidas para 8
dominios diferentes [59]. Esta compuesto de textos pequefios de una o dos oraciones,

donde las stop words fueron removidas.

A continuacion, se presenta una tabla con informacién estadistica relevante de ambos con-

juntos de datos.

Cuadro 4.1: Informacién estadistica de los datasets utilizados. C es el nimero de clases (etiquetas) correspon-
diente a cada conjunto de datos. Train/Test corresponde al nimero de documentos pertenecientes al conjunto
de entrenamiento (train) y al conjunto de prueba (fest) respectivamente. L(mean/max) corresponde a la canti-
dad promedio y mdxima de palabras por documento en el dataset. |V| representa la cardinalidad del vocabulario

del dataset completo, es decir train set y test set combinados.

Dataset C Train/Test L(mean/max) V]|

20 Newsgroups 20 10443/6972 94,2/300 54370
SearchSnippets 8  10060/2280 18,1/50 29257

El objetivo de usar estos datasets es evaluar el desempeio del método implementado sobre
colecciones de documentos de diferentes extensiones, cortos en el caso de SearchSnippets y

de mayor extension en 20 Newsgroups.
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4.2. Preentrenamiento

Como fue mencionado en la secciéon homénima del apartado de propuesta, el objetivo de esta
fase es generar un prehash para todos los elementos pertenecientes a los conjuntos de entre-
namiento. Para lograr lo anterior se han utilizado las 3 variantes del spectral hashing descritas
en aquella seccidn, las que pasardn a denominarse Weiss [71], Wang y Wang supervisado

[73], haciendo referencia a los investigadores titulares de las respectivas publicaciones.

Dado lo anterior es necesario seleccionar los hiperparametros correspondientes a cada
método que permitan maximizar su poder de discriminacion. Estos es seleccionar el paraime-
tro € en el caso de Weiss, el pardmetro o, el parametro k y el coeficiente de ajuste ¢;;j en el
caso de Wang, agregando los valores de @ y b para Wang supervisado. Por su parte tam-
bién es necesario seleccionar la longitud de las cadenas a utilizar, por lo que se estudiard el

comportamiento de los métodos a 16, 32 y 64 bits respectivamente.

Para determinar la calidad de los prehashes generados se utiliz6 como métrica de evalua-
cion mean precision sobre el top 100 de documentos recuperados (mP@ 100) en relacién
con la distancia de hamming relativa entre éstos y el documento de consulta. A su vez para
realizar la busqueda por similitud se realiz6 una particion aleatoria del conjunto de prehas-
hes reservando el 20 % como documentos de consulta. Este proceso de particion aleatoria
y busqueda fue realizado tres veces para minimizar los posibles sesgos provenientes de la
seleccion del conjunto de validacion. Los resultados presentados corresponden al promedio

de los resultados de mP @ 100 sobre las tres particiones anteriormente descritas.

Ademas, para otorgar sentido al nivel calidad de los resultados obtenidos se us6 como punto
de referencia el mP@ 100 alcanzado por un recuperador aleatorio. Esto quiere decir que pa-
ra el caso de 20 Newsgroups si se seleccionasen los elementos del conjunto de recuperacion
de manera aleatoria, en promedio un 1/20 de los documentos debiesen ser relevantes lo que
equivale a un 5 %. De la misma manera para SearchSnippets el rendimiento promedio seria
del 12,5 % dado que este dataset posee solo 8 categorias. Este razonamiento fue corroborado

experimentalmente, tal y como se detalla continuacion.
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Figura 4.1: Distribucién de los resultados de mP@ 100( %) alcanzado por un recuperador aleatorio después de
1000 repeticiones del proceso de particion aleatoria y recuperacion. En ambos casos el histograma se encuentra
normalizado para describir una funcién de densidad de probabilidad. Resultados para 20 Newsgroups a la

izquierda y SearchSnippets a la derecha.

A partir de los graficos anteriores es posible extraer algunas conclusiones. Para el caso de 20
Newsgroups la distribucion se ajusta perfectamente al comportamiento esperado por lo que
es posible afirmar con certeza que el rendimiento de un recuperador aleatorio es del 5 %. Sin
embargo, en SearchSnippets la distribucion se desvia ligeramente hacia la derecha por lo que
el desempeio real se sitia en torno al 15 % lo cual difiere del 12,5 % estimado. El motivo
de esta diferencia radica en un desbalance en la cardinalidad de las clases lo que provoca un

sesgo en los resultados.

No obstante, antes de presentar los resultados obtenidos, es importante comprobar que la
distancia euclidiana es una medida de similitud razonable dentro del espacio de repre-
sentacion tf-idf. Este es un supuesto fundamental para el correcto funcionamiento de las
técnicas de preentrenamiento propuestas, con excepcion de Wang supervisado en donde las

etiquetas cobran una mayor relevancia.

Para comenzar es necesario precisar como se construyeron los vectores tf-idf que representan

a los elementos de la coleccion. Para realizar esto, se utilizé la funcién TfidfVectorizer
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de la libreria Sklearn la cual calcula el coeficiente idf introduciendo una variacién respecto

a la formulacion expuesta en la ecuacion 1.13 del capitulo antecedentes.

ndmero total de documentos dentro de la coleccion D

idf(s, D) = log( ) +1 @D

nimero de documentos en D que contienen el término ¢

El propésito de sumar 1 en idf radica en evitar que la técnica ignore a aquellos términos que,
de lo contrario, tendrian un valor idf igual a cero, es decir a aquellos que aparecen en todos

los documentos de la coleccidn [14].

Una vez obtenido los vectores tf-idf para ambos conjuntos de entrenamiento se observa que
los documentos pertenecientes a 20 Newsgroups se representan utilizando vectores de 41876
dimensiones mientras que los de SearchSnippets utiliza solo 25117 dimensiones, lo que en
ambos casos se aproxima al tamafio del vocabulario de su respectivo train set. Visualizar la
distribucién de los datos en espacios altamente dimensionales no es una tarea sencilla. Para
solventar este problema se utilizan técnicas de reduccion de la dimensionalidad como PCA
[72] o t-SNE [51]. En este tipo de métodos, los datos son proyectados a un espacio de baja
dimensionalidad, cuyas componentes intentan preservar la distribucion del espacio original.

Dicho lo anterior, se presentan los siguientes diagramas de dispersion.

20 Newsgroups - tf-idf
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Figura 4.2: Diagrama de dispersion para 20 Newsgroups. Reducciéon mediante PCA y t-SNE.
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Figura 4.3: Diagrama de dispersion para SearchSnippets. Reducciéon mediante PCA y t-SNE.

En ambos casos se observa como PCA superpone las clases, quedando algunas completa-
mente ocultas a diferencia de lo que ocurre con t-SNE donde practicamente todas son visi-
bles. También en ambos casos se observa que los elementos pertenecientes a una misma
clase se agrupan en una region del espacio formando un (cluster). Estos grupos se encuen-
tran muy cercanos entre si, por lo que parte de sus elementos se entremezclan difuminando la
frontera entre clases. No obstante, los graficos anteriores parecen indicar que los elementos
pertenecientes a una misma clase se encuentran agrupados dentro del espacio tf-idf lo cual
indica que el uso de una métrica de distancia en este espacio podria ser un indicador

viable de similitud entre elementos.

Ya que el problema planteado se centra en la distancia euclidiana como medida de similitud
en este espacio, es necesario estudiar la distribucién de las distancias. Para esto se procedid
a construir un histograma de las distancias entre documentos para cada caso. Esto ademads
permite determinar el espacio de busqueda para los pardmetros € y o durante el proceso de

sintonizacion.
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Figura 4.4: Histogramas de distancia euclidiana entre documentos como vectores tf-idf. En ambos casos se
utilizan 30 intervalos en el rango 0 a 1.5 mientras que el eje de frecuencias esta en escala logaritmica. Resultados

para 20 Newsgroups a la izquierda y SearchSnippets a la derecha.

En el caso de 20 Newsgroups existen 54.522.903 aristas entre documentos cuyo valor oscila
entre 0 y 1,41 quedando concentrado el 98,78 % en el intervalo 1,35 y 1,45. Por su parte
SearchSnippets posee 50.596.770 aristas cuyo valor oscila también entre O y 1,41 quedando
concentrado el 98,85 % en el intervalo 1,35 y 1,45. De los graficos anteriores es posible
concluir que una abrumadora mayoria de documentos se encuentra a una distancia euclidiana
entre 1,35 y 1,45. Este hecho es una consecuencia de uno de los aspectos de la llamada
maldicion de la dimensionalidad la cual establece que las diferencias entre elementos se

diluyen a medida que aumenta las dimensiones del espacio [31].

Ademads, considerando que los arcos interiores de las clases corresponden al 5% y al 15 %
de las aristas totales respectivamente, podria parecer en primera instancia que la distancia
euclidiana no es un buen indicador de similitud en el espacio tf-idf. No obstante, para poder
corroborar dicha afirmacion es necesario analizar la distribucion de las distancias y observar
que no existe diferencia entre la distancia inter e intraclase. Para comprobar lo anterior se
construyeron los siguientes mapas de calor (heatmaps) que representan diferentes aspectos

de la distribucion de distancias para cada dataset.
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Figura 4.5: Mapa de calor de las distancias entre clases en el espacio tf-idf para 20 Newsgroups.

64



SearchSnippets
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Figura 4.6: Mapa de calor de las distancias entre clases en el espacio tf-idf para SearchSnippets.
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En ambos cuadros se observa el mismo comportamiento. La distancia promedio intraclase es
menor que la distancia interclase. También la desviacion estdndar intraclase es mas alta que
la interclase. Esto se debe a que dentro de una misma clase hay una mayor concentracion
de documentos cercanos como puede intuirse al observar los heatmaps de distancia minima.
Con respecto a este tltimo, llama la atencién como las clases que se confunden entre si son
aquellas que, en efecto, poseen una cercania semantica, como pueden ser las categorias de
rec.autos y rec.motorcycles de 20 Newsgroups que hablan de autos y motocicletas, o
las categorias education-science y health de SearchSnippets que tratan de educacion/-

ciencia y salud respectivamente. Por otro lado, también llama la atencion lo extremadamente
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homogénea que es la matriz de distancia maxima ya todos los elementos se encuentran cer-
canos a 1,41 con diferencias infimas del orden de 1073, lo cual deja de sorprender cuando
se toma en consideracion que la enorme mayoria de distancias se encuentran proximas a ese

valor, tal y como queda patente en la figura 4.4.

Con base a los resultados experimentales presentados anteriormente, es seguro afirmar que la
distancia euclidiana dentro del espacio tf-idf si captura hasta cierto punto la similitud
tematica entre los documentos de los dataset, por lo que tiene sentido aplicar los métodos

de prehash propuestos.

Aclarado el punto anterior, se procede a presentar los resultados obtenidos divididos por

método de preentrenamiento.

Weiss

Es el método original descrito en [71]. En €l se utiliza un kernel gaussiano para generar la

matriz W. )
[xi = x|
—

W, ; =exp “4.2)

€
Como puede apreciarse, la ecuacién genera una matriz W densa a diferencia del resto de
métodos que tienden a generar matrices dispersas las cuales son mds eficientes en términos
de almacenamiento. Cabe destacar que debido a que este método posee unicamente dos
parametros, uno explicito con € y uno implicito con el numero de bits, es posible realizar un

proceso de sintonizacién mds exhaustivo.

A continuacion, se presenta los resultados obtenidos al variar el parametro € utilizando cade-

nas de 16, 32 y 64 bits sobre los conjuntos 20 Newsgroups y SearchSnippets respectivamente.
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Figura 4.7: Resultados de mP@ 100 en funcién del pardmetro épsilon utilizando cadenas de 16, 32 y 64 bits. La

linea roja representa el rendimiento base de un recuperador aleatorio. Resultados del proceso de sintonizacién

en el cuadrante superior y de la sintonizacioén fina en el inferior. Resultados sobre 20 Newsgroups a la izquierda

y Searchsnippets a la derecha.

Como se observa en el cuadro anterior el método es extremadamente sensible a la seleccion

del parametro € pudiendo generar diferencias en los resultados de hasta 30 puntos porcen-

tuales. Esta sensibilidad, caracterizada por la presencia de un claro 6ptimo global dentro de

las gréficas, coincide con el comportamiento teéricamente esperado, ya que, al considerar



el pardmetro € como el radio de la esfera que delimita la vecindad entre elementos, se intuye
la existencia de un radio 6ptimo en que la mayoria de los elementos dentro de la frontera

sean efectivamente pertenecientes a una misma clase.

Dicho esto, se percibe que el mejor desempefio se alcanza con € = 0,2y € = 0,4 para 20
Newsgroups y SearchSnippets respectivamente. Respecto al nimero de bits, se advierte que
normalmente una mayor cantidad contribuye a aumentar la calidad de los prehashes
generados. También en ambos casos el dptimo se logra al utilizar 64 bits, siendo mucho mas

marcada la diferencia de rendimiento en SearchSnippets.

En términos generales se tiene que para 20 Newsgroups este método alcanza un rendimiento
maximo de 37 % lo cual equivale a 7,4 veces el desempefio base. Para SearchSnippets el
maximo se sittia en 53 % lo que es equivalente a 3,5 veces el rendimiento real de un recu-
perador aleatorio. Si bien el rendimiento general del método se posiciona por encima de un
recuperador aleatorio, todavia se encuentra lejos del desempefio deseado, por lo que estos

prehashes no son una buena opcion para la fase de entrenamiento.

Para entender mejor como la distancia de hamming actia como medida de similitud entre
elementos, es conveniente comparar la distribucion del conjunto de prehashes con la distri-
bucion de la representacion tf-idf presentada al principio de este capitulo. Para lograr esto,
se construyeron nuevos mapas de calor que reflejan aspectos de la distribucién de la distan-
cia de hamming relativa entre clases. Ademads de construir un nuevo diagrama de dispersion
utilizando t-SNE con distancia de hamming para visualizar los datos en un espacio bidimen-

sional. Todo esto utilizando los pardmetros 6ptimos obtenidos para cada dataset.
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20 Newsgroups - Weiss (€=0.2)
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Figura 4.8: Diagrama de dispersién de los mejores prehashes obtenidos por Weiss para 20 Newsgroups. Re-

duccién mediante t-SNE con distancia de hamming.
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t-SNE
business
75 A ¢ ‘ ® computers
L culture-arts-entertainment
50 ® education-science
® engineering
® health
~ 25 1 ® politics-society
£ ‘ Yo ® sports
C
(9] 0 1
g ... [}
[oR
g 25 A
° 4
_50 4
—75 4 . o
—100 A

-75 =50 =25 0 25 50 75
Componente 1

Figura 4.9: Diagrama de dispersion de los mejores prehashes obtenidos por Weiss para SearchSnippets. Reduc-

ci6n mediante t-SNE con distancia de hamming.
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En ambos diagramas de dispersion se observa como Weiss es incapaz de generar clus-
ters cohesionados para cada clase. Al comparar estos graficos con las figuras 4.2 y 4.3
se observa que, si bien los datos se encuentran méas dispersos en el espacio generando pe-
quenos grupos de elementos similares, todavia existen demasiados elementos desperdigados.
En base a esto es posible concluir que este método genera clusters menos definidos que los
observados en el espacio tf-idf por lo que falla a la hora de capturar de manera efectiva la
distribucién de este espacio. Esta conclusion se refleja en los resultados obtenidos por los
mapas de calor que se presentan a continuacion.
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Figura 4.10: Mapas de calor de la distancia de hamming relativa entre clases, generados a partir de los mejores

prehashes obtenidos por Weiss para 20 Newsgroups.
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SearchSnippets - Weiss (€=0.4)
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Figura 4.11: Mapas de calor de la distancia de hamming relativa entre clases, generados a partir de los mejores

prehashes obtenidos por Weiss para SearchSnippets.

Tal y como se esperaba, ambos casos presentan una atenuacion de la diagonal principal, es

decir, las distancias intraclases no se diferencian significativamente de las intercalases, lo

que se traduce en un pobre desempeiio en el proceso de recuperacion.
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Wang

Es uno de los métodos propuestos en [73]. Al igual que Weiss es un método no supervisado,
pero, a diferencia de éste, utiliza una lista de vecinos mas cercanos y un heat kernel para

construir la matriz W.

2
Xi—Xj .

Wi,j = (43)

0, en cualquier otro caso

A diferencia de Weiss, la matriz W generada por esta ecuacion es dispersa, lo que se traduce
en un uso de memoria mds eficiente. Ademds, como puede apreciarse este método posee 3
parametros; el pardmetro o que cumple una funcidn similar al pardmetro € de Weiss y el
pardmetro k que determina el tamafo de la vecindad. Por su parte el coeficiente c;; no tiene

ningun efecto en los resultados, como se expondrd mas adelante.

Dicho lo anterior, se presentan los resultados del proceso de sintonizacién de pardmetros,
utilizando cadenas de 16, 32 y 64 bits sobre los conjuntos 20 Newsgroups y SearchSnippets
respectivamente. El proceso de sintonizacion se realiz6 bajo un supuesto de independencia
por lo que cada pardmetro se selecciond de manera independiente utilizando como base la
configuracion descrita en [73] es decir ¢ = 1, 0 = 1y k = 7. Finalmente se considera
al conjunto de pardmetros obtenidos como la configuracién 6ptima, via previa validacion
experimental, para descartar que alguna de las configuraciones estudiadas durante el proceso

de sintonizacion pudiese tener un mejor rendimiento.

72



20 Newsgroups - Wang (c=1, 0=7) SearchSnippets - Wang (c=1, 0=7)
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Figura 4.12: Resultados de mP@ 100 en funcién del tamaio de la vecindad k 16, 32 y 64 bits. Resultados del
proceso de sintonizacién en el cuadrante superior y de la sintonizacidn fina en el inferior. Resultados sobre 20

Newsgroups a la izquierda y Searchsnippets a la derecha.

Como se aprecia en el cuadro anterior el método es muy sensible a la seleccion del pardmetro
de vecindad k. Tal y como se esperaba el desempefio aumenta junto con k hasta alcanzar un
valor maximo con k = 6 para 20 Newsgroups a 64 bits y k = 28 para SearchSnippets a
32 bits, antes de comenzar a descender. Cabe de destacar que a medida que el pardmetro k
aumenta, la matriz W se vuelve mas densa llegando a un limite tedrico cuando el tamafio de
la vecindad es igual al nimero de documentos, en cuyo caso este método es indistinguible del

de Weiss. También llama la atencion como en muchos casos el rendimiento de las cadenas
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de 32 bits sobrepasa a las de 64 bits sobre todo para SearchSnippets en donde constituyen el
maximo global. Ahora bien, dado que este método es sensible a la seleccion del pardmetro
k es de esperar que la influencia del parametro o, el cual es equivalente al parametro € de
Weiss, disminuya considerablemente, ya que ahora es la lista de los k£ vecinos mas cercanos

la que determina en mayor medida la similitud entre elementos.
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Figura 4.13: Resultados de mP@ 100 en funcién del pardmetro o a 16, 32 y 64 bits. La linea roja representa el
rendimiento base de un recuperador aleatorio. Resultados del proceso de sintonizacién en el cuadrante superior
y de la sintonizacién fina en el inferior. Resultados sobre 20 Newsgroups a la izquierda y SearchSnippets a la

derecha.
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En ambos casos se observa como el rendimiento aumenta abruptamente a partir de cierto
valor, para continuar de manera estable con una leve tendencia a la baja. En base a esto se
concluye que el método no es sensible, a partir de cierto valor, al pardmetro o obteniendo
el mejor desempefio con o = 0,25 para 20 Newsgroups y o = 0,52 para SearchSnippets

ambos a 64 bits.

Respecto al coeficiente de ajuste c;; se observa que no tiene ningtn impacto en el desempefio
del método tal y como puede apreciarse en la figura A.1 del apartado de anexo. Esto se debe
a que multiplicar un matriz por una constante no tiene ningun efecto en los vectores propios
por lo que los prehashes resultantes son siempre los mismos. No obstante este coeficiente

cobra relevancia en Wang supervisado con sus posibles valores a y b.

Al validar experimentalmente los parametros seleccionados se observa un rendimiento infe-
rior al obtenido por una de las configuraciones durante el proceso de sintonizacién, lo que
pone en duda el supuesto de independencia anteriormente establecido. Debido a lo anterior
se variaron los pardmetros a mano, utilizando como base el mejor caso observado en la sin-
tonizacion, hasta obtener un desempefio superior al de todas las configuraciones estudiadas.
Finalmente, los mejores pardmetros encontrados son o = 0,27 y k = 16 para 20 News-
groups con cadenas de 64 bits, logrando un mP@100 del 61,83 %,y o = 0,52 y k = 28 para
SearchSnippets con cadenas de 32 bits, logrando un mP@ 100 del 81,16 %. Estos resultados

se encuentran en la figura A.2 del apartado anexo.

A continuacioén, se presentan los mapas de calor y los diagramas de dispersion que permiten

entender mejor como los prehashes generados segmentan el espacio.
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20 Newsgroups - Wang (0=0.27, k=16)
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Figura 4.14: Diagrama de dispersion de los mejores prehashes obtenidos por Wang para 20 Newsgroups. Re-

duccién mediante t-SNE con distancia de hamming.
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Figura 4.15: Diagrama de dispersion de los mejores prehashes obtenidos por Wang para SearchSnippets. Re-

duccién mediante t-SNE con distancia de hamming.

En ambos diagramas de dispersion se observa una mayor compartimentacion de las clases
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que las observadas en los diagramas 4.8 y 4.9 generados por Weiss. Esto es esperable si se
tiene en cuenta que este método representa una mejora de entre 25 y 30 puntos porcentuales
sobre el método anterior. De la misma forma es de esperar que la distribucién de distan-
cias presentadas en los mapas de calor tienda a destacar mas la diagonal de las matrices,
presentando una distancia intraclase menor, mayor varianza intraclase junto a minimos mas

marcados, tal y como se observa en la distribucion en el espacio tf-idf (figuras 4.5 y 4.6).
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Figura 4.16: Mapas de calor de la distancia de hamming relativa entre clases, generados a partir de los mejores

prehashes obtenidos por Wang para 20 Newsgroups.
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SearchSnippets - Wang (0=0.52, k=28)
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Figura 4.17: Mapas de calor de la distancia de hamming relativa entre clases, generados a partir de los mejores

prehashes obtenidos por Wang para SearchSnippets.

Como se aprecia el comportamiento de los heatmaps es el esperado. En conclusion, es posi-

ble afirmar que la introduccién de una lista de vecinos cercanos en el funcionamiento del

método constituye una significativa mejora respecto al método de Weiss. Esto se debe a

la fuerza con que el método penaliza a aquellos elementos que no se encuentran dentro de la

vecindad, permitiendo filtrar de mejor manera la informacion proveniente del espacio tf-idf.
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Wang Supervisado

Es el ultimo de los métodos propuestos en [73]. A diferencia de los anteriores, este es un
método supervisado, por lo que hace uso de las etiquetas de clase disponibles en el dataset.
Al igual que Wang utiliza una lista de vecinos mas cercanos y un heat kernel para construir
la matriz W, pero ademds incluye las constantes a y b que ocupan el lugar del coeficiente
c;j para aumentar o disminuir la influencia de un termino en la matriz dependiendo si es que

los elementos x; y x; comparten o no la etiqueta de clase.

2072

2
a-exp(—M), si [ eNdx) Vo N A =1

i ||

Wij=1b- exp (—l 752 ), si [x; € Nk(Xj) V X; € Ni(x)] A 1 # t; 4.4)

0, en cualquier otro caso

Al igual que en Wang, la matriz W resultante es dispersa. La tnica innovacion que este
método introduce con respecto al método anterior es la inclusion de los pardmetros a 'y b por
lo que se espera que el comportamiento descrito por el resto de los parametros en Wang se

mantenga, siendo estos nuevos parametros los inicos dignos de estudio.

20 Newsgroups - Wang Sup(o=1, b=0.1, k=7) 08 5SearchSnippets - Wang Sup(o=1, b=0.1, k=7)
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Figura 4.18: Resultados de mP@100 en funcién del parametro a a 16, 32 y 64 bits. Resultados sobre 20

Newsgroups a la izquierda y Searchsnippets a la derecha.
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20 Newsgroups - Wang Sup(o=1, a=1, k=7) SearchSnippets - Wang Sup(o=1, a=1, k=7)
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Figura 4.19: Resultados de mP@100 en funcién del parametro b a 16, 32 y 64 bits. Resultados sobre 20

Newsgroups a la izquierda y Searchsnippets a la derecha.

Como se observa en los gréficos anteriores el método es muy sensible a la eleccion de los
parametros a y b. Cabe destacar como al aumentar el valor de a en ambos casos mejora el
rendimiento del método hasta alcanzar una cota superior con a = 16 para Newsgroups con
cadenas de 32 bits y con a = 32 para SearchSnippets con cadenas de 16 bits. Respecto al
parametro b llama la atencion el mal desempefio del método cuando se establece su valor
en cero, ya que, en teoria, esto descarta aquellas parejas de elementos que no comparten
etiquetas. No obstante, en ambos casos el mejor desempefio se alcanza con el valor evaluado
mas cercano a cero de b = 0,015. Ademads se observa que a medida que aumenta el valor de

b el desempeiio decae.

Es importante aclarar que durante este proceso de sintonizacion no se realizo la busqueda
fina de pardmetros debido a que el desempeiio obtenido durante el proceso normal roza el

Optimo global.
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20 Newsgroups - Wang Sup(a=1, b=0.1, 0=1) SearchSnippets - Wang Sup(a=1, b=0.1, o=1)
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Figura 4.20: Resultados de mP@100 en funcién del parametro k a 16, 32 y 64 bits. Resultados sobre 20

Newsgroups a la izquierda y Searchsnippets a la derecha.
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Figura 4.21: Resultados de mP@100 en funcién del parametro o a 16, 32 y 64 bits. Resultados sobre 20

Newsgroups a la izquierda y Searchsnippets a la derecha.

En ambos casos se observa un comportamiento muy similar al observado para estos pardme-
tros en Wang. No obstante, la variante supervisada parece ser menos sensible a la eleccion
del pardmetro k que su contraparte no supervisada. Dicho lo anterior, el mejor rendimiento

respecto a k se obtiene con k = 1024 a 64 bits para Newsgroups y k = 512 a 16 bits para
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SearchSnippets. Con respecto sigma los mejores valores encontrados son o = 0,75 a 32
bits para Newsgroups y o = 0,6 a 16 bits para SearchSnippets, aunque en realidad para este

dataset el rendimiento bordea el 95 % para todas las cadenas con un o = 0,4 o superior.

Finalmente, los pardmetros seleccionados son a = 16, b = 276 k =256 y o = 0,75 para
20 Newsgroups con cadenas de 32 bits, alcanzando un mP@ 100 del 99,91 %. Por su parte
para SearchSnippets la configuracién elegida es a = 32, b = 275, k = 512y o = 0,6 con
cadenas de 16 bits, alcanzado un mP@ 100 del 99,87 %. Estos resultados se encuentran en la
figura A.3 del apartado anexo. En base a esta configuracion se generaron los mapas de calor
y los diagramas de dispersion que permiten entender mejor como los prehashes generados

por este método dividen el espacio.

20 Newsgroups - Wang Sup (a=16, b=2"%, 0=0.75, k=256)
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Figura 4.22: Diagrama de dispersion de los mejores prehashes obtenidos por Wang Supervisado para 20 News-

groups. Reduccién mediante t-SNE con distancia de hamming.
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SearchSnippets - Wang Sup (a=32, b=2°, 0=0.6, k=512)
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Figura 4.23: Diagrama de dispersion de los mejores prehashes obtenidos por Wang Supervisado para SearchS-

nippets. Reduccién mediante t-SNE con distancia de hamming.

Ambos diagramas presentan una distribucion cercana a la ideal. Los documentos de una mis-
ma clase se encuentran agrupados en un mismo cluster, compacto, bien definido y separado
del resto de clusters. Dado lo anterior es posible afirmar que los prehashes generados por
este método son superiores a los producidos por Wang y Weiss, ya que agrupan casi a la
perfeccion documentos similares en el espacio de hamming. Este hecho se ve reflejado en
los mapas de calor en donde se observa como la distancia intraclase es significativamente

menor que la interclase.
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20 Newsgroups - Wang Sup (a=16, b=2%, 0=0.75, k=256)
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Figura 4.24: Mapas de calor de la distancia de hamming relativa entre clases, generados a partir de los mejores

prehashes obtenidos por Wang Supervisado para 20 Newsgroups.
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SearchSnippets - Wang Sup (a=32, b=2%, 0=0.6, k=512)
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Figura 4.25: Mapas de calor de la distancia de hamming relativa entre clases, generados a partir de los mejores

0.0

health
sports
health
sports

)
0
v
c
%)
>
e

computers
engineering
politics-society
business
computers
engineering
politics-society

education-science
education-science

culture-arts-entertainment
culture-arts-entertainment

prehashes obtenidos por Wang Supervisado para SearchSnippets.

En ambos casos se observa una marcada diagonal principal lo que es equivalente a distancias
intraclase menores. Llama la atencidn, sobre todo, la matriz de distancia minima ya que es
el inico caso presentando hasta ahora en donde las colisiones entre clases solo dominan la

diagonal de la matriz.

Dicho lo anterior se procede a describir la fase de entrenamiento en donde se utilizan los

prehashes generados en esta seccion para entrenar la red descrita en la seccién 3.2.
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4.3. Entrenamiento

En este apartado se presenta la implementacion real del modelo propuesto en la seccion
3.2. El primer paso consiste en construir la representacion necesaria para poder alimentar a
la red neuronal. Como se menciond anteriormente se optd por utilizar un word embedding
preentrenado basado en GloVe [58] entrenado sobre 6 mil millones de tokens de la Wikipedia
2014 y Gigaword 5. Este embedding estd compuesto por 400.000 palabras sin preprocesar
representadas como vectores reales de 50 dimensiones. No obstante, 20 Newsgroups se en-
cuentra preprocesado mediante stemming por lo que la cobertura otorgada por GloVe para
este dataset es limitada. Para solventar este problema se decidi6 aplicar stemming sobre el
embedding, utilizando la funcién PorterStemmer de la libreria NLTK, lo que incrementa
considerablemente la cobertura. A continuacién, se presenta una tabla con las coberturas

alcanzadas para el conjunto de entrenamiento de ambos dataset.

Cuadro 4.2: Cobertura del embedding sobre los conjuntos de entrenamiento de ambos datasets. |V| es el tamafio

del vocabulario sin las normalizaciones introducidas por TfidfVectorizer y |T| es el nimero de tokens.

GloVe GloVe + Porter
Dataset
14 |T| V] |71

20793/41877 796845/984277 27743/41877 937987/984277

20 Newsgroups
(50 %) (81 %) (66 %) (95 %)

18164/25143 170990/181889  8957/25143  86168/181889

SearchSnippets

(72 %) (94 %) (36 %) (47 %)

Como puede apreciarse aplicar stemming sobre GloVe tiene efectos dispares. Para 20 News-
groups representa una mejora de 16 puntos en la cobertura del vocabulario y 14 puntos en la
cobertura de los términos. No obstante, para SearchSnippets representa una pérdida del 50 %
en cobertura, respecto a la versién sin modificar. Este comportamiento es el esperado ya que
20 Newsgroups esta preprocesado, a diferencia de SearchSnippets. Por consiguiente, se uti-
lizara la variante con el algoritmo de Porter para tratar los documentos de 20 Newsgroups y

la version normal para tratar los de SearchSnippets. Para entender mejor como las palabras
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se encuentran distribuidas en los datasets se presentan los siguientes graficos de frecuencia.

20 Newsgroups - Frecuencia de Palabras SearchSnippets - Frecuencia de Palabras
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Figura 4.26: Frecuencia del fop 25 de palabras de los conjuntos de entrenamiento para ambos datasets. 20

Newsgroups a la izquierda y SearchSnippets a la derecha.

A partir de los graficos anteriores es posible extraer las siguientes observaciones. En primer
lugar, se advierte que ambas curvas describen una ley de potencia, lo cual concuerda con lo
planteado por la ley de Zipf [27]. Por su parte, las 25 palabras més utilizadas en 20 News-
groups corresponden en su mayoria a conectores, lo cual es normal si se considera que las
stop words no fueron removidas. Asimismo este fendmeno no ocurre en SearchSnippets ya
que las stop words fueron eliminadas de antemano. No obstante, las palabras mas utiliza-
das en este caso corresponden a términos descriptivos de las categorias, como por ejemplo

science, health y business.

Dado lo anterior también es importante conocer la frecuencia de los términos que no estan
cubiertos por el embedding. Para esto se construy6 un segundo grafico de frecuencia, esta

vez, para las palabras perdidas.
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20 Newsgroups - Frec. de Palabras Perdidas SearchSnippets - Frec. de Palabras Perdidas
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Figura 4.27: Frecuencia del top 25 de palabras perdidas por el embedding de los conjuntos de entrenamiento

para ambos datasets. 20 Newsgroups a la izquierda y SearchSnippets a la derecha.

En ambos casos se observa que las palabras no cubiertas por el embedding también tienden a
ser términos descriptivos de las categorias, asi como nombres propios. Aunque su frecuencia
sea significativamente menor, todavia constituyen poco mas de un cuarto del vocabulario
de cada dataset. Dado lo anterior, es importante abordar el problema de las palabras no
cubiertas por el embedding. Una solucidn habitual es utilizar vectores aleatorios, tal y como
se hace en [73]. No obstante, si se utilizan vectores completamente aleatorios se corre el
riesgo de quedar en una zona remota del espacio de representacion, modificando de manera
significativa la distribucion del embedding. Para mitigar este riesgo, se propone seleccionar
un valor aleatorio para cada componente del vector, proveniente de la distribucion de

probabilidad observada para esa dimension a lo largo del embedding.

Por lo tanto, para generar el vector aleatorio es necesario conocer la distribucion de probabi-

lidad subyacente para cada dimensién del embedding.

88



Componente 1
u=—0.13, 0=0.64

Componente 2

u=—-0.29, 0=0.61

Componente 3
u=—0.01, 0=0.61

Componente 4
p=—0.06, 0=0.62

Componente 5
pu=-0.2, 0=0.64

Componente 6
u=—0.08, 0=0.67

0.6 1

0.4 4

0.2 4

0.0 -

-

Componente 8

0.6

0.4 4

0.2 4

0.0 -

-
—
—
—
—
—

-250.0 25

Componente 9

0.6 1
0.4 4
0.2 1

0.0 -
-2.500 25

Componente 10

0.6
0.4 4
0.2 4

0.0 -
=5 0 5

Componente 11

0.6

0.4

0.2

0.0 -

ol

0

&l

Componente 12

0.6
0.4 4
0.2 4

0.0 =
=5 0 5

Componente 13

0.2

0.0 -
-2.50.0 25

Componente 14

u=0.16, 0=0.61 u=0.04, 0=0.65 u=0.18, 0=0.62 u=0.05 0=0.56 u=—0.0, 0=0.65 u=0.29, 0=0.64 u=0.05 0=0.65
064 0.6 - 064 056 0.6 0.6 0.6 -
0.4 0.4 0.4 4 0.4 - 0.4 4 0.4 0.4 4
0.2 4 0.2 0.2 0.2 - 0.2 0.2 - 0.2
0.0 - 0.0 - 0.0 - 0.0 - 0.0 - 0.0 - 0.0 -
-2.50.0 25 -2.50.0 2.5 -2.50.0 25 =25 0.0 25 -250.0 25 -2.500 25 0 5
Componente 15 Componente 16 Componente 17 Componente 18 Componente 19 Componente 20 Componente 21
u=-021,0=06 u=-0.07, 0=055 u=—-0.07, 0=0.6 u=0.08, 0=0.6 u=0.31, 0=0.63 u=0.18, 0=0.61 pu=-0.12, 0=0.63
0.75 4
0.6 1 0.6 1 0.6 1 0.6 0.6 0.6 4
0.4 A 0501 0.4 0.4 0.4 1 0.4 0.4 1
0.2 - 0.25 o 0.2 4 0.2 0.2 A 0.2 4 0.2 4
0.0 - 0.00 - 0.0 - 0.0 - 0.0 - 0.0 - 0.0 -
-5 0 5 0 5 -5 0 -5 0 -2500 25 -250.0 25 0 5
Componente 22 Componente 23 Componente 24 Componente 25 Componente 26 Componente 27 Componente 28
u=-01,0=059 pu=-0.07, 0=0.6 u=0.06, 0=0.59 u=0.14, 0=0.59 u=0.61, 0=0.65 u=0.17, 0=0.66 u=0.05, 0=0.54
0.6 0.75 4
0.6 1 0.6 0.6 - 0.6 1 0.6
0.4 1 0.4 1 0.4 4 044 0.4 4 041 0:50 1
0.2 0.2 0.2 - 0.2 1 0.2 0.2 - 0.25 4
0.0 - 0.0 - 0.0 - 0.0 - 0.0 - 0.0 - 0.00 -
-2.50.0 2.5 -5 0 0 5 -5 0 =25 0.0 25 0 5 -25 0.0 25
Componente 29 Componente 30 Componente 31 Componente 32 Componente 33 Componente 34 Componente 35
u=-0.01, 0=061 u=0.03, 0=058 ju=-081, 0=081 u=—-0.05 0=0.6 u=0.2, 0=0.58 u=0.2, 0=0.64 u=—0.04, 0=0.58
0.6 - 0.6 1 0.6 1 06 1 0.6 061 0.6
0.4 4 0.4 0.4 0.4 0.4 - 0.4 4 0.4 -
0.2 4 0.2 1 0.2 0.2 1 0.2 0.2 02
0.0 - 0.0 - 0.0 - 0.0 - 0.0 - 0.0 - 0.0 -
-5 0 5 —-2.500 25 0 5 -5 0 5 -5 0 5 -5 0 5 -5 ]
Componente 36 Componente 37 Componente 38 Componente 39 Componente 40 Componente 41 Componente 42
u=0.07, 0=0.53 pu=—0.02, 0=0.53 pu=—0.03, 0=0.6 pu=—0.07, 0=0.61 u=0.12, 0=0.6 pu=0.14, 0=0.57 pu=-0.17, 0=0.61
4 . 0.75 4
073 073 0.6 0.6 1 0.6 0.6
0.50 0.50 - 0.4 0.4 1 0.4 0.501 0.4 4
0.25 A 0.25 0.2 1 0.2 - 0.2 0.25 - 024
0.00 - 0.00 - 0.0 - 0.0 7 0.0 - 0.00 - 0.0 -
-2.5 0.0 25 -2.5 0.0 2.5 -2500 2.5 -5.0-2.50.0 2.5 -250.0 2.5 -2.50.0 2.5 0 5
Componente 43 Componente 44 Componente 45 Componente 46 Componente 47 Componente 48 Componente 49
u=—0.08, 0=0.61 u=0.08 0=0.63 pu=-0.01, 0=0.63 pu=-0.14, 0=0.62 u=0.2, 0=0.56 pu=0.1, 0=0.62 u=0.01, 0=0.6
0.6 1 0.6 4 0.6 0.6 0.6 0.6 4

0.4 A

0.2 4

F—
=
-

-2.50.0 25

Componente 50
u=0.02, 0=0.62

0.6

0.4 4

0.2

—

0.0 -

o
v

0.4

0.2

0.0 -

0.4

0.2 4

0.4 4

0.2 1

e o o o
o N u Ny
S o o v
| L L L
I
IS
1 .

0.0 -

o
o]

0.4

0.2 4

0.0 -

I
v
o
o]

0.2

0.0 -

I
o]
o
o]

Figura 4.28: Distribucién de probabilidad observada para cada componente del embedding. La curva roja re-

presenta una distribucién normal a partir del ¢ y o obtenidos para de cada componente.



En base a la figura anterior es posible afirmar que todas las dimensiones del embedding se
distribuyen normalmente, exceptuado tal vez las componentes 26 y 31, aunque para estas,
la curva normal sigue siendo una aproximacién aceptable. Por lo tanto, las componentes
del vector generado para cubrir las palabras perdidas en GloVe, se elegiran a partir de un
valor aleatorio proveniente de la distribucién normal para esa componente. A continuacidn,

se presenta una implementacion autocontenida de esta funcionalidad.

import numpy as np
import pandas as pd

import csv

def generate_random_vector():
features = pd.read_table("../Glove/glove.6B.50d.txt", sep="_", index_col=0,
header=None, quoting=csv.QUOTE_NONE)
features_means = features.describe().loc[’mean’].values

features_std = features.describe().loc[’std’].values

generated_vector = []

for i in range(len(features_means)):
normal_dist = np.random.normal (features_means[i], features_std[i], 10000)
selected_element = np.random.choice(normal_dist)

generated_vector.append(selected_element)

return np.asarray(generated_vector)

Codigo 4.1: Generador de vectores aleatorios. El cédigo presentado corresponde a una unidad funcional y

difiere de la utilizada en la implementacion final.

Una vez obtenida la representacion matricial de los documentos es necesario construir un
cubo de datos para entrenar la red. El problema radica en que los documentos poseen
diferentes extensiones por lo que es necesario estandarizar sus longitudes. Para realizar esto
se llena el espacio vacio de los documentos utilizando una palabra de relleno especifica,
hasta que todos los documentos tienen la extension del documento de mayor longitud. A

este proceso de normalizacién se le conoce como padding. En la implementacién realizada
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en esta memoria se utilizo como marca de padding de manera arbitraria el nimero de 100 ya
que este se encuentra fuera de los valores que puede tomar una dimension del embedding.
Dicho lo anterior, para rellenar los espacios vacios se utilizan vectores de 50 dimensiones

cuyas componentes tienen valor 100.

Como ultimo paso antes de entrenar la red es necesario aplicar una representacion sobre
los prehashes y su respectivo shift. Para realizar esto se utiliza una técnica conocida como
one-hot encoding que consiste en generar un vector de longitud igual a todos los posibles
valores que puede tomar la variable. Luego se marcan todos los elementos del vector como
cero con la excepcion de la posicion que representa el valor que tiene que representar el
vector, que se marca con un uno. En la implementacion realizada en esta memoria se utilizé
un vector de dos dimensiones en donde la primera posicion representa un 0 y la segunda
posicion representa un 1. Para representar el caricter de shift ambas componentes se marcan

con un 0. A continuacidn se presenta una pequefa ilustracion a modo de ejemplo.

shift

—

0
o
—_
o
o

0
=
o
—_
=
o

o |= fe——Fo

1
-
o
—_
-

1
o
—_
o
—_
-

one-hot encoding one-hot encoding

Figura 4.29: Ejemplo de shift y one-hot encoding sobre un prehash. La S representa el caracter de shift.

Completadas las tareas de preprocesamiento, se procede a implementar y entrenar la red
neuronal. El primer componente de la arquitectura propuesta es el encoder. Este consiste
en una capa LSTM compuesta por 256 unidades (neuronas) con funcién de activacion
tanh. Lo importante de esta red es su estado interno al terminar de procesar la secuencia de
vectores que compone un documento. Este estado interno, también conocido como vector de
contexto, se utiliza a su vez para inicializar el decoder. A continuacion, se presenta el codigo

de la implementacidn real de este componente.
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from keras.models import Model

from keras.layers import Input

from keras.layers import LSTM

from keras.layers import Dense

from keras.layers import Masking

from keras.callbacks import EarlyStopping, ModelCheckpoint

import numpy as np

num_features = glove_em.shape[2] # 50

hash_features = encoded_hash_codes.shape[2] # 2

latent_dim = 256

len_hash = encoded_hash_codes.shape[l] # 16, 32 or 64

num_samples = glove_em.shape[0] # 20Newsgroups: 8354, SearchSnippets: 8048
max_lenght = glove_em.shape[1] # 20Newsgroups: 300, SearchSnippets: 50

# Training Model

# Encoder Definition

encoder_inputs = Input(shape=(None, num_features))
encoder_inputs_mask = Masking(mask_value = 100.0) (encoder_inputs)
encoder = LSTM(latent_dim, return_state=True)

encoder_outputs, state_h, state_c = encoder(encoder_inputs_mask)

encoder_states = [state_h, state_c]

Cddigo 4.2: Implementacién del Encoder.

Del c6digo anterior cabe destacar los siguientes puntos:

= Las dimensiones de la capa de entrada se define como (None, num features) ya
que en su fase de prediccion la red puede procesar documentos de diferente exten-

sion.

= [a capa Masking permite a la red ignorar los vectores de padding agregados a los

documentos.
= En la declaracion de la capa LSTM se marca el argumento return_state=True para
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que la red a parte de su output retorne la memoria de sus unidades (cell state) y sus
estados ocultos (hidden state) finales. Estos atributos que en conjunto denominamos

como “estado de la red” se almacena para inicializar el decoder.

Construido el encoder, queda construir la segunda componente de la arquitectura, el decoder.
El objetivo del decoder es reconstruir el prehash original a partir de su shift y los estados

finales generados por el encoder.

# Decoder Definition

decoder_inputs = Input(shape=(None, hash_features))

decoder_lstm = LSTM(latent_dim, return_sequences=True, return_state=True)
decoder_outputs, _, _ = decoder_lstm(decoder_inputs, initial_state=encoder_states)
decoder_dense = Dense(hash_features, activation=’softmax’)

decoder_outputs = decoder_dense(decoder_outputs)

Cédigo 4.3: Implementacién del Decoder.
Sobre el decoder cabe recalcar:
= En la declaracion de la capa LSTM se incluye el parametro return_sequences=True

para que la red retorne su estado oculto en cada paso.

= Al especificar el input del decoder_lstm se establece mediante el uso del pardmetro

initial_state, como estado inicial de la red, el estado final del encoder.
= Finalmente se utiliza una capa de salida densa con funcién de activaciéon softmax

para conseguir la “probabilidad” de que el bit predicho sea O o 1.

Finalmente, el encoder y el decoder se fusionan en un iinico modelo el cual sera entrenado

para realizar la tarea.

model = Model([encoder_inputs, decoder_inputs], decoder_outputs)

model.compile(optimizer="adam’, loss=’categorical_crossentropy’, metrics=[’acc’])

Cdédigo 4.4: Generacion del modelo de entrenamiento.
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Como puede apreciarse, el input de este modelo estd compuesto por el embedding de un
documento para el encoder y el shift de su respectivo prehash para el decoder. Siendo el
output del modelo la salida retornada por la capa so ftmax del decoder. La funcién de pérdida
para el modelo es la Categorical Cross-Entropy, ampliamente utilizada en problemas de
clasificacion, la cual mide la diferencia entre la distribucién de probabilidad real observada
y la distribucion predicha por la red. La métrica de desempefio utilizada es el Accuracy
(exactitud) que corresponde al ratio entre el nimero de predicciones correctas y el total de

predicciones realizadas.

Para concluir lo referente a la implementacion del modelo, se presenta a continuacién un

diagrama de la arquitectura implementada.

input: | (None, None, 50)

input_1: InputLayer

output: | (None, None, 50)

i . input: | (None, None, 50)
masking_1: Masking

output: | (None, None, 50)

input: (None, None, 50) ) input: | (None, None, 2)
Istm_1: LSTM input_2: InputLayer
output: | [(None, 256), (None, 256), (None, 256)] output: | (None, None, 2)

\ /

input: [(None, None, 2), (None, 256), (None, 256)]
Istm 2: LSTM
- output: | [(None, None, 256), (None, 256), (None, 256)]

input: | (None, None, 256)
output: (None, None, 2)

dense_1: Dense

Figura 4.30: Diagrama del modelo de entrenamiento. Generado automaticamente por la funcién model_to_dot

de la libreria keras.

Para entrenar la red y evitar los problemas relacionados al overfitting se utilizé Early Stop-
ping con una tolerancia de 5 epochs sobre la pérdida del conjunto de validacion (validation
loss). Lo anterior implica que el modelo dejara de entrenarse luego de aumentar el validation
loss durante 5 epochs consecutivos. Para generar el conjunto de validacion se realizo un split

aleatorio del 20 % sobre el conjunto de entrenamiento.
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39

40

41

42

callbacks =

[EarlyStopping(monitor="val_loss’, patience = 5, verbose = 1)]

history = model. fit(

[glove_em, encoded_shited_hash_codes],

encoded_hash_codes,

epochs = 200,

validation_data = ([val_glove_em, val_encoded_shited_hash_codes],
val_encoded_hash_codes),

callbacks = callbacks

Cédigo 4.5: Early Stopping y Entrenamiento del modelo.

Finalmente se procedid a entrenar la red bajo un méaximo de 200 epochs con el Early Stop-

ping anteriormente descrito. A continuacion, se presentan los resultados del entrenamiento

mediante los grdficos de Accuracy y Loss del modelo.
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Figura 4.31: Graficos de Accuracy y Loss del entrenamiento del modelo para 20 Newsgroups.
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Figura 4.32: Gréficos de Accuracy y Loss del entrenamiento del modelo para SearchSnippets.

Los graficos anteriores muestran el comportamiento clasico del entrenamiento de un modelo.
En ambos casos se observa como las curvas de training y de validation se comportan de
igual manera hasta llegar a un punto de quiebre en donde las curvas de ambos conjuntos se
separan mostrando siempre un mejor desempefio la curva de train. Esto se debe al fenémeno
de sobreajuste estudiado en la seccion 1.1.3 y calza perfectamente con lo mostrado por la
figura 1.2. Sin embargo, no es posible afirmar que el sobreajuste representa un problema para
el modelo entrenado, ya que en este caso la brecha de generalizacion observada es muy
pequena. También cabe destacar que en ambos datasets 1os mejores resultados se obtienen
con los prehashes generados por Wang Supervisado, luego por Wang y finalmente por Weiss.
Lo anterior indica que los resultados del entrenamiento estan intrinsecamente ligados a la

calidad de los prehashes, tal y como era esperado.

Por altimo, cabe sefialar lo rapido del entrenamiento del modelo, llevdandose a cabo en apro-

ximadamente 30 epochs para Newsgroups y en apenas 11 epochs para SearchSnippets.
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4.4. Prediccion y Evaluacion

En esta seccion se presentan y evaldan las predicciones echas por el modelo. El primer
paso para realizar las predicciones consiste en modificar el modelo entrenado para generar
una secuencia de manera recursiva. Este nuevo modelo de inferencia utiliza los pesos apren-
didos por el modelo de entrenamiento, por lo que no requiere ser entrenado. El encoder de

inferencia es simplemente un modelo que contiene el encoder de entrenamiento.

#Inference Model
#Encoder Definition

encoder_model = Model(encoder_inputs, encoder_states)

Cddigo 4.6: Implementacién del Encoder de inferencia.

Por su parte el decoder de inferencia sufre modificaciones mas relevantes. Ahora constituye
un modelo completamente separado del encoder, interactuando con el solamente dentro de la
funcién predict_hash_code que definiremos mas adelante. Este modelo se utiliza de mane-
ra recursiva retornando un bit del hash por cada invocacion que se le haga. A continuacion,

se presenta el cédigo de la implementacién del decoder de inferencia.

#Decoder Definition
decoder_inputs = Input(shape=(None, hash_features))
decoder_state_input_h = Input(shape=(latent_dim,))

decoder_state_input_c = Input(shape=(latent_dim,))

decoder_states_inputs = [decoder_state_input_h, decoder_state_input_c]

decoder_outputs, state_h, state_c = decoder_lstm(decoder_inputs,
initial_state=decoder_states_inputs)

decoder_states = [state_h, state_c]

decoder_outputs = decoder_dense(decoder_outputs)

decoder_model = Model([decoder_inputs] + decoder_states_inputs,

[decoder_outputs] + decoder_states)

Cddigo 4.7: Implementacion del Decoder de inferencia.
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Ya que el encoder y el decoder son modelos completamente separados es necesario proveer
explicitamente al decoder de los estados de finales del encoder por lo que se definen dos
nuevas capas de entrada, decoder_state_input hy decoder_state_input_c. Ya que es-
tas capas forman parte del input del modelo, es necesario proveer de estados a la red en cada
iteracion. Por lo tanto, en cada interaccidn posterior a la inicial a la red se le provee con el

bit y los estados obtenidos en la iteracion anterior.

Para ilustrar de mejor manera el modelo de inferencia se presenta el siguiente diagrama.

input: | (None, None, 50)

input_1: InputLayer

output: | (None, None, 50)

input: | (None, None, 50)

masking_1: Masking
- output: | (None, None, 50)

input: (None, None, 50)
Istm_1: LSTM
- output: | [(None, 256), (None, 256), (None, 256)]
. input: | (None, None, 2) . input: | (None, 256) . input: | (None, 256)
input_2: InputLayer input_3: InputLayer input_4: InputLayer
output: | (None, None, 2) output: | (None, 256) output: | (None, 256)

\ /

input: [(None, None, 2), (None, 256), (None, 256)]
output: | [(None, None, 256), (None, 256), (None, 256)]

Istm_2: LSTM

input: | (None, None, 256)

dense_1: Dense

output: (None, None, 2)

Figura 4.33: Diagrama del modelo de inferencia. Generado automdticamente por la funcién model_to_dot de

la libreria keras.

Finalmente, para obtener el hash de un documento utilizando el modelo de inferencia ante-
riormente descrito, se implementa la funcién predict _hash code, la cual recibe el embed-
ding de un documento y retorna su hash. Como puede apreciarse en el codigo tras el salto,
la longitud del hash esta definida por la variable len_hash, siendo un proceso iterativo en el
que en cada iteracion se selecciona el valor del bit, en base a la probabilidad retornada por el

modelo.
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def predict_hash_code(input_seq):

# Encode the input as state vectors.

states_value = encoder_model.predict(input_seq)

# Generate an empty target sequence.

target_seq = np.zeros((l, 1, hash_features))

hash_code = []

prepare = prepare_input()

for _ in range(len_hash):
output_tokens, h, ¢ = decoder_model.predict([target_seq] + states_value)
decoded_hash = prepare.decode_hash(output_tokens[0])
hash_code. append(decoded_hash[0]);
selected_bit = np.argmax(output_tokens[0])
target_seq = np.zeros((l, 1, hash_features))
target_seq[0, 0, selected_bit] =1

states_value = [h, c]

return np.asarrayChash_code)

Codigo 4.8: Implementacion de la funcién de prediccion.

Implementada la funcién de prediccion se procede a construir el ground truth correspon-
diente para cada dataset. Para obtener el ground truth primero se genera un hash para cada
elemento del conjunto de entrenamiento utilizando la funcién de prediccidn, luego se alma-

cena el hash generado con su respectiva etiqueta de categoria.

Una vez construido el ground truth se procede a realizar una busqueda por similitud utilizan-
do como consulta los hashes generados por la funcién de prediccion para los documento del

test set. El desempefio final de la técnica propuesta se evalua utilizando mean precision (mP)
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sobre el top 50, 100, 150 y 200 de documentos recuperados. A continuacion, se presenta una
tabla con los resultados obtenidos por la arquitectura encoder-decoder (ED) en conjunto con

las técnicas de preentrenamiento utilizadas, para ambos datasets.

Cuadro 4.3: Tabla de resultados obtenidos en términos mP @k( %) de por la arquitectura encoder-decoder (ED)
bajo Weiss, Wang y Wang Supervisado. El largo de los hashes varia dependiendo del dataset y de la técnica de
preentrenamiento utilizada. Las longitudes utilizadas para Weiss, Wang y Wang Supervisado son 64, 64 y 32

bits para 20 Newsgroups y 64, 32 y 16 bits para SearchSnippets respectivamente.

20 Newsgroups
Método sroup
mP@50(%) mP@100(%) mP@150(%) mP@200( %)
ED - Weiss 31,48 29.83 28,37 27,42
ED - Wang 47.84 47 41 46,77 45,95
ED - Wang S 64,92 65,09 64,71 64,37
SearchSnippets
Método PP
mP@50(%) mP@100(%) mP@150(%) mP@200( %)
ED - Weiss 22.58 22.50 22.39 22.16
ED - Wang 76,48 75,61 75,11 73,83
ED - Wang S 80,62 80,64 80,71 80,58

Como puede apreciarse en el cuadro anterior, el rendimiento sobre SearchSnippets es supe-
rior al alcanzado sobre 20 Newsgroup. No obstante, los resultados sobre ambos datasets
presentan un comportamiento similar. En los dos casos la red entrenada utilizando los
prehashes generados por Wang Supervisado obtiene los mejores resultados, seguida por la
red entrenada con Wang y finalizando con la entrenada con Weiss. Lo anterior se condice con
lo observado en la seccion de preentrenamiento, ya que la calidad de los prehashes generados

sigue este mismo orden.

En términos globales se aprecia que en todos los casos estudiados el rendimiento del ED

supera con creces la linea base marcada por el recuperador aleatorio definido en la figura
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4.1. Sin embargo, para obtener una mejor idea del desempeiio real de este método es nece-
sario compararlo con otras técnicas de hashing sobre los mismos datasets. Para realizar esto
se incorporaron los resultados obtenidos en la tabla 4.3 a la tabla comparativa expuesta en

[73]. Las tablas resultantes se presentan a continuacion divididas por dataset.

Cuadro 4.4: Tabla comparativa de resultados para 20 Newsgroups. Las siglas describen los siguientes métodos:
Encoder-Decoder (ED), Text Hashing with Convolutional neural networks (THC), Nuestra implementacién
de THC (CNN), Self Taught Hashing (STH), Iterative Quantization (ITQ), Laplacian Co-Hashing (LCH),
Spectral Hashing (SpH), Two Step Hashing (TSH). Todos los resultados con excepcién de ED se obtuvieron

empleando cadenas de 64 bits.

) Método 20 Newsgroups
mP@50(%) mP@100(%) mP@150(%) mP@200(%)

ED-Weiss 31,48 29,83 28,37 27,42
ED-Wang 47,84 47.41 46,77 45,95
g THCI (Wang) 65,83 63,73 61,82 60,03
& CNN-Wang 58,95 57,26 56,05 55,09
& STH-RBF 63,82 61,82 59,88 57,95
E STH 63,63 61,16 58,98 56,88
ITQ 48,31 46,55 44,87 43,17
LCH 32,75 30,41 28,89 27,69
SpH 32,81 27,84 24,85 22,78
ED-Wang S 64,92 65,09 64,71 64,37
. THC-II (Wang) 66,21 64,02 62,11 60,31
_?g THC-IV (Wang S) 79,53 78,13 76,80 75,96
?ci CNN-Wang S 77,43 77,39 77,30 77,20
& TSH-KSH 75,83 75,74 75,57 75,24
FastHash 73,76 73,54 73,34 73,17
STHs 77,78 76,80 75,26 73,23

En 20 Newsgroups se observa que para el caso no supervisado el método propuesto es
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superado ampliamente por técnicas como como THC y STH. No obstante, la variante con
Wang se encuentra a la par con ITQ y supera a otras técnicas como LCH y SpH. Respecto
a esta dltima es interesante notar la poca diferencia con respecto a la variante con Weiss, ya
que este método de preentrenamiento proviene precisamente de Spectral Hashing [71]. Para
el caso supervisado ED se encuentra a la par con THC-III pero sigue por debajo del resto de

métodos. En CNN el rendimiento es inferior a THC, por entre 5 y 2 puntos porcentuales.

Cuadro 4.5: Tabla comparativa de resultados para SearchSnippets. Las siglas describen los siguientes métodos:
Encoder-Decoder (ED), Text Hashing with Convolutional neural networks (THC), Nuestra implementacién
de THC (CNN), Self Taught Hashing (STH), Iterative Quantization (ITQ), Laplacian Co-Hashing (LCH),
Spectral Hashing (SpH), Two Step Hashing (TSH). Todos los resultados con excepcién de ED y CNN se

obtuvieron empleando cadenas de 64 bits.

) Método SearchSnippets
mP@50(%) mP@100(%) mP@150(%) mP@200(%)

ED-Weiss 22,58 22,50 22,39 22,16
ED-Wang 76,48 75,61 75,11 73,83
g THCI(Wang) 78,07 77,46 76,80 76,08
E CNN-Wang 70,45 69,10 68,10 67,03
£ STH-RBF 68,94 67,51 66,38 65,18
; STH 65,44 63,70 62,45 61,24
ITQ 35,03 33,24 31,73 30,45
LCH 54,20 52,36 51,09 50,05
SpH 32,74 29,47 27,28 25,72
ED-Wang S 80,62 80,64 80,71 80,58
_ THC-III (Wang) 79,32 78,67 78,00 77,27
?g THC-IV (Wang S) 80,56 79,90 79,21 78,50
é CNN-Wang S 78,92 78,41 77,92 77,67
& TSH-KSH 71,09 70,87 70,76 70,34
FastHash 61,23 60,97 60,52 60,22
STHs 69,31 68,39 67,27 66,05
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En SearchSnippets los resultados son mucho mas prometedores. En el caso no supervisado
se aprecia que ED-Wang se posiciona muy cercano a THC-I casi liderando la tabla. Muy por
el contrario, el rendimiento de Weiss es el peor de esta secciéon quedando muy por debajo
de SpH. En el caso supervisado ED-Wang S presenta el mejor desempeiio de entre todos
los métodos senalados, siendo el més cercano THC-IV. Nuevamente CNN demuestra un
desempefio inferior a THC. Para el caso no supervisado, la diferencia se sitiia en torno a los
8 puntos porcentuales, mientras que en el caso supervisado la diferencia nuevamente de 2

puntos porcentuales.

A partir de las tablas anteriores es posible extraer algunas conclusiones y realizar ciertas
hipétesis. En primer lugar, es evidente que el rendimiento observado para SearchSnip-
pets excede significativamente al de 20 Newsgroups. Hay muchos factores que pueden
contribuir a explicar este fendmeno, uno de ellos es la cobertura del embedding. Como que-
do patente en la tabla 4.2 la cobertura sobre el vocabulario de SearchSnippets superaba a
la de 20 Newsgroups por 22 puntos porcentuales. Al aplicar stemming para el caso de 20
Newsgroups se logré disminuir esta diferencia a 6 puntos, aunque sacrificando en parte la
consistencia del embedding debido a la colisién de términos. Este problema de cobertura
también nos hace sospechar de los resultados publicados en [73] ya que nuestra implemen-
tacion obtuvo resultados inferiores, incluso amortiguando el problema mediante el uso del

stemming.

Para evaluar el impacto de la cobertura se realizaron de nuevo los experimentos utilizando
un embedding completamente aleatorio. Ademas, para el caso de 20 Newsgroups se utilizé
GloVe sin stemming para evaluar el trade-off entre cobertura y consistencia. A continuacion,

se presentan las tablas con los resultados de estos experimentos.
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Cuadro 4.6: Tabla comparativa de resultados en funcién del embedding utilizado sobre SearchSnippets. Se
compara el mejor desempefio alcanzado por GloVe con el desempeiio logrado utilizando un embedding com-

pletamente aleatorio (random).

SearchSnippets
Embedding Método

mP@50(%) mP@100(%) mP@150(%) mP@200(%)

ED - Weiss 22,58 22,50 22,39 22,16

GloVe ED - Wang 76,48 75,61 75,11 72,83
ED - Wang S 80,62 80,64 80,71 80,58

ED - Weiss 6,71 8,02 8,29 8,52

Random ED - Wang 39,36 38,91 38,40 37,86
ED - Wang S 37,93 37,92 37,85 37,85

Cuadro 4.7: Tabla comparativa de resultados en funcién del embedding utilizado sobre 20 Newsgroups. Se com-
para el mejor desempeiio alcanzado por GloVe + Porter con el desempefio logrado por GloVe y un embedding

completamente aleatorio (random).

20 Newsgroups

Embedding Método
mP@50( %) mP@100(%) mP@150(%) mP@200( %)

ED - Weiss 31,48 29,83 28,37 27,42

GloVe +Porter ED - Wang 47,84 47,41 46,77 45,95
ED - Wang S 64,92 65,09 64,71 64,37

ED - Weiss 21,00 19,85 18,85 18,20

Glove ED - Wang 43, 25 42,28 42.05 41,28

ED - Wang S 59,04 58,85 58,27 56,28

ED - Weiss 5,65 5,73 5,62 5,69

Random ED - Wang 2991 29,75 29,34 28,96
ED - Wang S 43,14 4245 41,62 40,44

A partir de las tablas anteriores es acertado concluir que la cobertura es un factor determi-

nante a la hora de obtener un buen desempeiio por parte del método. En 20 Newsgroups
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se aprecia una diferencia aproximada de 20 puntos porcentuales a todos los niveles entre Gol-
Ve + Porter y el embedding aleatorio. Respecto a la diferencia entre en GloVe y su version
con Porter, se aprecia que la decision de aumentar la cobertura en detrimento de la consisten-
cia del embedding se traduce en un incremento de rendimiento que oscila entre 5 y 10 puntos
porcentuales, dependiendo del método de preentrenamiento utilizado. En SearchSnippets la
diferencia entre GloVe y el embedding aleatorio es todavia mds dramdtica generando una
disminucién en el desempeio de entre 30 y 40 puntos porcentuales dependiendo del método

de preentrenamiento.

En definitiva, la arquitectura propuesta en esta memoria presenta un desempeio que
supera el estado del arte sobre SearchSnippets y un desempeino dentro del promedio
para 20 Newsgroups. Parte de esta diferencia puede ser explicada por la cobertura entregada
por GloVe sobre ambos datasets, se profundizard més sobre este tema en el apartado de

conclusiones.
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Conclusiones

En este capitulo se presentan las conclusiones y reflexiones finales sobre el trabajo realizado,
asi como un conjunto de observaciones y propuestas sobre como ahondar en los diferentes

aspectos que conforman la arquitectura expuesta en esta memoria.

Conclusiones Generales

Como se mencioné en el capitulo 3, la propuesta de esta memoria consiste en emplear un
arquitectura de red recurrente, generalmente utilizada en tareas de traduccion automadtica,
para afrontar el problema de hashing para busqueda por similitud. Los resultados obtenidos
por la implementacion de esta arquitectura sefialan un desempefio notable del método para
la recuperaciéon de documentos de pequefia extension, como los de SearchSnippets, y un
desempefio razonable en conjuntos conformados por documentos de mayor extensién, como
20 Newsgroups. Este resultado parece indicar una verdad subyacente al concepto de similitud
entre textos escritos, y es que, entre mayor es la extension de un texto, menor relevancia

tiene el orden de las palabras a la hora de determinar su significado.

La afirmacidn vertida en el parrafo anterior es razonable si se considera que la cantidad de
tépicos tratados en un documento esta estrechamente ligado a su extension. De la misma
forma, en un texto breve, la escasez de términos limita la cantidad de temas que pueden ser
tratados, por lo que el orden de las palabras cobra una mayor relevancia a la hora de descifrar
su significado. Para tratar este punto es necesario extender los experimentos a mds datasets

y evaluar si esta tendencia persiste, no obstante, eso ya forma parte del trabajo futuro.
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Otro de los factores relevantes a la hora de evaluar el éxito del método es la cobertura pro-
veida por el embedding al dataset. Como fue estudiado al final de la seccién 4.4, una baja
cobertura se traduce en un empeoramiento significativo en el desempeiio de la técnica.
Lo anterior se debe a que sin una cobertura adecuada la red no posee informacion sobre
la similitud semdntica entre términos en el espacio de representacion, lo cual es vital para
su correcto funcionamiento. Para profundizar todavia mas en el impacto que genera el em-
bedding utilizado sobre la técnica propuesta, es recomendable el uso de otros embeddings
preentrenados, asi como evaluar los costos y beneficios de entrenar un embedding especifico

para cada dataset.

Sobre las diferentes variantes de la técnica propuesta, cabe destacar la prominente supe-
rioridad de la vertiente supervisada en comparacion a las otras. Esta es una tendencia
que parece repetirse a lo largo de las técnicas de hashing estudiadas, como reflejan las tablas
4.4 y 4.5. Esto se debe a que el uso de etiquetas otorga conocimiento adicional al modelo
sobre la distribucion deseada de los elementos, lo que enriquece la informacién disponible
en comparacion a utilizar solamente los ejemplos. Un aspecto negativo del uso de etiquetas
reside en los problemas que acarrea un mal etiquetado de los elementos. Por ejemplo, en los
datasets utilizados en esta memoria se descubrid que un pequeno porcentaje de los ejemplos
de entrenamiento poseian etiquetas diferentes, pese a ser léxicamente idénticos. Esta clase
de errores pueden ocasionar serios problemas a algunas técnicas de aprendizaje supervisado
como por ejemplo las maquinas de soporte vectorial (SVM). No obstante, la técnica propues-
ta en esta memoria demostro ser lo suficientemente robusta como para afrontar esta clase de

problemas.

En el campo del aprendizaje no supervisado, es preciso subrayar el enorme impacto del
uso de la lista de vecinos cercanos en el desempeiio del método, como se refleja en la
tabla 4.3. Esta innovacion introducida en THC [73] supera por un amplio margen a la version
original propuesta en SpH [71]. Esto se debe a que al reducir el nimero de términos en la
matriz W se incrementa la diferencia entre elementos disimiles lo que aumenta la efectividad

del método de preentrenamiento.
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En conclusidn, el uso de una arquitectura tipo encoder-decoder basada en redes neuronales
recurrentes ha demostrado ser un enfoque viable, y hasta prometedor bajo ciertas condicio-

nes, como técnica de hashing para bisqueda por similitud.

Trabajo Futuro

Después de analizar los resultados obtenidos por el método propuesto, se identificaron dife-

rentes aspectos en los cuales existe un margen de mejora.

En primer lugar, es necesario continuar profundizando en el impacto del embedding utiliza-
do, evaluando la conveniencia de incorporar el aprendizaje del embedding directamente

en la arquitectura de la red.

También es importante extender el conjunto de datasets utilizados para evaluar el método
y corroborar si es que efectivamente es el largo de los documentos el factor determinante en
el desempefio de la técnica, o si por el contrario, son otros los factores mas relevantes como
la presencia de stop words u otras técnicas de preprocesado, la cobertura del embedding,

entre otros.

Asimismo, existen numerosas mejoras que se pueden implementar a nivel de la arquitectura
de la red. Por ejemplo, seria conveniente incorporar las etiquetas del dataset al proceso
de entrenamiento de la variante supervisada, modificando la red para que prediga la ca-
tegoria de un documento al mismo tiempo que genera su hash. Atin mas relevante seria la
incorporacion de modulos atencionales (Attention Mechanisms) a la red, lo que permitiria
mejorar el desempeifio en documentos extensos al permitir a la red focalizar su atencién en
diferentes areas del texto. También existen otros mecanismos que podrian mejorar el desem-
pefio del modelo, como seria el incorporar las positional features utilizadas en TCH [73]
o, siguiendo el enfoque seq2seq modificar el modelo completo para convertirlo en un
Transfomer, el cual constituye una de las arquitecturas de red mas prometedoras en tareas

de procesamiento de secuencias ligadas al lenguaje natural.
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Capitulo A

Anexo

20 Newsgroups - Wang (o=1, k=7) SearchSnippets - Wang (o=1, k=7)
= = = =
561 74 4
55 1
72 A
SEad —e— 64 bits g
§ —— 32 bits § 701
® 53 4 —— 16 bits ® —e— 64 bits
o o .
€ = —=— 32 bits
68 —4— 16 bits
52 4
51 - 66
504 a R R . R R . 644 a
0.125 0.25 0.5 1 2 4 8 0.125 0.25 0.5 1 2 4 8

Figura A.1: Resultados de mP@100 en funcién del pardmetro c;; a 16, 32 y 64 bits. Resultados sobre 20

Newsgroups a la izquierda y SearchSnippets a la derecha.
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20 Newsgroups - Wang(0=0.27, k=17, bits=64) SearchSnippets - Wang(0=0.52, k=28, bits=32)
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Figura A.2: Distribucién de los resultados de mP@100( %) para Wang utilizando la mejor configuracién de

pardmetros para ambos datasets. Tamafio de la muestra 100 particiones aleatorias al 20 %.

20 Newsgroups SearchSnippets
Wang Sup(a=16, b=2%, 0=0.75, k=256, bits=32) Wang Sup(a=32, b=2%, 0=0.6, k=512, bits=16)
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Figura A.3: Distribucién de los resultados de mP@ 100( %) para Wang Supervisado utilizando la mejor confi-

guracioén de pardmetros para ambos datasets. Tamafio de la muestra 100 particiones aleatorias al 20 %.
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